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摘 要： 牛的行为能够直观地反映其生理和健康状态，在复杂养殖环境中准确识别牛体行为对实现智能养殖至关重要。

现有牛体行为识别方法受噪声敏感、牛体运动特性影响，导致在实际养殖环境中牛体行为识别的准确性不足。因此，

本文提出一种适用于复杂养殖环境的基于骨架特征的牛体行为识别方法，该方法通过提升行为特征对复杂背景噪声

及遮挡的抗干扰能力，提高其在实际养殖环境下的牛体行为识别效果。首先，本文基于HRNet对低分辨率特征利用不

足，设计了多尺度特征融合（Multi-scale Feature Fusion，MSFF）模块，增强了HRNet的多尺度表征能力，提升了复杂背

景下牛体骨架特征提取的准确性；其次，考虑到牛体行为较为迟缓的特点，构建三维热图体（3D heatmap volume）作为

输入，减少了噪声干扰，并保留了全局动态特征；最后，针对牛体行为类间相似性，在PoseConv3D行为识别网络的残差

层引入帧间运动激励（Inter-frame Motion Excitation，IME）模块，增强不同行为的判别特征，提升类间相似牛体行为的

区分能力。实验结果表明，所设计方法在骨架特征提取任务和行为识别任务中分别取得 92.3%（AP50）和 93.9%

（Top1_acc）的效果，相比原有方法分别提升了0.8%和4.7%，整体提升6.4%。本文所设计的方法能在遮挡等复杂养殖

环境下更准确地提取牛体骨架特征，对行为的判别性特征提取能力更强，为智能养殖中的牛体行为识别提供了有效的

解决方案。
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Abstract: The behavior of cattle can directly reflect their physiological and health status,and accurately identifying cattle 

behavior in complex farming environments is crucial for achieving smart livestock farming. Existing cattle behavior 

recognition methods are susceptible to noise and affected by cattle motion characteristics, resulting in insufficient 

recognition accuracy in practical farming environments. To address these issues, this paper proposes a skeleton-based cattle 

behavior recognition approach suitable for complex farming environments, which enhances the robustness of behavioral 

features against complex background noise and occlusion, thereby improving recognition performance under practical 

farming conditions. First, to address the insufficient utilization of low-resolution features in HRNet, this paper designs a 

Multi-scale Feature Fusion (MSFF) module, which enhances the multi-scale representation capability of HRNet and 

improves the accuracy of cattle skeleton feature extraction under complex backgrounds. Second, considering the relatively 

slow movement characteristics of cattle, a three-dimensional heatmap volume (3D heatmap volume) is constructed as input 

to reduce noise interference while preserving global dynamic features. Finally, aiming at the inter-class similarity of cattle 

behaviors, an Inter-frame Motion Excitation (IME) module is introduced into the residual layers of the PoseConv3D 

behavior recognition network, enhancing the discriminative features of different behaviors and improving the distinction 

capability of inter-class similar cattle behaviors. The experimental results show that the designed method achieves a 
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performance of 92.3% (AP50) and 93.9% (Top1_acc) in skeleton feature extraction and behavior recognition tasks, 

respectively, representing improvements of 0.8% and 4.7% compared to the original method, with an overall enhancement of 

6.4%. The method proposed in this paper can more accurately extract skeleton features of cattle in complex farming 

environments such as occlusion, and exhibits stronger discriminative capability for behavior feature extraction, providing an 

effective solution for cattle behavior recognition in intelligent livestock farming.

Keywords: Skeleton feature; HRNet; action recognition; PoseConv3D; cattle

随着人们生活质量的显著提高，对牛肉与牛

奶制品等优质食品的需求也越来越大。为满足

这一需求，自2014年中央实施基础母牛扩群增量

项目以来，我国肉牛和奶牛存栏数量逐年增加。

数据显示，2018年我国牛总存栏达到732.5万头，

位居世界第三［1］；2020 年进口牛总数量超过

30万头，交易金额超过6万亿美元［2］。而随着牛

养殖规模的持续扩大，对牛群健康与养殖效率的

精细化管理需求也愈发迫切。牛的行为能够直

观地反映其生理和健康状态［3，4］，因此，准确快速

地识别牛体行为不仅是实现健康状态智能感知

的关键，也对疾病预防、优化养殖管理及提高牛

场生产效益具有重要意义［5-7］。

目前，牛体行为识别的研究主要分为两大

类：基于接触的方法和非接触的方法。基于接触

的行为识别方法使用穿戴式传感器采集牛体行

为数据并进行分析［8，9］。然而，这类穿戴式设备

不仅易损坏且成本较高，还可能引起牛只应激反

应，影响牛只福利［10，11］。随着视频采集技术和计

算机视觉技术的发展，研究人员开始利用图像和

视频数据进行非接触的牛体行为识别［12-14］。与

接触的识别方法相比，非接触的识别方法具有成

本效益优势，并能避免引发应激反应。

现有研究已探索多种基于图像和视频数据

的非接触式牛体行为识别方法，如基于RGB［15，16］

的识别方法、基于光流［17］的识别方法和基于

骨 骼［18］的识别方法。骨骼作为紧凑的动作表示

形式，近年来受到了越来越多的关注。与基于

RGB和光流的动作识别方法相比，骨架只捕捉

动作核心信息，使模型专注于提取行为本身的

特 征，不受背景变化、灯光变化等环境干扰。

并 且骨架特征更容易与RGB和光流等模态数

据进行集成。图卷积网络（Graph Convolutional 

Network，GCN）将人体骨架序列建模为时空图，

被广泛采用［19-21］。ST-GCN通过提取关键点在空

间和时间上的特征实现动作识别［22］。Zhao等使

用时空图卷积网络来识别动物行为，构建了多物

种骨架数据集（Animal-Skeleton）［23］。BlockGCN

通过图距离描述物理拓扑的骨骼连接编码方法

识别并恢复了先进 GCN 中被忽视的骨架拓

扑［24］。此外，Li等提出结合RGB、光流和骨架特

征进行跛行识别，准确率达97.20%［25］。

然而，现有的牛体骨架提取方法多在相对简

单的受控环境下进行，在实际牛场中，复杂的养

殖环境会对行为识别造成显著干扰。首先，不同

栏舍区域的背景纹理、光照条件和拍摄角度差异

较大，使得关键点定位的稳定性大幅下降。其

次，牛群通常处于高密度饲养状态，牛只之间频

繁发生遮挡，尤其是在进食、转身或在狭窄通道

中行走时，部分关键点极易被遮挡。再次，牛体

毛色差异显著，加上光照反射或阴影变化等因

素，骨架提取过程进一步受到干扰。上述因素使

得在真实场景下获得稳定、可靠的牛体骨架特征

变得十分困难，从而对后续的行为识别提出了更

高要求［26，27］。现有方法中，基于骨架特征的牛体

行为识别的方法较少，对牛场养殖环境的干扰因

素及牛体运动的特性考虑不足。此外，不同牛体

行为的特征差异较小，现有方法未能充分利用具

有较强判别能力的特征来提升识别精度［28］。

为更有效地提取骨架数据的行为特征并提

升识别精度，本文提出了一种基于骨架特征的牛

体动作识别方法。与现有方法相比，该方法能够

更精准地捕捉牛体运动特征，并提高行为识别的

准确性。该方法首先提取牛体骨架信息，并将骨

架数据输入 3D卷积网络进行行为识别，最终输

出行为类别。该方法在实际复杂养殖环境中展

现出较强的准确性，能够有效应对多种干扰因

素，显著提升识别性能。本文的贡献如下：

（1） 针对实际养殖环境复杂，图像分辨率差

异大的问题，本文设计了多尺度特征融合（Multi-

scale Feature Fusion，MSFF）模块，提升网络对多

尺度特征的利用能力，从而提取更加精准的牛体

骨架特征。

（2） 针对提取的牛体骨架数据噪声较大的
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问题，本文提出基于时序均匀抽样方法的三维热

图体表示，降低骨架关键点噪声影响，使行为识

别模型专注于动作本身特征。

（3） 针对不同牛体类间行为特征差异较小

的问题，在PoseConv3D网络的残差层中融入帧

间 运 动 激 励（Inter-frame Motion Excitation 

Module，IME）模块，强化帧间行为差异特征，使

模型聚焦于类间行为的判别性特征，提高行为识

别准确率。

1　实验数据

原始视频数据集采集自济南市某牛场和泰

安市某牛场，数据采集时间为 2023 年 11 月到

2024年 2月。为体现数据采集在真实养殖环境

下的完备性，本文将数据划分为近景数据和远景

数据两类。近景数据包括在牛棚内采集的站立、

回头和低头行为视频，以及在通道中采集的站立

与行走行为视频，如图1（a）所示。远景数据则来

自牛场监控摄像机的常规拍摄，如图1（b）所示。

近景视频的帧率为30帧每秒（Frames Per Second，

FPS），分辨率为1 920×1 080像素；远景视频的帧

率为30 FPS，分辨率为1 280×960像素。

除了视角距离的区分，为进一步提升数据集

的多样性和全面性，本文还综合考虑了拍摄牛体

时的不同视角（如正面、侧面、背面）、多种光照条

件（如强光、暗光、自然光）、不同毛色花纹（如黑

白相间、棕色、黑棕相间）、复杂环境因素（如栅栏

遮挡、背景杂乱、动物拥挤）以及不同的栏舍结构

（采食区、休息区、挤奶通道）。图 2展示了牛体

图像数据集在这些维度下的样例。

本研究针对站立、行走、回头、低头四种行为

开展相关研究，以下为四种行为的具体介绍：

（1） 站立：站立行为也是牛的一种休息形

式，并且有诸多动作是在站立状态下完成的，如

进食、饮水等。

（2） 行走：行走是牛常见的行为，该行为能

图 1 拍摄场景

Fig. 1 Shooting scene

图 2 牛场养殖环境下的牛体图像数据集

Fig. 2 Dataset for cattle images in cattle farming environment
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够直接反映牛的运动量，体现牛的健康状况。并

且，在发情当天牛的运动量显著增加，生病牛的

活动量会相应地下降。

（3） 回头：当患疥螨和湿疹时，牛会频繁出

现回头搔痒行为，牛被毛会成片地脱落，导致体

重和膘情明显下降。回头行为对于判定疥螨和

湿疹等疾病具有重要参考意义。

（4） 低头：正常牛会习惯性地前往集中饲料

处进食，当牛患异食癖时会舔食和啃咬无营养价

值、不应采食的异物，不及时干预会导致新陈代

谢障碍，影响牛只福利，在牛场环境下频繁出现

低头行为是患异食癖的一种重要表现。

四种行为的具体定义如表1所示。其中，回

头行为的整个过程定义为头部开始转动为起始，

头部转动到露出另一侧的眼睛为止。此外，在站

立行为状态下，牛只头部会有一定程度的晃动，

与回头和低头行为较为相似。

参考最大的动物姿态数据集APT-36K［29］，以

牛体侧视视角设计骨架模型，如图3所示。牛体

侧视视图更能表征牛体的骨架细节信息。本文

中使用关键点和连接线模拟骨架模型中牛体的

关节和肢体，进而模拟牛体实际骨架结构。

本文以视频为划分单元，将所有视频样本按

7∶2∶1的比例划分为训练集、验证集和测试集。

随后通过视频分帧截图、数据预处理和数据标注

处理流程，共计得到 8 650 张牛体图像，划分过程

中确保同一视频不会同时出现在不同数据集中，

数据集的样本分布及平衡性统计如表2所示。

表 1 牛体行为定义

Table 1 Definitions of the four cattle behaviors

行为类别

Behavior categories

站立

Standing

行走

Walking

回头

Turn head

低头

Lower head

行为定义

Behavior definitions

牛体不发生明显位移，四肢可能有抬起、

放下的动作，头部可能会有轻微晃动。

在视频中持续保持行走状态。四肢规律

地交替前进，并且头颈部规律的起伏。

牛体侧拍状态下，满足站立行为的条件，

且头部转回贴近身体，露出另一侧的眼

睛即判定为回头。

头部贴近地面，四肢保持站立，牛体可能

会位移，四肢也可能会移动。

图 3 牛体骨架结构

Fig. 3 Cattle skeleton structure

表 2 数据集统计分析表

Table 2 Statistical analysis table of dataset

行为类别

Behavior category

站立

Standing

行走

Walking

回头

Turn head

低头

Lower head

视频数量

Video count

180

180

160

140

视频时长/s

Duration

753

767

698

644

视频帧数量

Frame count

2 319

2 331

2 096

1 904

近景与远景比例

Shot ratio

3：4

5：4

1：1

3：4
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2　研究方法

所提出的方法包括牛体骨架提取和行为识

别两个主要步骤，如图4所示。首先使用MSFF-

HRNet骨架提取方法获取牛体骨架数据，然后将

骨架数据转化为三维热图体并进行预处理，有效

保留关键运动特征，最后 PoseC3D-IME 行为特

征提取网络实现对牛体行为的识别。

2.1　骨架提取方法

本文使用高分辨率网络（High-Resolution 

Network，HRNet）实现了牛体骨架提取［30］，该网

络的核心思路是在整个网络全程保持高分辨率

的分支，并通过并行方式持续融合不同尺度的特

征。与其他采用串行方式进行特征融合的网络

结构相比，HRNet基于并行方式实现低分辨和高

分辨的特征融合，而不是试图从低分辨恢复高分

辨，因此预测的热图更精确。

HRNet在保持高分辨率特征的同时，对低分

辨率特征的利用可能不足。在实际养殖场景中，

近景与远景的牛体数据存在显著的尺度差异，

HRNet的局限性会进一步加剧。通过优化多尺度

特征的融合机制，可以显著增强网络对跨尺度目

标的表征能力。Dai等使用一种多尺度通道注意

力模块优化特征融合方式，融合语义和尺度不一

致的特征，并通过实验验证了模型性能的提升［31］。

为缓解尺度变化引起的问题，本文针对相邻

尺度分辨率的特征融合引入了MSFF模块。与

传统的求和或拼接式融合方式不同，MSFF的核

心思想是在保证高分辨率特征细节的同时，自适

应地整合低分辨率全局语义。将改进后的

HRNet命名为MSFF-HRNet，其结构如图5所示，

该网络保留了原始 HRNet 中 Layer1 和 Basic 

Block的基础结构。

与改进前的特征融合方式相比，改进后的结

构进行了两次高分辨率特征与低分辨率特征的

融合，第一次融合结果作为一个统一的特征表

示，作为多尺度通道注意力模块（Multi-scale 

Channel Attention Module，MS-CAM）的输入，用

于权重计算，第二次融合则在MS-CAM完成权

重分配后，结合全局语义与局部细节，实现对高、

低分辨率特征的权重整合。

与传统多尺度特征融合的方法相比，MSFF

模块能够自适应地融合高低分辨率特征，通过注

意力机制动态调整各尺度特征的贡献比例，从而

提升跨尺度特征的表征能力。同时，该模块兼顾

局部细节与全局语义，并通过加权融合实现两者

的平衡。

假设 M 为 MS-CAM 模块，MSFF 特征融合

结构对输入特征的处理过程可以使用式（1）

表示：

z = M ( x ⊎ y )⊗ x + (1 - M ( x ⊎ y ) )⊗ y (1)

式（1）中 x代表低分辨率的特征，y代表高分

辨率的特征，z代表融合后的特征，⊎代表初始化

特征融合，本文中采用逐元素求和。

MS-CAM 为双分支结构的模块，双分支用

于分别指导两种分辨率进行特征融合。上侧分

图 4 基于骨架特征的牛体行为识别方法整体流程图

Fig. 4 Overall flowchart of skeleton-based cattle behavior recognition method
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支使用点卷积，实现每个空间位置上通道间点对

点的交互，提取局部上下文信息特征；下侧分支

首先通过池化操作进行特征降维，再利用点卷积

得到全局上下文特征，最后将两者相加经过激活

函数得到最终的通道特征权重。

2.2　行为识别方法

PoseConv3D是一种基于 3D卷积网络构建

的基于骨架特征的动作识别方法［32］，在通过不同

方法获得的输入骨架上具有良好的通用性。当

前主流方法的输入数据格式一般为骨架关键点

的坐标，这导致模型对骨架关键点的噪声比较敏

感，鲁棒性较差。

本文使用的PoseConv3D方法与现有基于骨

架特征的动作识别方法的不同之处在于，该方法

使用 3D热图体作为数据输入，降低骨架关键点

噪声对行为识别的影响，并针对牛体行为较为迟

缓的特点，采用均匀采样，保留全局动态特征，减

少信息冗余。三维热图体的生成与处理过程如

图 6所示，主要包括生成热图、主题中心裁剪和

均匀采样。

首先从不同的动作视频中提取牛体的二维

骨架连续序列，将其生成二维牛体骨架关键点

（或肢体）热图，然后将所有的二维热图沿时间维

度堆叠形成三维热图体，其数据格式为K × T ×

H × W，其中K表示骨架关键点个数，H和W分

别表示帧高度和宽度，T表示帧数。

为了减少三维热图体的信息冗余，在输入特

征提取网络之前还对三维热图体进行以下处理：

（1） 主体中心裁剪（Subjects Centered Cropping），

当牛体区域只在一个小区域时，将整个热图送入

模型会包含较多的冗余信息。为了处理这种情

况，本文利用以主题为中心裁剪的方法，首先找

到所有骨架关键点的最小边界框。然后，根据最

小边界框裁剪所有的帧。

（2） 均匀抽样（Uniform Sampling），比如对

于总计包含 96帧的三维热图体，使用均匀抽样

的方法，先将三维热图体均匀分成32份，每份包

含 2 帧。然后，在每份的 2 帧中随机抽取 1 帧。

最后将抽取的32帧重新组合成三维热图体。

为了更好地捕捉牛体类间行为的具有判别

图 5 MSFF-HRNet网络结构

Fig. 5 MSFF-HRNet network structure
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性的运动特征，本文在PoseConv3D主干网络的

Res4和Res5两个残差层中添加 IME模块，其结

构如图7所示。利用该模块生成运动特征掩码，

然后将掩码与输入特征融合后输出，增强

PoseConv3D网络对判别性特征的提取能力，使

其能更好地识别牛体行为中细微动作。将使用

帧间运动激励模块重新设计残差层的PoseConv

3D网络命名为PoseC3D-IME网络。

对于输入特征F，首先使用 2D卷积进行通

道数的压缩，然后沿着时间维度分割，得到代表

每一帧的运动特征Fr，根据式（2）获取帧间运动

特征Fm。

Fm = K∗Fr [ :,t + 1,:,:,: ] - Fr [ :,t,:,:,: ] (2)

式（2）中K代表 3×3的 2D卷积，*代表卷积

操作，3×3卷积提供了适度的感受野，既能捕捉

小范围的空间变化，又不会引入过大的计算量。

将Fm沿时间维度将运动特征连接，并将0填

充到最后一个元素，得到帧间运动特征集合，其

计算公式如式（3）所示。

FM = [ Fm (1),Fm (2 ),...,Fm ( t - 1),0 ] (3)

式（3）中 FM 为帧间运动特征集合，Fm (1)、

Fm (2 )…Fm ( t - 1)为各时刻运动特征。

接着对FM 进行平均池化操作，计算过程如

式（4）所示。

Fpooling =
1

H × W∑i = 1

H∑
j = 1

W

FM [ :,:,:,i,j ] (4)

式（4）中H和W分别表示FM的高和宽。

将Foutput 送入 1×1大小的 2D卷积层，再使用

Sigmoid激活函数得到通道特征掩模M，模块的

最后输出结果利用式（5）计算得到。

Foutput = F + F∗M (5)

3　实验与结果分析

3.1　实验设置

实验所用的服务器设备配置为 Intel（R） 

Xeon（R） GOLD 5318Y 处理器，基本频率为

图 6 三维热图体的生成与处理

Fig. 6 Generation and processing of 3D heatmap volume

图 7 PoseC3D-IME的网络结构

Fig. 7 PoseC3D-IME network structure
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2.1 GHz。GPU 为 NVIDIA GeForce RTX 3090，

显存 24 GB。深度学习框架为 PyTorch1.8，编程

语言为Python3.8。所有的实验都是在同一环境

下进行的。

MSFF-HRNet的总 epoch设为 210。在输入

网络之前，图像尺寸均重塑为256×256像素。为

了在训练过程中动态调整学习率以增强模型的

收敛性和最终性能，实验过程采用自适应矩估计

（Adam）优化器，使用线性warm up热身训练策

略调整学习率进行训练，前500个 iters进行热身

训练，初始学习率为0.001，从170到210 epoch衰

减学习率，初始学习率设置为0.000 5。

PoseC3D-IME 的训练 epoch 数为 240，采用

随机梯度下降（SGD）作为优化器，初始学习率为

0.2，动量（Momentum）设置为0.9，使用带动量的

SGD 优化器加快模型的收敛速度。权重衰减

（Weight_decay）设置为0.000 3，权重衰减能够调

节模型复杂度对损失函数的影响，防止模型在训

练过程中产生过拟合。使用余弦退火算法

（Cosine Annealing）调节学习率。输入尺寸为

32×17×56×56，记为T×K×H×W，其中K为骨架关

键点个数，H和W分别为热图的高度和宽度，T

表示帧数。批处理大小为 16，即每次训练迭代

处理16个热图序列。

3.2　评价指标

3.2.1　骨架提取模型性能评估　物体关键点相似

度（Object key point similarity，OKS）是常用的骨

骼关键点检测算法的评估指标。其计算公式如

式（6）所示：

OKSp =
∑i

exp {-
d 2

pi

2S 2
p σ

2
i

} δ (vpi > 1)

∑i
δ (vpi > 1)

(6)

式（6）中p代表真值中的某个牛的全值，pi代

表某个牛的第 i个关键点，d 2
pi 代表关键点，pi代表

真实坐标与预测坐标的欧氏距离，vpi代表关键点

的可见性，vpi = 0表示未标记，vpi = 1表示标记但

不可见，vpi = 2表示标记且可见，S 2
p 代表关键点

所属目标的尺度因子，该值为标注时目标所占的

像素面积，σ 2
i 代表骨架关键点的归一化因子，反

映当前关键点的标注难度，其值越大表示关键点

越难标注，δ代表筛选出可见骨架关键点的函数。

为了判定OKS值为多少时预测结果有效，

使用平均精度（Average Precision，AP）来计算，

AP值表示正确预测的关键点个数占总预测个数

的百分比。AP值的计算公式如式（7）所示，设定

阈值 t，仅当预测关键点的OKS值超过 t时判定

该骨架关键点检测成功。通过计算OKS分别为

0.5、0.55、0.6、0.65、0.7、0.75、0.8、0.85、0.9、0.95

的AP值再求平均值，即为平均精度均值（Mean 

Average Precision，mAP），APm 用来评估中等尺

寸的牛体关键点的检测性能。

AP =
T
L

(7)

式（7）中T代表所有满足阈值 t条件的OKS

值个数，S代表预测的所有OKS值个数。

此外，本文还使用了平均召回率（Average 

Recall，AR）的概念，AR值表示正确检测的样本

个数占总标注真值个数的百分比。AR的计算公

式如式（8）所示。设定阈值 t，当OKS值大于 t时

判定为预测成功。参考平均准确率的计算方式，

平均召回率均值（Mean Average Recall，mAR）为

OKS值为 0.5、0.55、0.6、0.65、0.7、0.75、0.8、0.85、

0.9、0.95时得到的所有AR的平均值。

AR =
T
L

(8)

式（8）中T代表所有满足阈值 t条件的OKS

值个数，L代表所有标注OKS值的个数。

3.2.2　行为识别模型性能评估　Top-1 准确率

（Top1_accuracy，Top1_acc）是一种用于量化动作

识别算法性能的评估指标，该评价指标计算模型

给出的所有预测结果中与给定视频的真实标签

一致的样本占总样本数的百分比。该评价指标

的计算过程如式（9）所示。

Top1_acc =
∑i

Nδ (classture
i = rank1 (classpred

i ) )

N
  (9)

式（9）中 δ代表判断识别结果的条件，条件

成立取 1，否则取 0，classtrue
i 代表第 i类的真实标

注类别，classpred
i 代表第 i 个行为的预测行为类

别，N代表样本总量。

3.3　结果与分析

3.3.1　骨架提取结果　使用本文所提出的骨架提

取模型进行测试，最终AP50为92.3%。训练后的

模型输出图像中牛体的骨架关键点及其关节连

接线。提取的牛体骨架关键点和关节连线效果

如图8所示。
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但是，由于牛场实际环境比较复杂，并且牛

体关节存在被遮挡的情况，出现了一些偏差和错

误。通过标记更多场景下的样本进行训练，可以

改善检测效果。此外，在连续的动作视频序列

中，得到的牛体骨架质量在可接受范围内，对动

作识别的影响较小。

3.3.2　行为识别结果　PoseC3D-IME的Top1_acc

为 93.9%。为了更直观地展示本文行为识别的

效果，绘制了牛体站立、行走、低头和回头四种典

型动作的可视化结果如图 9所示。绿色矩形为

牛只边界框。这些点和连接线分别代表牛体骨

架的关键点和肢体，视频画面左上角的红色文本

表示动作识别结果。为了更直观地展示远景下

的行为识别可视化结果，图中将检测到的牛只边

界框和牛体骨架进行了放大展示。

3.3.3　不同骨架关键点提取算法的比较　使用自

建牛体骨架提取数据集在堆叠沙漏网络、残差网

络、轻量级网络和高分辨率网络模型上进行训练

并测试了不同模型的性能表现，具体评估指标结

果如表3所示。

由实验结果可知，MSFF-HRNet骨架提取网

络在评估指标上领先于其他方法。基于堆叠沙漏

网络Hourglass［33］的方法由于其特征融合方式在

进行上采样和下采样操作时只能利用当前阶段上

采样（或下采样）的信息，虽然指标相差不大，但是

指标与HRNet相比低了接近5%，说明在网络结构

中始终保持高分辨率分支对牛体骨架提取任务有

较大的意义。残差网络ResNet［34］在牛体骨架提取

图 8 不同条件下骨架关键点的检测效果

Fig. 8 Skeletal keypoint detection effects in different conditions

图 9 行为识别可视化结果

Fig. 9 Visualization results of the behavior recognition
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任务中有较好的性能表现。轻量级网络

MobileNet［35］由于采用了较多的下采样操作，参数

量相较于其他网络结构明显偏低。YOLO-Pose［36］

更注重实时性，牺牲了一些精度，在实际的复杂

养殖环境中会做出一些错误的判断。总体来说，

MSFF-HRNet在保留高分辨率特征的同时，充分

融合来自低分辨率分支的全局语义信息。通过

跨分辨率特征的双阶段融合机制，模型在特征层

实现了空间细节与语义上下文的互补，从而显著

增强了对不同尺度牛体关键点的检测能力，将

APm从 58.6%（HRNet）提升至 68.5%，实现了更

高质量的骨架关键点提取。

3.3.4　不同行为识别算法的比较　由于GCN的

方法与骨架数据具有较高的适配性，因此被广泛

应用于基于骨架数据的动作识别任务中。为了

验证以三维热体图作为行为识别模型输入的有

效性和 PoseC3D-IME 的性能，本文与 PoseC3D

方法和主流的 GCN 方法（ST-GCN，BlockGCN）

进行对比实验，结果如表 4所示。PoseC3D-IME

以 93.9% 的高准确率优于 ST-GCN、BlockGCN

和 PoseC3D。这说明基于三维热图体方法对骨

架关键点的噪声有更好的包容性，能更好地关注

到行为本身特征 ，而 PoseC3D-IME 在仅较

PoseC3D 略微增加参数量和计算量（FLOPs）的

情况下，仍显著提升了识别性能，特别是对回头

行为的识别，证明了帧间运动激励模块能够增强

识别牛体行为中细微动作的能力。

3.3.5　消融实验　本小节针对各组件的有效性进

行了实验验证，分别评估了MSFF模块和 IME模

块对牛体行为识别性能的影响。具体评估指标

如表 5所示，实验结果表明，这两个模块均对模

型性能有显著提升。每次改变一个组件，都使用

相同的超参数和训练设置重新训练。

为了验证MSFF模块的有效性，我们对比了

使用 MSFF 模块和不使用 MSFF 模块的模型性

能。实验结果显示，添加MSFF模块（ID 2）后，模

型在四种行为（站立、行走、低头、回头）上的识别

准确率均有显著提升。整体平均准确率从87.5%

提升至 90.9%。这验证了MS-CAM能够有效地

表 3 不同骨架提取方法的对比

Table 3 Comparison of different skeleton extraction 
methods

模型

Model

SHN［33］

ResNet［34］

MobileNet［35］

YOLO-Pose［36］

HRNet［30］

MSFF-HRNet

mAP

70.3

71.4

66.7

70.1

73.5

75.6

AP50

90.5

90.7

88.6

88.7

91.5

92.3

APm

53.7

56.5

50.3

55.0

58.6

68.5

mAR

71.6

73.1

68.7

74.5

76.2

79.7

表 4 不同动作识别方法的对比

Table 4 Comparison of different action recognition methods

主干网络

Backbone network

ST-GCN［22］

BlockGCN［24］

PoseConv3D［32］

PoseC3D-IME

输入格式

Input hormat

关键点坐标

关键点坐标

三维热图体

三维热图体

Top1_acc /%

站立

Standing

88.8

92.0

94.4

94.4

行走

Walking

86.1

90.1

91.7

94.4

低头

Lower head

87.5

88.5

90.6

93.8

回头

Turn head

82.1

85.4

85.7

92.9

所有行为

All behaviors

86.4

90.2

90.9

93.9

参数量/M

Parameter/M

3.1M

1.3M

0.52M

0.54M

FLOPs/G

1.03G

0.44G

0.31G

0.39G

表 5 MSFF和 IME的消融实验

Table 5 Ablation Studies on MSFF and IME

ID

1

2

3

4

MSFF

×

√
×

√

IME

×

×

√
√

Top1_acc /%

站立

Standing

90.0

94.4

92.3

94.4

行走

Walking

88.5

91.7

89.6

94.4

低头

Lower head

85.6

90.6

87.8

93.8

回头

Turn head

84.5

85.7

85.2

92.9

所有行为

All behaviors

87.5

90.9

89.2

93.9
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引导高低分辨率特征的融合，确保全局和局部上

下文信息都能得到充分提取。而MSFF模块通过

其两步特征融合过程，优化了多分辨率特征的整

合，增强了模型提取精确骨架信息的能力。

为了验证 IME模块的有效性，比较了完整版

本（含 IME模块）的方法与剔除 IME 模块的方法

在性能上的差异。实验结果显示，IME 模块使模

型能够更好地利用类间行为的判别性特征，尤其

是在低头和回头等动作幅度较小、特征差异不明

显的行为识别中，准确率分别提升了 3.2% 和

7.2%。这进一步证明了 IME模块在增强时间维

度特征表达能力方面的有效性，为解决牛体类间

行为相似难以区分的问题提供了重要支持。

3.3.6　性能衰减规律　为验证模型在复杂场景下

的鲁棒性，本文对不同遮挡比例和光照条件下的

识别性能进行了评估。遮挡通过随机区域掩蔽

实现，光照干扰通过降低视频帧亮度模拟。表6

展示了不同干扰强度下的识别性能。

从结果可见，随着遮挡比例或光照减弱程度

的增加，模型准确率呈平缓下降趋势。当遮挡比

例达到 50%时，准确率仍保持在 89.4%，仅下降

约4.5%。这表明所提出的模型在严重遮挡与低

光照环境下仍能维持较高识别精度，验证了其在

真实养殖场景中的鲁棒性。

4　结论

本文验证了所提出的牛体行为识别方法提

升了在实际养殖环境中的准确性，主要结论

如下：

（1） 本文通过 MSFF-HRNet 骨架提取模型

完成牛体骨架提取，结合 PoseC3D-IME 行为识

别模型实现牛体行为识别，最终在所有行为类别

上的Top1_acc达到93.9%，相比于原始模型提高

了6.4%，取得了良好的识别效果。

（2） MSFF-HRNet 模型在牛体骨架提取任

务中的AP50 相比于改进前提升了 0.8%，这一结

果验证了所提出的特征融合方法能够有效提升

牛体骨架提取模型的性能，在遮挡以及低分辨率

场景中仍保持良好效果。

（3） 实验证明，以三维热图体作为行为识别

模型的数据输入，其效果优于以骨架关键点作为

行为识别模型的数据输入的方法。同时，本文所

提出的 IME模块增强了牛体类间行为的判别能

力，在低头和回头等动作幅度较小、特征差异不

明显的行为识别中，Top1_acc分别提升了 3.2%

和7.2%，在所有行为类别中提高了4.7%，验证了

该方法在复杂养殖环境下的实用性与鲁棒性

优势。

尽管本文提出的牛体行为识别方法在复杂

养殖环境中表现出较高的准确性，但仍存在一定

的局限性。模型的泛化能力受到训练数据多样

性的制约，尽管数据采集涵盖了近景、远景、多视

角、多光照等条件，但数据主要来源于特定牛场

环境，不同养殖场在栏舍结构、管理方式、牛品种

等差异下，仍可能对模型效果产生影响。未来工

作中，可引入多视角视觉融合、时序上下文建模

以及遮挡恢复机制，进一步提升模型在真实养殖

环境中的鲁棒性和适用性，为实现智能化牛场养

殖管理提供更可靠的技术支持。
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