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基于自编码器及对比损失的图聚类方法
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[摘要] 　 图聚类根据图数据的内在关系找到组或社区ꎬ是数据分析中一项重要的研究问题. 近年来ꎬ基于自编码

器的方法能够获得有效节点属性表示ꎬ但未融合结构信息. 由于图神经网络的广泛应用ꎬ基于半监督图卷积网络和

图自编码器的模型能够融合结构信息ꎬ与传统聚类方法相比取得了较好的效果ꎬ但标记数据和卷积操作代价昂贵.
因此ꎬ本文提出了一种基于自编码器及对比损失的图聚类方法. 首先该方法使用简单的多层感知器设计自编码器ꎬ
预训练自编码器学习节点属性表示. 其次结合影响对比损失学习图嵌入表示ꎬ融合丰富的图结构信息ꎬ然后同时迭

代优化嵌入表示和自监督聚类任务. 最后ꎬ使用多个引文网络数据集与基准模型进行对比实验. 实验表明ꎬ聚类性

能得到有效提升ꎬ并且参数敏感性分析和变体实验验证了影响对比损失和自监督聚类的有效性.
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图结构化数据的广泛性和强大的表示学习能力ꎬ使得图数据的研究越来越受到重视. 图聚类是数据

分析中一个重要且具有挑战性的任务ꎬ它的目的是将图数据中相似的样本划分为同一组(社区)ꎬ将不同
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的样本划分为不同的组(社区) . 图聚类任务可以应用于社交网络[１]、引文网络[２]、生物学作用网络[３－４]、
推荐系统[５]等. 聚类结果表示着复杂网络节点之间的关系ꎬ因此图聚类方法对研究和理解图结构数据具

有重要的现实意义.
自编码器(ａｕｔｏ￣ｅｎｃｏｄｅｒꎬＡＥ) [６]作为神经网络无监督学习的经典变体ꎬ常被用于聚类方法. 自编码器

使用多层神经网络ꎬ即编码器学习非线性特征ꎬ解码器基于学习特征重构原始特征. 基于深度自编码器的

方法[７－１０]能够有效提取节点属性表示ꎬ这些方法已经取得显著的改进和先进性能ꎬ但是图聚类问题仍具有

重大挑战. 首先ꎬ传统方法只关注节点属性信息或图结构信息ꎬ只使用了一种类型的信息ꎬ会导致聚类结

果较差. 其次它们大多未包含结构信息ꎬ且将聚类任务与自编码器训练分离. 图 １ 是一个具有不同聚类结

果的图聚类示例:在(ａ)中ꎬ４ 个节点用无向边连接ꎬ并与二维属性向量相关联ꎻ在(ｂ)中ꎬ只使用节点属性

进行聚类ꎻ在(ｃ)中只使用图结构ꎻ在(ｄ)中同时使用节点属性和图结构. 节点被划分为两个集群(红圈和

蓝圈)ꎬ不同的节点颜色表示节点的真实类别.

图 １　 图聚类图示

Ｆｉｇ􀆰 １　 Ａｎ ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｇｒａｐｈ ｃｌｕｓｔｅｒｉｎｇ

近年来ꎬ由于图神经网络强大的图挖掘能力ꎬ引起了研究者们的极大关注. 研究者们提出了许多基于

图神经网络的图聚类方法ꎬ并且图神经网络已经成功应用于节点分类、图分类、时间序列分析、知识图谱、
图聚类等. 由于图结构信息可以有效指导嵌入表示学习ꎬ许多方法利用图卷积网络融合图结构信息ꎬ如图

卷积神经网络(ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋꎬＧＣＮ) [１１]在许多图聚类应用中都取得了很好的性能ꎬ如社交网

络和推荐系统. 已有研究[７ꎬ８ꎬ１２ꎬ１３]通过结合图神经网络 ＧＮＮ[１４]和自编码器融合更多有效图结构信息ꎬ如图

自编码器(ｇｒａｐｈ ａｕｔｏ￣ｅｎｃｏｄｅｒꎬＧＡＥ)和变分图自编码器(ｖａｒｉａｔｉｏｎａｌ ｇｒａｐｈ ａｕｔｏ￣ｅｎｃｏｄｅｒꎬＶＧＡＥ) [１２]使用自编

码器重构邻接矩阵ꎬ边缘化图自编码器(ｍａｒｇｉｎａｌｉｚｅｄ ｇｒａｐｈ ａｕｔｏ￣ｅｎｃｏｄｅｒꎬＭＧＡＥ) [１５]使用自编码器重构节点

特征. 但基于图神经网络的图聚类方法对图结构信息进行有效融合仍存在标记数据和计算代价昂贵等

问题.
图结构信息表示节点之间的依赖关系ꎬ对发现未知的潜在结构表示是非常重要的. 自监督学习方法

在计算机视觉等领域的出色表现吸引了大量关注ꎬ对比学习是一种无需人工标注就能隐式获取监督信息

的深度图聚类技术. 已有的一些工作[１６－１８]使用对比损失指导图嵌入表示ꎬ通过对比正样本和负样本来学

习判别表征ꎬ如 Ｇｒａｐｈ￣ＭＬＰ [１７]使用对比损失融入简单的多层感知器(ｍｕｌｔｉ￣ｌａｙｅｒ ｐｅｒｃｅｐｔｉｏｎꎬＭＬＰ)模型中进

行引文网络数据的节点分类. 但这些工作大多使用图像增强、卷积、注意力等操作或以监督学习的方式表

示网络数据.
本文提出了一种基于自编码器及对比损失的图聚类方法. 首先通过设计简单的线性多层感知器组成

自编码器ꎬ预训练自编码器学习节点属性表示ꎬ不再使用卷积或 Ｓｏｆｔｍａｘ 操作. 其次结合影响对比损失学

习图嵌入表示ꎬ融合更加丰富的结构信息ꎬ利用对比损失强化集群结构. 然后由于图嵌入表示和节点聚类

是兼容的ꎬ同时优化图嵌入表示任务和节点聚类任务ꎬ使用基于概率分布的自监督训练机制迭代优化联合

损失函数ꎬ得到有效的聚类结果. 最后ꎬ使用 ４ 种引文网络数据集与 １９ 种基准模型进行对比实验ꎬ实验表

明ꎬ聚类性能得到有效提升ꎬ并且参数敏感性分析验证了影响对比损失和自监督聚类的有效性.
本文第 １节介绍了图聚类的相关方法和研究现状ꎬ第 ２ 节介绍构建的基于自编码器及对比损失的图

聚类模型ꎬ第 ３节通过对比实验验证了本文模型的有效性ꎬ第 ４节总结全文.
—６７—
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１　 相关工作

１.１　 图聚类方法

图聚类方法通常包括嵌入学习和聚类两个步骤ꎬ嵌入学习大多是生成式方法ꎬ聚类是判别式方法. 生
成式方法通过在输出空间中设计损失函数来学习图数据嵌入表示. 其中大多数方法采用自编码器捕获潜

在表示ꎬ但早期的图表示学习工作完全依赖于节点属性信息. Ｈｉｎｔｏｎ 等[６]通过设计的自编码器网络(ＡＥ)
驱动表示学习. Ｘｉｅ等[９]提出了深度嵌入聚类方法(ｄｅｅｐ ｅｍｂｅｄｄｉｎｇ ｃｌｕｓｔｅｒｉｎｇꎬＤＥＣ)ꎬ通过聚类联合优化的

特征空间中的一组数据点来学习特征表示. Ｇｕｏ等[１０]引入重构损失来改进 ＤＥＣꎬ学习更好的表示法. 虽然

这些工作已经取得了显著的改进ꎬ但它们仅仅关注节点属性信息ꎬ而忽略了图结构信息.
近年来ꎬ很多研究提出构建高效的基于图神经网络的方法对图结构信息和属性信息融合方法.

ＧＡＥ[８]和 ＶＧＡＥ[８]使用自编码器重构邻接矩阵ꎬＭＧＡＥ[１５]使用自编码器重构节点属性. Ｐａｎ 等[１９] 在 ＧＡＥ
框架的基础上ꎬ提出了对抗正则化图自编码器网络(ａｄｖｅｒｓａｒｉａｌｌｙ ｒｅｇｕｌａｒｉｚｅｄ ｇｒａｐｈ ａｕｔｏ￣ｅｎｃｏｄｅｒꎬＡＲＧＡ) . Ｂｏ
等[７] 通过堆叠多层 ＧＮＮꎬ基于 ＤＥＣ框架设计结构深度聚类网络(ｓｔｒｕｃｔｕｒａｌ ｄｅｅｐ ｃｌｕｓｔｅｒｉｎｇ ｎｅｔｗｏｒｋꎬＳＤＣＮ)ꎬ
传输 ＡＥ学习表示并捕获高阶结构信息. 但这些深度模型中的训练参数数量较大会导致过拟合.
１.２　 对比学习方法

对比学习是一种自监督学习方法ꎬ在计算机视觉[２０]和图形学习[２１－２２]中较早应用. 通过最大化正样本

对的相似度和负样本对的距离来学习判别特征ꎬ受计算机视觉中对比学习应用成功的启发ꎬ对比深度图聚

类方法越来越多地被提出. 当前一些工作将对比损失用来指导节点嵌入表示. Ｙｏｕ 等提出 ＧｒａｐｈＣＬ 使用

图神经网络对图数据进行增强预处理对比学习[１６] . Ｋｉｐｆ等提出 Ｃ￣ＳＷＭｓ[１８]使用连续图像的对比损失融入

ＭＬＰ 模型用于对象增量学习. Ｃｈｅｎ等提出 ＳｉｍＣＬＲ[２３]通过数据增强构建自监督样本ꎬ并将小批量中来自

不同视图的图像视为负样本对. Ｈａｓｓａｎｉ等提出 ＭＶＧＲＬ[２４]比较了从邻接矩阵转换来实现表示学习的两个

扩散矩阵. Ｚｈｕ等提出了 ＧＣＡ[２５]自适应于图结构和属性的联合数据增强方案. Ｖｅｌｉｋｏｖｏｖｉｃ 等提出深度图

信息(ｄｅｅｐ ｇｒａｐｈ ｉｎｆｏｍａｘꎬＤＧＩ) [２６]允许节点表示保存更多的全局信息. 蒋等提出 ＤＧＣＰ 动态图表示学习方

法ꎬ将对比学习引入动态图中ꎬ利用对比损失引导嵌入空间捕获对预测未来图结构最有用的信息[２７] . 但是

这些模型使用数据增强、注意力、卷积操作或以监督学习的方式进行学习ꎬ因此研究融合节点对比损失的

无监督表示学习方法ꎬ减少计算代价ꎬ提高算法效率.

图 ２　 ＧＣ￣ＡＥＣＬ 模型框架图

Ｆｉｇ􀆰 ２　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｏｆ ＧＣ￣ＡＥＣＬ

２　 基于自编码器及对比损失的图聚类模型 ＧＣ￣ＡＥＣＬ
本节详细介绍了基于自编码器及对比损失的图聚类模型ꎬ该模型包括三部分:(１)自编码器预训练ꎻ

(２)节点对比损失ꎻ(３)自监督聚类. 本文提出了基于节点影响的对比损失ꎬ融合图结构信息用于嵌入表

示ꎬ并且将图对比学习和聚类任务共同学习优化ꎬ整个模型框架如图 ２所示.

—７７—
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文中使用 Ｇ＝{ＶꎬＥꎬＸ}表示无向图ꎬＶ是包含 ｎ个节点的有限集ꎬＥ 是无向图 Ｇ 中节点之间的邻接关

系ꎬＸ包含节点的属性特征ꎬ即每个节点与一个 ｄ 维特征向量相关联. 根据 Ｅ 中的邻接关系ꎬ可将图 Ｇ 对

应的邻接矩阵记为 Ａꎬ并且可计算得到对应的度矩阵 Ｄ.
２.１　 自编码器预训练

为了提取节点属性特征并获得初始图的嵌入 ｚ 和聚类中心的初始质心 ｕꎬ使用自编码器 ＡＥ进行预训

练初始化. 首先使用编码器－解码器提取图节点属性信息从而获得潜在表示 ｚꎬ并最小化原始数据和重构

数据的重构损失.
编码器和解码器的生成嵌入过程为

ｅｎｃｏｄｅｒ:ＨＬｅｎｃｏｄｅ ＝ϕ(ＷＬｅｎｃｏｄｅＨＬ
－１
ｅｎｃｏｄｅ＋ｂＬｅｎｃｏｄｅ)ꎬ

ｄｅｃｏｄｅｒ:Ｈ^Ｌｄｅｃｏｄｅ ＝ϕ(ＷＬｄｅｃｏｄｅＨ^Ｌ
－１
ｄｅｃｏｄｅ＋ｂＬｄｅｃｏｄｅ) .

(１)

基于原始数据ꎬ获得最终重构数据:
Ｈ０ｅｎｃｏｄｅ ＝ＸꎬＨ^０ｄｅｃｏｄｅ ＝ＨＬｅｎｃｏｄｅꎬＸ^＝ＨＬｄｅｃｏｄｅ . (２)

整个重构过程的损失为

ｌｏｓｓｒｅｃｏｎｓｔｒｕｃｔ ＝‖Ｘ－Ｘ^‖２
Ｆꎬ (３)

完成预训练获得图的初始嵌入 Ｚꎬ然后使用 Ｋ￣ｍｅａｎｓ方法获得聚类中心 μ.
Ｚ＝ Ｈ^０ｄｅｃｏｄｅ ＝ＨＬｅｎｃｏｄｅ . (４)

２.２　 节点对比损失

对比损失可以将特征空间中正样本(邻接节点对)的距离更近ꎬ负样本(非邻接节点对)的距离更

远. 使用对比损失度量图结构ꎬ首先计算两个节点嵌入表示之间的相似度ꎬ然后增强节点的边缘信息来确

定正样本.
对于给定某一节点的不同深度的非邻接节点ꎬ都会产生不同的影响程度. 给定深度 ｍꎬ定义节点不同

深度的非邻接节点产生的总影响为

Ｍｉｊ ＝ＥｆｆｅｃｔＭｉｊ ＝∑
ｍ

ｍ ＝ １
ａｉｊｍｒｅｌａｔｉｏｎｓｈｉｐｍ( ｉꎬｊ)ꎬ (５)

节点 ｊ为节点 ｉ在深度为 ｍ的非邻接节点ꎬｍ 通过超参数设置获得. 其中ꎬａｉｊｍ为它们的关系系数ꎬＭ
为节点之间的影响关系矩阵.

ｒｅｌａｔｉｏｎｓｈｉｐｍ( ｉꎬｊ)＝ 􀭹Ａｍ (６)

Ｍｉｊ

＝ ０ꎬ　 节点 ｊ是节点 ｉ的邻居节点

≠０ꎬ　 节点 ｊ不是节点 ｉ的邻居节点{ (７)

理论上ꎬ节点之间的潜在影响结构应与节点之间的影响关系矩阵保持一致. 传统的基于图神经网络

的模型普遍设定固定深度ꎬ并假设所有节点从不同深度获得相同的影响ꎬ但图神经网络模型为防止过度平

滑ꎬ网络深度不超过 ２层.
定义节点 ｉ的影响增强对比损失为

ｌｏｓｓｉ ＝ －ｌｏｇ
∑
Ｂ

ｊ ＝ １
１[ ｊ≠ｉ]Ｍｉｊｅｘｐ(ｄｉｓ( ｚｉꎬｚ ｊ) / )

１０ －８ ＋∑
Ｂ

ｋ ＝ １
１[ｋ≠ｉ] ｅｘｐ(ｄｉｓ( ｚｉꎬｚｋ) / )

ꎬ (８)

其中 Ｂ为非邻接节点的个数ꎬ 是一个温度参数ꎬＭｉｊ是节点 ｉ 和节点 ｊ 的影响关系矩阵ꎬｄｉｓ( ｚｉꎬｚ ｊ)是
节点 ｉ和节点 ｊ的嵌入表示的相似度.

ｄｉｓ( ｚｉꎬｚ ｊ)＝
∑
ｎ

ｉ ＝ １
( ｚｉꎬｚ ｊ)

∑
ｎ

ｉ
( ｚｉ ) ２􀅰 ∑

ｎ

ｊ
( ｚ ｊ ) ２

ꎬ (９)

真实世界中存在的复杂网络图大多是稀疏的ꎬ因此邻接矩阵中大多数元素为 ０ 元素. 两个节点没有

连边不意味着节点之间没有影响关系ꎬ可能存在高阶近似的强关联性. 根据高阶近似关系受到启发ꎬ促使

—８７—
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研究节点的高阶关系ꎬ将邻接矩阵扩展到 ｍ阶的节点关系矩阵ꎬ探索节点 ｉ到节点 ｊ的深度为 ｍ的路径.
根据邻接矩阵计算出度矩阵 Ｄꎬ

Ｄｉｊ ＝∑
ｊ

􀭾Ａｉｊꎬ (１０)

然后计算得到归一化的邻接矩阵􀭾Ａꎬ

􀭾Ａ＝Ｄ－
１
２(Ａ＋Ｉ)Ｄ－

１
２ ꎬ (１１)

其中 Ｉ 为单位矩阵.
计算深度 ｍ的非邻接节点的归一化邻接矩阵的累积影响ꎬ若节点 ｉ和节点 ｊ为邻接节点ꎬ则 Ｍｉｊ ＝ ０ꎬ其

余在 ｍ跳内的非邻接节点均会对节点 ｉ产生影响ꎬ则 Ｍｉｊ≠０.
则对比损失定义为

ｌｏｓｓｃｏｎｔｒａｓｔｉｖｅ ＝
１
Ｂ ∑

Ｂ

ｉ ＝ １
ｌｏｓｓｉ . (１２)

其中图的对比损失为节点 ｉ的 ｍ跳的非邻接节点的影响总和ꎬＢ为非邻接节点的个数.
２.３　 自监督聚类

在本质上ꎬ属性图聚类是无监督的学习任务ꎬ在优化过程中未使用标签信息ꎬ因此具有非常大的挑战

性ꎬ本文使用自监督训练机制ꎬ生成的嵌入表示基于概率分布生成预测标签ꎬ作为聚类的指导依据.
首先计算节点 ｉ属于类别质心为 ｕ的概率 ｑｉｕꎬ基于生成的嵌入表示 ｚｉ 和社区集群中心 μｕꎬ使用 ｔ分布

度量生成嵌入与质心之间的相似性ꎬ计算概率分布的过程为

ｑｉｕ ＝
(１ ＋ ‖ｚｉ － μ ｕ‖２ / η) －

η ＋１
２

∑ ｕ′
(１ ＋ ‖ｚｉ － μ ｕ′‖２ / η) －

η ＋１
２

ꎬ (１３)

η是 ｔ分布的自由度ꎬ保持 η自由度为 １.
Ｑ＝[ｑｉｕ]作为所有节点的社区集群类别的分布ꎬ节点相似度越高ꎬ距离社区集群中心越近ꎬ在同一类

别的概率较高. 定义了一个目标分布 Ｐ表示节点概率分布的相关性ꎬ定义为

ｐｉｕ ＝
ｑ２ｉｕ ∑ ｉ

ｑｉｕ

∑ ｋ
ｑ２ｉｋ ∑ ｉ

ｑｉｋ( )
ꎬ (１４)

其中∑ ｉ
ｑｉｋ是节点 ｉ在质心 ｕ为类别 ｋ的频率ꎬ假设有 ｋ个类别.

为了使数据表示更接近社区集群中心ꎬ并提高社区的模块度ꎬ最小化 Ｑ 分布和 Ｐ 分布的 ＫＬ 散度损

失ꎬ使得真实分布 Ｑ 更接近目标分布 Ｐ. 通过使用 Ｑ真实分布接近于目标分布 Ｐ自监督训练发现社区ꎬ然
后由其监督 Ｑ分布ꎬ通过将 ＫＬ散度损失最小化ꎬ则聚类损失为

ｌｏｓｓｃｌｕｓｔｅｒ ＝ＫＬ(Ｐ‖Ｑ)＝ ∑
ｉ
∑
ｕ
ｐｉｕ ｌｏｇ

ｐｉｕ
ｑｉｕ

ꎬ (１５)

使用最终得到优化后的 Ｑ分布获得节点所属社区标签.
Ｙ^ｉ ＝ａｒｇｍａｘ ｑｉｕ . (１６)

２.４　 损失联合优化

算法流程如算法 １所示. 模型使用简单线性多层感知器作为自编码器ꎬ对节点属性信息进行重构. 使
用对比损失度量图结构相似度ꎬ基于自监督训练机制最小化生成嵌入分布与目标分布的 ＫＬ 散度损失ꎬ整
个模型的训练损失为

ｌｏｓｓａｌｌ ＝ ｌｏｓｓｒｅｃｏｎｓｔｒｕｃｔ＋αｌｏｓｓｃｏｎｔｒａｓｔｉｖｅ(ｍꎬ )＋βｌｏｓｓｃｌｕｓｔｅｒꎬ (１７)
其中 α是平衡对比学习结构信息ꎬβ是控制聚类优化.

算法 １　 ＧＣ￣ＡＥＣＬ 图聚类训练过程
Ａｌｇ􀆰 １　 Ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ＧＣ￣ＡＥＣＬ ｇｒａｐｈ ｃｌｕｓｔｅｒｉｎｇ

输入:属性图 Ｇ＝(ＶꎬＥꎬＸ)ꎬ数据维度 ｄꎬ自编码层数 Ｌꎬ社区类别个数 ｋꎬ最大迭代次数 ｍａｘＩｔｅｒꎻ
输出:聚类中心 μꎬ节点所属社区类别 Ｙ^ꎻ

—９７—
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１. 初始化预训练自编码器的参数 ＷＬｅｎｃｏｄｅꎬｂＬｅｎｃｏｄｅꎬＷＬｄｅｃｏｄｅꎬｂＬｄｅｃｏｄｅꎻ
２. ｆｏｒ ｅｐｏｃｈ＝ １<ｍａｘＩｔｅｒ ｄｏ
３. 预训练自编码器模型依据公式(１)－(４)ꎻ
４. 预训练得到节点嵌入表示 Ｚꎬ使用 Ｋｍｅａｎｓ得到初始聚类中心 μꎻ
５. ｅｎｄ ｆｏｒ
６. 使用节点对比损失学习图的结构信息ꎬ依据公式(５)－(１２)ꎻ
７. 根据节点对比损失和节点的嵌入表示ꎬ进行自监督聚类ꎻ
８. ｆｏｒ ｅｐｏｃｈ＝ １<ｍａｘＩｔｅｒ ｄｏ
９. 生成的概率分布 Ｑ依据式(１３)ꎻ
１０. 计算目标分布 Ｐ依据式(１４)ꎻ
１１. 最小化聚类损失目标分布 Ｐ和生成分布 Ｑ的 ＫＬ散度ꎬ依据式(１５)ꎻ
１２. 分别计算重构损失、对比损失、聚类损失ꎻ
１３. 更新整个模型的参数ꎬ使得联合损失最小化ꎬ依据式(１７)ꎻ
１４. ｅｐｏｃｈ＝ ｅｐｏｃｈ＋１ꎻ
１５. ｅｎｄ ｆｏｒ
１６. 计算节点标签ꎬ根据公式(１６)ꎻ

１７. 返回最终聚类中心 μ和节点所属社区类别 Ｙ^.

３　 实验及分析

３.１　 实验设置

(１)数据集
表 １　 数据集信息表

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔｓ ｉｎｆｏｒｍａｔｉｏｎ

数据集 节点数 边数 特征维度 社区个数 社区结构

Ｃｏｒａ ２ ７０８ ５ ４２９ １ ４３３ ７ 是

Ｃｉｔｅｓｅｅｒ ３ ３２７ ４ ７３２ ３ ７０３ ６ 是

Ｐｕｂｍｅｄ １９ ７１７ ４４ ３３８ ５００ ３ 是

Ｗｉｋｉ ２ ４０５ １７ ９８１ ４ ９７３ １７ 是

　 　 本文在 ４ 种引文网络数据集上进行实验ꎬ包括

Ｃｏｒａ、Ｃｉｔｅｓｅｅｒ、Ｐｕｂｍｅｄ、Ｗｉｋｉ. 表 １给出了数据集的详细

信息.
(２)评价指标

本文使用准确度(ＡＣＣ)和标准互信息(ＮＭＩ)两种

评价指标对本文模型进行评估. ＡＣＣ是正确预测的样

本数与全部样本数的比值ꎬＮＭＩ是算法得到的聚类结果与真实类别的比值. ＮＭＩ的取值范围为(０ꎬ１) . 对于两

个指标ꎬ较大的值聚类结果更好.
(３)基准模型

实验比较了七类方法ꎬ即仅使用原始特征[２８－２９]ꎬ仅使用特征的深度聚类[６]ꎬ仅使用结构信息[２９－３０]ꎬ仅
使用结构信息的深度聚类[３１－３２]ꎬ使用特征和 ＧＣＮ 学习结构的深度聚类[７ꎬ１２ꎬ１５ꎬ３３－３５]ꎬ使用对抗训练机制和

图对比学习[１９ꎬ２５]ꎬ使用特征和注意力学习结构的深度聚类[１３ꎬ３６－３７] . 本文方法利用对比损失学习结构信息

和属性信息ꎬ形成一个独立类型.
表 ２　 参数设置表

Ｔａｂｌｅ ２　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

超参数 参数含义 设置

Ｌ 自编码器每层维度 ５００－５００－２０００－１０

ｅｐｏｃｈ 预训练迭代轮数 ３０

ｌｒ 学习率 １０－４

ｂａｔｃｈ 批处理大小 ２５６

α 平衡对比损失参数 １

β 平衡自监督聚类参数 ０.１

ｍａｘＩｔｅｒ 最大迭代轮数 ２００

ｍ ｍ阶非邻接 １ꎬ２ꎬ３ꎬ４

 温度参数 ０.２５

　 　 (４) 实验使用 Ｐｙｔｏｒｃｈ １. １０. ０ 框架运行在为

ＣＰＵ￣Ｉｎｔｅｌ ｃｏｒｅ ｉ５ － １２５００ＨꎬＧＰＵ ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ
ＲＴＸ ２０８０ＴｉꎬＲＡＭ ６４ＧＢ ＲＡＭ 硬件环境中ꎬ使用

Ａｄａｍ优化器最小化式(１７)中的联合损失ꎬ对学习

的嵌入执行 Ｋ￣ｍｅａｎｓ. 所有方法都进行了 １０ 次实

验. 采用原始设置在基线方法源代码上重现结

果. 表 ２为超参数的详细信息.
３.２　 实验结果与分析

本节通过聚类实验来评估 ＧＣ￣ＡＥＣＬ 在数据集

Ｃｏｒａ、Ｃｉｔｅｓｅｅｒ、Ｐｕｂｍｅｄ、Ｗｉｋｉ 上的性能ꎬ实验结果详

见表 ３ꎬ其中最佳值用粗体表示ꎬ次优值用下划线

表示.

—０８—
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表 ３　 实验结果数据

Ｔａｂｌｅ ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

Ｍｅｔｈｏｄｓ
Ｃｏｒａ

ＡＣＣ％ ＮＭＩ％
Ｃｉｔｅｓｅｅｒ

ＡＣＣ％ ＮＭＩ％
Ｐｕｂｍｅｄ

ＡＣＣ％ ＮＭＩ％
Ｗｉｋｉ

ＡＣＣ％ ＮＭＩ％
Ｋ￣ｍｅａｎｓ ３４.６５ １６.７３ ３８.４９ １７.０２ ５７.３２ ２９.１２ ３３.３７ ３０.２０
Ｓｐｅｃｔｒａｌ￣ｆ ３６.２６ １５.０９ ４６.２３ ２１.１９ ５９.９１ ３２.５５ ４１.２８ ４３.９９
ＡＥ ５５.０１ ３１.１６ ５７.０８ ２７.６４ ５６.１２ ３０.４２ — —

Ｓｐｅｃｔｒａｌ￣ｇ ３４.１９ １９.４９ ２５.９１ １１.８４ ３９.７４ ３.４６ ２３.５８ １９.２８
ＤｅｅｐＷａｌｋ ４６.７４ ３１.７５ ３６.１５ ９.６６ ６１.８６ １６.７１ ３８.４６ ３２.２８
Ｇｒａｐｈ￣Ｅｎｃｏｄｅｒ ３０.１０ ５.９４ ２９.３２ ５.７２ ５３.１０ ２１.０３ — —
ＤＮＧＲ ４９.２４ ３７.２９ ３２.５９ １８.０２ ４５.３５ １５.３８ ３７.５８ ３５.８５
ＧＡＥ ５３.２５ ４０.６９ ４１.２６ １８.３４ ６４.０８ ２２.９７ １７.３３ １１.９３
ＶＧＡＥ ５５.９５ ３８.４５ ４４.３８ ２２.７１ ６５.４８ ２５.０９ ２８.６７ ３０.２８
ＭＧＡＥ ６３.４３ ４５.５７ ６３.５６ ３９.７５ ４３.８８ ８.１６ ５０.１４ ４７.９７
ＡＧＣ ６８.９２ ５３.６８ ６７.００ ４１.１３ ６９.７８ ３１.５９ ４７.６５ ４５.２８
ＳＤＣＮ ６０.２４ ５０.０４ ６５.９６ ３８.７１ ６５.７８ ２９.４７ — —
ＧＵＣＤ ５０.５０ ３２.３０ ５８.４７ ２７.４３ ６３.１３ ２６.９８ — —
ＳＥＮｅｔ ７１.９２ ５５.０３ ６７.５２ ４１.７２ ６７.５９ ３３.６０ — —
ＡＲＧＡ ６４.００ ４４.９０ ５７.３０ ３５.００ ６８.１０ ２７.６０ — —
ＡＲＶＧＡ ６３.８０ ４５.００ ５４.４０ ２６.１０ ５１.３０ １１.７０ — —
ＤＧＩ ６４.４９ ５２.５６ ６５.７７ ４１.４７ ６４.７２ ２８.２０ — —
ＤＡＥＧＣ ７０.４０ ５２.８０ ６７.２０ ３９.７０ ６７.１０ ２６.６０ ３８.２５ ３７.６３
ＧＡＴＥ ６５.８０ ５２.７０ ６１.６０ ４０.１２ ６７.３０ ３２.２５ — —

ＤＮＥＮＣ￣Ａｔｔ ７０.４０ ５２.８０ ６７.２０ ３９.７０ ６７.１０ ２６.６０ — —
ＤＮＥＮＣ￣Ｃｏｎ ６８.３０ ５１.２０ ６９.２０ ４２.６０ ６７.７０ ２７.５０ — —
ＧＣ￣ＡＥＣＬ(ｏｕｒｓ) ７３.３２ ５５.７５ ７３.２５ ４６.８６ ７２.６４ ３４.２１ ５０.４５ ４９.１２

　 　 ＧＣ￣ＡＥＣＬ在 ４个数据集上优于基线方法. 具体而言ꎬ在 Ｃｉｔｅｓｅｅｒ 数据集上的 ＡＣＣ 和 ＮＭＩ 评价指标分

别提高了 ５.７３％和 ５.１４％ꎬ验证了 ＧＣ￣ＡＥＣＬ算法的有效性. 从表 ３结果可以得出以下结论:
(１)ＶＧＡＥ和 ＧＡＥ优于 Ｋ￣ｍｅａｎｓ、ｓｐｅｃｔｒａｌ￣ｆ、ｓｐｅｃｔｒａｌ￣ｇ、Ｇｒａｐｈ Ｅｎｃｏｄｅｒ和 ＤｅｅｐＷａｌｋ方法ꎬ说明拓扑结构

信息和属性信息都包含丰富的信息ꎻ
(２)ＧＣ￣ＡＥＣＬ优于 ＳＥＮｅｔꎬ说明 ＧＣ￣ＡＥＣＬ重构网络属性信息的有效性. 与 ＳＥＮｅｔ相比ꎬ该方法充分利

用了拓扑结构和属性信息ꎬ学习到高质量的节点特征表示ꎻ
(３)ＧＣ￣ＡＥＣＬ优于 ＤＡＥＧＣꎬ说明保持网络拓扑结构和重构属性信息的必要性. ＤＡＥＧＣ 优于 ＧＣ￣

ＡＥＣＬ￣ｃｏｎ(消融研究显示)ꎬＧＣ￣ＡＥＣＬ￣ｃｏｎ不包括网络拓扑结构. 这表明通过使用节点对比损失度优化了

获得的节点表示ꎬ这有助于获得拓扑紧密的聚类结果ꎻ
(４)与先进的无监督学习模型 ＧＵＣＤ相比ꎬＧＣ￣ＡＥＣＬ获得了性能的提升ꎬ在 Ｃｏｒａ 数据集上 ＡＣＣ 提升

了 ２２.８２％ꎬＮＭＩ提升了 ２３.４５％ꎻ
(５)与先进的图对比模型 ＤＧＩ相比ꎬＧＣ￣ＡＥＣＬ 获得了性能的提升ꎬ在 Ｐｕｂｍｅｄ 数据集上 ＡＣＣ 提升了

７.９２％ꎬＮＭＩ提升了 ６.０１％.

图 ３　 超参数取值变化对实验结果的影响(Ｃｏｒａ 数据集)
Ｆｉｇ􀆰 ３　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ａｌｐｈａ ａｎｄ ｂｅｔａ ｈｙｐｅｒ－ｐａｒａｍｅｔｅｒｓ ｏｎ Ｃｏｒａ

３.３　 参数影响分析

图 ３为超参数 α和 β对 ＡＣＣ％和 ＮＭＩ％的影响. 为了研究超参数 α 和 β 的敏感性ꎬ选择在 Ｃｏｒａ 数据

—１８—
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上进行实验ꎬ分别控制结构信息对比损失和自监督聚类的权重ꎬ参数的变化范围是{０.００１ꎬ０.０１ꎬ０.１ꎬ１ꎬ
１０}ꎬ在 ＡＣＣ％和 ＮＭＩ％两个指标上评估聚类效果. 实验结果表明ꎬα＝ １ꎬβ＝ ０.１时ꎬ聚类效果最佳.

将本文模型与两种变体进行比较ꎬ以验证各模块在模型中的有效性. 定义了以下两种变体:
(１)ＧＣ￣ＡＥＣＬ￣ｃｏｎꎬ这个变体是没有对比学习模块ꎬ图嵌入学习通过自编码预训练和自监督聚类进行

优化ꎬ用来验证提出的对比损失的有效性ꎻ
(２)ＧＣ￣ＡＥＣＬ￣ｓｅｌｆꎬ该变体是没有自监督聚类模块ꎬ图嵌入学习通过自编码预训练节点属性信息和节

点对比损失重构结构信息进行迭代优化ꎬ用来验证提出的自监督聚类模块的有效性.
变体实验结果如图 ４所示ꎬ可以观察到两个模块对最终模型性能提升的贡献. 结果证明了对比损失

对重构结构信息的有效性. 在 Ｃｏｒａ数据集上的实验结果ꎬ与 ＧＣ￣ＡＥＣＬ￣ｓｅｌｆ相比ꎬＧＣ￣ＡＥＣＬ准确度 ＡＣＣ 提

高了 ４.３％ꎬ归一化互信息 ＮＭＩ提高了 １.６５％ꎻ在 Ｃｉｔｅｓｅｅｒ数据集上的实验结果ꎬ与 ＧＣ￣ＡＥＣＬ￣ｓｅｌｆ相比ꎬＧＣ￣
ＡＥＣＬ准确度 ＡＣＣ提高了 ３.０５％ꎬ归一化互信息 ＮＭＩ 提高了 ３.８％ꎻ在 Ｗｉｋｉ 数据集上的实验结果ꎬ与 ＧＣ￣
ＡＥＣＬ￣ｓｅｌｆ相比ꎬＧＣ￣ＡＥＣＬ准确度 ＡＣＣ提高了 ４.５４％ꎬ归一化互信息 ＮＭＩ提高了 ４.０６％.

图 ４　 变体实验结果

Ｆｉｇ􀆰 ４　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｖａｒｉａｎｔ ｓｔｕｄｙ

变体结果表明ꎬ采用图嵌入学习和聚类优化相结合的策略可以获得高质量的表示. 在 Ｃｏｒａ 数据集上

的实验结果ꎬ与 ＧＣ￣ＡＥＣＬ￣ｃｏｎ相比ꎬＧＣ￣ＡＥＣＬ准确度 ＡＣＣ提高了 ５.２％ꎬ归一化互信息 ＮＭＩ提高了 ３.３％ꎻ
在 Ｃｉｔｅｓｅｅｒ数据集上的实验结果ꎬ与 ＧＣ￣ＡＥＣＬ￣ｃｏｎ相比ꎬＧＣ￣ＡＥＣＬ准确度 ＡＣＣ提高了 ３.９５％ꎬ归一化互信

息 ＮＭＩ提高了 ３.６２％ꎻ在 Ｗｉｋｉ数据集上的实验结果ꎬ与 ＧＣ￣ＡＥＣＬ￣ｃｏｎ相比ꎬＧＣ￣ＡＥＣＬ准确度 ＡＣＣ提高了

３.５８％ꎬ归一化互信息 ＮＭＩ提高了 ３.１６％.

４　 结论

本文提出了一种基于自编码器及对比损失的图聚类方法 ＧＣ￣ＡＥＣＬ. 通过设计简单线性的多层感知器

组成自编码器ꎬ结合影响对比损失融合图结构信息ꎬ对聚类损失和重构损失联合优化、迭代优化同时获得

图嵌入和节点聚类结果. 与传统的基于图神经网络的方法相比具有显著优势ꎬ操作简单且效果有效. 通过

多个引文网络数据集进行聚类实验ꎬ不仅学习到更加丰富的图结构信息和属性信息ꎬ还进一步提升图聚类

的性能和计算效率ꎬ变体实验验证了影响对比损失和自监督聚类的有效性. 在未来的工作中ꎬ将进一步探

索设计有效的负样本采样策略用于对比学习ꎬ更好解决现实场景中不同数据集样本偏差、节点噪声、网络

异质性等问题.
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ＡＣＭ ＳＩＧＫＤＤ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｎｅｗ Ｙｏｒｋ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔｉｎｇ
Ｍａｃｈｉｎｅｒｙꎬ２０１４:７０１－７１０.

[３１] ＴＩＡＮ ＦꎬＧＡＯ ＢꎬＣＵＩ Ｑꎬｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｄｅｅｐ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｏｒ ｇｒａｐｈ ｃｌｕｓｔｅｒｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｎｅｗ Ｙｏｒｋ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔｉｎｇ Ｍａｃｈｉｎｅｒｙꎬ２０１４.

[３２] ＣＡＯ ＳꎬＬＵ ＷꎬＸＵ Ｑ. Ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｌｅａｒｎｉｎｇ ｇｒａｐｈ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｎｅｗ Ｙｏｒｋ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔｉｎｇ Ｍａｃｈｉｎｅｒｙꎬ２０１６.

[３３] ＺＨＡＮＧ Ｘ ＴꎬＬＩＵ ＨꎬＬＩ Ｑ Ｍꎬｅｔ ａｌ. Ａｔｔｒｉｂｕｔｅｄ ｇｒａｐｈ ｃｌｕｓｔｅｒｉｎｇ ｖｉａ ａｄａｐｔｉｖｅ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎ[Ｊ / ＯＬ] . ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ:
１９０６.０１２１０ꎬ２０１９.

[３４] ＨＥ Ｄ ＸꎬＳＯＮＧ ＹꎬＪＩＮ Ｄꎬｅｔ ａｌ. Ｃｏｍｍｕｎｉｔｙ￣ｃｅｎｔｒｉｃ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ ｆｏｒ ｕｎｓｕｐｅｒｖｉｓｅｄ ｃｏｍｍｕｎｉｔｙ ｄｅｔｅｃｔｉｏｎ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２９ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｓａｎ Ｆｒａｎｃｉｓｃｏ:
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０２１:３５１５－３５２１.

[３５] ＺＨＡＮＧ Ｘ ＴꎬＬＩＵ ＨꎬＷＵ Ｘ Ｍꎬｅｔ ａｌ. Ｓｐｅｃｔｒａｌ ｅｍｂｅｄｄｉｎｇ ｎｅｔｗｏｒｋ ｆｏｒ ａｔｔｒｉｂｕｔｅｄ ｇｒａｐｈ ｃｌｕｓｔｅｒｉｎｇ[Ｊ] . Ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬ２０２１ꎬ
１４２:３８８－３９６.

[３６] ＳＡＬＥＨＩ ＡꎬＤＡＶＵＬＣＵ Ｈ. Ｇｒａｐｈ ａｔｔｅｎｔｉｏｎ ａｕｔｏ￣ｅｎｃｏｄｅｒｓ[Ｊ / ＯＬ] . ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ:１９０５.１０７１５ꎬ２０１９.
[３７] ＷＡＮＧ ＣꎬＰＡＮ Ｓ ＲꎬＣＥＬＩＮＡ Ｐ Ｙꎬｅｔ ａｌ. Ｄｅｅｐ ｎｅｉｇｈｂｏｒ￣ａｗａｒｅ ｅｍｂｅｄｄｉｎｇ ｆｏｒ ｎｏｄｅ ｃｌｕｓｔｅｒｉｎｇ ｉｎ ａｔｔｒｉｂｕｔｅｄ ｇｒａｐｈｓ[Ｊ] . Ｐａｔｔｅｒｎ

ｒｅｃｏｇｎｉｔｉｏｎꎬ２０２２ꎬ１２２:１０８２３０.

[责任编辑:黄　 敏]
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