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基于改进时空因果卷积网络的PM2.5浓度预测
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摘 要:PM2.5的浓度受到多方面的影响,包括天气、空气中的其他物质成分以及周围地点的空气质量等。为提高深度学习模型对

PM2.5浓度预测的准确率与泛化性能,提出了一种改进的时空因果卷积网络(STCN),使模型在预测时考虑到不同地点对预

测地PM2.5浓度的不同影响。以北京市多个地点的空气质量数据进行实验并与原始的STCN网络进行对比,实验表明,改

进后的时空因果卷积网络对PM2.5浓度预测的能力高于基线STCN。
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Abstract: The concentration of PM2.5 is affected in many ways, including weather, other air components and the air quality of surrounding

places. In order to improve the accuracy and generalization performance of the depth learning model for predicting PM2.5 concen-

tration, an improved spatiotemporal causal convolution network (STCN) is proposed, which allows the model to take into account

the different effects of different locations on PM2.5 concentration in the prediction site. The air quality data from multiple loca-

tions in Beijing are used for the experiment and compared with the original STCN network. The experiment shows that the im-

proved spatiotemporal causal convolution network has a higher ability to predict PM2.5 concentration than the baseline STCN.
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0 引言

PM2.5是指空气动力学直径小于或者等于2.5 μm
的一种固体颗粒,通过人体呼吸道进入体内,损害肺泡、

食道等器官或组织,对人体有严重危害[1]。PM2.5有致癌

风险,国际癌症研究中心将PM2.5等空气污染物质列为

重点环境致癌物[2]。为缓解空气质量问题对人体和社会

的危害,精确预测PM2.5浓度对人们的生理健康和日常

出行至关重要[3]。

PM2.5的浓度预测方式主要分为以下三种方式,大

气数值模式法、机器学习法以及深度学习法[4-6]。大气数

值法是指利用空气中的污染物浓度值以及各类气象数

据,基于空气动力学和物理化学等理论,建立模拟污染物

形成的数值模型。主要包括多尺度空气质量模型[7],嵌套

空气质量预报模式系统[8]等。机器学习模型是指利用如

随机森林(RF)、自回归模型和支持向量机(SVM)等模型

对PM2.5相关数据提取特征,并预测未来时间段的浓度

值。例如:康俊锋[5]等人对多个机器学习模型进行对比分

析,在众多模型中XGBoost模型相对精度更高,效率也较

高;贾佳美[9]等人利用改进粒子群算法来提升BP网络的

PM2.5预测性能。由于机器学习的模型较小,其特征提

取能力有限,因此基于深度学习的PM2.5预测方法成为

目前主要的预测方法。其中,序列模型中的循环神经网

络(RNN)应用较广。但RNN存在训练困难、不容易收敛

等缺点[10],因此,长短时记忆网络(LSTM)、门控制循环单

元(GRU)等被用于PM2.5预测,白盛楠等人[11]应用LSTM

结合灰色关联度分析进行PM2.5预测。由深度学习方法

衍生出了许多混合模型用来做预测,冀林[12]应用CNN与

GRU的混合模型实现预测;杨亚莉等人[13]在RNN神经网

络中加入时序注意力和类别注意力构建二向注意力循环
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神经网络(TDA-RNN)混合模型,实验结果显示混合模型

的效果比单一模型更好。

PM2.5浓度受到多方面因素的影响,不仅受气象影响,

包括气压、气温、风速等,还受空气中其他颗粒物或者气

体的浓度影响,同时,距离较近的城市或地区之间的空气

质量也会相互影响,因此预测PM2.5浓度需要考虑多方

面因素。一方面,数据必须需要丰富,数据集中需要有多

个PM2.5浓度影响因素的数据,且每天的数据尽可能

多。另一方面,数据集中需要包括多个不同地点的数据,

以此推算不同地区间的空气质量相互影响的程度。宋飞扬

等人[4]提出应用KNN算法计算多个地点间的距离求取地

点间的关联性,然后把KNN的输出作为输入与原本的空

气数据和天气数据一起放入LSTM 进行训练。Zhang[14]

等人提出了时空因果卷积网络(STCN),使用1×1的卷积

对多个地点的数据进行特征融合,之后把融合后的特征

矩阵传给时序因果卷积网络进行训练。

虽然上述部分模型已经有了对不同地点间PM2.5浓

度相互影响的研究,但是忽略了仅靠距离判断相关性的

局限,还需要参考不同地点间的数据关联性,不同地点对

单个地点的颗粒浓度影响程度也是不同的。因此,应用

模型预测一个地点的PM2.5浓度时,考虑不同地点对预

测地的不同程度的影响因素是必要的,本文改进时空因果

卷积网络,使网络在训练时能考虑到上述不同地点的影响。

1 数据与模型

1.1 数据集

本文选取北京的空气数据作为实验样例,数据来源

为微软研究院城市计算团队(Urban Computing Team,

Microsoft Research)。该数据集[15]拥有较为丰富的输入

变量以及较为完整、详细的气象数据和空气质量数据,包

含了自2014年5月1日到2015年4月30日的278 023条

空气质量数据和116 867条气象数据,数据按每小时进行

记录,不同地点的数据源以经纬度进行标明。每个地点

都用包含PM2.5、PM10、CO、气压、温度等共12类数据,

数据类型说明见表1所示,各类数据均为数值型数据,其

中天气以数字表示晴朗、阴天、多云、下雨、下雪等天气;

风向也是用数字表示,以0来表示无风,以1到24来表示

24个方向。本文选取了北京市内的36个地点的数据进行

实验,每个地点以一小时的间隔进行数据采样。

表1 数据集的类型说明

数据属性

空气质量数据

气象数据

变量名

PM2.5

PM10

NO2

CO

O3

SO2

天气

温度

气压

湿度

风速

风向

数据类型

数值型

数值型

数值型

数值型

数值型

数值型

数值型

数值型

数值型

数值型

数值型

数值型

单位

μg/m3

μg/m3

μg/m3

μg/m3

μg/m3

μg/m3

-

℃

hpa

%

m/s

-

1.2 改进后的时空因果卷积网络

本文提出一种改进的时空因果卷积网络,时空因果

卷积网络由空间信息融合和时序因果卷积两部分组成,

图1 改进后的STCN网络结构
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对原始的空间信息融合部分进行改进,调整不同地点对

预测结果的影响程度,加深多地点的信息融合。改进后

的时空因果卷积网络结构图如图1所示,上半部分为时序

因果卷积网络部分,下半部分为空间信息融合部分。

1.2.1 时序因果卷积网络

最近一段时间的研究表明,序列模型都是以循环神

经网络为主,如RNN、LSTM、GRU等,Bai[16]等人提出了

时序因果卷积网络(TCN),这是一种由纯卷积进行特征提

取的网络,网络主要由因果卷积和空洞卷积组成,并加上

残差连接的方式,使得网络性能在序列模型中超过原始

RNN以及LSTM与GRU这类门控循环神经网络并且网

络结构更加简单,证明了卷积在序列建模上的可行性。

循环网络之所以在序列模型上占有重要的位置,是因

为循环网络可以记录输入的时序信息,使得最终的输出

结果可以考虑到时序上的先后顺序,但是卷积运算时并

不考虑时序信息,于是提出了时序因果卷积,在时序因果

卷积中当前时间的输出只依赖于过去与当前的输入,不

考虑未来的输入信息。因此时序因果卷积属于单向结构

的时间约束模型,模型不会看到未来信息,只关注当前与

过去的信息,弥补了卷积在时序信息上的不足。从时序因

果卷积的角度看时序问题,利用输入信息x1,x2,…,xt预

测y1,y2,…,yt,那么在xt处的因果卷积可以用式(1)表示。

(1)

式中,F为滤波器,F=( f1,f2,…,fK),X为序列,X=(x1,x2,

…,xT)。在初次卷积计算时,由于卷积核大小大于1,直

接进行卷积操作会获取未来的信息,故在原始的输入前

加入补白,使得计算时只关注到当前信息。

卷积操作建立的数据联系会受限于卷积核大小,增

加数据联系需要增大感受野范围,通常的做法是增加神

经网络的层数,这样会加大训练难度,而通过池化层增加

感受野又会造成信息损失,于是TCN采用空洞卷积的方

式进行特征提取,在不经过池化层的情况下,以较少的网

络层数获得较大的感受野。具体的计算如公式(2)所示,

其中F为滤波器,F=( f1,f2,…,fK),X为序列,X=(x1,x2,…,

xT),d表示空洞卷积的卷积核间隔数。在初次计算时同

样会加入补白以确保不对未来的信息进行计算。并且TCN

可以改变空洞卷积的参数d来获取不同的感受野,因此

TCN的内存大小是可控的,以此来适应不同的应用场景。

(2)

CNN与RNN相比具有明显的计算优势,卷积在运

算中的并行计算能力对于模型的训练效率有着很大的帮

助。其次,梯度消失或爆炸是RNN所面临的较大的问

题,门控网络对此加以改善,但是门控单元作为网络中存

储历史信息的一个组件,在训练时占用较大的内存。TCN

由于使用卷积结构,在梯度优化与内存占用方面相比循

环网络有较大优势。

1.2.2 空间信息融合

初始的TCN 网络主要用于NLP和语音领域,并未

在环境预测方面进行过实际测试,Zhang[14]等人首次把

TCN网络应用在PM2.5浓度预测上,并在原本的TCN

上加入空间相关性因素,即时空因果卷积网络(STCN)。

在距离相隔并不远的地点之间,由于空气的流动,空气中

的污染物浓度也会相互影响,因此,在预测某地PM2.5浓

度时,不能只依赖此地过去的数据,也需要参考邻近地区

的空气质量。STCN把预测点与周围地点的PM2.5浓度

数据,采用皮尔逊相关系数(pearson)进行相关性对比,皮

尔逊相关系数的计算见式(3)所示。

(3)

式中,ρx代表预测点的PM2.5浓度数据方差,ρi代表所有

地点中第i个PM2.5浓度数据的方差,cov(x,i)代表x与i

的协方差。再将相关系数较高的地点进行信息融合,随

后传入TCN预测结果。

本文认为不同地点的数据对需要预测的地点有着不

同的影响,如果直接把不同地区的数据同等地放入网络,

那么所有地区间的影响都一样,这不合乎常理。空气质

量相关性系数越大的地区之间,对PM2.5浓度的影响理

应越大,与相关性系数应成正比。在多地点空间信息融

合前,对每个地点给予一个权重,将初始权重矩阵设置为

地点间的相关系数,再将权重矩阵进行归一化处理,归一

化的目的一方面是降低训练难度、加快收敛,另一方面,

本文认为归一化后的权重数据分布更为平滑,这对于下

一步的信息融合会有益,可能对实验的精度有影响,具体

实验在章节2分析。

STCN选择1×1的卷积作为全连接层对多地点的信

息进行融合,融合过程中将多维数据先增维至64维,再降

维至1维,最终将多个地点的信息融合在一起。本文认

为,升维再降维的目的是让网络更好地学习多地点信息

的融合方式,但是在融合前已经加入了权重矩阵,在给定

了一个更好的权重比后,不应该再让网络调整信息融合

时的权重比,这很可能会导致信息的丢失。

2 实验结果与分析

2.1 实验相关配置

实验环境:计算机语言为python3.7;IDE为pycharm

2021.2.3;深度学习框架为 pytorch1.10;操作系统为

Window10x64;CPU为 Intel i7-10750H,32 GB内存;

GPU为NVIDIA GTX1650Ti,4 GB内存。
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数据集共315 360条数据,包括北京市内的36个地

点,每天24小时,共一整年的数据。数据按照6:2:2的比

例划分,每个月的前60%的数据作为训练集,中间20%作

为验证集,其余作为测试集。为了获取稳定的实验结果,

实验时设置了固定的随机数种子。

2.2 评估指标

实验采用均方差(RMSE),平均绝对误差(MAE)和决

定系数(R2)三个评估指标。各指标的计算方法如式(4)-

式(6)所示。

(4)

(5)

(6)

式中,yi是实际值,xi是预测值,y是n个实际值的均值。

RMSE和MAE的值越小、R2的值越大,模型精度越高。

2.3 模型比较与预测结果

对多个地点进行实验,比较改进后的模型与原始的

模型之间性能的差异。随机选取了station ID为1013、

1018、1030这三个地点作为实验对象,实验结果如表2所

示,改进后模型的性能均优于原来的模型。

表2 模型对比

ID:1013

STCN

改进后

ID:1018

STCN

改进后

ID:1030

STCN

改进后

RMSE

17.436

16.869 0

22.742

19.869 4

18.259 8

15.605 1

MAE

11.746

10.927 3

13.979

12.491 3

11.690 4

9.536 7

R2

0.936

0.940 4

0.939

0.947 0

0.915 4

0.938 2

为验证不同的修改对实验准确率的影响,本文进行

消融实验,以station ID为1013的地点为实验对象,如表

3所示,其中α表示在空间关系上加入了相关系数权重,β
表示在α上的基础上增加了归一化操作,γ表示取消原来

的升维操作,对空间信息直接融合。结果显示,直接取消

信息融合时的升维操作对实验结果有益,但是直接增加

权重系数并不会带来提升的效果,在两者相结合后,即添

加归一化的相关系数权重后再进行信息直接融合的模型

性能最好,证明了增加归一化后的权重系数与取消升维

操作两者相结合对模型改进的有效性。

使用测试数据集在改进前后的模型上分别预测未来

一小时的PM2.5浓度,测试集使用station ID为1013地

点的数据,预测日期为每个月的最后6天,图2、图3分别展

示了两个模型改进前后的7月份真实数据与预测数据的

对比,图4、图5分别为图2与图3数据的散点图。根据图4、

图5中的R2显示,改进前的数据相关系数为0.918 3,改

进后为0.919,表明在改进后真实数据与预测数据拟合度

高于改进前,预测值更精准。

表3 消融实验

模型

STCN

STCN+α

STCN+β

STCN+γ

STCN+α+γ

STCN+β+γ(改进后)

RMSE

17.436 0

19.426 4

18.465 4

17.317 6

17.402 2

16.869 0

MAE

11.746 0

12.353 3

11.734 6

11.039 0

11.303 0

10.927 3

R2

0.936 0

0.920 9

0.928 5

0.937 1

0.936 5

0.940 4

图2 改进前的预测图

图3 改进后的预测图

图4 改进前的散点图

图5 改进后的散点图

3 结束语

为提高模型的PM2.5浓度预测能力,本文提出了一

种改进的时空因果卷积网络,改进了不同地点对预测结
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果的不同影响,改进后的模型对PM2.5浓度预测更精

准。气溶胶光学厚度(AOD)与PM2.5浓度之间有着密切

的联系,在接下来的实验中需要考虑AOD因素的影响。

另外,不同气体之间会发生化学反应产生新物质,新物质

还会受到温度和渗透压的影响,如果将化学影响加以考

虑,实验结果很可能还会有所提升。
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率的增长,两个巡检机器人的覆盖率均开始下降,巡检机

器人1的最低覆盖率为84.68%,巡检机器人2的最低覆盖

率为85.31%,均超过设置的最低覆盖率。实验证明:在不

同障碍物比率时,本文方法巡检机器人协同路径规划的

覆盖率均较高,即路径规划效果较优。

3 结束语

针对复杂环境下,输电线路巡检存在的效率低、碰撞

危险高、能耗高等问题,研究复杂环境输电线路巡检机器

人协同路径规划方法,结合单目标路径规划与基于交通

规则的路径规划,建立复杂环境输电线路巡检机器人协

同路径规划模型,缩短协同规划路径距离,降低巡检机器

人总能耗,有效避免巡检机器人出现碰撞危险。
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