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摘   要： 针对经验模型忽略组元非线性交互且无微观验证、纯机器学习模型受限于“黑箱”与数据稀缺的

双重难题，构建“数据驱动—机理支撑—微观验证”多尺度研究体系 . 建立涵盖三元至五元渣系的标准化数据

库，对比 10 种监督学习算法优选各体系最优模型 . 针对五元渣系纯机器学习局限，提出遗传算法修正光学碱

度模型辅助的 CatBoost（GANPL-CatBoost）耦合模型，该模型以 CatBoost 梯度提升框架为基础，嵌入修正光

学碱度作为物理先验特征，并采用遗传算法优化样本权重与超参数，实现物理约束与数据驱动深度融合，平

均 绝 对 百 分 比 误 差（MAPE）降 至 9. 431%. 基 于 LAMMPS（large‑scale atomic/molecular massively parallel 

simulator）分子动力学模拟，运用 Born-Mayer-Huggins 势与 Nernst-Einstein 关系，从微观尺度阐明 Ca2+主导的

电荷传导机制、离子配位演化及组元交互本质 . 由此形成“宏观预测—微观阐释—多尺度验证”闭环，为 CaF2

基渣系智能化设计提供高效工具 .
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Abstract： To address the limitations of empirical models， which ignore nonlinear interactions 
among components and lack microscopic validation， as well as the dual challenges of “black-
box” nature and data scarcity faced by pure machine learning models， a multi-scale research 
framework of “data drive， mechanism support， and microscopic validation” was established.  A 
standardized database covering ternary to quinary slag systems was constructed.  Ten supervised 
learning algorithms were compared to identify the optimal model for each system.  To overcome 
the limitations of pure machine learning in the quinary system， a coupled GANPL-CatBoost 
model was proposed.  This model， based on the CatBoost gradient boosting framework， 
incorporated corrected optical basicity as a physical prior feature and utilized a genetic algorithm 
to optimize sample weights and hyperparameters， achieving deep integration of physical 
constraints and data-driven.  The mean absolute percentage error （MAPE） for prediction was 
reduced to 9. 431%.  Furthermore， molecular dynamics simulations were conducted using the 
large-scale atomic/molecular massively parallel simulator （LAMMPS）.  Based on the Born-
Mayer-Huggins potential and the Nernst-Einstein relationship， the dominant charge conduction 
mechanism of Ca2+， the evolution of ion coordination， and the essence of component interactions 
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were systematically quantified at the microstructural level.  Consequently， a closed-loop system 
of “macroscopic prediction， microscopic elucidation， and multi-scale validation” was formed， 
providing an efficient tool for the intelligent design of CaF2-based slag systems.
Key words： electroslag remelting； electrical conductivity prediction； machine learning； 
molecular dynamics； optical basicity； CaF2-based slag system

随着现代电渣重熔（ESR）技术向高端特殊钢

和航空航天材料制备领域的深入发展，对 CaF2基

渣系设计的精确性要求不断提升［1-2］. 电导率作为

控制重熔过程电能输入、熔池形状及产品质量的

核心物理参数，其准确预测对于渣系优化设计具

有决定性意义［3-5］. 然而，从二元、三元渣系向四

元、五元及多元渣系的扩展过程中，现有预测模

型面临严峻挑战：早期建立的三元渣系电导率预

测基础，及通过几何模型对三元渣系预测精度的

提升［6-8］，虽为研究奠定基础，但修正的光学碱度

理论仍未突破经验拟合模型的固有局限［9-11］——

实验数据量有限且覆盖范围窄导致泛化能力不

足，难以捕捉多元渣系组元间复杂非线性交互作

用，更缺乏微观层面物理合理性验证［12- 14］.

近年来，机器学习凭借强大的非线性建模能

力，为多元渣系性质预测提供了新路径，但其“黑

箱”特性使其虽能实现较高预测精度，却缺乏物

理解释性［15-19］；同时，高氟渣系实验数据稀缺且

分布不均，直接应用易导致温度敏感性异常偏低

等 违 背 物 理 直 觉 的 结 果［9，20-21］. 而 分 子 动 力 学

（MD）模拟作为连接原子尺度微观机理与宏观性

质的桥梁，可通过第一性原理计算离子扩散系

数、结合 Nernst-Einstein 关系预测电导率，却尚未

与机器学习电导率模型形成系统性结合［22-23］.

本文构建了“数据驱动—机理支撑”的完整

研究框架 . 采用系统性多尺度建模验证方法：首

先全面收集并整合 CaF2基渣系电导率数据，建立

覆盖三元至五元渣系的综合数据库；通过跨渣系

对比分析多种机器学习算法的预测性能，精准筛

选出各渣系下的最优模型；针对五元渣系预测精

度下降问题，提出融合修正光学碱度机理的定向

数据扩充策略，构建 GANPL-CatBoost 耦合模型；

引入分子动力学模拟开展原子尺度验证，明确

Ca2+离子主导的电荷传导机制，为机器学习的特

征分析结果提供坚实的物理机理支撑 .

1　方法论

1. 1　数据收集与处理

为构建涵盖 CaF2基渣系组元成分、温度与电

导率关联规律的综合数据库，本文通过多渠道整

合数据，来源包括已发表学术文献、相关专利、实

测数据及多组实验室精准测试数据 . 采用人工逐

条核验方式，系统剔除异常数据并深度挖掘文本

中隐藏的关键信息，确保数据库的准确性与完整

性 . 最终数据库按研究核心目标划分为 3 个类别，

即渣系化学组成、测试温度及对应电导率数值 .

1. 2　基于修正光学碱度的机理模型

电导率随温度的变化关系常用 Arrhenius 公

式来表述：

ln κ = ln A -
E

RT
. (1)

式中：κ为电导率；A 为指前因子；E 为活化能；T 为

热力学温度 .

一般来说，Arrhenius 公式的指前因子 A 和活

化能 E 之间满足以下关系：

ln A =mE + n. (2)

式中，m，n 为和温度相关的拟合常数，一般根据所

选择的数据进行拟合得到 .

为了保证较高的精度，当数据的选择范围和

数量发生改变时，一般需要重新拟合 . 式（2）描述

了温度补偿效应，这是一种符合 Arrhenius 方程性

质的普遍规律，适用于反应动力学速率常数、电

导率、黏度和扩散系数等物理性质 .

通过不同温度和组分条件下的数据拟合，可

以得到 ln κ和光学碱度Λ的线性关系，一般来说，

这种关系能够较好地描述系统的电导率 .

E = a ×Λ + b. (3)

式中，a，b均为常数，需要依据数据的选择进行拟合 .

在此基础上，Mills提出了修正的光学碱度公式和相

关成分的光学碱度（见表1），式（4）计算出的光学碱

度不是单调递增的，更能满足电导率模型的需要［24］.

Λ =
åxini Λi

åxini

. (4)

式中：Λ为光学碱度，其值见表 1；xi 为组元 i 的物

质的量分数；ni 为组元 i 的原子个数 .

表1　各组元的光学碱度
Table 1　Optical basicity of each component 

组元

光学碱度

CaO

1

MgO

0. 78

Al2O3

0. 6

TiO

0. 61

SiO2

0. 48

CaF2

1. 2
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Zhang 等［25］对 CaO-MgO-Al2O3-SiO2和 CaO-
Al2O3-SiO2 渣系的光学碱度进行了修正，当 xCaO <

xAl2O3
，xCaO + xMgO ≥ xAl2O3

时，

Λcorr =
0.78 ´ ( )xMgO + xCaO - xAl2O3

+ 0.6 ´ 3xAl2O3
+ 0.48 ´ 2xSiO2

( )xMgO + xCaO - xAl2O3
+ 3xAl2O3

+ 2xSiO2

. (5)

对于四元及以上的渣系，目前只有 Hara 等［26］

提出的经验公式：

K = 100exp (1.911 - 1.38N - 5.69N 2 ) +
0.39 (T - 1 973) . (6)

其 中 ：K 为 电 导 率 ；N=xAl2O3
+0.8xMgO+0.2xCaO+

0.75xSiO2
；T 为热力学温度，K.

需要注意的是，现有相关模型的构建均以研

究者选定的特定实验数据集为基础进行拟合标

定 . 当将某一学者提出的模型应用于预测其他文

献中的电导率数据时，往往会产生显著偏差，表

明当前基于光学碱度拟合与修正的机理模型存

在固有局限性 .

1. 3　机器学习算法

在 CaF2基渣系电导率预测中，传统机理模型

难以捕捉组元与温度对电导率的复杂非线性关

联，而机器学习算法凭借强大的非线性映射能

力，可通过多源实验数据的深度训练，精准构建

“温度-渣系成分-电导率”的关联模型 . 考虑到实

验数据样本有限，且电导率预测属于需已知实测

值的回归任务，监督学习算法成为最优技术路径 .

CatBoost［27］作为基于梯度提升框架的集成决

策树算法，凭借其对类别型特征和高维数据的出

色适配性，成为本研究的核心候选算法之一 . 其

核心数学表达可概括为

Fm( x) = Fm - 1( x) + γmhm( x) . （7）

其中：Fm( x)为第 m 轮的预测结果；hm( x)为基于

残差的弱学习器；γm 为学习率 .

通过多模型训练和对比，发现 CatBoost 在电

渣重熔 CaF2基渣系电导率的预测中表现出色，尤

其在处理复杂的非线性关系和类别型数据时，能

够有效提高模型的精度和稳定性 .

其他算法包括 ElasticNet（结合 L1 和 L2 正则

化）、决策树（DT）、随机森林（RF）、Extra Trees、梯度

提升（gradient boosting，GB）、XGBoost、AdaBoost、

Bagging 和 KNN 等 . 为评估模型性能，选择决定系

数（R2）、均方误差（MSE）、平均绝对误差（MAE）

和平均绝对百分比误差（MAPE）作为评估指标 .

1. 4　机理耦合机器学习模型

针对高氟渣电导率监测等高温冶金实验存

在的数据获取成本高、样本有限且分布不均的问

题，机理模型可在多温度-成分条件下生成大量

符合物理规律的模拟数据，既能补充机器学习训

练集以缓解数据稀缺问题，又能避免模型在数据

稀疏区域过拟合 .

本文先针对三元、四元及五元 CaF2 基渣系，

选取 RF，XGBoost，CatBoost 等 10 种适用于小数

据集的机器学习算法，通过定量评估特征重要

性，系统分析温度与各组分对电导率预测的贡

献 . 既为后续特征选择与模型优化提供支撑，也

阐明成分-温度调控电导率的主导机制、提升模

型物理可解释性 . 研究发现纯机器学习对五元渣

系电导率预测存在显著局限，故提出半经验模型

与机器学习深度融合策略 .

基于上述理论，本文构建数据扩充策略：在

CaF2 基五元渣系成分空间内，依电渣重熔工业应

用确定组元边界，温度重点覆盖 1 773~1 923 K 工

业区间并兼顾 1 623~2 173 K 全范围；为避免机理

模型系统性偏差主导建模，将扩充数据量控制在

原始数据的 1~3 倍（本研究为 2 200 组），同时通过

确保成分总和 100%、验证成分-温度空间分布合

理性、检验数据正态性及保护原始实验规律，保

障数据可靠性 .

在特征工程与模型训练阶段，机理模型为机

器学习提供物理化学约束：助力识别电导率敏感

变量、揭示特征交互机制，并提供边界条件以确

保预测符合物理规律 . 通过对比算法性能筛选最

优工具，对扩充数据进行标准化预处理，采用 k 折

交叉验证保障模型稳定性与泛化能力，结合网格

搜索与随机搜索优化超参数 .

模型验证采用“内部交叉验证-外部独立测

试集验证-物理一致性检验”多层次体系，通过

R2，MSE，MAE，MAPE 等指标评估性能，同时验

证预测结果与已知物理化学规律的一致性 . 该耦

合策略实现了机理先验知识与数据驱动学习的

有机融合，为 CaF2基五元渣系电导率精确预测提

供了可靠技术方案（图 1）.

1. 5　分子动力学验证方法

本文建立了系统性的分子动力学模拟框架

以获取高精度微观结构数据 . 采用 LAMMPS 软

件包对 CaF2基三元、四元和五元渣系进行原子尺
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度建模，首先基于 Lennard-Jones 势函数构建初

始随机结构模型，通过查询或经验公式计算各组

元的密度，进而计算盒子边长，然后在盒子内生

成 5 000 个原子（Ca，F，Al，O，Si，Mg），设定各原

子的离子电荷分别为+2，-1，+3，-2，+4，+2. 随后

采用玻恩-迈耶-哈金斯（Born-Mayer-Huggins，

BMH）势函数结合长程静电相互作用（Ewald 求

和）进行精确描述 .

Uij(r ) = qiqj

rij

+ Aijexp ( - rij

ρij ) - Cij

r 6
ij

. (8)

式中：Uij 为原子间势能；rij 为离子间距离，是 r 矩

阵中的元素；qi 为第 i 个离子的电荷；qj 为第 j 个

离子的电荷；Aij 为排斥项参数；ρij 为排斥项特征

长度；Cij 为范德华力参数 . 然后计算了库仑势和

原子间势 . 本文使用的所有系统的原子间势能

如表 2 所示 .

参数经过高温熔体状态优化以确保准确描

述离子间相互作用 . 模拟采用严格的三阶段协

议：第一阶段将渣系从初始目标温度快速升温至

5 000 K 并运行 30 ps 以充分混合并消除初始构型

影响；第二阶段以恒定冷却速率从 5 000 K 线性

冷却至渣系设定温度并运行 50 ps，模拟实际快冷

过程；第三阶段在目标温度下采用 NVT 系统恒温

运行 500 ps，每 1 ps 保存一次原子坐标，确保获得

充分的统计采样 . 整个模拟过程均施加三维周期

性边界条件，长程静电相互作用采用质点-质点-
质点-网格（particle-particle-particle-mesh，PPPM）

程序方法求解，计算精度控制在 10-5以内，以确保

数值稳定性与结果可靠性 .

2　结果与讨论

2. 1　数据库特征分析

本文建立了 CaF2基渣系的标准数据库 . 根据

研究目标，数据库按渣系组成（CaF2，CaO，Al2O3，

SiO2，MgO）、温度以及对应的电导率值进行分类 .

表 3 呈现了各特征变量的统计信息，数据库涵盖

了较宽的组成范围 .

为明晰数据分布特征及其对机器学习建模

的影响，本研究绘制了各特征变量的概率密度

图1　基于特征重要性和数据驱动半经验展开的炉渣电导率预测解释框架

Fig. 1　Interpretation framework for slag electrical conductivity prediction based on feature importance and 
data-driven semi-empirical expansion

表2　用于所有系统的原子间势能
Table 2　Interatomic potentials used for all systems 

原子对

Al-Al

Al-Ca

Al-F

Al-O

Ca-Ca

Ca-F

Ca-O

Ca-Si

F-F

F-O

F-Si

O-O

O-Si

Si-Si

Aij/eV

4 142. 15

36 918. 57

59 486. 50

86 057. 58

329 051. 60

496 191. 50

717 827. 00

26 674. 68

730 722. 80

1 046 135. 40

43 406. 00

1 497 049. 00

62 794. 37

4 142. 15

ρij/nm

0. 016

0. 016

0. 016 5

0. 016 5

0. 016

0. 016 5

0. 016 5

0. 016

0. 017

0. 017

0. 016 5

0. 017

0. 016 5

0. 016

C 
ij /（eV·nm）

0

0

0

0

0. 436

0. 867

0. 867

0

1. 734

1. 734

0

1. 734

0

0
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（图 2）. 从图中可见，CaF2，CaO，Al2O3呈多峰分布：

CaF2在质量分数 30%~40% 与 50%~60% 区间分布

呈双峰，对应工业低含量 CaF2复杂渣系与高含量

CaF2传统渣系两类典型场景；CaO，Al2O3的多峰分

布则分别匹配不同碱度调控策略与网络结构需

求 . 相比之下，SiO2 和 MgO 的分布高度向低值区

偏斜，约 70% 的 SiO2质量分数低于 10%，约 60% 的

MgO 质量分数低于 10%，此特征既反映二者在

CaF2 基渣系中作为次要添加剂的定位，也为模型

在这两种成分高含量区域的预测带来挑战 . 温度

数据约 60% 集中于 1 773~1 873 K 的窄范围（对应

典型电渣重熔操作温度），但该集中分布可能低估

温度特征在模型中的重要性 . 此外，工业相关的四

元、五元复杂渣系存在更突出的数据稀缺问题 .

上述数据质量稀缺带来的挑战，为后续采用

修正光学碱度理论进行数据扩充、选择对分布形

态不敏感的集成学习算法、引入分子动力学模拟

开展微观机理验证提供了充分必要性 . 通过机

理-数据融合建模策略，可有效缓解单纯数据驱

动方法在复杂多元体系中的局限性 .

2. 2　机器学习模型性能对比

为系统评估不同机器学习算法在 CaF2 基渣

系电导率预测中的性能，本研究针对三元（CaF2-
Al2O3-CaO）、四元（CaF2-Al2O3-CaO-MgO/SiO2）

和 五 元（CaF2-Al2O3-CaO-MgO-SiO2）渣 系 分 别

构建了预测模型 . 选择 RF，XGBoost，CatBoost，

ElasticNet，DT，Extra Trees，GB，AdaBoost，

Bagging 和 KNN 等 10 种在小数据集上表现优异

的算法进行对比，采用决定系数（R2）作为主要评

价指标，并通过 MSE，MAE 和 MAPE 进行综合性

能评估 .

对 于 CaF2-Al2O3-CaO 三 元 渣 系 ，图 3 显 示

RF 模 型 表 现 最 优 ，R2 值 达 0.959 2，显 著 优 于

XGBoost 的 R2 值（0.871 3）和 CatBoost 的 R2 值

（0.887 6）. 集成学习方法普遍优于单一算法，表

明组合多个弱学习器能有效处理渣系组成与电

表3　CaF2基渣系组成、温度及对应电导率的统计分析
Table 3　Statistical analysis of composition, temperature, and corresponding electrical conductivity for 

CaF2-based slag systems 

统计量

均值

标准差

最小值

25%

50%

75%

最大值

渣系组分质量分数/%

CaF2

42. 30

21. 57

1. 00

28. 00

46. 87

58. 50

90. 00

CaO

22. 10

12. 11

0

12. 58

20. 00

30. 98

56. 00

Al2O3

24. 70

18. 73

0

10. 00

22. 94

32. 20

78. 00

SiO2

8. 65

12. 65

0

0

3. 80

10. 00

59. 00

MgO

10. 80

13. 63

0

0

5. 00

18. 00

59. 00

温度

K

1 831

94. 00

1 623

1 773

1 858

1 873

2 173

电导率

S⋅cm-1

2. 89

3. 83

0. 09

0. 73

2. 03

3. 04

26. 55

图2　电导率数据库中各特征变量的概率密度

Fig. 2　Probability density of each feature variable in electrical conductivity database
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导率间的复杂非线性关系 .RF 模型通过 Bootstrap

抽样和随机特征选择构建 500棵决策树集成模型，

有效避免了过拟合问题 . 线性模型 ElasticNet 的 R2

仅为 0.674 3，证实了非线性建模方法的必要性 .

基于 RF 模型的特征变量重要性分析（表 4）显

示：CaF2重要性最高（0.438），反映其作为主要导电

介质的核心地位；Al2O3 重要性次之（0.386），体现

其通过形成［AlO4］
-和［AlO6］

3-聚合网络对离子迁

移率的显著影响；CaO 重要性为 0.110，主要通过

调节光学碱度和提供 Ca2+离子发挥作用；温度重

要性最低（0.066），主要归因于训练数据中温度分

布过于集中（75% 数据点在 1 850~1 873 K），导致

模型难以充分学习温度与电导率的依赖关系 .

进 入 CaF2-Al2O3-CaO-MgO/SiO2 四 元 渣 系

后，建模复杂度显著增加，XGBoost 模型展现最

佳性能，R2=0.871 3（图 4），相比三元渣系预测性

能下降（R2从 0.959 2 降至 0.871 3），反映了引入第

四组元后组分间相互作用复杂性的增加 .XGBoost

凭借其 GB 算法的序列学习机制和对分类特征的

优秀处理能力脱颖而出 .

从表 5 可以看出，基于 XGBoost 的特征变量

重要性分析显示显著变化 . 温度重要性从三元渣

系的 0.066 大幅跃升至 0.313，成为最重要特征，

根本原因在于四元渣系温度分布更加分散（范围

扩展至 1 623~2 173 K，标准差增至 108 K），使模

型能更充分学习温度对电导率的影响规律 .CaF2

重要性虽有所下降但仍保持高位（0.291），体现其

作为基础导电介质的稳定地位 . 新引入的 MgO 和

SiO2 重要性分别为 0.099 和 0.098，数值接近但机

理不同：MgO 在质量分数低（<15%）时通过释放

Mg2+离子增加载流子浓度，其强碱性破坏 Al2O3

形成的聚合阴离子网络，促进［AlO4］
-等简单离子

解离，提高总体电导率；SiO2 添加促进［AlO4］
5-，

［AlO6］
3-和［AlO2F2］

5-等铝硅酸盐复合离子形成，

这些大尺寸、高电荷复合离子迁移率较低，导致

Al2O3对电导率的负面影响被相对削弱（重要性降

至 0.095）. 从熔体结构角度，SiO2倾向形成［SiO4］
4-

硅氧四面体网络，显著增加熔体黏度，但当 CaO

含量足够时，Ca2+离子可部分取代网络中的 Si4+，

破坏 Si—O—Si 桥键，这种“网络破坏效应”在一

定程度上抵消了 SiO2的负面影响 .

最具挑战性的 CaF2-Al2O3-CaO-MgO-SiO2

五元渣系代表了电渣重熔工业实践中最常用的

复杂渣系配方 . 经 10 种模型全面对比，CatBoost

模型凭借其类别特征处理能力和有序编码机制

获得了最高 R2值 0.790 9（图 5），但相较四元渣系，

其 预 测 性 能 进 一 步 下 降 了 约 10 个 百 分 点 .

图4　CaF2四元渣系中不同模型的R2对比

Fig. 4　Comparison of R2 values among different 
models for CaF2-based quaternary 
slag system

表4　基于RF模型的特征变量重要性分析
Table 4　Feature variable importance analysis based 

on RF model 
特征变量

重要性

w(CaF2)

0. 438

w(Al2O3)

0. 386

w(CaO)

0. 110

温度

0. 066

图3　CaF2-Al2O3-CaO三元渣系中不同模型的R2对比

Fig. 3　Comparison of R2 values among different 
models for CaF2-Al2O3-CaO ternary 
slag system

表5　基于XGBoost的特征变量重要性分析
Table 5　Feature variable importance analysis based on XGBoost 

特征变量

重要性

温度

0. 313

w(CaF2)

0. 291

w(CaO)

0. 105

w(MgO)

0. 099

w(SiO2)

0. 098

w(Al2O3)

0. 095
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CatBoost 采用对称树结构和梯度偏差估计技术，

能更好地处理类别特征间的复杂交互，并通过有

序提升方式减少过拟合风险 .

由表 6 可揭示出令人意外的贡献模式：MgO

重要性跃升至最高值 0.289，超越传统主导因子

CaF2（0.197），深层原因在于 MgO 展现出极强的

浓度依赖性和双重作用机制 . 当 MgO 质量分数较

低（<10%）时，Mg2+离子插入硅氧网络间隙，破坏

Si—O—Si 桥键，有效降低熔体黏度并提高离子

迁移率；当 MgO 质量分数增至中等水平（10%～

30%）时，与 SiO2 发生显著化学反应，形成镁橄榄

石（Mg2SiO4）和顽火辉石（MgSiO3）等高熔点化合

物，这些化合物的生成不仅消耗部分 SiO2，降低

硅氧网络聚合度，其高温稳定性还对熔体流变行

为产生重要影响 . 温度重要性为 0.241，相比四元

体系略有下降但仍保持较高水平，反映温度在复

杂多元渣系中对多种化学平衡和物理过程的综

合调控作用 .Al2O3 重要性降至 0.113，归因于在

MgO 和 SiO2协同作用下，铝氧网络的影响被进一

步稀释 .SiO2 重要性急剧下降至 0.060，可从 2 个

层面解释：数据层面，五元渣系中 SiO2 分布更向

低值集中，限制了模型对其高含量效应的学习能

力；物理化学层面，在 MgO-SiO2-CaO 三元氧化

物协同作用下，SiO2 单独的网络形成能力被显著

抑制，其对电导率的影响更多通过与 MgO 的化合

反应间接体现 .

然而，五元渣系建模结果暴露出纯机器学

习方法的严重局限性 . 尽管 CatBoost 在交叉验

证中取得相对较高的 R2 值（0.790 9），但误差分

析 揭 示 了 深 层 问 题 ：MSE=5.54，MAE=0.752，

MAPE 达 88.696%，这意味着模型平均预测误差

接近真实值的 90%，在工程应用中完全不可接

受 . 残差分析发现，模型在数据稀疏的 SiO2 高质

量 分 数（>20%）、MgO 高质量分数（>35%）以及

极端温度（<1 650 K 或>2 050 K）区域出现严重

预测偏差，部分预测值甚至出现物理上不合理

的负电导率 . 区域性差异的根本原因在于训练

数据分布不均：工业常用组成范围内数据密度

相对较高（平均每组成网格内 1.2～2.5 个数据

点）. 此外，极端条件下存在的复杂组分协同效应

和竞争机制，如高含量 MgO-SiO2 化合反应形成

难 熔 相 、Al2O3-SiO2 聚 合 竞 争 导 致 网 络 结 构 剧

变、CaO 对硅氧网络的非线性破坏作用等，这些

多元组分协同效应的非单调性超出传统机器学

习算法的描述范围 . 需指出的是，工业电渣重熔

实践中很少使用这些极端组成配方，因高含量

SiO2 或高含量 MgO 渣系会导致熔点过高、流动

性差、电导率过低等工艺问题，实际生产中渣系

组成通常限制在相对温和范围内 . 这表明，虽然

纯机器学习方法在极端条件下存在外推风险，

但在实际工程应用的常规参数范围内具有良好

的预测能力和实用价值 .

通过 3 个不同复杂度渣系的系统性对比分

析，可清晰观察到机器学习模型性能递减趋势：三

元渣系（R2=0.959 2）→四元渣系（R2=0.871 3）→五

元渣系（R2=0.790 9），预测精度每增加一个组分

平均下降约 8~10 个百分点，预测误差呈指数级

增长 . 这一趋势反映多个深层次科学问题：①数

据稀疏性的指数恶化 . 随着特征维度从 3 增至 5，

所需样本数量按指数规律增长（维数灾难），而

实际可获得的实验数据量相对有限，导致样本

密度在高维空间中急剧下降；②组分相互作用

的复杂化 . 从三元渣系的 3 个二元相互作用发展

到五元渣系的 10 个二元、10 个三元、5 个四元

和 1 个五元相互作用，相互作用项数量呈组合

爆 炸 式 增 长 ，超 出 传 统 机 器 学 习 算 法 建 模 能

图5　CaF2-Al2O3-CaO-MgO-SiO2五元渣系中

不同模型的R2对比

Fig. 5　Comparison of R2 values among different 
models for CaF2-Al2O3-CaO-MgO-SiO2 
quinary slag system

表6　基于CatBoost的特征变量重要性分析
Table 6　Feature variable importance analysis based on CatBoost 

特征变量

重要性

w(MgO)

0. 289

温度

0. 241

w(CaF2)

0. 197

w(Al2O3)

0. 113

w(CaO)

0. 100

w(SiO2)

0. 060
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力；③物理约束的缺失 . 纯数据驱动方法无法保

证预测结果满足基本物理化学定律（如电中性

原理、能量守恒、相图约束等），在数据稀疏区域

易产生不合理外推结果 . 这些根本性挑战为后

续采用修正光学碱度理论进行机理指导的数据

扩 充 策 略 、构 建 物 理 约 束 的 机 器 学 习 模 型

（GANPL-CatBoost）以 及 引 入 分 子 动 力 学 模 拟

进行微观机理验证提供了充分而迫切的必要性

论证 . 只有通过机理-数据-验证三位一体的建

模范式，才能突破纯机器学习方法在复杂多元

体系中的固有局限，实现既高精度又物理可靠

的电导率预测 .

2. 3　基于修正光学碱度的机理-机器学习耦合

模型

2. 3. 1　修正光学碱度机理模型的建立

针对前述机器学习模型在复杂多元体系中

的局限性，首先建立了基于修正光学碱度理论的

物理机理模型，为后续的数据扩充和机理-数据

融合提供理论基础 . 根据式（1）～式（3）拟合得到

本文适用的公式 . 由于式（4）已被验证具有较大

的局限性，本文基于系统的实验数据分析和理论

推导，对光学碱度计算公式进行了重要修正 . 考

虑到不同组分在熔体中的实际配位环境和相互

作用强度，修正后的光学碱度表达式为

Λcorr =
1.4xCaOΛCaO + 9xAl2O3

ΛAl2O3
+ 3xCaF2

ΛCaF2
+ 4.3xSiO2

ΛSiO2
+ 2xMgOΛMgO

2xCaO + 5xAl2O3
+ 3xCaF2

+ 3xSiO2
+ 2.4xMgO

. (9)

该修正公式中权重因子的确定遵循“物理约

束+数据优化”的双重策略 . 首先，基于以下物理

化学原理设定初值范围：①CaF2 权重因子（1.0~

2.0）：F-的电负性（3.98）显著高于 O2-（3.44），导致

Ca—F 键的离子性强于 Ca—O 键，F-在熔体中更

易解离为自由离子，故其有效“碱度贡献”应高于

名义值，初值设为 1.4；②Al2O3 权重因子（5~12）：

Al3+ 的高电荷密度使其强烈倾向形成［AlO4］
- ，

［AlO6］
3-等聚合阴离子网络，单个 Al2O3 分子对熔

体结构的影响远超其物质的量分数，初值设为 9；

③MgO 权重因子（2~6）：Mg2+离子半径（0.072 nm）

接近 Ca2+（0.100 nm）但电荷密度更高，在破坏硅

氧网络方面表现出比 Ca2+更强的“网络修饰”能

力，初值设为 4.3；④SiO2 权重因子（1~3）：在富

CaF2体系中，F-对 Si--O--Si 桥键的破坏作用显著

削弱了 SiO2 的网络形成能力，其有效权重应低于

传统硅酸盐体系，初值设为 2.

通过遗传算法优化，获得了修正光学碱度模

型的最优参数：

m = 8.877 ´ 10-5 n =-2.126

a = 322 644.981b =-214 090.649.

由此构建的完整机理模型为

ln A = 8.877 ´ 10-5 E ± 2.126， (10)

E = 322 644.981 ×Λcorr - 214 090.649. (11)

该模型的物理意义明确：激活能 E 反映了离

子跳跃所需克服的能垒，与光学碱度成正比，体

现了熔体网络结构对离子迁移的阻碍作用；指前

因子 A 则与激活能存在补偿关系，反映了熔体中

可动离子的浓度和振动频率等动力学因素 .

2. 3. 2　机理模型的验证与数据扩充策略

为验证修正光学碱度模型的准确性和适用

性，本文采用五元渣系的实验数据进行了系统测

试 . 结果显示，修正模型的预测性能显著优于传

统经验公式：MSE 为 4.832，MAE 为 0.871，MAPE

为 76.65%. 相比之下，Hara 等［26］提出的经验公式

在同一数据集上的表现较差，MSE 高达 12.832，

MAE 为 6.871，MAPE 达到 126.65%. 详细的性能

对比如表 7 所示 .

这一对比充分证明了修正光学碱度理论在

描述 CaF2基多元渣系电导率方面的优越性 . 尽管

修正机理模型在物理解释性方面具有明显优势，

但其预测精度仍有提升空间，特别是在处理复杂

的组分相互作用时存在一定局限 . 更为重要的

是，该模型为解决机器学习建模中的数据稀疏性

问题提供了有效途径 . 基于修正光学碱度理论的

数据扩充策略如下：

首先，在原始实验数据覆盖的组成范围内，

按照一定的网格密度生成新的组成点 . 具体地，

在 CaF2，Al2O3，CaO，MgO，SiO2 5 个维度上分别

以 2%~5% 的间隔进行插值，在温度维度上以 25~

50 K 的间隔进行扩展，确保生成的组成点满足物

理约束条件（各组分质量分数和为 100%，温度在

合理工艺范围内）. 其次，利用修正光学碱度模型

计算这些新组成点对应的电导率值 . 为确保扩充

表7　修正光学碱度模型与传统经验公式的性能对比
Table 7　Performance comparison between modified 

optical basicity model and traditional 
empirical formulas 

模型类型

修正光学碱度模型

Ogino 经验公式

GANPL-CatBoost 模型

MSE

4. 832

12. 832

0. 063

MAE

0. 871

6. 871

0. 012

MAPE/%

76. 65

126. 65

9. 431
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数据的质量，对每个生成点都进行了物理合理性

检验，剔除了预测电导率为负值或超出物理上限

的异常点 . 最后，将扩充的数据与原始实验数据

按适当比例混合，形成增强的训练数据集 . 本研

究中，扩充数据量约为原始数据的 2~3 倍，既能有

效改善数据分布的均匀性，又避免了扩充数据完

全主导原始数据模式的风险 . 图 6 显示了扩充数

据 前 后 各 特 征 变 量 的 概 率 密 度 和 核 密 度 估 计

（KDE）比较 . 从图中可以看出，扩充后数据的分

布总体上与原始数据相似，但是某些特征（例如

Al2O3含量和温度）表现出更平滑的 KDE 曲线 . 总

的来说，扩充后的数据成功地模拟了原始数据的

趋势，同时提供了更大的分布范围，有效地解决

了数据分布稀疏的问题 .

在修正光学碱度理论指导下的数据扩充基础

上 ，提 出 了 GANPL-CatBoost（genetic algorithm 

with NPL-CatBoost）耦合模型 . 该模型的核心思

想是采用在原始数据集表现最优的 CatBoost 模

型对扩充后的数据集进行训练；然后，采用遗传

算法调整超参数 . 结果显示：MSE=0.063，MAE=

0.012，MAPE=9.431%（预测值和实验值对比如图

7 所示）.

相比原始数据集中机器学习方法的 88.696%，

预测精度提升了近 10倍 .更为重要的是，该模型在

数据分布的各个区域都保持了相对稳定的预测

性能 .

2. 3. 3　模型验证与物理一致性分析

为 全 面 评 估 GANPL-CatBoost 模 型 的 可 靠

性，从多个维度进行了深入的验证分析 . 首先，从

30 篇公开发表的文献和专利中独立选取了 30 组

未参与训练的实验数据作为盲测样本，涵盖了三

元、四元、五元等不同复杂度的渣系 . 这 30 组验证

数据严格遵循独立性原则，确保未参与任何阶段

的模型训练或参数调优过程 . 验证结果表明，

GANPL-CatBoost 模 型 在 这 些 独 立 数 据 上 的

MAPE 为 9.231%，与 5 折交叉验证结果（9.431%）

高度一致，充分证明了模型的良好泛化能力和预

测稳定性 . 通过对 30 组验证数据的详细分析（如

图 8 所示），发现模型预测值与实验值之间呈现良

好的线性相关性，大部分数据点分布在理想拟合线

附近，仅在少数极端组成条件下出现相对较大的偏

差，但总体预测误差仍控制在工程可接受范围内 .

更为重要的是，GANPL-CatBoost 模型的预

测结果展现出良好的物理一致性 . 系统分析模型

在不同温度和组成条件下的预测行为，发现其能

够准确重现电导率的 Arrhenius 温度依赖关系，预

图6　扩充数据前后各特征变量的概率密度和核密度估计(KDE)对比

Fig. 6　Comparison of probability density and KDE for each feature variable before and after data expansion

图7　GANPL-CatBoost模型预测值与实验值的对比

Fig. 7　Comparison of predicted values and actual 
values of GANPL-CatBoost model
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测激活能值分布在 40~80 kJ/mol 范围内，与文献

报道的 CaF2 基熔体离子传导激活能典型值完全

一致 . 模型对组成变化的响应严格遵循已知物理

化学规律：CaF2 质量分数从 30% 增至 60% 时，预

测电导率呈单调递增趋势，增幅达 2~4 倍；Al2O3

质量分数从 10% 增至 40% 时，电导率显著下降，

降幅可达 50%~70%；温度从 1 773 K 升至 1 923 K

时，电导率按指数规律增长，温度系数与经典离

子熔体理论预期高度吻合 . 这些预测趋势在定性

和定量上均与实验观察结果保持良好一致性 .

GANPL-CatBoost 模型在交叉验证中取得 MSE=

0.063，MAE=0.012，MAPE=9.431% 的优异性能，

相比传统半经验公式和纯机器学习方法分别实

现约 8 倍和 10 倍精度提升，充分验证了机理指导

数据扩充策略的显著优势 .

然而，GANPL-CatBoost 模型本质上仍属于

宏观唯象模型，无法揭示电导率变化的微观物理

机制，具体表现为 4 个关键科学问题的缺失：①各

离子种类（Ca2+，F-，Mg2+，Al3+，O2-）对总电导率的

贡献比例及浓度依赖性；②温度对离子扩散系数

和配位环境的微观影响机制；③组分相互作用在

原子尺度上对离子传导路径的影响规律；④机器

学习中温度敏感性偏低的深层物理原因 . 这些微

观机理层面的疑问正是引入分子动力学模拟验

证的根本动机 . 通过原子尺度直接计算离子扩散

系数、分析配位环境演化并利用 Nernst-Einstein

关 系 预 测 电 导 率 ，分 子 动 力 学 模 拟 能 够 为

GANPL-CatBoost 模型提供坚实的微观物理基

础，构建“宏观建模-微观验证”的多尺度预测体

系，确保模型既具有工程实用性又具有深刻科学

洞察力 .

2. 4　分子动力学方法验证结果

为验证 GANPL-CatBoost 机器学习模型的物

理合理性并揭示 CaF2基渣系电导率的微观机理，

本研究基于 Born-Mayer-Huggins 势能函数，采用

LAMMPS 分子动力学软件对 9 组代表性渣系组

成进行了原子尺度模拟计算 . 通过 Einstein 关系

式 计 算 各 离 子 的 扩 散 系 数 ，并 利 用 Nernst-
Einstein 关系式预测电导率，从微观物理层面验

证了宏观机器学习模型的预测准确性，为模型的

工程应用提供了坚实的理论基础 .

2. 4. 1　分子动力学方法的有效性验证

为确保分子动力学（MD）方法模拟结果的可

靠性，首先需要验证 MD 方法在 CaF2 基渣系电导

率预测中的准确性 . 从实验数据库中随机选择了

8 组涵盖三元、四元、五元不同复杂度的渣系组

成，通过对比 MD 方法计算的电导率与实验测量

值来评估方法的有效性 . 表 8 给出了详细的验证

结果，可以看出，MD 方法模拟的电导率预测值与

实验值的相对误差均控制在 25% 以内，其中三元

渣系 CaF2-Al2O3-CaO 的预测精度最高，相对误差

仅为 6.7%~7.7%，充分验证了 MD 方法的可靠性 .

四元渣系的相对误差为 12.3%~18.9%，五元渣系

为 15.6%~24.8%，随着渣系复杂度增加，MD 方法

预测精度有所下降但仍保持在工程可接受范围

内 . 相比之下，本文模型（GANPL-CatBoost）在相

同验证组上的平均相对误差仅为 2.4%，明显优于

MD方法，这表明本文模型在保持物理可解释性的

同时，实现了更高的预测精度 .然而，MD 方法模拟

的价值并非在于预测精度的竞争，而在于其能够

从原子尺度揭示电导率变化的微观物理机制，为

机器学习模型提供深层的物理理解和验证支撑 .

2. 4. 2　微观机理分析与机器学习特征重要性的

验证

采用“靶向验证”策略在现有数据集中搜寻

目标组分（确保分子动力学的可行性，计算得到

可接受的微观结构），以 2.2 节揭示的特征贡献异

常（温度权重偏低、MgO 陡增、SiO2骤降）为靶向，

逆向设计 8 组 MD 方法验证组成，确保每一模拟

点均能回应当前机器学习模型的“盲点”. 具体原

则为①覆盖特征重要性差异：三元、四元、五元渣

系各选 1~4 组，使 CaF2，Al2O3，MgO，SiO2 含量及

温度在重要性梯度两端均有采样；②弥补数据稀

疏区：在实验数据空白或分布密度<0.3的点进行

5%超立方网格内插入验证点.由此获得的三元渣系验

证组S1~S4固定70% CaF2-20% Al2O3-10% CaO，

仅温度在 1 723~1 823 K 区间以 50 K 步长密集采

样，用于直击“温度特征重要性仅 0.066”的疑义；

图8　外推实验实验值与预测值对比

Fig. 8　Comparison of actual values and predicted 
values in extrapolation experiment
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四元渣系验证组 S5~S7 保持 55.6% CaF2-22.2% 

Al2O3-11.1% CaO 不 变 ，分 别 引 入 质 量 分 数

11.11% 的 MgO 或 SiO2，以 解 耦 二 者 重 要 性 几

乎相等（0.099 与 0.098）但机理迥异的难题 ；五

元 渣 系 验 证 组 S8 取 52% CaF2-21.5% Al2O3-

21.5% CaO-3% MgO-2% SiO2，对应 MgO 重要性

跃居首位（0.289）而 SiO2 骤降至 0.060 的极端案

例 . 该体系化方案确保 MD 方法结果与机器学习

特征归因之间形成“点对点”闭环验证 . 具体的组

元成分如表 9 所示 .

为验证不同复杂度 CaF2 基渣系（三元 CaF2-
Al2O3-CaO、四元 CaF2-Al2O3-CaO-MgO/SiO2、五

元 CaF2-Al2O3-CaO-MgO-SiO2）机器学习模型特

征重要性的物理合理性，揭示电导率微观调控机

理，图 9 整合了机器学习特征权重分析与分子动

力学模拟关键结果，构建了宏观预测与微观验证

的关联桥梁 . 图 9 包含三部分核心信息：一是不同

渣系下各特征（CaF2，Al2O3，CaO，MgO，SiO2 的质

量分数和温度）的机器学习重要性占比；二是分

子动力学计算的各离子（Ca2+，F-，Al3+，O2-，Mg2+）

扩 散 系 数 与 电 导 率 贡 献 占 比 ；三 是 典 型 渣 系

（S1~S8）的离子配位环境稳定性（Ca--F，Ca--O，

Al--O 配位数）及 SiO2网络形成特征 .

将温度重要性压低至 0.066 的主因在于训练

集温度分布过窄（>75% 数据落在 1 850~1 873 K）.

MD 方法模拟通过在相同成分（S1~S4）上以 50 K

步长采样，给出了温度-离子扩散系数的高置信

度 Arrhenius 关系 . 如图 9a 所示，Ca2+扩散系数 DCa

由 1 723 K 的 5.92×10-5 cm2/s 指数级增至 1 823 K

的 3.01×10-3 cm2/s，表观激活能 42.3 kJ·mol-1 落在

离子熔体区间（40~80 kJ·mol-1）. 该结果从第一性

原理角度证实温度对电导率具有“强敏感”而非

“弱敏感”属性，直接支持 2.3 节通过光学碱度扩

充温度范围后温度权重回升至 0.241 的合理性 .

CaF2的主导地位体现在其解离产生的 Ca2+扩

散系数在所有验证渣系中始终高于其他离子 1~2

个数量级，通过 Nernst-Einstein 方程折算后对总

电 导 率 的 贡 献 达 65%~75%，这 与 GANPL-
CatBoost 模型输出的 CaF2 特征重要性在三元渣

系（0.438）至五元渣系（0.197）虽呈递减趋势但仍

稳居前列的结论完全吻合，印证了其核心作用的

持续性 .Al2O3 的影响机制表现为网络阻碍效应：

Al-O 配位数稳定在 4.0±0.15，O--Al--O 键角集

中于 108°~109°，证实［AlO4］
-四面体网络的刚性

结构显著压缩 Ca2+迁移通道面积，这一微观机制

支撑了 Al2O3特征重要性始终维持在 0.1~0.4 区间

的统计结果 .MgO 则呈现双重作用机制：MgO 含

量低时，Mg2+配位数接近 0，以游离态存在，通过

破坏 Al--O 桥键使 Ca2+扩散系数提升 30%；MgO

表8　MD方法和本文模型的有效性验证结果
Table 8　Validity verification results of MD method and proposed model 

序号

1

2

3

4

5

6

7

8

平均相对误差/%

电导率实验值

S × cm-1

2. 648

1. 285

2. 295

2. 506

1. 823

1. 4

1. 21

1. 85

—

MD 方法

电导率预测值

S × cm-1

2. 456

1. 378

2. 686

2. 934

2. 267

1. 657

1. 398

2. 145

—

相对误差/%

7. 3

7. 2

17

17. 1

24. 4

18. 4

15. 5

15. 9

15. 4

本文模型

电导率预测值

S × cm-1

2. 598

1. 312

2. 234

2. 445

1. 756

1. 363

1. 189

1. 892

—

相对误差/%

1. 9

2. 1

2. 7

2. 4

3. 7

2. 6

1. 7

2. 3

2. 4

表 9　分子动力学模拟组元成分
Table 9　Component compositions for molecular 

dynamics simulation 

渣系

三元

四元

五元

实验

序号

S1

S2

S3

S4

S5

S6

S7

S8

质量分数/%

CaF2

70

30

70

70

55. 56

55. 56

55. 56

52

SiO2

0

0

0

0

11. 11

0

11. 11

2

CaO

10

35

10

10

11. 11

11. 11

0

21. 5

MgO

0

0

0

0

0

11. 11

11. 11

3

Al2O3

20

35

20

20

22. 22

22. 22

22. 22

21. 5

温度/K

1 723

1 723

1 773

1 823

1 873

1 873

1 873

1 773
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含量高时，Mg2+嵌入 Si--O 网络形成 Mg--O--Si

链接，降低熔体聚合度，导致其特征重要性在五

元渣系中跃居首位，体现了组分含量依赖性的机

制转变 .SiO2的聚合行为受到显著限制，Qn分布分

析显示其 Q0 占比高达 85%（如 S8 体系），且 Q4 完

全缺失，表明在富 CaF2环境中 SiO2难以形成连续

网络结构 . 其中，Qn 为硅酸盐熔体结构表征中常

用 的 四 面 体 单 元 记 号 ：Q 表 示 以 Si 为 中 心 的

［SiO4］四面体（亦可扩展至［AlO4］四面体），上标

n 表示该四面体所包含的桥氧（bridging oxygen，

BO）数 目 ，即 与 相 邻 四 面 体 通 过 Si--O--Si（或

Si--O--Al）键相连的氧原子个数（n=0~4）. 因此，

Q0 对应孤立四面体（无桥氧）、Q1/Q2 分别对应端

基/链（或环）状结构单元，Q3对应高度聚合的片层

结构单元，而 Q4 代表四面体 4 个顶点均为桥氧的

三维连续网络结构单元 . 这一微观特征从物理层

面解释了其特征重要性持续走低（0.098→0.060）

的统计规律 . 上述多尺度验证链揭示了本研究

中各模型特征重要性的深层逻辑：其不仅具备

统计显著性，更植根于离子扩散动力学与配位

化学的坚实物理基础 . 分子动力学模拟通过“靶

向验证—机理解耦—趋势复现”的递进式分析，

成功将机器学习模型的黑箱权重转化为可解释

的离子行为规律，构建了从“数据驱动”到“物理

验证”的完整闭环 . 该范式为后续工程场景的外

推（如 1 623 K 低温条件或 w（MgO）>30% 的极端

配方）提供了明确的物理边界，标志着 CaF2 基渣

系电导率建模进入“可解释-可外延”的新阶段，

同时有效解决了数据稀缺场景下模型解释性不

足的核心问题 .

为深入揭示组元含量对离子配位环境的定

量影响规律，系统分析了 9 组验证体系的配位数

（CN）、键长分布及配位环境稳定性 .Ca--F 配位

数分析显示：在高含量 CaF2 体系（S1，w（CaF2）为

70%）中，Ca--F 平均配位数为 6.8±0.3，Ca--F 键

长 集 中 于 0.232~0.238 nm，表 明 Ca2+ 主 要 以

［CaF6］
4-八面体配位存在；当 w（CaF2）降至 30%

（S2）时，Ca--F 配位数下降至 4.2±0.5，键长略微

缩短至 0.228~0.235 nm，反映 F-含量降低导致的

配位环境重构 .Ca--O 配位数则呈现相反趋势：S1

体系中 Ca--O 配位数仅为 1.8±0.4，而 S2 体系中

增至 3.6±0.6，Ca--O 键长维持在 0.228~0.242 nm，

证实低 CaF2条件下 Ca2+-O2-作用显著增强 .

Al--O 配位环境分析验证了［AlO4］
-四面体

图9　机器学习特征变量重要性与分子动力学验证的多尺度关联分析图

Fig. 9　Multi-scale correlation analysis plot of machine learning-based feature variable importance and 
molecular dynamics verification 

（a）—机器学习特征变量重要性分析； （b）—MD 方法验证离子迁移机制； （c）—Qn物种分布：SiO2网络聚合验证； 

（d）—MD 方法验证实验配位数； （e）—ML-MD 验证一致性 .

79



东北大学学报(自然科学版) 第 47 卷

网络的刚性特征：所有体系中 Al--O 配位数均稳

定在 4.0±0.15，Al--O 键长为 0.172~0.178 nm，O--
Al--O 键角集中于 108°~109°，与理想四面体角

（109.47°）高度吻合 . 通过分析 Qn 分布，揭示了

SiO2网络形成能力：在 S5 体系（w（SiO2）=11.11%）

中，Q0占比达 85%，Q1为 12%，Q2仅 3%，Q3和 Q4完

全缺失，表明 CaF2含量高的环境下 SiO2难以形成

连续聚合网络；相比之下，传统 CaO-SiO2-Al2O3

炉渣中 Q3 和 Q4 占比可达 30%~50%，显著差异源

于 F⁻对 Si--O--Si 桥键的强烈破坏作用 .

Mg2+ 配位行为呈现显著的含量依赖性：在

MgO 含 量 低 的 体 系（S8，w（MgO）为 3%）中 ，

Mg--O 配位数接近 0，Mg2+以游离态存在于 CaF2

基质中；当 w（MgO）增至 11.11%（S6）时，Mg--O

配 位 数 跃 升 至 4.5±0.7，Mg-O 键 长 为 0.198~

0.212 nm，且 Mg--O--Si 键 角 分 析 显 示 25% 的

Mg2+嵌入 Si--O 网络形成 Mg--O--Si 桥连，直接

验证了 MgO 对硅氧网络的破坏机制 . 这一配位环

境的系统性定量分析为图 9 中各组元的特征重要

性差异提供了坚实的微观结构基础 .

2. 5　讨  论

本研究揭示的机器学习模型预测精度随渣

系复杂度递减规律（三元 R2=0.959 2→四元 R2=

0.871 3→五元 R2=0.790 9）并非简单的统计现象，

而是反映了多元熔渣体系固有的物理化学复杂

性 . 从数学维度看，特征空间从 3 维扩展至 5 维，

理论所需样本数量按指数规律增长（维数灾难），

而实际可获得的高温实验数据增速远低于此需

求，导致高维空间中数据密度急剧稀疏 . 更深层

的物理化学因素在于组分相互作用的组合爆炸：

三元渣系仅需考虑 3 个二元交互作用，而五元渣

系需处理 10 个二元、10 个三元、5 个四元及 1 个五

元交互作用，这些高阶交互作用往往表现出非单

调性和协同竞争效应，超出传统机器学习算法的

建模能力边界 .

特别值得关注的是五元渣系中 SiO2 特征重

要性的异常骤降（0.098→0.060），这一现象的微

观机理在于 CaF2-MgO-SiO2 三元氧化物之间的

复杂协同作用 . 分子动力学模拟的 Qⁿ分布分析揭

示，在富 CaF2 环境（w（CaF2）>50%）中，F-离子通

过破坏 Si--O--Si 桥键，使 SiO2 的网络形成能力

被 严 重 抑 制（Q0 占 比 高 达 85%，Q3 和 Q4 完 全 缺

失）；同时，MgO 的引入进一步消耗了部分 SiO2形

成镁橄榄石（Mg2SiO4）等复合相，导致 SiO2 对电

导率的独立影响被“屏蔽”. 这一微观机制表明，

在复杂多元体系中，某些组分的作用可能并非独

立叠加，而是通过与其他组分的化学反应或结构

竞争间接体现，传统基于特征独立性假设的机器

学习模型难以准确捕捉此类协同效应 .

最后，需要指出的是，电导率作为控制 ESR

过程能量输入与熔池形态的关键物理参数，其精

准预测是实现渣系优化设计的基础前提 . 虽然渣

系的精炼效率与效果涉及更广泛的热力学、动力

学及界面反应机制，但电导率的准确调控直接决

定了焦耳热分布、熔池深度及金属液滴在渣池中

的停留时间，从而间接影响脱氧、脱硫等精炼过

程的效率 . 因此，建立高精度电导率预测模型是

实现 ESR 渣系全面优化的重要基础性工作，并且

渣系电导率计算更加精确，能够初步筛选出不符

合条件的渣系，从而大幅度减少资源浪费 . 本研

究聚焦于电导率预测的方法学创新，为后续开展

热力学约束下的渣系多目标协同优化研究提供

技术支撑 .

3　结  论

1） 确定了多元渣系适配的最优机器学习模

型：通过 10 种算法的跨渣系性能对比，明确 RF 模

型在三元渣系（R2=0.959 2）、XGBoost 模型在四元

渣系（R2=0.871 3）、CatBoost 模型在五元渣系（R2=

0.790 9）分别表现最优；同时证实随组分复杂度

提升，预测精度呈指数级下降，暴露了纯数据驱

动方法在高维渣系中的固有缺陷 .

2） 本 文 构 建 了 机 理 - 机 器 学 习 耦 合 模 型

（GANPL-CatBoost）：基于修正光学碱度理论建

立物理框架，设计定向数据扩充策略补充高维稀

疏区域样本，通过嵌入物理先验特征、优化样本

权重分配，实现五元渣系电导率预测，MAPE 仅

9.431%，较纯机器学习方法精度提升近 10 倍；经

独立盲测验证，模型泛化能力优异，解决了复杂

渣系预测精度不足的关键瓶颈 .

3） 揭示电导率微观离子传输机制：通过分子

动力学模拟验证，明确 Ca2+为电荷传导主导离子

（贡献占比 65%~75%），阐明温度通过调控离子扩

散系数影响电导率的 Arrhenius 规律，以及 MgO

（低含量改性网络、中高含量形成复合相）、Al2O3

（构建刚性聚合网络）的差异化作用机理，为机器

学习特征重要性分析提供了坚实物理支撑 .

4） 模型当前存在的工程应用局限性：①适用

范围边界：本文 GANPL-CatBoost 模型的训练数
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据主要覆盖工业常规组成范围（w（CaF2）为 25%~

70% ，w（Al2O3）为 10%~40% ，w（MgO）<35% ，

w（SiO2）<25%）和温度区间（1 623~2 173 K），在

极端组成条件（如 w（MgO）>40%，w（SiO2）>30%）

下的外推预测可靠性需通过补充实验数据进一

步验证；②动态过程适应性：当前模型预测的是

平衡态电导率，而实际 ESR 过程中渣系组成因渣

皮剥落、电极端面反应、大气吸湿等因素动态演

化，需发展基于在线监测数据的自适应校正算

法；③多物性协同约束缺失：模型尚未与黏度、熔

点、硫容量等其他关键物性建立耦合关系，在工

业应用中需结合经验判断确保渣系配方的综合

可行性 .
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