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考虑背景失真的无参考视频质量评价方法
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[摘要] 　 现实场景下拍摄的视频由于存在各种未知失真类型、缺少参考视频ꎬ对此类视频的质量评价是一个十

分具有挑战性的任务. 近年来ꎬ研究人员将人类视觉系统的先验知识融合在质量评价任务中. 在此基础上ꎬ提出

一种考虑背景失真的无参考视频质量评价方法. 该方法在考虑视频内容的同时ꎬ显著增强了对视频背景中信息

丢失问题的敏感度ꎬ在特征提取阶段充分考虑背景特征的提取ꎻ随后ꎬ通过引入结合门控机制的通道挖掘技术ꎬ
高效整合高低维特征ꎬ使特征通道更加精准地聚焦于背景失真细节ꎻ最终ꎬ利用时序建模模块构建特征的时间维

度模型ꎬ并通过线性回归方法生成视频质量的客观量化评分. 使用 ＳＲＯＣＣ( ｓｐｅａｒｍａｎ ｒａｎｋ ｏｒｄｅｒ ｃｏｒｒｅｌａｔｉｏｎ
ｃｏｅｆｆｉｃｉｅｎｔ)、ＰＬＣＣ(ｐｅａｒｓｏｎ ｌｉｎｅａｒ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ)和 ＲＭＳＥ( ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒ)等评价指标在公开数据

集 ＫｏＮＶｉＤ￣１ｋ、ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ 和 ＣＶＤ２０１４ 开展实验ꎬ结果表明该方法不仅与人类主观感知具有高度相关性ꎬ且
预测误差较小ꎬ有效提升了视频质量评估的准确性和可靠性ꎬ能够更贴近地模拟人类对视频质量的直观评价.
[关键词] 　 视频质量评价ꎬ无参考ꎬ背景失真ꎬ通道挖掘机制ꎬ时序建模
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朱文佳ꎬ等:考虑背景失真的无参考视频质量评价方法

图像 /视频质量评价( Ｉｍａｇｅ / Ｖｉｄｅｏ Ｑｕａｌｉｔｙ ＡｃｃｅｓｓｍｅｎｔꎬＩＱＡ / ＶＱＡ)作为计算机视觉的基本任务之一ꎬ在
视频监控、工业检测及医疗影像等领域具有十分广泛的应用ꎬ具有重要的应用价值.

多项主观评估实验[１－３]显示ꎬ视频内容在 ＶＱＡ 中占据核心地位ꎬ不同内容在相同观看条件下会引发

观众显著的主观感受差异. 因此ꎬ当前主流的 ＶＱＡ 技术[４－６]普遍采用基于 ＩｍａｇｅＮｅｔ 等大规模数据集预训

练的卷积神经网络(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬＣＮＮ)模型ꎬ以提取目标的语义特征ꎬ通过特征提取和分

析ꎬ实现对视频质量的有效评估. 在聚焦拍摄目标的场景下ꎬ此类方法尤为有效ꎬ如图 １(ａ)所示ꎬ目标信息

的丰富程度直接决定了视频的视觉吸引力和质量感知.

图 １　 生活场景中拍摄的视频截图

Ｆｉｇ􀆰 １　 Ｖｉｄｅｏ ｓｃｒｅｅｎｓｈｏｔｓ ｔａｋｅｎ ｉｎ ｏｒｄｉｎａｒｙ ｌｉｆｅ

然而ꎬ在特定场景如长时间监控录像中ꎬ视
频质量评估的维度变得更为复杂. 静止目标及设

备故障引入的失真ꎬ使得背景信息在评估中的重

要性凸显ꎬ如图 １(ｂ)所示. 这表明在全面评价视

频质量时ꎬ需综合考虑目标内容与背景环境的共

同影响.
长期以来ꎬ视频背景作为视觉信息中的“隐

形角色”ꎬ在视频处理任务中常被边缘化. 但在视

频质量评估领域ꎬ背景信息却成为评估整体质量不可或缺的关键. 文献[７]中专门针对从失真角度对图像

质量评价研究进行了综述ꎬ包含前景失真和背景失真ꎻ文献[８]中通过提取背景活动、背景亮度等信息ꎬ结
合边缘信息一起ꎬ作为图像质量评价的关键因素ꎻ文献[９]中则考虑不同亮度背景的影响ꎬ即“亮度掩盖效

应”ꎬ来研究基于亮度掩盖的图像质量评价模型.
为验证预训练网络在特征提取中可能忽视背景失真的假设ꎬ我们设计了一系列实验ꎬ采用故障监控视

频帧与噪声视频帧为样本(如图 ２ 所示)ꎬ结合 Ｇｒａｄ＿ＣＡＭ[１０]技术可视化特征热力图. 实验结果显示ꎬ网络

在处理条纹失真监控视频时ꎬ未能聚焦于条纹ꎬ反被车辆吸引ꎻ在处理含有椒盐噪声的道路视频时ꎬ尽管捕

捉到部分背景失真ꎬ但仍遗漏了大量背景细节ꎬ这有力支持了我们的假设.

图 ２　 失真视频帧及其热力图

Ｆｉｇ􀆰 ２　 Ｄｉｓｔｏｒｔｅｄ ｖｉｄｅｏ ｆｒａｍｅｓ ａｎｄ ｔｈｅｉｒ ｈｅａｔ ｍａｐｓ

针对上述问题ꎬ本文提出了一种考虑背景失真的无参考 ＶＱＡ 方法ꎬ该方法旨在全面考虑目标内容与

背景环境的综合影响ꎬ以提升视频质量评估的准确性. 具体创新点包括:
(１)构建特征丰富模块:在预训练好的 ＲｅｓＮｅｔ５０ 模型基础上ꎬ构建特征丰富模块ꎬ深入挖掘底层图像

信息ꎬ以在高层语义特征的基础上进一步丰富特征ꎬ实现全面高效提取.
(２)引入通道挖掘机制:对增强后的特征精细筛选ꎬ保留浅层背景边缘细节ꎬ捕捉深层背景语义信息ꎬ

实现特征信息全面优化.
(３)设计时序模块:基于 ＲＮＮ 设计时序模块ꎬ兼顾长期与短期时序相关性ꎬ为空间特征提供精细时序

建模能力ꎬ确保视频质量评估全面细致.

１　 相关工作

现阶段的无参考视频质量评价(ｎｏ ｒｅｆｅｒｅｎｃｅ ｖｉｄｅｏ ｑｕａｌｉｔｙ ａｓｓｅｓｓｍｅｎｔꎬＮＲ￣ＶＱＡ)研究聚焦于压缩视频、
自然视频及用户生成内容(ｕｓｅｒ ｇｅｎｅｒａｔｅｄ ｃｏｎｔｅｎｔꎬＵＧＣ)ꎬ分为传统方法与深度学习方法两大阵营[１１] . 传统

方法依托高斯分布等数学模型构建评价数据集的整体分布ꎬ并借助支持向量机训练通用模型以快速评估

视频质量ꎬ然而ꎬ数据多样性挑战了其泛化能力. 相反ꎬ深度学习方法凭借数据驱动的优势ꎬ在模型泛化性

—３０１—
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上展现出卓越表现ꎬ核心模型包括二维 ＣＮＮꎬ结合 ＲＮＮ 及三维 ＣＮＮ 等.
具体而言ꎬ文献[４]将二维 ＣＮＮ 与长短期记忆网络( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬＬＳＴＭ)相结合ꎬ通过分类

网络提取高层语义特征捕捉内容信息ꎬＬＳＴＭ 则负责跨帧的语义特征长期依赖建模ꎬ并模拟人眼视觉系统

的延迟效应ꎬ在自然视频数据集上实现了良好的主观相关性. 受其启发ꎬ文献[１２]强调语义内容与人类感

知的一致性ꎬ利用双 ＣＮＮ 分别编码视频质量属性与语义内容ꎬ辅以 ＲＮＮ 进行时序建模ꎬ进一步优化了质

量评估. 文献[１３]则聚焦于提升预测速度ꎬ通过创新的采样方法优化了[１２]中的算法. 文献[１４]则另辟

蹊径ꎬ将动态变化与内容移动的混合失真纳入考量ꎬ融合增强动态信息感知于静态对象感知中ꎬ旨在提升

泛化性与主观性.
此外ꎬ二维 ＣＮＮ 作为骨干网络在视频质量评估中占据主流地位ꎬ但伴随的是高层语义特征中背景失

真信息的损失ꎬ这在特定场景下限制了评估的准确性. 为此ꎬ文献[１５]、[１６]、[１７]通过结合其他网络模

块探索了对普通视频、声呐图像及低光照图像增强结果的质量评估ꎻ而文献[１８]、[１９]则致力于三维 ＣＮＮ
的改进ꎬ通过多任务训练等策略ꎬ使其更适用于视频质量评价任务.

综上所述ꎬ尽管二维 ＣＮＮ 是当前视频质量评价的主要架构ꎬ但如何有效保留并利用背景失真信息ꎬ仍
是提升评估精度与广泛适用性的关键研究方向.

２　 方法

本文聚焦于背景失真信息缺失的核心问题ꎬ通过以下策略进行系统性优化:首先ꎬ鉴于预训练残差网

络各层特征信息的差异性ꎬ特别是浅层特征富含图像细节而语义信息较弱的特点[２０]ꎬ提出跨层特征补充

机制ꎬ以弥补不同层级间的信息空白. 其次ꎬ采用通道挖掘技术ꎬ对特征通道进行精细化筛选ꎬ旨在低维特

征中精准提取与背景失真紧密相关的边缘细节ꎬ同时在高维特征中筛选出关键语义信息ꎬ从而实现特征信

息的优化整合. 最后ꎬ引入时序模块ꎬ对整合后的特征进行时间维度的深度处理ꎬ以捕捉视频序列中的动

态变化信息.
所设计的模块结构如图 ３ 所示ꎬ该架构由三大核心组件构成:特征丰富模块 ( ｆｅａｔｕｒｅ ｅｎｒｉｃｈｍｅｎｔ

ｍｏｄｕｌｅꎬＦＥＭ)ꎬ负责跨层特征融合以增强信息完整性ꎻ通道挖掘模块(ｃｈａｎｎｅｌ ｍｉｎｉｎｇ ｍｏｄｕｌｅꎬＣＭＭ)ꎬ实现

特征通道的智能选择与优化ꎻ以及时序建模模块( ｔｉｍｅ ｓｅｒｉｅｓ ｍｏｄｅｌｉｎｇ ｍｏｄｕｌｅꎬＴＳＭＭ)ꎬ负责在时间维度上

解析视频特征ꎬ确保评估结果既准确又全面. 下面将分别对这三大模块进行详细的论述.

图 ３　 整体网络结构图

Ｆｉｇ􀆰 ３　 Ｔｈｅ ｏｖｅｒａｌｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２.１　 特征丰富模块

该模块采用预训练的 ＲｅｓＮｅｔ５０ 作为特征提取的主干网络ꎬ从 ＲｅｓＮｅｔ５０ 中选取 ＲｅｓＢｌｏｃｋ１ 至

ＲｅｓＢｌｏｃｋ４ 这 ４ 个关键层的输出特征ꎬ对选取的特征进行自适应融合ꎬ旨在提高特征的表达能力和效率ꎬ同
时通过融合后的特征ꎬ构建出更为高效的空间特征.

鉴于各层特征图尺寸不同ꎬ直接融合面临挑战. 因此ꎬ我们将全局标准池化(ｇｌｏｂａｌ ｓｔａｎｄａｒｄ ｐｏｏｌｉｎｇꎬ
ＧＳＰ) [４]与全局平均池化[２１](ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇꎬＧＡＰ)相结合ꎬ在此基础上对特征图进行降维和融合ꎬ

—４０１—
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具体处理方法如下:
(１)针对 ＲｅｓＢｌｏｃｋ１ 的特征图ꎬ并行应用 ＧＡＰ 和 ＧＳＰ 技术ꎬ将特征图压缩至 １×１×Ｃ维度后进行拼接ꎬ

形成初始特征向量 Ｆｇｓｐ
ｂｌｏｃｋ １ .

(２)针对 ＲｅｓＢｌｏｃｋ２、ＲｅｓＢｌｏｃｋ３ 和 ＲｅｓＢｌｏｃｋ４ 的特征图ꎬ依次采用 ＧＡＰ 处理当前层特征. 将当前层处

理得到的特征向量 Ｆｇａｐ
ｂｌｏｃｋ ｉ与前一层拼接得到的特性向量进行串联ꎬ逐步构建出特征金字塔.

值得注意的是ꎬ我们摒弃了 Ｃｏｎｖ１ 层的输出特征ꎬ原因在于其较低的抽象层次可能引入噪声ꎬ干扰高

层特征的语义纯度. 最终ꎬ特征丰富模块的输出构成经过精心配比:ＲｅｓＢｌｏｃｋ４ 在整体贡献中占据最大比

图 ４　 特征丰富模块输出特征

Ｆｉｇ􀆰 ４　 Ｏｕｔｐｕｔ ｆｅａｔｕｒｅ ｏｆ ＦＥＭ

例ꎬ为 １ / ２ꎬＲｅｓＢｌｏｃｋ３ 次之ꎬ占比 １ / ４ꎬＲｅｓＢｌｏｃｋ２
占比 １ / ８ꎬＲｅｓＢｌｏｃｋ１ 通过两个不同视角的特征ꎬ
贡献剩余的 １ / ８. 整个融合后的特征通道维度高

达 ４０９６ꎬ确保了信息的丰富性与表达的深度ꎬ具
体实现细节如图 ４ 所示.
２.２　 通道挖掘模块

特征丰富模块在增强信息丰富性的同时ꎬ也带来了冗余信息的挑战. 为此ꎬ我们设计了通道挖掘模

块ꎬ该模块利用门控注意力机制智能筛选通道信息ꎬ确保输出特征在通道维度上既精确又具备更强的适

应性.
针对高通道数特征处理中的挑战ꎬ传统全连接层往往导致参数数量急剧增加ꎬ从而导致模型复杂度及

过拟合风险的增加. 尤其在本场景下ꎬ特征图尺寸为 １×１ꎬ已不具备空间上的实际意义. 因此ꎬ我们提出以

下优化策略:
(１)特征维度转换:通过高效的张量操作ꎬ直接去除特征的空间维度ꎬ将其转换为仅包含时间维和通

道维的二维数据. 这一步骤简化了特征结构ꎬ使其更加适应后续处理.
(２)深度挖掘与降维:随后ꎬ应用一维卷积层对转换后的二维数据进行深度挖掘ꎬ有效提取通道维度

上的关键信息ꎬ并实现降维. 这一方法不仅保持了特征的有效性ꎬ还显著降低了计算复杂度ꎬ提升了模型

的整体性能.

图 ５　 通道挖掘子模块结构图

Ｆｉｇ􀆰 ５　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｃｈａｎｎｅｌ ｍｉｎｉｎｇ ｓｕｂ￣ｍｏｄｕｌｅ

在具体实现时ꎬ通道挖掘模块由串联的 ４ 个子模块组

成ꎬ每个子模块针对不同通道数进行精细挖掘. 如图 ５ 所

示ꎬ每个子模块包含 ４ 个二维卷积层ꎬ前三层用于生成不

同通道数的特征映射. 随后ꎬ利用基于 ｓｉｇｍｏｉｄ 激活函数的

门控注意力机制ꎬ结合背景边缘与语义信息ꎬ对这些特征

进行深度挖掘. 挖掘后的特征通过矩阵点乘方式与原特

征融合ꎬ增强注意力效果. 最终ꎬ将各子模块挖掘到的特

征拼接ꎬ形成新的特征输入下一轮挖掘. 整个模块的输出

是一个融合了通道与时间信息的二维向量ꎬ有效去除了冗

余ꎬ保留了关键信息.
表 １ 详细列出了每个子模块中卷积层的通道参数配

置ꎬ明确展示了不同层的输入与输出通道数. 值得注意的是ꎬ所有卷积层均采用一维卷积实现ꎬ固定卷积

核与步长均为 １ꎬ确保了操作的简洁与高效. 其中ꎬＳｕｂｉ 代表第 ｉ 个通道挖掘子模块ꎬ这一设计体现了模块

化的灵活性与可扩展性.
表 １　 通道挖掘模块卷积层通道参数配置

Ｔａｂｌｅ １　 Ｃｏｎｆｉｇｕｒａｔｉｏｎ ｏｆ ｃｈａｎｎｅｌ ｐａｒａｍｅｔｅｒｓ ｉｎ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ ｏｆ ＣＭＭ

Ｐａｒａｍｓ Ｓｕｂ１ Ｓｕｂ２ Ｓｕｂ３ Ｓｕｂ４ Ｐａｒａｍｓ Ｓｕｂ１ Ｓｕｂ２ Ｓｕｂ３ Ｓｕｂ４

Ｃｏｎｖ１ Ｉｎ ｃｈａｎｎｅｌ
Ｏｕｔ ｃｈａｎｎｅｌ

４ ０９６
１ ０２４

１ ０２４
２５６

２５６
６４

６４
１６ Ｃｏｎｖ２ Ｉｎ ｃｈａｎｎｅｌ

Ｏｕｔ ｃｈａｎｎｅｌ
４ ０９６
５１２

１ ０２４
１２８

２５６
３２

６４
８

Ｃｏｎｖ３ Ｉｎ ｃｈａｎｎｅｌ
Ｏｕｔ ｃｈａｎｎｅｌ

４ ０９６
２５６

１ ０２４
６４

２５６
１６

６４
４ Ｃｏｎｖ４ Ｉｎ ｃｈａｎｎｅｌ

Ｏｕｔ ｃｈａｎｎｅｌ
１ ７９２
１ ０２４

４４８
２５６

１１２
６４

２８
１６

—５０１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



南京师大学报(自然科学版) 第 ４８ 卷第 ３ 期(２０２５ 年)

２.３　 时序建模模块

经过通道挖掘模块的处理ꎬ我们获得了最终的空间特征表示. 由于视频中的时间维度和空间信息同样重

要ꎬ因此ꎬ我们设计了一个时序建模模块. 鉴于视频观看时ꎬ前一两秒的内容往往对当前帧的感知有显著影

响ꎬ展现出长期的依赖性ꎬ因此ꎬ在利用 ＲＮＮ 进行时间维度建模的基础上[４ꎬ６]ꎬ选择 ＬＳＴＭ 来捕捉视频中的长

期依赖效应. 同时ꎬ为捕捉当前帧与邻近帧间潜在的动态信息ꎬ我们还引入了一维卷积进行时序建模.

图 ６　 时序建模模块结构图

Ｆｉｇ􀆰 ６　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＴＳＭＭ

如图 ６ 所示ꎬ该时序模块由 ４ 个关键层组

成:首先ꎬ采用卷积核大小为 ５ 且步长为 ２ 的一

维卷积层ꎬ旨在高效捕获相邻五帧之间的信息联

系. 考虑到相邻帧间变化细微ꎬ步长设为 ２ 不仅

可视为对相似帧的合并处理ꎬ还能有效将特征序

列的时间维度减半ꎬ从而优化内存使用并减少计

算负荷. 随后ꎬ是 ＬＳＴＭ 层ꎬ专门用于对经过初步

处理的特征进行长期依赖关系的深度建模. 最

后ꎬ通过全连接( ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄꎬＦＣ)层进行特征

映射ꎬ为每帧生成预估的质量分数. 这些分数随

后被送入池化层[４]ꎬ得出最终的视频质量评分.

３　 实验

３.１　 实验设置

３.１.１　 实验参数

实验依托深度学习框架 Ｐｙｔｏｒｃｈ 实现ꎬ硬件配置如下:
(１) Ｉｎｔｅｌ ｉ７－８７００Ｋ 处理器ꎻ
(２)ＮＶＩＤＩＡ ＧＴＸ ２０８０ Ｔｉ 显卡(１１ＧＢ 显存)ꎻ
(３)３２ＧＢ 内存.
我们参照文献[４]的方法设置时序建模模块中池化操作的超参数ꎬ采用随机梯度下降法ꎬ初始学习率

设置为 ０.０００１ꎬ并进行了总共 ２０００ 次的迭代训练ꎬ每次迭代处理的批次大小设置为 １６.
３.１.２　 实验数据集

实验所使用的数据集为 ＫｏｎＶｉＤ￣１ｋ[２２]、ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ[２３] 和 ＣＶＤ２０１４[２４] . ＫｏｎＶｉＤ￣１ｋ 由康斯坦茨大

学研究人员提出ꎬ从公共视频中均等地收集了总共 １２００ 个视频ꎬ包含了各种自然失真现象ꎻＣＶＤ２０１４ 则

是包含了一些在视频获取过程中产生的失真ꎻＬＩＶＥ￣Ｑｕａｌｃｏｍｍ 则是由美国德克萨斯大学奥斯汀分校影像

与视频工程实验室(Ｌａｂｏｒａｔｏｒｙ ｆｏｒ Ｉｍａｇｅ ＆ Ｖｉｄｅｏ Ｅｎｇｉｎｅｅｒｉｎｇ)建立ꎬ包含了 ２０８ 个失真视频. 数据集的详细

信息如表 ２ 所示.
表 ２　 ＶＱＡ 数据集详细信息

Ｔａｂｌｅ ２　 Ｔｈｅ ｄｅｔａｉｌｓ ｏｆ ＶＱＡ ｄａｔａｓｅｔｓ

数据集 来源 失真视频 场景内容数 采集设备数 失真数 分数 视频长度 分辨率 帧率(ＦＰＳ)

ＬＩＶＥ Ｑｕａｌ 实验室 ２０８ ５４ ８ ６ ０－１００ １５ｓ １９２０ｘ１０８０ /
ＣＶＤ２０１４ 实验室 ２３４ ５ ７８ / ０－１００ １０ ｓ－２５ ｓ １ ２８０×７２０ １１－３１
ＫｏＮＶｉＤ￣１ｋ 众包 １ ２００ １ ２００ >１６４ / ０－５ ８ ｓ ９６０ｘ５４０ ２４ / ３０

　 　 鉴于自然视频数据集仅适合使用 ＮＲ￣ＶＱＡ 方法ꎬ我们选择了 ＶＳＦＡ[４]、ＶＢＬＩＮＤＳ[２５]、ＶＩＤＥＯ[２６]、
ＢＲＩＳＱＵＥ[２７]、ＣＯＲＮＩＡ[２８]、ＱＳＡ￣ＶＱＭ[１３]、ＭＤＦＦＮ[１４] 和 ＮＩＱＥ[２９] 这 ７ 个无参考评价方法ꎬ以进行对比分

析. 其中ꎬＶＳＦＡ 为首个采用 ＣＮＮ 模型对自然视频质量进行评估的方法.
３.１.３　 实验指标

本论文所采用的实验指标为:斯皮尔曼秩相关系数 ( ｓｐｅａｒｍａｎ ｒａｎｋ ｏｒｄｅｒ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔꎬ
ＳＲＯＣＣ)、肯德尔秩相关系数(Ｋｅｎｄａｌｌ ｒａｎｋ ｏｒｄｅｒ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔꎬＫＲＯＣＣ)、皮尔逊线性相关系数

(Ｐｅａｒｓｏｎ ｌｉｎｅａｒ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔꎬＰＬＣＣ)和均方根误差( ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒꎬＲＭＳＥ) .
—６０１—
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３.２　 实验性能

在公开数据集 ＫｏＮＶｉＤ￣１ｋ、ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ 和 ＣＶＤ２０１４ 上开展实验ꎬ采用 ３ ∶１ ∶１ 的配置ꎬ且训练、验证

和测试集三部分无重叠. 随机划分可能导致质量好的视频集中于训练集或测试集ꎬ影响实验效果. 因此ꎬ
本文采用随机划分的方法ꎬ取 １０ 次的平均值为最后结果ꎬ以减少偏差.

从表 ３ 和表 ４ 中可以看出ꎬ与基于传统方法的 ＮＲ￣ＶＱＡ 模型相比ꎬ本文方法在 ３ 个数据集上的性能均

有提升. 而与近几年基于深度学习的 ＮＲ￣ＶＱＡ 模型 ＶＳＦＡ、ＭＤＦＦＮ 和 ＱＳＡ￣ＶＱＭ 相比ꎬ本文方法的整体效

果最好.
表 ３　 ＫｏｎＶｉＤ￣１ｋ 和 ＣＶＤ２０１４ 数据集上不同算法的性能

Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ＫｏＮＶｉＤ￣１ｋ ａｎｄ ＣＶＤ２０１４ ｄａｔａｓｅｔｓ

算法
ＫｏＮＶｉＤ￣１ｋ

ＳＲＯＣＣ↑ ＫＲＯＣＣ↑ ＰＬＣＣ↑ ＲＭＳＥ↓

ＣＶＤ２０１４

ＳＲＯＣＣ↑ ＫＲＯＣＣ↑ ＰＬＣＣ↑ ＲＭＳＥ↓

ＢＲＩＳＱＵＥ[１４] ０.６５４(±０.０４２) ０.４７３(±０.０３４) ０.６２６(±０.０４１) ０.５０７(±０.０３１) ０.７０９(±０.０６７) ０.５１８(±０.０６０) ０.７１５(±０.０４８) １５.１９７(±１.３２５)

ＮＩＱＥ[２９] ０.５４４(±０.０４０) ０.３７９(±０.０２９) ０.５４６(±０.０３８) ０.５３６(±０.０１０) ０.４８９(±０.０９１) ０.３５８(±０.０６４) ０.５９３(±０.０６５) １７.１６８(±１.１３８)

ＣＯＲＮＩＡ[１５] ０.６１０(±０.０３４) ０.４３６(±０.０２９) ０.６０８(±０.０３２) ０.５０９(±０.０１４) ０.６１４(±０.０７５) ０.４４１(±０.０５８) ０.６１８(±０.０７９) １６.８７１(±１.２００)

ＶＩＤＥＯ[１４] ０.２９８(±０.０５２) ０.２０７(±０.０３５) ０.３０３(±０.０４９) ０.６１０(±０.０１２) ０.０２３(±０.１２２.) ０.０２１(±０.０８１) －０.０２５(±０.１４４) ２１.８２２(±１.１５２)

ＶＢＬＩＮＤＳ[１２] ０.６９５(±０.０２４) ０.５０９(±０.０２０) ０.６５８(±０.０２５) ０.４８３(±０.０１１) ０.７４６(±０.０５６) ０.５６２(±０.０５７) ０.７５３(±０.０５３) １４.２９２(±１.４１３)

ＭＤＦＦＮ[１８] ０.７８９ / ０.７８８ / ０.８４７ / ０.８４９ /

ＱＳＡ￣ＶＱＭ[１７] ０.８１０ / ０.８１０ ０.３９１ ０.８６１ / ０.８７０ １１.０３０

ＶＳＦＡ[４] ０.７７３(±０.０１９) ０.５７８(±０.０２３) ０.７７５(±０.０２０) ０.４２１(±０.０２１) ０.８７０(±０.０３７) ０.６９５(±０.０４６) ０.８６８(±０.０３１) １０.８５７(±１.３５２)

Ｏｕｒｓ ０.８０４(±０.０３０) ０.６１２(±０.０２９) ０.８１２(±０.０３３) ０.４５１(±０.０３０) ０.８８０(±０.０２４) ０.７０１(±０.０４１) ０.８７２(±０.０２７) １１.５４３(±１.１２３)
　 　 注:↑代表值越大主观相关性越高ꎬ↓代表值越小误差越小ꎬ效果越好ꎻ加粗字体表示最佳效果ꎬ加下划线表示次佳效果.

表 ４　 ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ 数据集与整体数据集上不同算法的性能

Ｔａｂｌｅ ４　 Ｏｖｅｒａｌｌ ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ ｄａｔａｓｅｔ

算法
ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ

ＳＲＯＣＣ↑ ＫＲＯＣＣ↑ ＰＬＣＣ↑ ＲＭＳＥ↓

Ｏｖｅｒａｌｌ Ｐｅｒｆｏｒｍａｎｃｅ

ＳＲＯＣＣ↑ ＫＲＯＣＣ↑ ＰＬＣＣ↑ ＲＭＳＥ↓

ＢＲＩＳＱＵＥ[１４] ０.５０４(±０.１４７) ０.３６５(±０.１１１) ０.５１６(±０.１２７) １０.７３１(±１.３３５) ０.６４３(±０.０５９) ０.４６５(±０.０４７) ０.６２５(±０.０５３) ３.８９５(±０.３８０)

ＮＩＱＥ[２９] ０.４６３(±０.１０５) ０.３２８(±０.０８８) ０.４６４(±０.１３６) １０.８５８(±１.０１３) ０.５２６(±０.１０５) ０.３６９(±０.０４１) ０.５４２(±０.０５４) ４.２１４(±０.３２３)

ＣＯＲＮＩＡ[１５] ０.４６０(±０.１３０) ０.３２４(±０.１０４) ０.４９４(±０.１３３) １０.７５９(±０.９３９) ０.５９１(±０.０５２) ０.４２３(±０.０４３) ０.５９５(±０.０５１) ４.１３９(±０.３００)

ＶＩＤＥＯ[１３] ０.１２７(±０.１３７) ０.０８２(±０.０９９) －０.００１(±０.１０６) １２.３０８(±０.８８１) ０.２３７(±０.０７３) ０.１６４(±０.０５０) ０.２１８(±０.０７０) ５.１１５(±０.２８５)

ＶＢＬＩＮＤＳ[１２] ０.５６６(±０.０７８) ０.４０５(±０.０７４) ０.５６８(±０.０８９) １０.７６０(±１.２３１) ０.６８６(±０.０３５) ０.５０３(±０.０３２) ０.６６０(±０.０３７) ３.７５３(±０.３６５)

ＭＤＦＦＮ[１８] ０.８０７ ０.８２３ ０.８１４ ０.８２０

ＱＳＡ￣ＶＱＭ[１７] ０.７４０ ０.７７０ ７.９３０ ０.８０３ ０.８１６ ６.４５０

ＶＳＦＡ[４] ０.７４５(±０.０３７) ０.５５９(±０.０４６) ０.７４８(±０.０３１) ８.５４２(±１.３５２) ０.７７１(±０.０２８) ０.５８２(±０.０２９) ０.７６２(±０.０３１) ３.７０４(±０.４４８)

Ｏｕｒｓ ０.７６３(±０.０３３) ０.５８７(±０.０４２) ０.７５２(±０.０３７) ８.４８２(±１.２４５) ０.８１５(±０.０２９) ０.６３３(±０.０５６) ０.８１１(±０.０３２) ８.４８２(±０.７９９)

　 　 在评估算法性能时ꎬ我们观察到 ＣＶＤ２０１４ 数据集上算法表现普遍出色ꎬ这得益于其数据量相对适中ꎬ仅
为ＫｏＮＶｉＤ￣１ｋ 数据集的五分之一. 然而ꎬ当面对 ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ 数据集时ꎬ由于该数据集复杂性显著提升ꎬ算
法性能出现了一定程度的下滑ꎬ表现接近于 ＫｏＮＶｉＤ￣１ｋ 的水平. 深入分析发现ꎬＣＶＤ２０１４ 数据集的 ＲＭＳＥ 值

是 ＫｏＮＶｉＤ￣１ｋ 的两倍ꎬ这主要是由于其数据量较小ꎬ容易导致模型过拟合ꎬ进而增大了预测误差. 相比之下ꎬ
ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ 数据集的内容更为复杂ꎬ使得模型难以达到最优拟合状态ꎬ预测结果略显不准确.

尽管如此ꎬ在两个数据集上ꎬ算法的相关性仍然保持在高水平ꎬ视频质量等级的预测也相当准确. 在

与 ＶＳＦＡ 算法的比较中ꎬ我们发现本文提出的方法在 ３ 个数据集上的总体 ＲＭＳＥ 值稍高. 这主要是因为通

道挖掘模块虽然进行了通道选择ꎬ但卷积层的叠加增加了模型的参数量ꎬ使得模型在训练过程中难以完全

拟合ꎬ从而导致预测值与 ＭＯＳ 值之间的误差略大. 不过ꎬ值得注意的是ꎬ其他主观相关性指标仍然显示出

我们的模型具有良好的主观性能.
最后ꎬ我们使用本文提出的模型对 ３ 个数据集中的测试视频进行了预测ꎬ结果如图 ７ 所示. 与文献

[４]中的方法相比ꎬ我们的模型预测的质量分数更加接近 ＭＯＳ 值ꎬ这进一步验证了模型的有效性.
—７０１—
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图 ７　 模型预测视频的主观质量分数与真实质量分数

Ｆｉｇ􀆰 ７　 Ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｓｃｏｒｅ ａｎｄ ＭＯＳ ｏｆ ｏｕｒ ｍｏｄｅｌ ａｎｄ ＶＳＦＡ

为验证论文方法在评价交通监控视频 /图像质量时的有效性ꎬ对一些交通监控图像进行了评价ꎬ如图 ８
所示. 从图 ８ 中可以看出ꎬ图(ｃ)中背景失真最少ꎬ因而其分数最高ꎬ而图(ｂ)、(ｄ)、(ｅ)、( ｆ)中背景灯光导

致的失真影响了整体质量的评价ꎬ使其分数较低ꎬ这 ４ 个里面ꎬ(ｂ)、(ｅ)的背景失真稍微少一些ꎬ因而其分

数相对高一点. 而图(ａ)中ꎬ图像整体处于模糊失真状态ꎬ因而其分数最低. 从图 ８ 也可以看出ꎬ评分的情

况与主观的观感是保持一致的.
３.３　 消融实验

消融实验在 ＫｏＮＶｉＤ￣１ｋ 数据集上开展ꎬ实验效果如表 ５ 所示. 基础模型为文献[４]中所述的 ＶＳＦＡ 模

型ꎬ我们使用本文提出的 ３ 个模块分别替换基础模型中对应的网络部分来进行实验. 对表 ５ 数据进行分析

可知ꎬ实验效果最佳的是替换特征丰富模块ꎬＳＲＯＣＣ 和 ＰＬＣＣ 值均接近 ０.８ꎬ显示出较高的主观相关性. 同

时ꎬ较小的均方根误差值也表明预测的主观分值与 ＭＯＳ 值相当接近. 而仅替换通道挖掘模块的实验验证

了先前的假设ꎬ即通道挖掘模块能提供更好的主观相关性ꎬ然而ꎬ在预测准确度方面ꎬ该模块的表现略显不

足. ＳＲＯＣＣ、ＰＬＣＣ 和 ＲＭＳＥ 都大于单独替换特征丰富模块ꎬ最后在只替换时序模块时ꎬ总体性能较不使用

时序模块时均有所提升ꎬ误差也较小. 使用时序模块与特征丰富模块的组合替换能够减少误差值并略微

提升相关性ꎻ使用时序与通道挖掘模块替换虽然相关性相比于只使用通道挖掘模块替换时略微下降ꎬ但误

差得到了明显改善.
—８０１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



朱文佳ꎬ等:考虑背景失真的无参考视频质量评价方法

图 ８　 针对交通监控视频的主观质量评价分数

Ｆｉｇ􀆰 ８　 Ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｓｃｏｒｅｓ ｏｆ ｏｕｒ ｍｅｔｈｏｄ ｏｎ ｔｒａｆｆｉｃ ｍｏｎｉｔｏｒｉｎｇ ｖｉｄｅｏｓ

表 ５　 ＫｏＮＶｉＤ￣１ｋ 上不同模块实验性能

Ｔａｂｌｅ ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｕｌｅｓ ｏｎ ＫｏＮＶｉＤ￣１ｋ ｄａｔａｓｅｔ

ＦＥＭ ＣＡＭ ＴＳＭＭ ＳＲＯＣＣ↑ ＫＲＯＣＣ↑ ＰＬＣＣ↑ ＲＭＳＥ↓

０.７７３ ０.５７８ ０.７７５ ０.４２１
√ ０.７９８ ０.６０１ ０.７９８ ０.４０１

√ ０.８０１ ０.６１０ ０.８０３ ０.６１６
√ ０.７８８ ０.５９１ ０.７９１ ０.４０９

√ √ ０.７９５ ０.６０４ ０.８０８ ０.３８１
√ √ ０.７９９ ０.６０７ ０.７９５ ０.４２４

√ √ ０.７９４ ０.６０３ ０.８０６ ０.４７４
√ √ √ ０.８０４ ０.６１２ ０.８１２ ０.４５１

　 　 从整体来看ꎬ同时使用 ３ 个模块替换网络对应部分ꎬ能极大改善单独替换时的性能不足. 在 ３ 个模块

共同作用下ꎬＫｏＮＶｉＤ￣１ｋ 数据集上的 ＳＲＯＣＣ 和 ＰＬＣＣ 均提升至 ０.８ 以上ꎬＫＲＯＣＣ 达到 ０.６ 以上. 尽管均方

根误差相比 ＶＳＦＡ 有所升高ꎬ但总体上仍保持在一个较低的误差水平.
为了验证特征丰富模块中 ＲｅｓＢｌｏｃｋ１、２、３ 和 ４ 的特征组合是否最有效ꎬ我们对此进行了验证ꎬ模型使

用了通道挖掘与时序模块与不同 ＲｅｓＢｌｏｃｋ 组合的特征进行实验ꎬ实验最终结果如表 ６ 所示ꎬＲｅｓＢｌｏｃｋ１ 和

２ 组合的特征与 ＲｅｓＢｌｏｃｋ４ 单独的语义特征相比ꎬ其在 ＳＲＯＣＣ 等主观相关性指标上都有较大的下降ꎬ这说

明了高层的语义特征在视频质量评价任务中仍然十分重要. 而将 ＲｅｓＢｌｏｃｋ１ 和 ３ 分别与 ４ 进行组合后相

比于 ４ 整体仍有下降ꎬ但在加入 ＲｅｓＢｌｏｃｋ２ 输出特征后整体性能有了小幅提升ꎬ因此我们认为 ＲｅｓＢｌｏｃｋ２
对于背景失真特征的捕捉更加完善. 最后再组合 ＲｅｓＢｌｏｃｋ１ 性能仍有略微提升. 鉴于 ＲｅｓＢｌｏｃｋ１ 特征通道

数较小ꎬ仅为 ３２ꎬ因此其不会增加太大的计算量ꎬ却能够带来性能提升ꎬ最终本文使用了 ＲｅｓＢｌｏｃｋ１、２、３ 和

—９０１—
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４ 组合的特征作为特征丰富模块的输出.
表 ６　 不同 ＲｅｓＢｌｏｃｋ 输出特征融合后的实验性能

Ｔａｂｌｅ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｆｕｓｉｎｇ ｆｅａｔｕｒｅｓ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ ＲｅｓＢｌｏｃｋｓ

Ｍｏｄｕｌｅ ＳＲＯＣＣ ＫＲＯＣＣ ＰＬＣＣ ＲＭＳＥ Ｍｏｄｕｌｅ ＳＲＯＣＣ ＫＲＯＣＣ ＰＬＣＣ ＲＭＳＥ

ＲｅｓＢｌｏｃｋ ４ ０.７９４ ０.６０３ ０.８０６ ０.４７４ ＲｅｓＢｌｏｃｋ １ꎬ２ ａｎｄ ４ ０.７９８ ０.６０５ ０.８０９ ０.４８２
ＲｅｓＢｌｏｃｋ １ ａｎｄ ２ ０.７７１ ０.５７２ ０.７７５ ０.５０３ ＲｅｓＢｌｏｃｋ ２ꎬ３ ａｎｄ ４ ０.８０２ ０.６０８ ０.８０９ ０.４５４
ＲｅｓＢｌｏｃｋ １ ａｎｄ ４ ０.７８７ ０.５９５ ０.７９８ ０.４７３ ＲｅｓＢｌｏｃｋ １ꎬ２ꎬ３ ａｎｄ ４ ０.８０４ ０.６１２ ０.８１２ ０.４５１
ＲｅｓＢｌｏｃｋ ３ ａｎｄ ４ ０.７９２ ０.５９９ ０.８０３ ０.４６５

　 　 此外ꎬ为验证预训练参数鲁棒性问题[６]ꎬ在 ＫｏＮＶｉＤ￣１ｋ 数据集上开展实验ꎬ构建无 ＲｅｓＮｅｔ５０ 线性回归

任务预训练任务. 如表 ７ 所示ꎬ实验结果表明ꎬＫｏＮＶｉＤ￣１ｋ 数据集预训练能提升在该数据集上的性能ꎬ但在

其他数据集上的效果却明显下降. 而 ＩｍａｇｅＮｅｔ 预训练参数在 ３ 个数据集上性能均佳. 上述结果说明ꎬ预训

练效果与数据集关联较大ꎻ此外ꎬＩｍａｇｅＮｅｔ 预训练参数鲁棒性更好ꎬ更加有效ꎬ故被本文采用.
表 ７　 不同数据集上不同预训练参数实验效果

Ｔａｂｌｅ ７　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｅｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｄａｔａｓｅｔｓ

Ｍｏｄｕｌｅ Ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒ ＳＲＯＣＣ ＫＲＯＣＣ ＰＬＣＣ ＲＭＳＥ

ＫｏＮＶｉＤ￣１ｋ ＫｏＮＶｉＤ Ｐｒｅｔｒａｉｎｅｄ
ＩｍａｇｅＮｅｔ Ｐｒｅｔｒａｉｎｅｄ

０.８１３
０.８０４

０.６３１
０.６１２

０.８２３
０.８１２

０.３９１
０.４５１

ＣＶＤ２０１４ ＫｏＮＶｉＤ Ｐｒｅｔｒａｉｎｅｄ
ＩｍａｇｅＮｅｔ Ｐｒｅｔｒａｉｎｅｄ

０.８５１
０.８８０

０.６５３
０.７０１

０.８６０
０.８７９

１５.４２３
１１.５４３

ＬＩＶＥ￣Ｑｕａｌｃｏｍｍ ＫｏＮＶｉＤ Ｐｒｅｔｒａｉｎｅｄ
ＩｍａｇｅＮｅｔ Ｐｒｅｔｒａｉｎｅｄ

０.７５１
０.７６３

０.５６３
０.５８７

０.７２６
０.７５２

１０.１２２
８.４８２

４　 结论

在进行自然拍摄视频质量评价时ꎬ综合考虑目标内容与背景环境的共同影响ꎬ提出了一种 ＮＲ￣ＶＱＡ
方法ꎬ该方法使用特征丰富模块来捕获更多前景内容和背景失真信息ꎬ使用通道挖掘机制来提取更重要通

道中的信息ꎬ并丢弃冗余的通道信息ꎬ使用时序建模模块有效地捕捉时间维关系ꎬ同时解决高维度特征较

难训练的问题.
实验结果表明ꎬ与主流的 ＮＲ￣ＶＱＡ 方法相比ꎬ本文所提评价方法提高了 ＶＱＡ 的整体性能. 未来工作

将进一步对特征的高效提取进行研究ꎬ并尝试改善损失函数以降低模型的评价误差ꎬ实现更好的预测

效果.
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