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基于工业大数据的宽厚板轧制工艺智能前馈策略
杜 平，雷佳为，曲锦波
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摘   要： 宽厚板机械性能检测存在滞后，成分与工艺参数的变化最终会表现为异板机械性能的差异，给

产品质量的稳定控制带来困难 . 为减少成分和工艺参数变化造成的机械性能波动，提出了一种结合深度学习

与大数据分析的轧制前馈控制策略 . 通过大数据挖掘分析合金成分、轧制工艺参数与机械性能之间的耦合关

系 . 在此基础上，构建深度学习模型，将成分偏差映射到所需的工艺补偿 . 借助该模型，可利用实时成分监测

实现对下游轧制参数的动态调整 . 以 X80管线钢为案例的研究表明，所提出的方法能够有效抑制由成分波动引

起的性能偏差 . 同时，该方法提高了宽厚板质量的稳定性，并为宽厚板生产过程中的精准控制提供了技术支持 .
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Intelligent Feedforward Strategy for Wide and Heavy Plate 
Rolling Process Based on Industrial Big Data
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Abstract： Mechanical property testing of wide and heavy plates is delayed， and changes in 
composition and process parameters are eventually manifested as differences in the mechanical 
properties of different plates， bringing difficulties to the stable control of product quality.  To 
reduce mechanical property fluctuations caused by composition and process parameter changes， a 
feedforward control strategy for rolling combining deep learning and big data analysis was 
proposed.  The coupling relationship among alloy composition， rolling process parameters， and 
mechanical properties was analyzed through big data mining.  On this basis， a deep learning 
model was constructed to map composition deviations to required process compensations.  With 
the help of this model， dynamic adjustment of downstream rolling parameters could be realized 
by using real-time composition monitoring.  As shown by a case study on X80 pipeline steel， 
performance deviations caused by composition fluctuations can be effectively suppressed by the 
proposed method.  At the same time， the quality stability of wide and heavy plates is improved by 
this method， and technical support is provided for precise control in the wide and heavy plate 
production process.
Key words： wide and heavy plate； feedforward control； deep learning； alloy composition； 
mechanical property； performance prediction

宽厚板是钢铁工业体系内极具战略意义的

核心产品，其性能稳定性与质量可靠性直接关联

国民经济多个关键领域的发展进程 . 在造船工业

中，宽厚板作为船体结构的核心材料，需承受海

洋环境的长期腐蚀与复杂载荷；在建筑工程领

域，用于超高层建筑承重结构与大型场馆支撑构

件，对强度与韧性有着严苛要求；此外，工程机械

的底盘框架、桥梁建设的主梁结构、军工装备的

防护部件以及焊管、压力容器的制造，均高度依

赖宽厚板产品的优质供给 . 因此，宽厚板产业的

发展水平，在一定程度上反映了国家重工业基础

与高端制造领域的竞争力［1］.
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我国钢铁制造业在长期规模化发展后，面临

原材料价格波动、能源成本上升以及环保政策趋

严等多重挑战 . 同时，产能过剩问题加剧了市场

竞争，推动下游客户对宽厚板产品提出更高要

求，包括严格控制化学成分波动和缩小机械性能

差异，以提高产品一致性并降低下游加工风险［2］.

这一系列需求的变化，对宽厚板生产过程的精准

控制能力提出了前所未有的高要求 . 随着人工智

能与大数据技术的持续演进，智能技术已逐步渗

透到宽厚板生产领域 . 该领域通过引入大数据与

机器学习、深度学习等数据科学手段，能够快速

挖掘海量数据中潜藏的企业生产流程规律 . 依托

这些规律，流程工业中普遍存在的不确定性等

“黑箱”问题得以有效破解，为钢铁行业的数字化

转型与高质量发展提供有力支撑［3-4］.Zhang 等［5］

以宽厚板工业数据为基础，用遗传算法（genetic 

algorithm，GA）与机器学习结合建立预测模型，精

准预测应力缺陷以提高成品率 . 张田等［6］以深度

学习建立传热系数自学习神经网络，优化超参数

与算法，解决传统模型修正不稳问题，提升宽厚

板终冷温度预报精度 . 结合工艺机理与工业大数

据，Guo 等［7］用时间切片法等多种方法，解决了宽

厚板轧制能耗核算困难等问题，实现了能耗的核

算与预测 .Wang 等［8］对 4038 铝合金正火宽厚板进

行冲击强化与时效处理，采用 3 层反向传播（back 

propagation，BP）神经网络建模，解决了其中温热

稳定性预测问题 . 在实际生产中，冶炼和轧制环

节存在窄成分区间与窄工艺窗口的控制模式，虽

有助于保障产品质量，但上游关键参数的波动仍

可能被放大，对下游工序的实时调节造成困难 .

现有方法主要针对单一指标进行预测或控制，难

以充分考虑参数之间的耦合效应 . 针对此问题，

现有方法仍存在明显局限：首先，多数模型高度

依赖预设定参数，缺乏对生产过程中实时波动的

快速响应能力 . 例如，当合金成分出现短时偏差

时，传统模型难以及时捕捉并调整轧制参数，导

致最终板材性能偏离目标；其次，深度学习算法

在复杂非线性及噪声环境下泛化能力有限，现场

的环境噪声较多，若直接将模型作为前馈控制模

型参与计算，往往会出现控制不稳定的情况；在

实际生产中，化学成分、轧制温度、性能指标等关

键参数相互影响，操作工仅通过实测数据进行调

节具有一定的滞后性 . 因此，开发能够兼顾实时

响应、稳定性和考虑多参数耦合的前馈控制策

略，成为宽厚板生产过程中提升质量稳定性、实

现精准控制的关键技术 .

本文提出一种基于深度学习与大数据技术

的宽厚板轧制前馈控制策略 . 该策略首先通过大

数据分析技术，系统挖掘合金元素与机械性能、

轧制工艺参数与机械性能之间的内在关联规律；

在此基础上，构建合金成分-轧制工艺-机械性能

的深度学习模型，进一步建立合金成分波动与轧

制工艺调整量之间的隐性映射关系 . 最终通过上

游实时监控合金成分变化，对下游轧制工艺参数

进行前馈动态调整，确保宽厚板产品的机械性能

稳定满足标准要求，为宽厚板生产的质量管控提

供技术支撑 .

1　智能驱动的宽厚板轧制前馈控制
策略

1. 1　基于大数据分析的宽厚板前馈策略分析

通过宽厚板数据应用平台获取化学成分、轧

制工艺参数、机械性能等实际数据 . 该平台整合

了各工序的过程控制系统、车间的制造执行系统

（manufacturing execution system，MES）以及检化

验一体化管理系统（简称检化验系统）的数据，依

据钢板号、炉号等进行关联对应，通过该钢板号

可查询炉号、化学成分、生产工艺及后续生产完

成并检验合格的性能数据等，将这些数据作为数

据分析的原始数据，即前馈控制的输入量 . 同时平

台存储产品设计时的工艺卡数据，包括产品要求

的化学成分，轧制工艺参数的上限值、下限值和目

标值，机械性能标准以及客户要求的上限值和下

限值，将获得数据存储于数据应用平台数据库中 .

基于宽厚板数据应用平台的采集数据，对产

品的机械性能进行正态分布分析，根据机械性能

在目标区间的分布及占比，确定其中机械性能变

化超出目标范围的 m 个变量（y1，y2，…，ym）. 确定

产品受化学成分、工艺波动影响较大的性能指

标，如屈服强度等 . 根据该机械性能确定影响该

性能指标的化学成分 . 选择产品的化学成分（x1，

x2，…，xn）分别与每个机械性能变量（y1，y2，…，ym）

进行相关性分析，得到化学成分与每个性能变量

的相关系数，得到如下相关系数矩阵［9-11］：

r =
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ê

ê
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ê

ê
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ú
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r11 r12  r1n

r21 r22  r2n

  
rm1 rm2  rmn

. (1)

式中，rmn 为第 n 个化学成分与第 m 个机械性能相
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关系数 .

第 n 个化学成分对 m 个机械性能的组合相关

系数计算式为

cn =
1
m∑

i = 1

m

|| rin . (2)

得到 n 个化学成分与 m 个机械性能的组合相

关系数（c1，c2，…，cn），根据这些组合相关系数，确

定该产品的 k 个主要影响性能波动的化学成分

（x1，x2，…，xk）.

选择产品的轧制工艺参数（a1，a2，…，ap）分别

与每个机械性能变量（y1，y2，…，ym）进行相关性分

析，得到轧制工艺参数与每个性能变量的相关系

数，形成如下相关系数矩阵：
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λ11 λ12  λ1p

λ21 λ22  λ2p

  
λm1 λm2  λmp

. (3)

式中，λmp 为第 p 个轧制工艺与第 m 个机械性能相

关系数 .

计算 λip 的绝对值，第 p 个轧制工艺参数与 m

个机械性能的组合相关系数为

dp =
1
m∑

i = 1

m

|| λip . (4)

得到如下 p 个轧制工艺参数与 m 个机械性能

的组合相关系数（d1，d2，…，dp），根据上述组合相

关系数，确定 q 个主要轧制工艺（a1，a2，…，aq）.

通过分析产品设计工艺可知，化学成分包含

各元素（第 i 个元素）的下限值、上限值及目标值，

轧制工艺参数包含各工序（第 j 个工序）的下限

值、上限值及目标值 . 上述参数值在炼钢、轧钢工

序实施前，依据质量计划及操作要点录入 MES，

作为实际生产过程的执行依据 . 设第 i 个化学成

分的实际值为 xiact，基于化学成分波动的第 j 个轧

制工艺参数前馈优化量为

Dajtar =∑
i = 1

k é
ë
êêêê

ù
û
úúúúβi ×

xiact - xitar

xiH - xiL

× ( )ajH - ajL . (5)

式中：xitar 为第 i 个化学成分的目标值；βi 为化学成

分的影响因子；xiL 和 xiH 为第 i 个化学成分的下限

值和上限值；ajL 和 ajH 为第 j 个轧制工艺的下限

值、上限值 .

那 么 第 j 个 轧 制 工 艺 参 数 优 化 后 的 目 标

值为

a′jtar = ajtar + Dajtar (6)

式中，ajtar 为轧制工艺优化前的设定值 .

为了保证生产安全，第 j 道次轧制工艺的前

馈优化值与第 j 道次轧制工艺的设定上限值和下

限值进行比较，当优化值超过上限 a′jtar > ajH 时，取

上限值作为目标值 a′jtar = ajH；当优化值低于下限

值 a′jtar < ajL 时，取下限值作为目标值 a′jtar = ajL. 将

经过前馈优化的轧制工艺目标值传递给轧机过

程控制系统，轧机过程控制系统依据优化后的目

标值计算轧制规程并组织生产 . 总体的宽厚板轧

制前馈控制流程如图 1 所示 .

1. 2　基于GWO-PSO-DNN的影响因子优化

化学成分影响因子是决定前馈控制策略实

施效果的关键参数 . 在实际研究与应用中，若为

简化计算过程而任意选取某一固定值，虽能降低

短期运算复杂度，但存在显著局限性：一方面，难

以通过理论分析或经验判断确定该固定值是否

为最优参数，导致前馈策略无法达到预期控制精

度；另一方面，在动态变化的生产环境中，即使针

图1　大数据驱动的宽厚板轧制前馈控制流程图

Fig. 1　Big data-driven feedforward control flowchart for wide and heavy plate rolling
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对同一钢种，其冶炼过程的工况条件（如原料成

分微小差异等）仍会发生动态变化，此时采用固

定影响因子已无法适配工况的动态调整需求，进

而影响前馈策略的适应性与控制效果 . 基于上述

问题，为实现化学成分影响因子的动态优化与精

准匹配，引入深度学习方法，通过构建适用于钢

铁生产过程的深度神经网络模型，利用生产过程

中积累的多维度数据（如成分检测数据、工艺参

数、机械性能检测数据等）进行模型训练与参数

优化，最终实现对化学成分影响因子的动态计算

与实时调整，为前馈控制策略的精准实施提供关

键技术支撑 .

1） 数据预处理 . 为保证数据的多样性，如表

1 所示，共采集了 1 235 块钢板的化学成分、终轧

温度、屈服强度和抗拉强度数据 .

由于现场的仪器和生产环境问题，采集的数

据中存在异常值，因此首先需要剔除异常值 . 本

文根据拉依达（Pauta）准则，将符合式（7）条件的

数据剔除［12］.

| x - μ | > 3σ. (7)

式中：μ为数据的均值；σ为标准差 .

当数据的量级不统一，合金成分（如碳质量

分数为 0.04%~0.06%）与终轧温度（720~780 ℃）

的数值量级差异较大时，易引发“特征贡献度失

衡”问题 . 由于反向传播中梯度计算与特征数值

直接相关，终轧温度等量级大的特征会主导权重

更新，致使碳含量等微量成分的梯度信号被掩

盖，即合金成分对应权重更新缓慢， 其对机械性

能预测的实际影响被低估 . 因此需要通过归一化

处理，采用最大最小归一化的方法，将数据统一

到（0，1］区间内，归一化公式如下［13］：

x′i =
xi - xmin

xmax - xmin

. (8)

式中：x′i 表示归一化后的数据；xmin 和 xmax 分别表示

总体样本的最小值与最大值；xi 表示原始数据 .

为评估各模型的预测效果，选择平均绝对误

差（mean absolute error，MAE）、均方根误差（root 

mean square error，RMSE）、决定系数（R2）作为评

价指标，相应计算方法［14-16］分别为

MAE =
1
n∑

i = 1

n

|| ŷi - yi , (9)

RMSE =
1
n∑

i = 1

n

(yi - ŷi )
2 ， (10)

R2 = 1 -
∑
i = 1

n

(yi - ŷi )
2

∑
i = 1

n

(yi - ȳ)2

. (11)

式中：n 为样本总数；yi 和 ŷi 分别为第 i 个样本的真

实值和预测值；ȳ 为真实数据的平均值 .MAE 和

RMSE 是度量模型预测值和真实值之间偏差的指

标，数值越小代表预测精度越高；R2 代表预测值

和真实值之间的相关性关系，R2 越高，两者的相

关性越高 .

2） 模 型 构 建 . 构 建 了 基 于 粒 子 群 优 化

（particle swarm optimization，PSO）算法与深度神

经网络（deep neural network，DNN）的合金性能预

测模型，用于关联合金成分、终轧温度与机械性

能的映射关系 .

如图 2 所示，DNN 模型的输入层有 12 个神经

元，分别对应 11 项合金成分参数（如各合金元素

的质量分数）和 1 项工艺参数（终轧温度），通过这

12 个特征变量完整表征合金的成分与加工状态 .

输入特征经线性变换与激活函数处理后传入隐

含层；隐含层通过多层非线性映射对特征进行深

度挖掘，逐步提取成分、工艺参数与机械性能间

的隐含关联信息 . 模型输出层包含 2 个神经元，分

别输出两项关键机械性能指标的预测值——屈

表1　建模所需的生产参数
Table 1　Production parameters required for modeling 

参数

1

2

3



1 235

质量分数/%

C

0. 051 1

0. 049 0

0. 053 3



0. 045 9

Si

0. 174

0. 180

0. 182



0. 166

Mn

1. 56

1. 59

1. 60



1. 58

Cu

0. 01

0. 02

0. 01



0. 01

Ni

0. 01

0. 01

0. 01



0. 02

Cr

0. 23

0. 23

0. 22



0. 12

V

0. 003 1

0. 002 3

0. 001 5



0. 002 5

…

…

…

…



…

终轧

温度/℃

732. 99

776. 43

751. 99



667. 02

抗拉

强度/MPa

697

705

719



689

屈服

强度/MPa

564

575

592



567
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服强度和抗拉强度 .

激活函数在神经网络中起着至关重要的作

用，主要用于决定每个神经元是否被激活 . 它通

过对神经元加权输入与偏置项的总和进行变换，

引入非线性特征，从而增强模型对复杂数据关系

的表达能力 . 常见的激活函数包括以下几种：

1） Sigmoid 函数：可以将输入值映射到 0~1

之间［17］. 其表达式为

σ(x)=
1

1 + exp(-x)
. (12)

2） tanh 函数：值域为-1~1，它的输出是零中

心化的（zero-centered）［18］. 表达式为

tanh(x)=
exp(x)- exp(-x)
exp(x)+ exp(-x)

. (13)

3） ReLU 函数：当前最常用的激活函数之一，

因其结构简单、计算高效且在实际应用中表现优

异而被广泛采用［19］.ReLU 函数的核心优点在于

它仅包含基本的加法、乘法和比较操作，极大地

提高了模型的计算效率；同时，它能够有效缓解

深层神经网络中常见的梯度消失问题，从而加快

误差反向传播过程中梯度的收敛速度 .ReLU 的

数学表达式为

ReLU(x)= {x x > 0;

0 x < 0.
(14)

在本研究中采用 ReLU 函数作为神经元的激

活函数，可在保证模型对非线性特征捕捉能力的

同时，兼顾训练效率与深层网络的收敛稳定性，

更适配本研究中合金性能预测模型的构建需求 .

由于数据结构复杂且训练过程具有较强非

线性特征，单一固定的学习率难以满足模型训练

需求 . 当学习率设置过小时，训练速度会显著下

降，甚至可能导致模型陷入局部最优；而学习率

过大则可能使参数更新幅度过大，从而越过最优

解，影响收敛性能 . 基于上述原因，本研究采用自

适应学习率策略，以实现对学习率的动态调节 .

图 3 展示了训练过程中学习率变化的典型趋势 .

不同于 StepLR 的固定步数调整与 Adam 的

梯度依赖自适应方式，本文策略通过监控测试集

损失值，当损失值连续 5 个训练轮次未降低时，自

主降低学习率 . 该策略旨在避免过拟合、探索更

优参数空间 .

为 提 升 模 型 预 测 精 度 ，引 入 PSO 算 法 对

DNN 的关键超参数（隐含层数和每层神经元数

量）进行寻优：通过粒子群在解空间的迭代搜索，

筛选出使模型损失函数最小化的超参数组合，以

解决 DNN 易陷入局部最优的问题，最终构建兼

顾拟合能力与泛化性能的宽厚板性能预测模型，

训练流程如图 4 所示 .DNN 的网络层数与神经元

数量是影响模型预测性能的核心结构参数 . 网络

层数过少时，模型的特征提取能力有限，难以深

度挖掘输入变量间的内在关联规律，易出现欠拟

合；层数过多则会导致模型结构冗余，不仅增加

训练难度，还可能因过度学习噪声信息引发过拟

合，反而降低预测精度 . 神经元数量的影响与之

类似：数量不足会限制模型对复杂映射关系的拟

合能力，数量过多则会加剧计算负担，同时增加

过拟合风险 .

PSO 算法的参数设置同样直接影响寻优效

果［20］. 粒子数量决定了搜索群体的规模，数量过

少时，群体多样性不足，易陷入局部最优；数量过

多虽能提升搜索覆盖度，但会显著增加计算成

本，降低寻优效率 . 最大迭代次数需兼顾寻优精

度与计算代价：迭代次数不足时，算法可能尚未

收敛至全局最优解；迭代次数过多则会导致冗余

计算，造成资源浪费 . 局部学习因子（pbest）与全局

图2　DNN模型结构

Fig. 2　DNN model structure
图3　学习率变化图

Fig. 3　Learning rate variation chart
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学习因子（gbest）分别调控粒子对自身历史最优位

置和群体全局最优位置的学习权重，前者影响局

部经验的利用程度，后者决定群体信息的共享效

率，两者的平衡直接关系到算法的全局搜索与局

部搜索能力［21-22］. 因此，本研究选取了这些参数和

范围，如表 2 所示 .

将数据按 8∶2 的比例分为训练集和测试集，

采用训练集的数据进行模型训练寻优 . 以模型预

测值和真实值的损失值作为评价指标，在不同

PSO 参数下，对 DNN 的优化效果如图 5 所示，当

粒子数为 35 时，模型的损失最小；当迭代次数到

达 10，模型优化效果稳定；局部学习因子和全局

学习因子分别为 0.5 和 1.5，PSO 的寻优效果最好 .

综上，当粒子数为 35，迭代次数为 10，局部学习因

子为 0.5，全局学习因子为 1.5 时的寻优结果为最

佳性能模型，此时模型的网络层数为 3，神经元数

量分别为 240，182，180.

3） 模型效果分析 . 将 PSO-DNN 模型与 DNN

模型进行对比，如图 6 所示，可以看出经过优化后

模型在机械性能预测方面取得了明显提升，屈服

强度预测和抗拉强度预测的 R2 提高了 3%，屈服

强度的 MAE 降低了 0.8 MPa，抗拉强度的 RMSE

降低了 0.87 MPa.

因此，PSO 对模型性能指标有明显的提升作

用，能够有效改善深度学习模型的预测精度和稳

定性，从而显著增强模型在性能预测任务中的适

用性 .

4） 基于 GWO 的影响因子求解 .2014 年，澳

大利亚学者 Mirjalili 等［23］提出了灰狼优化（grey 

wolf optimizer，GWO）算法，这是一种群智能优化

算法 . 其灵感来源于灰狼的捕食行为，通过模拟

狼群的群体狩猎策略构建而成 . 灰狼具有群居特

图4　PSO-DNN模型训练流程图

Fig. 4　Training flowchart of PSO-DNN model

表 2　PSO算法寻优参数范围
Table 2　Optimization parameter ranges of PSO algorithm 

DNN

网络层数

1~4

DNN

神经元数量

32~256

PSO 粒子数量

5,10,15,20,25,30,35,40

PSO 迭代次数

10,15,20,25

PSO 局部学习

因子 pbest

0. 5,1,1. 5,2

PSO 全局学习

因子 gbest

0. 5,1,1. 5,2
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性，群体内存在严格的社会等级结构：处于最高

层级的是 α 狼，作为群体的领导者，承担着制定各

项重要决策的职责，对应算法中的最优解；β 狼处

于第二层级，主要协助 α 狼进行决策与群体管理，

代表次优解；δ 狼位于第三层级，需服从 α 狼和 β
狼的指令，负责放哨、看护等事务；ω 狼处于最底

层，无决策权力，作用是维持种群内部的关系平

衡，对应其余候选解 . 目前，灰狼算法在调度优化

等多个领域得到了广泛应用［24-25］. 所建立的 PSO-
DNN 模型可构建合金成分-轧制工艺-机械性能

的非线性映射关系：首先，输入合金成分，以 DNN

的预测输出（屈服强度、抗拉强度）为优化目标，

通过 GWO 算法找出宽厚板的机械性能满足生产

标准时的最优轧制工艺参数前馈量，优化过程如

图 7a 所示 .GWO 算法优化 500 条样本的屈服强度

和抗拉强度如图 7b，7c 所示，可以看出，算法优化

后的屈服强度和抗拉强度处于机械性能要求的

区间内，并且分布更加集中，保留终轧温度前馈

优化量用于后续计算 .

为定量评估各合金元素对终轧温度前馈补偿

的影响，基于优化得到的前馈量对成分敏感性进

行求解 . 根据式（5），对前馈优化量分别对各合金

成分求偏导，可建立其与成分变化之间的理论关

系式，用于表征不同元素对前馈补偿的贡献程度 .

¶Dajtar =
ajH - ajL

xiH - xiL

×∑
i = 1

k

(βi × ¶xiact ). (15)

以碳元素为例，在控制其他成分变化量为零

的条件下，可由式（15）进一步推导得到式（16）.

此时，方程右端除碳元素影响因子之外的相关量

均为已知常数，因此能够直接求取碳元素的定量

影响 . 对于其他合金成分，其影响因子的求解过

程一致，即通过依次固定其余变量，并对前馈量

求偏导即可获得对应结果 .

¶Dt
¶wC act

=
tH - tL

wC H -wC L

× βC. (16)

式中：Dt 为终轧温度前馈量，℃；tH，tL 分别为终轧

图5　不同PSO参数的优化对比

Fig. 5　Optimization comparison of different PSO parameters
（a）—粒子数； （b）—迭代次数； （c）—局部学习因子； （d）—全局学习因子 .

图6　模型指标对比

Fig. 6　Comparison of model indicators
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温度的上限值和下限值，℃；βC 为碳元素对终轧

温度的影响因子；wC act 为碳元素的实际质量分

数，%；wCH，wCL 分别为碳元素质量分数的上限值

和下限值，%.

基于 GWO 算法对终轧温度优化得到了前馈

补偿量，分析前馈量随化学成分变化的关联规

律，并绘制拟合曲线以表征该关系，其中曲线的

斜率用于表征合金元素对终轧温度的影响因子 .

以 C，Si，Mn 为例，如图 8 所示，曲线的斜率由一

个常数项和影响因子的乘积构成，将该影响因子

参数纳入前馈控制量的计算模型，从而提升策略

对成分变化的适应性 .

2　应用情况

在国内某宽厚板生产线进行应用，该产线配

备基础自动化系统、过程控制系统、制造执行系

统（MES）和检化验系统，可以根据设定值进行轧

制规程自动计算和自动轧钢 .

实施案例选择该产线17~20 mm规格的X80管

线钢，设计的主要化学成分如表3所示，设计的关键

轧制工艺控制参数如表4所示 .根据GB/T 21237—

2007石油天然气输送管用宽厚钢板国家标准，17~

图8　终轧温度前馈量随合金成分变化

Fig. 8　Variation of feedforward amount of final rolling 
temperature with alloy composition

（a）—碳元素； （b）—硅元素； （c）—锰元素 .

图7　GWO算法优化流程和优化结果

Fig. 7　GWO algorithm optimization process and 
optimization results

（a）—GWO算法优化流程； （b）—抗拉强度； （c）—屈服强度.
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20 mm规格的 X80管线钢的性能要求如表 5所示 . 如图 9 所示，在构建融合深度学习与大数据

分析的轧制前馈控制策略时，整个流程可分为离

线阶段与在线阶段两部分 . 离线阶段首先依据钢

种对现场生产数据进行分类与整理，随后开展数

据分析并利用深度学习模型识别与建模关键影

响因子，为前馈控制量的计算提供依据 . 在线阶

段则基于实时采集的生产数据，调用离线阶段得

到的影响因子模型，动态计算相应的前馈补偿

量，从而实现对轧制过程的实时调节 .

以下是离线阶段的计算内容，通过正态分布

（图 10）对 17~20 mm 规格的 X80 管线钢的机械性

能进行分析，实际屈服强度、抗拉强度均符合标

准要求，且屈服强度与抗拉强度的相关系数为

0.72，具有良好相关性，因此选取屈服强度和抗拉

强度作为机械性能调整目标 .

根据策略计算化学成分（C，Si，Mn，Mo，V，

Ni）分别与屈服强度和抗拉强度的相关性，相关

系数如表 6 所示 .

通过表 6 的相关系数计算组合相关系数，确

定化学成分与机械性能的组合相关系数，如表 7

所示 . 根据表 7 确定 3 个主要影响性能波动的化

学成分（C，Si，Mn）.

计算轧制工艺参数（开轧温度、二次开轧温

度、二次开轧厚度、终轧温度）分别与屈服强度、

抗拉强度的相关性，相关系数如表 8 所示 .

通过表 8的相关系数计算组合相关系数，确定

轧制工艺参数与机械性能的组合相关系数如表 9

表3　17~20 mm规格的X80管线钢主要合金成分
Table 3　Main alloy compositions of 17~20 mm 

thick X80 pipeline steel 

达到程度

目标

下限

上限

质量分数/%

C

0. 05

0. 04

0. 06

Si

0. 19

0. 16

0. 24

Mn

1. 60

1. 50

1. 65

Mo

0. 12

0. 15

0. 10

V

—

—

0. 01

Ni

0. 20

0. 23

0. 18

表4　17~20 mm规格的X80管线钢关键轧制工艺控制参数
Table 4　Key rolling process control parameters for 

17~20 mm thick X80 pipeline steel 
达到

程度

目标

下限

上限

除鳞压

力/MPa

20

18

22

开轧温

度/℃

1 030

980

1 080

中间坯厚

度/mm

90

60

120

二次开轧

温度/℃

950

920

980

终轧温

度/℃

750

720

780

表5　17~20 mm规格的X80管线钢国家标准性能指标
Table 5　Performance indicatorson national standard of 17~20 mm thick X80 pipeline steel 

达到程度

下限

上限

屈服强度/MPa

555

690

抗拉强度/MPa

625

825

伸长率/%

22

—

落锤撕裂试验（-15 ℃）

剪切面积百分数/%

90

—

180°冷弯试验 b=2a

（横向）

—

合格

注：b为试样宽度；a为试样厚度 .

图10　17~20 mm规格的X80管线钢的机械性能正态分布

Fig. 10　Normal distribution of mechanical properties 
for 17~20 mm thick X80 pipeline steel

（a）—抗拉强度； （b）—屈服强度 .

图9　前馈控制策略实施流程图

Fig. 9　Implementation flowchart of feedforward 
control strategy
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所示 . 根据表 9 确定 1 个主要影响性能波动的轧制

工艺参数（即终轧温度）；钢板号为 B5352005000，

B5449057000，B5501236000 和 B5501435000 的

主要化学成分如表 10 所示 .

根据前文所得到的合金成分影响因子，计算

的终轧温度前馈优化量和优化后的终轧温度目

标值如表 11 所示 .

根据优化后的终轧温度目标值进行轧制，4

块钢板的性能如表 12 所示，屈服强度标准差为

9.18 MPa，抗拉强度标准差为 10.53 MPa. 统计分

析，通过采用该前馈控制方法，17~20 mm 规格的

X80 管线钢的异板性能更加稳定 .

3　结  论

1） 本文提出了基于 GWO-PSO-DNN 融合

算法与大数据分析的宽厚板机械性能前馈控制

策略：通过大数据分析精准捕捉合金成分与机械

性能、轧制工艺参数与机械性能之间的关联关系

（如碳含量与屈服强度的正相关性、终轧温度与

表7　化学成分与机械性能的组合相关系数
Table 7　Combined correlation coefficients of chemical composition with mechanical properties 

c1（C）

0. 344

c2（Si）

0. 252

c3（Mn）

0. 422

c4（Mo）

0. 130

c5（V）

0. 101

c6（Ni）

0. 048

表8　轧制工艺参数与屈服强度、抗拉强度的相关系数
Table 8　Correlation coefficients of rolling process parameters with yield strength and tensile strength 

机械性能

屈服强度（y1）

抗拉强度（y2）

相关系数

λ1（开轧温度）

0. 102

-0. 033

λ2（二次开轧温度）

-0. 101

-0. 046

λ3（二次开轧厚度）

0. 034

0. 021

λ4（终轧温度）

0. 332

0. 191

表9　轧制工艺参数与机械性能组合相关系数
Table 9　Combined correlation coefficients of rolling process parameters with mechanical properties 
d1（开轧温度）

0. 135

d2（二次开轧温度）

0. 147

d3（二次开轧厚度）

0. 055

d4（终轧温度）

0. 523

表6　化学成分与屈服强度、抗拉强度的相关系数
Table 6　Correlation coefficients of chemical composition with yield strength and tensile strength 

机械性能

屈服强度（y1）

抗拉强度（y2）

相关系数

r1（C）

0. 126

0. 218

r2（Si）

0. 080

0. 172

r3（Mn）

0. 199

0. 223

r4（Mo）

0. 054

0. 076

r5（V）

0. 081

0. 020

r6（Ni）

0. 025

0. 023

表10　4块钢板的主要化学成分
Table 10　Main chemical compositions of four 

steel plates 

钢板号

B5352005000

B5449057000

B5501236000

B5501435000

质量分数/%

C

0. 047

0. 054

0. 050

0. 053

Si

0. 17

0. 197

0. 218

0. 193

Mn

1. 57

1. 58

1. 55

1. 60

表11　终轧温度前馈优化量和终轧温度目标值
Table 11　Feedforward optimization amount and 

target value of final rolling temperature 

钢板号

B5352005000

B5449057000

B5501236000

B5501435000

前馈优化量

Δt/℃

-4. 88

2. 16

4. 13

2. 12

优化后的终

轧温度 t/℃

751. 12

760. 16

752. 13

747. 12

表12　轧后4块钢板的实际性能
Table 12　Actual properties of four steel plates after rolling 

钢板号

B5352005000

B5449057000

B5501236000

B5501435000

屈服强度/MPa

562. 45

593. 23

578. 76

584. 71

抗拉强度/MPa

688. 78

667. 09

693. 64

698. 28

伸长率/%

26. 0

24. 5

27. 5

25. 0

落锤撕裂试验（-15 ℃）

剪切面积百分数/%

95

100

100

95

180°冷弯试验

b=2a（横向）

合格

合格

合格

合格
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抗拉强度的关联），进一步结合 GWO-PSO-DNN

算法优化轧制工艺前馈量，最终实现宽厚板工艺

的在线实时前馈控制 . 实验结果表明，应用该策

略的管线钢异板的屈服强度标准差为 9.18 MPa，

抗拉强度标准差为 10.53 MPa.

2） 依托 PSO-DNN 构建的合金成分-轧制工

艺参数-机械性能非线性映射模型，通过对模型

前馈优化量求偏导求解各化学成分的影响因子

变化规律，将模型复杂的非线性关联转化为“成

分变化量与对应影响因子乘积”的可解释量化关

系，为前馈控制策略中“成分波动-工艺补偿”的

精准匹配提供核心技术支撑，提升成分波动下的

工艺调整精度 .
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