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摘   要： 连铸在钢铁生产流程中处于中间环节，既是炼钢工序的终点，又为后续轧制过程提供必要的条

件与支撑，发挥着承上启下的作用 . 各工艺参数与铸坯质量之间存在复杂的非线性关系，传统建模与分析方

法难以满足高质量生产的需求 . 近年来，人工智能技术在连铸的质量预测、异常识别、生产监测、工艺优化及

质量检测等环节得到广泛应用，有效提升了生产效率和铸坯质量 . 本文总结了人工智能在连铸领域的应用，

并从面向人工智能的工业系统与生成式人工智能技术的角度，展望了其在连铸领域的发展前景，为新一代信

息技术在钢铁领域的研究与应用提供参考 .
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Abstract： Continuous casting occupies an intermediate position in the steel production process.  
It serves as the final stage of steelmaking and provides necessary conditions and support for the 
subsequent rolling process， playing a connecting role.  A complex nonlinear relationship exists 
between process parameters and the quality of cast products， which makes it difficult for 
traditional modeling and analysis methods to meet the demand of high-quality production.  In 
recent years， artificial intelligence technologies have been widely applied in continuous casting， 
including quality prediction， anomaly identification， production monitoring， process 
optimization， and quality inspection， by which production efficiency and the quality of cast 
products are effectively improved.  The applications of artificial intelligence in the continuous 
casting field were summarized in this paper， and its development prospects in the continuous 
casting field were forecasted from the perspectives of artificial intelligence-oriented industrial 
systems and generative artificial intelligence technologies， providing a reference for the research 
and application of new-generation information technologies in the steel field.
Key words： continuous casting； artificial intelligence； machine learning； quality prediction； 
process optimization； computer vision

钢铁工业是规模庞大且工艺复杂的现代流

程工业，具有生产流程长、自动化程度高和质量

要求严苛的特点［1］. 连铸在整个钢铁生产中起到

承上启下的作用，对钢铁生产的质量和效率都有

着至关重要的影响 . 连铸过程中，高温钢液在结

晶器内凝固形成初生坯壳，随后进入二冷区进一
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步冷却，从而实现铸坯的连续生产 . 相较于模铸，

连铸具有成材率高、成本低等优势 . 经过近三十

年的发展，中国的连铸比已由 20 世纪 90 年代的

25.07% 提升至 99% 以上［2］.

铸坯质量缺陷主要包括表面和内部缺陷，如

表面裂纹、中心裂纹和中心偏析等，这些缺陷通

常源于生产工艺参数与钢种特性的不匹配［3］. 传

统方法通过数值模拟和小规模实验以分析生产

工艺对产品质量的影响，并针对特定钢种构建数

学模型以确立临界工艺条件［4］. 然而，连铸过程工

艺参数众多，且参数之间存在复杂的非线性关

系，加之高温钢液与铸坯的物化性质难以直接测

量，传统分析与建模方法面临严峻挑战 . 同时，数

值模拟的简化假设也限制了模型准确性 . 此外，

随着市场需求变化，钢铁生产正由大规模批量向

多品种小批量转型，进一步凸显了传统连铸质量

控制方法的局限性 .

连铸过程具有典型的“黑箱”特征，其凝固状

态与组织性能难以直接观测；加之铸坯处于高温

状态，难以实施在线质量检测，导致质量信息严

重滞后 . 由此产生的过程“不确定性”，已成为制

约连铸生产效率与质量的关键因素 . 此外，现有

铸坯质量检测主要依赖人工操作，易受经验与主

观判断制约，不仅难以保障结果的一致性，更无

法客观表征铸坯的真实质量状况，从而进一步加

剧了连铸过程中的“不确定性”. 因此，钢材质量

检测亟须智能化与精准化［5- 6］.

近年来，深度学习等新一代人工智能技术发

展迅速，不仅在计算机视觉和自然语言处理领域

取得突破［7-9］，也在生物学［10］、数学［11］等跨学科应

用中取得显著进展 . 此类数据驱动建模方法能够

从数据中提取知识，并有效处理高维非线性问

题，为解决钢铁生产各环节中的“不确定性”提供

了新途径［12-15］. 本文通过综述近年来连铸领域人

工智能技术的研究与应用，系统分析了其在质量

预测、过程监控、工艺优化及质量检测中的作用，

为进一步推动相关技术的应用与发展提供参考 .

1　连铸质量预测与异常识别

铸坯裂纹、偏析等质量缺陷是连铸生产长期

面临的挑战，近年来逐渐兴起的热装热送、连铸

连轧等新工艺也对铸坯质量提出了更高要求 . 此

外，连铸拉速的不断提升也为连铸生产的安全性

与稳定性带来了更严苛的挑战 . 因此，实时监控

生产状态、精准预测典型缺陷并动态调整工艺参

数，已成为保障产品质量和满足高效稳定生产需

求的必然选择 .

1. 1　基于专家系统的铸坯质量判定

对生产过程进行实时监控与质量预测，是人

工智能技术在连铸领域的重点应用方向 . 作为早

期人工智能的重要分支，专家系统通过将专家知

识、操作经验及机理模型转化为计算机可执行的

规则库与推理机制，构建了一种决策过程透明、

可解释，且每一步均有明确知识支撑的智能系

统 . 自 20 世纪末起，基于专家系统构建的连铸坯

质量判定系统在连铸技术的发展中发挥了重要

作用 . 这一时期，该领域主要由国外钢铁企业所

主导，开发了多种较为完善的质量判定系统，如

奥 钢 联 公 司 的 计 算 机 辅 助 质 量 控 制（computer 

assistant quality control，CAQC）系统和德马克公

司的质量评估专家系统（XQE）［16］.CAQC 系统通

过对比实际工艺参数与冶金准则，评估连铸坯质

量并提供处理建议 .XQE 系统则开始引入神经网

络等智能算法，具备了一定的自学习能力 .此外，由

英 国 钢 铁 公 司 开 发 的 结 晶 器 热 监 控（mold 

thermal monitoring，MTM）系统，通过分析结晶器

铜板热电偶的温度场，实现了对漏钢事故和部分

表面缺陷的预报［17］. 这些系统在国外取得了显著

成效，并被引入国内多家钢厂 . 然而，由于系统封

闭、维护成本高以及对国内钢种、规格支持不足

等问题，这些专家系统在国内的实际应用效果

有限［18］.

近年来，随着国内钢铁工业的迅猛发展，中

国科研机构和企业开始了国产化自主研发的探

索与实践 . 中冶连铸公司研发的铸坯质量判定系

统（quality estimation system，QES）于 2009 年在莱

芜钢铁集团有限公司成功上线，实现了国内同类

系统在工业应用上的突破，该系统将质量相关的

工艺参数与冶金知识库的标准值比对，以判定铸

坯质量等级［18］. 钢铁研究总院开发的智能化铸坯

质量在线判定系统，采用“铸坯切片”精细建模，

并结合云平台与移动终端，实现远程专家支持，

为智能化升级奠定基础［19］. 中冶赛迪公司研发的

基于规则的铸坯质量在线预测系统通过全界面

化的规则编辑器，实现了专家经验的快速程序化

转换，在某钢厂的实际应用中，达到了 90.2% 的预

测准确率［20］.

尽管在实践中取得了成功，但专家系统仍存

在固有局限：系统性能高度依赖于初始知识库的
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完整性与准确性，难以应对知识库未覆盖的复杂

工况［21］；且因依赖人工构建规则，无法从持续积

累的生产数据中自演进、自优化 .

1. 2　基于数据驱动的连铸质量预测

随着数据采集与计算能力的进步，数据驱动

方法在连铸过程决策中逐渐受到关注 . 与传统方

法相比，此类方法通过挖掘历史数据中的复杂模

式，为质量预测和过程监控提供了更高的精度与

适应性［22］.

连铸坯的质量缺陷主要包括内部缺陷（如中

心偏析、内部裂纹）和表面缺陷（如表面裂纹、夹

渣）. 针对连铸坯中心偏析的预测问题，Nieto 等［23］

提出以连续性因子（continuity factor）和平均宽度

（average width）作为偏析严重程度的指标，并基

于 多 元 自 适 应 回 归 样 条（multivariate adaptive 

regression splines，MARS）方法构建了预测模型 .

该模型量化了关键物理化学参数的影响，对连续

性因子和平均宽度的预测决定系数（R²）分别达

到 0.93 和 0.95. 随后，进一步提出了一种支持向量

机（support vector machines，SVM）与粒子群优化

（particle swarm optimization，PSO）的混合算法，

通过优化核函数参数进一步提升回归精度，其对

连 续 性 因 子 和 平 均 宽 度 的 预 测 R²分 别 提 升 至

0.98 和 0.97［24］. 此外，Zou 等［25］提出使用碳偏析指

数（carbon segregation index）作为中心碳偏析的

量化指标，并建立了基于正则化极限学习机的预

测模型，该模型误差限在±0.03 和±0.025 内分别实

现了 94% 和 89% 的预测准确率 . 除中心偏析外，

内部裂纹也是连铸生产中亟须关注的关键质量

缺陷 .Zou 等［26］基于主成分分析与深度神经网络

（deep neural network，DNN）建立了用于预测连铸

坯内部裂纹的模型，通过降维处理提升了模型的

稳定性，并达到了 92.2% 的预测准确率，为连铸生

产提供了参考 .

在铸坯表面质量缺陷的预测方面，Takalo-

Mattila 等［27］提出了一种基于梯度提升树的钢材

质 量 预 测 系 统 ，并 结 合 SHapley Additive 

exPlanations（SHAP）方法揭示关键工艺参数对缺

陷形成的影响，该模型仅将约 10% 的钢坯产品标

记为潜在缺陷风险，即可识别出超过 50% 的实际

缺陷产品 . 针对连铸中的夹渣问题，如图 1 所示，

Ji 等［28］利用优化的 XGBoost 模型开展了缺陷预

测 与 特 征 分 析 ，取 得 了 良 好 的 预 测 效 果（AUC

（area under curve）为 0.811、准确率为 75.6%）；在

特征分析中，识别出振荡频率、内弧弧度、拉速、

板坯宽度及结晶器保护渣等关键影响因素，并利

用 SHAP 方法进一步揭示了其作用机制 . 徐李军

等［29］针对连铸坯表面夹渣缺陷，基于全流程数据

匹配与机器学习，开发并应用了一套质量分析与

监控系统，实现了 99.95% 的准确率、0.02% 的误

报率和 35.41% 的漏报率 . 针对连铸坯常见的表面

裂纹缺陷，Varfolomeev 等［30］采用随机森林模型建

立了板坯纵裂、横裂及边裂的概率预测模型，并

对 300 余项相关工艺参数的重要性进行了系统分

析；模型在测试集上分别取得了 0.864（纵裂）、

0.852（横裂）和 0.775（边裂）的 AUC 值，显示出良

好的分类性能与缺陷区分能力 .Hore 等［31］基于人

工神经网络构建了连铸过程缺陷预测模型，系统

分析了化学成分、过热度及浇铸速度等因素对结

晶器保护渣消耗、冶金长度等关键指标的影响，

并 评 估 了 其 对 裂 纹 缺 陷 发 生 概 率 的 影 响 .Liu

等［32］采用贝叶斯优化的 XGBoost 模型预测连铸

板坯纵向裂纹，准确率达到 96.73%，并结合基尼

系数与 SHAP 分析识别出石灰石、电石和结晶器

保护渣等关键特征，进一步确定了这些参数的有

效控制范围 .

图1　XGBoost模型建立流程图[28]

Fig. 1　Flowchart of XGBoost model establishment[28]
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除了对连铸工艺参数与铸坯缺陷的关系进

行建模研究外，近年来的工作还开始关注连铸-
轧制全流程的关键指标预测 .Li 等［33］基于连铸、

冷却和热轧工艺数据，构建了一个端到端的集成

学 习 预 测 系 统 ，并 在 工 业 数 据 测 试 中 达 到 了

0.550 的 R2和 2.86% 的误差百分比，实现了对钢材

最终力学性能的有效预测 .Boto 等［34］针对微合金

钢的生产优化开展了数据驱动建模研究，结合特

征选择与集成回归方法，分别构建了精炼、连铸

与热轧过程的关键性能指标预测模型，以实现对

最终产品表面及次表面缺陷的有效控制 .

铸坯质量预测面临显著的数据不平衡挑战，

表现为合格样本占据主导，而缺陷样本极度匮

乏［35］. 这种数据不均衡会导致机器学习模型在训

练过程中更倾向于预测“合格”类别，从而降低对

缺陷样本的识别能力，影响预测系统的准确性和

可靠性 .Mehdiyev 等［36］提出了一种基于深度学习

的框架，用于从连铸机的传感器数据中提取时间

序列特征并预测板坯的表面质量，同时通过引入

代价敏感型学习方法来应对数据不平衡问题，显

著提升了模型对表面裂纹等缺陷的预测能力 .Ye

等［37］提出了基于多工艺参数的加权随机森林模

型，通过对决策树结果加权来提升模型对缺陷样

本的识别能力，并在实际生产数据中验证了其有

效性 .Ning 等［38］提出了一种结合对比学习预训练

任务与双流神经网络结构的方法，其对少数类缺

陷样本的识别能力显著增强，召回率较传统机器

学习方法提升至少 45.5%；同时，结合可解释性分

析显著提升了模型的可信度与透明度 .

基于机器学习与深度学习的连铸质量预测，

在铸坯缺陷的预测中表现出较高的精度，并有效

揭示了关键工艺参数的影响规律 . 然而，数据不

平衡、样本稀缺以及模型泛化能力不足仍是制约

其工程化应用的主要瓶颈 .

1. 3　异常事件预测与识别

在连铸生产过程中，除需对连铸坯的质量缺

陷进行精确预测外，还必须对生产过程进行实时

监测，以确保运行的安全性与稳定性 . 特别是在

结晶器区域，异常事件（如漏钢、水口堵塞等）若

不能被及时识别，将直接导致生产中断甚至设备

损坏 .

漏钢是连铸中最严重的生产事故之一，在各

类漏钢事故中，黏结漏钢发生频率最高，其占比

可达 70%~80%［39］. 早期研究主要基于热电偶温度

数据或摩擦信号构建模型，旨在捕捉典型的漏钢

信号模式 .Wang 等［40］提出利用结晶器摩擦力作

为关键监测参数，并结合人工神经网络模型进行

分析，在漏钢等异常事件发生前给出预警 . 赵琦

等［41］提出了一种改进的神经网络漏钢预报模型，

提升了模型在复杂温度模式下的自适应性和分

类精度，对两类典型黏结漏钢温度模式的预报准

确率分别达到 95.6% 和 97.8%. 张本国等［42］构建

了改进的 BP 神经网络，并将其应用于连铸过程

中的漏钢预报系统，在某钢厂实际数据测试中实

现了 96.15% 的预报准确率和 100% 的正确报出

率，验证了该方法的有效性 .Tirian 等［43］提出了一

种基于神经网络的坯壳裂纹检测模型，如图 2 所

示，通过结合单点温度变化与空间分布特征，实

现对结晶器内漏钢相关裂纹的实时识别，有效降

低了漏钢的误报率，并将其集成到铸机自适应控

制系统中，显著提升了连铸过程的智能化与稳定

性 .He 等［44］提出了一种神经网络与逻辑规则相结

合的混合模型，利用神经网络识别单点温度时序

波形，再结合黏结扩展的物理机理构建空间逻辑

判断，从而实现高检测率与低误报，在现场测试

中实现了 100% 的漏钢检出率和 0.136 5% 次/炉

的误报频率 . 王荣荣等［45］通过剖析黏结裂口的扩

展方式和黏结漏钢的形成机理，提出了一种 GA-
BP 神经网络的黏结漏钢预报模型，该模型在测试

样本上实现了 100% 的正确报出率和 97.56% 的

预报准确率 . 漏钢事故属于典型的低频事件，相

关样本极为稀缺，这使得在小样本条件下构建高

精度模型成为一大挑战 . 针对这一问题，王葛

等［46］将 SVM 应用于黏结漏钢识别任务，充分利

用 SVM 在小样本学习中的优势，并结合遗传算

法（genetic algorithm，GA）对模型参数进行优化，

显著提升了模型的预报性能，得到了 98.33% 的预

报准确率和 100% 的正确报出率 . 方一鸣等［47-48］

提 出 结 合 主 动 学 习 与 模 拟 退 火 算 法 改 进 GA-
SVM 模型，分别取得了 100% 的漏钢报出率和

98.8% 的预报准确率 . 文献［49-50］结合动态时间

规整与聚类算法，构建了无需人工调参的机器学

习预报方法，通过捕捉结晶器铜板温度的时空特

征，显著降低了误报率；此外，还提出了一种结合

特征降维与 K-means 聚类的漏钢预测方法，通过

提取表征温度变化趋势的典型特征向量实现在

线预警，在保持 100% 真实漏钢报警率的同时将

误报数从 555 次降至 217 次［51］.

除了热电偶测温，光纤和超声波等新型传感

技术也被应用于结晶器［52-53］. 在此基础上，得益于
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传感与成像技术的整体进步，视觉特征正逐步被

引入漏钢预测 .Liu 等［54］提出基于结晶器温度速

率热图的计算机视觉方法，提取温升速率、几何

形态和传播速度等特征，构建神经网络预测模

型，实现了 83.3% 的准确率和仅 0.05% 的误报率 .

Faizullin 等［55］利用光纤传感器采集结晶器温度热

图 ，并 基 于 卷 积 神 经 网 络（convolutional neural 

network，CNN）构建黏结检测系统，在不漏检的

前提下将误报率降低了 47%，有效减少了停机和

产量损失 .Wang 等［56］则通过结晶器铜板温度场

的可视化提取几何与运动特征，并结合生成对抗

网络，实现对真实与虚假信号的精准区分，准确

率达 93%.Wang 等［39，57-58］将热电偶采集的一维时

序温度信号重构为二维热像图，如图 3 所示，从而

把复杂的工业过程监控问题转化为图像识别问

题，并分别基于 CNN 和机器学习模型实现了对漏

钢前兆特征的高精度识别 . 保护渣对钢液在初始

凝固阶段的凝固行为具有关键影响，其分布不均

或性能不佳，会导致非规则或不均匀的初始凝

固 ，进 而 引 发 表 面 质 量 缺 陷 和 黏 结 报 警［59- 60］.

Scarabelli 等［61］利用超声波传感器实时监测结晶

器保护渣厚度，并通过智能调控自动喂料量，使

铸坯表面缺陷减少 75%，成品因夹渣相关裂纹导

致的废品率降低 50%.

除漏钢预测之外，机器学习算法也被应用于

其他异常监控场景 . 针对连铸水口堵塞问题，

Vannucci 等［62］提出一种融合自组织映射与模糊

逻辑的新型二元分类方法，能够在高噪声背景下

保证对堵塞事件的高检出率 .Wang 等［63］通过构建

基于长短期记忆（long short-term memory，LSTM）

网络的时间序列模型，综合分析钢水化学成分与

实际工况，定量化预测堵塞指数，为不同钢种的

生产过程提供了可量化的监控手段 .Diniz 等［64］提

出基于 DNN 的堵塞检测方法，通过引入时空分

析模型，实现了接近 99% 的召回率和 98% 的精确

率，在高度不平衡的工业数据中显著降低了误报

率与漏报率 .Kuthe 等［65］将钢水化学成分与历史

水口状态相结合，基于 LSTM 网络模型和自适应

图2　连铸坯壳裂纹检测神经网络架构[43]

Fig. 2　Neural network architecture for continuous casting shell crack detection[43]

5



东北大学学报(自然科学版) 第 47 卷

神经模糊推理系统，实现了浇铸前 20~25 min 的

可铸造性预测，使操作人员能够提前采取预防措

施，减少非计划停机 . 连铸结晶器的液面波动行

为直接决定了铸坯的最终质量与生产的稳定性，

对液面波动的监测与预测也是人工智能应用的

重要方向 . 为解决薄板坯连铸中大规模结晶器液

面波动问题，Roy 等［66］通过数据挖掘方法系统识

别出关键诱因，为液面波动的精准预测与防控提

供了理论依据 . 文献［67-69］开展了一系列研究，

通过深入分析结晶器液面波动信号的内在结构

和特性，提升了波动行为的预测精度与模型稳定

性 .He 等［70］指出结晶器液面波动是由众多连铸生

产工艺参数共同驱动的综合结果，并构建了基于

GA-CNN 的预测模型，不仅实现了对液面波动的

精确预测（R2 高达 0.98），还利用 SHAP 定量地揭

示了不同工艺参数对液面波动幅值的影响程度 .

总体而言，基于机器学习与深度学习的异常

事件预测与识别方法在连铸过程监测中表现出

显著优势，在漏钢、水口堵塞及液面波动等关键

异常的早期识别方面取得了重要进展，为连铸过

程监控和异常分析提供了新的技术路径 .

2　连铸凝固过程监测与工艺优化

随着人工智能技术的迅速发展，深度学习与

智能优化算法正逐渐成为连铸过程建模与工艺

优化的重要工具 . 通过引入深度学习算法，可在

不依赖完整多场耦合机理模型的前提下，对连铸

过程中的复杂凝固行为进行快速预测；进一步结

合智能优化算法，可实现多约束条件下工艺参数

的智能调控，从而提升连铸过程的稳定性和智能

化水平 .

2. 1　基于深度学习的凝固过程监测

连铸凝固过程是一个多物理现象相互耦合

的复杂体系，同时涉及磁场、流场、温度场、凝固

场、应力场与溶质场，是典型的多物理场耦合问

题，给建模与求解带来了显著挑战 . 多物理场耦

合问题的求解主要依赖实验法、解析法、半解析

图3　结晶器铜板上热电偶的部署和可视化热成像[39]

Fig. 3　Deployment of thermocouples on mold copper plate and visualized thermography[39]
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法及数值法 . 其中，实验法虽为理论与模拟的重

要基础，但受制于成本与精度；解析与半解析法

仅适用于简化模型 . 相比之下，数值法凭借良好

的通用性与对复杂偏微分方程组的离散求解能

力，已成为研究复杂耦合系统的主流手段 . 然而，

尽管其精度较高，但计算过程往往耗时且资源需

求 大 ，难 以 满 足 连 铸 过 程 在 线 控 制 所 需 的 实

时性［71］.

早期连铸凝固过程监测主要依赖机理模型

与稀疏传感［72-75］：基于结晶器铜板热电偶、红外

测温与少量在线信号，通过有限差分或有限元等

数值方法求解传热-凝固方程，并在此基础上计

算凝固坯壳厚度与铸流温度场分布 . 这类方法具

有可解释性强、与冶金机理一致等优势，但高度

依赖边界条件和热物性参数的精确设定 . 为解决

铸坯与结晶器之间界面传热系数难测量的问题，

Wang 等［76］将神经网络与反问题模型相结合，通

过训练神经网络建立温度与热阻的映射关系，取

代了耗时的迭代计算，实现了连铸过程中界面热

阻、热流分布和凝固坯壳厚度的快速精准预测 .

文献［77-78］针对连铸传热模型中二冷区换热系

数及有效导热系数不易确定的问题，提出采用混

沌 PSO 算法结合坯壳厚度与表面温度测量数据

进行参数反演优化，识别二冷换热系数和有效导

热系数，优化后的铸坯计算温度与实测温度偏差

小于 13 ℃. Luo 等［79］针对测温数据中存在大扰动

导致换热系数估计精度下降的问题，提出将高斯

核函数与 PSO 优化算法相结合并进行换热系数

反演，以提高传热模型的精度与稳健性 . 除对外

部换热边界条件的建模外，Jiang 等［80］利用神经网

络模型建立了连铸工艺参数与板坯冷却速率之

间的关系，并用于二次枝晶臂间距的计算，为从

工艺参数直接评估凝固组织特征提供了数据驱

动途径 .

近年来，研究者开始将深度学习技术用于连

铸监测，以实现在线的连铸凝固过程分析 .Dong

等［81］提出一种结合机理模型与数据模型的混合

建模方法，通过引入物理信息神经网络框架，将

热传导偏微分方程作为网络约束，实现对中间包

内钢水温度的准确预测，并在线可视化温度场变

化，结果表明，该模型的误差约为 2.1 K，相较于纯

机理模型和纯数据驱动模型具有更高的精度 . 对

连铸温度场进行监测，是避免铸坯内部裂纹、缩

孔等缺陷，并保证拉速稳定和生产顺行的关键 .

He 等［82］提出了一种基于 DNN 的多任务学习框

架，结合数值模拟数据和 SHAP 可解释性分析，能

够同时预测板坯不同区域的温度场，量化各工艺

参数的重要性，并以可视化的方式展示特征贡献

度，模型平均预测准确率达 96.48%. Lee 等［83］提

出了一种融合空间与时间序列特征的深度学习模

型，如图 4 所示，该模型通过联合建模连铸过程中

的稳态与瞬态热传输特性，实现了铸坯温度分布

的高精度实时预测，最优预测误差仅为 6.84 ℃，

在提升预测精度的同时保持了较高的计算效率，

表现出良好的工业应用潜力 . Koric 等［84］针对钢

液凝固过程中复杂的多物理场非线性热-力耦合

问题，构建多物理场数值模型以生成训练与测试

数据，并利用序列深度学习模型实现了固液相转

变过程中温度场与应力场的瞬时预测 .Kushwaha

等［85］将 深 度 算 子 网 络（deep operator network， 

DeepONet）应用于连铸过程的多物理场预测，利

用钢液凝固热-力学模型生成训练数据，在不同

载荷历史、工艺参数及几何条件下，实现了对整

个凝固区域完整温度场与应力场的高效预测，并

在温度场与应力场预测中分别取得了 0.998 和

0.953 的预测系数 . 连铸坯内部热-力行为是裂纹

和鼓肚等缺陷的根源，但其温度场和应力场难以

直接表征 . 徐华敏等［71］提出基于自注意力条件生

成对抗网络的应变场实时预测方法，实现工艺参

数到应变分布的快速精准映射，模型计算效率相

较于有限元法提升了 2 个数量级，为凝固末端压

下优化与缺陷防控提供了关键决策依据 .

基于深度学习的模型在温度场、应力场及应

变场的快速预测方面展现出显著优势，既提升了

计算效率，又与机理驱动的数值模拟保持了较高

的一致性 . 然而，此类方法目前仍面临数据样本

匮乏、模型泛化能力有限以及缺乏物理规律约束

等挑战 .

2. 2　基于人工智能的连铸工艺优化与决策

连铸过程工序耦合紧密，工艺参数对裂纹、

偏析等冶金质量具有决定性影响 . 因此，在连铸

质量控制中，除了对质量问题进行及时识别与预

测外，更关键的是通过工艺参数优化给出可行的

调控方案，以实现质量的改善和成本的降低 . 传

统连铸工艺优化主要依赖专家经验和机理模型，

在工况复杂、变量众多的情况下，往往难以实现

全局最优［86-87］. 同时，连铸过程信息高度非线性且

约束条件复杂，传统凸优化方法由于依赖可微目

标函数和连续解空间，难以在实际生产条件下快

速进行有效决策［88］. 在此背景下，智能优化算法
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被引入连铸工艺优化研究，用于实现工艺参数的

高效与灵活优化 .

早期的连铸工艺优化多采用传热-凝固模型

与智能优化算法相结合的策略，通过数值模拟与

优化算法实现多目标工艺调节 . 郑忠等［89］将遗传

算法与传热模型及冶金准则结合，实现二冷区水

量的多目标优化，在保证铸坯质量的同时可节约

2% 的水量 . 纪振平等［90］将混沌蚁群算法与二维

凝固传热模型结合，用于二冷区多目标参数优

化，通过混沌扰动提升了参数的搜索效率，显著

加快收敛速度并改善铸坯内部质量 .Zhai 等［91］在

传热模型基础上改进遗传算法，通过动态编码和

自适应变异优化二冷区水量分布，实现水量自适

应调节，不仅降低约 2% 的水耗，还改善了表面冷

却速率和铸坯均匀性 .Mauder 等［92］结合二维温度

场数值模型与萤火虫算法对二冷区工艺参数进

行优化，实现了对铸坯表面及内部温度的精准调

控，进而在保障高生产率的同时显著提升了钢坯

质量 .Brezocnik 等［93］利用多元线性回归与遗传编

程对连铸工艺参数与钢坯温度、组织性能的关系

进行建模，通过分析化学成分、冷却水温差及铸

造温度等因素对力学性能的影响并优化冷却系

统，该改进使 6 个钢种在轧态下抗拉强度获得显

著提升 .Yang 等［94］依据连铸传热模型提出了基于

数字孪生的工艺优化控制系统，将二冷区冷却与末

端电磁搅拌协调优化，并结合混沌粒子群算法进行

动态调控，使铸坯宏观偏析超标比例从11%降低至

3.3%. 在这一阶段，工艺参数可以通过智能优化算

法自适应地寻求最优解，但由于算法迭代计算以及

温度场等数值模型计算耗时，这类方法仍主要用于

离线优化，难以实现真正的在线闭环控制 .

近期的研究开始将深度学习代理模型引入

连铸工艺优化，实现对温度场等目标的快速预测

与 工 艺 参 数 的 在 线 调 节 . Miriyala 等［95］提 出

TRANSFORM-ANN 算 法 ，结 合 代 理 模 型 与

NSGA-II 多目标优化，显著加快计算速度，实现

连铸过程的高效在线优化 .Lu 等［96］基于深度学习

构建了一种实时预测（real-time prediction，ReP）

模型，可在毫秒级内完成温度场预测，并结合贝

叶斯优化实现连铸工艺参数的在线自适应调节，

如图 5 所示，有效提高了连铸温度计算精度和智

能决策能力 .Song 等［97］提出了一种基于多模态深

度学习的连铸温度控制方法，通过融合 CNN 与

DNN 结构对温度场图像和工艺参数进行建模，达

到了 97% 的预测准确率，实现了温度场的快速预

测与冷却水分配的优化控制，显著提高了温度预

测精度与计算效率 .Wang 等［98］提出了一种融合

机器学习与改进粒子群优化算法的智能优化框

架，通过构建高精度预测模型作为目标函数，利

用优化算法搜索最优连铸工艺参数，将中碳钢连

铸坯的纵向裂纹发生率从 11.3% 降低至 1.3%，有

效提升了板坯表面质量 .

智能优化算法与传热模型的结合在多目标

工艺调节方面已取得显著成效，但受数值计算耗

时限制，仍多用于离线优化 . 近年来，研究人员通

图4　连铸温度分布预测的时空深度学习模型[83]

Fig. 4　Spatiotemporal deep learning model for continuous casting temperature distribution prediction[83]
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过引入深度学习代理模型和多模态模型，实现了

温度场的快速预测与在线自适应调节，为实时闭

环控制和智能决策提供了可行途径 .

3　连铸质量检测的人工智能应用

在传统连铸生产中，铸坯的质检主要依靠人

工目视检测，且需对铸坯进行切割、修磨等处理 .

这种方式检测效率较低，且容易受到检测人员经

验、工作时长以及现场条件等多种因素的干扰，

造成误判或漏检频发 . 因此，采用基于人工智能

的智能检测方法，可显著提升检测的准确性与稳

定性，为连铸智能化质量检测提供可靠的支撑 .

早期的人工智能在连铸坯质量检测中的应

用，多依赖人工设计特征并配合分类器进行识

别 .Ai 等［99］提出了基于 Curvelet 变换与降维的特

征提取方法，结合 SVM 对连铸坯纵向裂纹实现

在线检测，实验表明，该方法在实际生产线中的

准确率可达 91.89%.Logunova 等［100］针对连铸方

坯中的点状偏析、中心疏松、垂直裂纹和气泡等

内部缺陷，开发了一套智能化自动系统，通过信

息采集与处理、缺陷识别和数学分析，实现对连

铸坯生产过程的质量监控与决策支持 .Jin 等［101］

提出了一种基于 Relief 算法和 Adaboost-SVM 分

类器的铸件内部裂纹检测方法，通过多特征提取

与敏感特征选择，实现了高精度、高泛化性的内

部缺陷识别 . 侯自兵等［102］基于低倍图像的颜色参

数，结合神经网络模型和指数函数模型构建了碳

含量的综合预测模型，模型预测结果与电子探针

检测结果的平均相对偏差仅为 3.43%.

随着深度学习的进步，端到端的图像特征学

习与缺陷检测方法逐渐成为主流，为连铸坯智能

质量识别开辟了新的路径 .YOLO 系列算法［103］因

其端到端的架构和高推理效率，已被广泛应用于

连铸坯缺陷检测的研究与实践中 . 韩占光等［104］针

对中心缩孔、中心疏松和中心偏析等内部质量缺

陷，开发了基于深度学习的连铸坯低倍缺陷智能

图5　使用ReP模型和贝叶斯优化的二次冷却水优化示意图[96]

Fig. 5　Schematic diagram of secondary cooling water optimization using ReP model and Bayesian optimization[96]

（a）—二次冷却水优化的工作流程； （b）—原始设定、突变设定和优化设定下的坯壳厚度对比； 

（c）—相应参数下，经 ReP 模型映射得出的冶金长度差异 .
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检测系统，利用 YOLOv4 进行缺陷识别，并结合

MASK R-CNN 对缺陷进行实例分割，在生产中

可达到 96% 的准确率 .Meng 等［105］针对连铸坯角

部 小 尺 寸 裂 纹 难 以 检 测 的 问 题 ，提 出 了

YOLOv5-SFA 模型，如图 6 所示，实现了高精度、

低 延 迟 的 角 部 裂 纹 在 线 检 测 ，检 测 准 确 率 达

99.64%，单次检测耗时仅为 0.021 s. 针对铸坯表

面纵裂、结疤等缺陷，邓能辉等［106］提出了一种基

于改进 YOLOv5s 的铸坯表面缺陷检测系统，其

mAP 达到 93.6%，较原始 YOLOv5s 提升了 2.9%.

针对铸坯表面的裂纹、气孔和夹杂缺陷，成彬

等［107］基于 YOLOv5s 提出了一种分形特征检测算

法，实现了 5.4% 的平均检测精度提升 . 马智华

等［108］基于改进的 YOLOv7-Tiny 构建了连铸坯表

面缺陷检测算法，通过优化特征提取、引入注意

力机制以及改进损失函数，在将检测准确率提升

4.4% 的同时，实现了 130 帧·s-1的检测速度，能够

满足拉坯速度为 1.5 m/min 的生产现场实时检测

需求 . 吴传开等［109］在 YOLOv8 的基础上引入多尺

度池化与 SE-EMA 注意力机制，在保障实时性的

同时，将板坯缺陷的 mAP@50 检测精度提升至

99.33%，为后续热轧流程提供了有效支撑 .

除了 YOLO 系列，研究者还探索了其他深度

学习方法以提升复杂缺陷识别精度 .Zhao 等［110］

建立了一种基于双目成像与深度学习的改进型

三维激光扫描系统，该系统利用高分辨率 CCD

相机采集图像，通过三维区域定位和两步深度

神经网络，实现连铸坯表面缺陷的识别与轮廓

分割，显著提升了检测精度与实时性 . 高琦等［111］

针对铸坯缺陷样本稀缺的问题，提出了一种高

频凸显分频生成对抗网络模型，利用无监督学

习从正常铸坯图像中建模特征，并通过重建误

差识别异常区域，实现了高达 99.56% 的检测准

确率 .

随着深度学习的发展，端到端的特征学习与

检测框架逐渐取代了传统依赖人工设计特征的

检测方法，克服了特征提取依赖经验、难以适应

复杂缺陷模式的局限，显著提升了连铸坯缺陷检

测的精度和实时性，为智能化质量监控提供了可

靠支撑 .

4　结  语

尽管人工智能技术在连铸质量预测、过程监

测与工艺优化等方面已展现出巨大的潜力，但其

在工业化应用过程中仍面临诸多挑战，亟须在数

据管理、模型构建与系统集成等层面持续探索与

突破 .

4. 1　挑  战

1） 数据不平衡导致的模型能力不足 . 连铸过

程中异常样本占比极低，易导致模型学习偏差，

降低模型对异常情况与质量缺陷的识别能力 . 常

图6　基于YOLOv5-SFA的连铸坯角部裂纹检测模型[105]

Fig. 6　YOLOv5-SFA-based continuous casting corner crack detection model[105]
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用的欠采样、过采样等数据增强方法虽可缓解不

平衡问题，但效果有限 . 未来研究需针对工业场

景开发更具针对性的算法，通过小样本学习与对

比学习等方法，提升模型对稀缺数据的敏感性与

泛化能力 .

2） 在线工艺优化的实时性与可靠性不足 . 在

线工艺优化要求模型能够快速响应生产过程中

出现的动态变化 . 然而，现有优化算法普遍存在

收敛速度慢、易陷入局部最优等问题 . 此外，由于

优化过程依赖于预测模型，其结果可能在模型误

差作用下偏离真实物理规律，从而导致“理论上

最优、实际中失效”的现象 . 未来应探索基于强化

学习与自适应优化的在线决策方法，提高优化策

略的时效性与稳健性 .

3） 质量检测数据稀缺与标注成本高 . 连铸缺

陷检测依赖大量高质量图像样本，但实际生产中

缺陷样本稀缺且标注成本高，限制了深度学习模

型的应用 . 为应对这一挑战，可利用迁移学习对

现有基础模型进行微调，从而在有限数据条件下

实现高效且准确的缺陷检测 . 同时，建立行业共

享的数据资源平台，将为模型优化与相关研究的

持续发展提供有力支撑 .

4） 缺少有效的基准数据集 . 目前连铸领域缺

乏用于机器学习模型评估的基准数据集，使得不

同模型的性能难以进行公平、可重复的对比与评

估 . 这不仅限制了模型间的客观比较，也阻碍了

方法优化与技术推广 . 未来研究亟须建立公开、

标准化的基准测试数据集和评价体系，为模型能

力评估和工业应用提供可靠参考 .

4. 2　展  望

1） 面向 AI 的工业系统构建 . 现有连铸信息

管理系统多沿用传统工业架构，其设计目标未充

分考虑智能化应用需求，导致数据流转与 AI 模型

的适配性不足 . 未来应构建 AI 原生的工业系统，

通过信息技术（information technology，IT）与操作

技术（operational technology，OT）的深度融合，形

成以数据为核心的智能化体系，从系统层面支撑

AI 驱动的决策与优化 .

2） 面 向 知 识 增 强 与 大 模 型 的 融 合 应 用 .

大语言模型虽已取得长足发展，但在工业领域

的知识理解与推理能力依然有限，难以直接应

对专业化、低容错的连铸生产场景 . 通过引入检

索 增 强 生 成（retrieval-augmented generation，

RAG）与 Agent 机制，可将领域知识与大模型深

度融合，提升大模型的专业理解与决策能力，为

构建面向连铸全流程的工业智能决策框架提供

支撑 .
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