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摘要

G蛋白偶联受体（GPCR）在多种生理过程中发挥着关键作用，是新药发现的重要靶标。然而，传统的
GPCR配体发现方法需要投入大量的时间和资源。人工智能方法的出现为GPCR配体的识别和优化提供
了有利的工具，改变了GPCR配体发现的研究方式。本文从数据资源、数据描述、模型设计等方面介绍了
如何利用人工智能方法构建GPCR配体发现模型，并分析了人工智能方法在GPCR药物领域的应用；提
出了一种基于人工智能方法整合多组学数据的GPCR配体筛选策略；探讨了人工智能方法在GPCR研究
领域面临的挑战和未来发展方向。人工智能方法与多学科的交叉融合将提高GPCR配体发现的效率。
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1. 引言

作为重要的细胞表面受体，G蛋白偶联受体（GPCR）

参与了多种生理过程[1]。GPCR是人类基因组中最大的膜

蛋白家族，包含800多个成员[2]，其中约有400个成员是

嗅觉受体[3]。GPCR通过将细胞外信号转导为细胞内响

应，在感官知觉[4]、神经递质传导[5]、激素调控[6]、免

疫应答[7]和细胞增殖[8]等生理过程中发挥着关键作用。

因此，GPCR在新药发现中具有重要意义，是重要的药物

靶标之一。目前，有超过 30% 的 FDA 认证上市药物以

GPCR作为直接靶点[9]。由于GPCR与众多生理过程和疾

病相关，因此它们为新药研发提供了巨大的潜力[10‒13]。

尽管在GPCR研究方面已经取得了显著的进展，但在

解析GPCR功能和调控机制方面仍然存在许多挑战。比

如，许多GPCR仍缺乏确定的内源性配体[14]，而有些配

体则具有选择性[15]。因此，有必要对GPCR与配体的相

互作用机制进行研究。GPCR与配体结合后通常会发生构

象变化[16]，确定GPCR与配体相互作用的构象对药物合

理设计至关重要。此外，考虑GPCR的序列多样性和功能

差异性[17]，对其进行分类研究也具有重要意义。

人工智能（AI）的发展在解决上述挑战和推动GPCR

研究方面发挥了关键作用[18]。人工智能已经成为了一个

强大的工具，使研究人员能够以前所未有的效率对GPCR

生物学和配体发现等问题进行研究。机器学习和深度学习

等人工智能方法通过对大规模数据的分析，改变了传统的

GPCR研究范式。通过基于机器学习算法建立预测模型，
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实现了对化学结构、分子性质和生物活性等的预测[19‒

21]。基于深度学习算法的方法，通过生成具有所需性质

的新型分子结构，实现了配体的优化[22‒23]。生成模型

能够学习GPCR配体的潜在特征分布，并生成具有类似性

质的新分子[24‒25]。人工智能为研究人员认识GPCR复杂

世界提供了新见解，为开发治疗多种疾病的创新疗法铺平

了道路[26]。

目前，公共数据库中至少存储了数百万种天然产物，

这些天然产物与人体中已鉴定出的800多个GPCR的潜在

组合数量是一个天文数字。通过实验手段筛选和分析每种

潜在组合，从时间、资源和成本角度讲是一项不可能完成

的任务。开发基于人工智能的药物设计技术，以实现低成

本、高效率的GPCR配体筛选方法，已成为GPCR领域内

的重要研究方向。因此，本文提出了基于人工智能的GP‐

CR配体筛选体系（图 1）。同时，从GPCR和配体在线资

源、GPCR及其配体的表征，以及人工智能在GPCR的配

体发现等方面，论述了人工智能在GPCR配体发现领域的

最新研究进展。最后，提出了基于人工智能方法整合多组

学数据的GPCR配体筛选策略，以期促进基于人工智能的

GPCR配体发现研究和药物研发。

2. 基于人工智能的GPCR配体发现步骤

基于人工智能的GPCR配体发现包括数据收集、数据

表征、模型选择和模型应用等步骤（图2）。

第一步是数据收集。GPCR、配体以及它们相互作用

数据的收集、清洗和标准化是训练和构建人工智能模型的

基础和首要步骤。

第二步是数据表征。将标准化后的数据转换为数字格

式，以便人工智能算法进行有效处理。数据表征方法的选

择取决于具体的任务和数据类型，不同类型的任务和数据

需要不同的表征方法。

第三步是模型选择。通常需要根据任务复杂性、数据

可用性、特征空间、可解释性、计算资源和性能指标来选

择合适的人工智能模型。同时，还应权衡模型准确性、可

解释性和资源需求之间的关系，以加速GPCR配体的发现

进程。在基于人工智能的GPCR配体发现领域，常用的算

法包括K最近邻（K-nearest neighbor, KNN）、支持向量机

（support vector machine, SVM）、随机森林（random forest, 

RF）、循环神经网络（recurrent neural network, RNN）和卷

积神经网络（convolutional neural network, CNN）[27]。

最后是模型应用，将开发的模型用于GPCR配体发现

领域的具体任务，如亲和力预测、de novo设计等。下文

将结合实例，详细介绍人工智能在GPCR配体发现领域的

应用。

3. GPCR及其配体相关的在线资源

在线数据资源在基于人工智能的GPCR配体发现过程

中扮演着关键的角色。通过应用人工智能算法进行虚拟筛

选，可以加速GPCR配体的发现，提高药物的研发效率和

成功率。GPCR相关数据库收录了GPCR的序列、结构、

功能注释、配体-受体相互作用和信号通路等信息。配体

数据库则提供了与GPCR相关的小分子的结构、性质、活

性及结合亲和力等信息。表1 [17,28‒45]列举了一些与GP‐

CR及其配体相关的代表性在线资源。

3.1. GPCR的在线资源

IUPHAR/BPS Guide to PHARMACOLOGY 是由国际

基础与临床药理学联盟/英国药理学会开发和维护的数据

库，提供了关于GPCR的受体分类、表达谱、生理功能等

药理学和功能信息，是进行GPCR研究的宝贵资源[28]。

美国密歇根大学张阳课题组先后开发了GPCR-ligand 

association （GLASS） [29]、 GPCR-I-TASSER [30]、 GP‐

CR-RD [31]和GPCR-EXP [32]等一系列与GPCR相关的在

线数据资源。

GPCRdb为研究GPCR提供了丰富的信息和工具[17]，

图1. 基于人工智能的GPCR配体筛选系统。不同颜色的机械臂为针对特定GPCR设计的各种人工智能模型。
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包括有关GPCR的序列、结构、功能、药理学和配体相互

作用等方面的信息。此外，GPCRdb还提供了各种分析和

可视化工具，有助于研究人员对GPCR进行序列分析、序

列比对以及功能位点识别等研究。

图2. 基于人工智能的GPCR配体发现模型框架。基于人工智能的GPCR配体发现包括数据收集、数据表征、模型选择和模型应用等步骤。AAC：氨基

酸组成；PSSM：位置特异性打分矩阵；KNN：K 最近邻；SVM：支持向量机；RF：随机森林；RNN：循环神经网络；CNN：卷积神经网络；

SMILES：简化分子线性输入规范；3D：三维；cAMP：环磷酸腺苷；RhoA：ras同源家族A成员；Gα：G蛋白的α亚基。

表1　GPCR配体发现过程中的常用数据库

Database

IUPHAR/BPS

GLASS

GPCR-I-TASSER

GPCR-RD

GPCR-EXP

GPCRdb

GpDB

GPCR-ModSim

GOMoDo

RCSB PDB

Uniprot

MPStruc

MemProtMD

PubChem

ChEMBL

ZINC

Drugbank

BindingDB

DUD-E

Website

www.guidetopharmacology.org

zhanggroup.org/GLASS/

zhanggroup.org/GPCR-I-TASSER/

zhanggroup.org/GPCR-RD/

zhanggroup.org/GPCR-EXP/

gpcrdb.org/

bioinformatics.biol.uoa.gr/gpDB

gpcr-modsim.org/

molsim.sci.univr.it/gomodo

www.rcsb.org/

www.uniprot.org/

blanco.biomol.uci.edu/mpstruc/

memprotmd.bioch.ox.ac.uk/

pubchem.ncbi.nlm.nih.gov/

www.ebi.ac.uk/chembl/

zinc.docking.org/

go.drugbank.com/

www.bindingdb.org/rwd/bind/index.jsp

dude.docking.org/

Routinely updated

Yes

No

No

No

No

Yes

No

No

No

Yes

Yes

Yes

Yes

Yes

Yes

Yes

Yes

Yes

No

Reference

[28]

[29]

[30]

[31]

[32]

[17]

[33]

[34]

[35]

[36]

[37]

[38]

[39]

[40]

[41]

[42]

[43]

[44]

[45]
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GpDB是一个关于G蛋白及其与GPCR和效应分子关

联的数据库[33]，并对G蛋白和GPCR按照家族、亚家族

等信息进行了分类。

GPCR-ModSim是一个基于氨基酸序列，采用同源建

模技术模拟GPCR结构的网络服务器[34]，同时还可以通

过全原子分子动力学模拟的方式对GPCR结构进行详细

分析。

GOMoDo（GPCR online modeling and docking）通过

集成一系列的生物信息学工具，不仅能够对GPCR进行同

源建模，还能实现GPCR与配体的分子对接分析[35]。

PDB（Protein Data Bank）数据库收录了部分 GPCR

的三级结构信息[36]，研究人员不仅能够在该数据库中查

阅GPCR的结构，还能分析其与配体和其他分子的相互作

用情况。

除上述数据库之外，Uniprot [37]、MPStruc [38]和

MemProtMD [39]等数据库也提供了与GPCR相关的信息

和资源，对于研究人员深入了解GPCR的特性和功能起着

关键的作用。

3.2. 配体的在线资源

PubChem是一个由美国国家生物技术信息中心负责

维护的数据库[40]，提供了小分子生物活性数据。用户可

以从该数据库中搜索特定的GPCR，并查找与其生物功能

相关的小分子。

ChEMBL是一个收录了具有类药性生物活性分子的

数据库[41]，提供了小分子的生物活性数据以及与它们相

互作用的靶点的信息。研究人员可以通过该数据库搜索特

定的GPCR，并获取与其相关的小分子。

ZINC数据库收录了数百万种可商业化获得的小分子

化合物[42]，在虚拟筛选领域已被广泛使用。该数据库不

仅提供了有关化合物结构、物理性质的信息，还提供了与

这些小分子化合物相关的外部链接。

DrugBank 是一个将药物数据与靶点信息相结合的

“生物信息学和化学信息学”数据库，包含了药物的化学

结构、药理性质、作用机制、适应症以及临床数据等信

息[43]。

BindingDB是一个收录了蛋白质和配体相互作用亲和

力的数据库[44]，提供了通过实验测定的蛋白质-配体复合

物的亲和力等方面的信息，有助于研究蛋白质-配体复合

物间的相互作用。

DUD-E是一个经过校验的高质量的活性化合物和非

活性化合物数据库，已被广泛用于评估虚拟筛选方法的性

能[45]。

此外， IUPHAR/BPS Guide to PHARMACOLOGY 数

据库也提供了有关GPCR配体的结合亲和力、生物活性和

结构等方面的信息。

4. 数字化表征策略

GPCR及其配体的数字化表征，即将GPCR序列和配

体分子编码为数值特征，不仅拓展了化学空间，同时也提

高了数据的处理效率，是实现有效特征提取的基础，在基

于人工智能的GPCR配体发现方面至关重要。

4.1. GPCR表征策略

将GPCR转化为计算机可读的数值特征是基于人工智

能的GPCR配体发现的关键步骤。

氨基酸组分（AAC）是一种最直接的 GPCR 表征方

法。AAC表示序列中各种氨基酸的相对频率，刻画了氨

基酸的整体分布[46]。然而，AAC无法捕捉GPCR中氨基

酸的关联或位置信息。为了描述序列中氨基酸的关联或位

置信息，研究人员提出了位置特异性打分矩阵方法[47]。

GPCR还可以通过 one-hot和词嵌入（比如Word2vec

或 transformers）编码方式进行表征。one-hot编码将每个

氨基酸表示为一个二进制向量，如果某个氨基酸在特定位

置出现，则向量中相应位置为 1，其他位置为 0 [48]。因

此，GPCR序列中的每个氨基酸都用一个长度为20的向量

表示，向量中只有一个元素为1，其余元素都为0。

Word2vec是一种常用的词嵌入算法，旨在从大型文

本数据语料库中捕捉单词之间的语义和句法关系[49]。

Word2vec通过利用Continuous Bag-of-Words（CBOW）或

Skip-Gram模型，训练神经网络模型，预测上下文或目标

单词来学习单词的分布式表示[50]。基于Word2vec方法，

每个单词都会被表示为一个密集向量，相似的单词具有相

似的向量表示，从而可以基于向量间的距离或余弦相似度

来衡量单词之间的相似性。

与Word2vec不同，transformers在处理输入序列时动

态地分配注意力权重[51]，关注序列中不同位置的信息，

从而更好地捕捉长距离的依赖关系。ProtBERT [51]和

TAPE （transformer-based architectures for protein embed‐

ding）[52]利用 transformers方法实现了对蛋白质序列中的

重要特征的提取。

除了基于序列的特征之外，还可以利用二级结构、溶

剂可及性和氨基酸的理化性质等对GPCR进行编码[53]。

此外，Ballesteros-Weinstein残基编号规则也是GPCR研究

领域常用的编码方法，为不同GPCR结构中的特定位置提
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供了统一标识，用于比较不同GPCR之间的结构、配体结

合位点和功能基序等关键特征，对于理解GPCR的功能具

有重要意义[54]。

4.2. 配体表征策略

配体的表征在虚拟筛选和基于配体的药物发现中也至

关重要。图 3以对乙酰氨基酚为例，展示了SMILES、分

子指纹和分子图等常用的配体表示策略。

SMILES即简化分子线性输入规范，是一种用于表示

分子结构的美国信息交换标准代码（ASCII）字符[55]。

SMILES通常被转换为one-hot编码，以对原子类型、键类

型和连接信息进行表示，从而用于结构搜索和相似性计

算。假设有一个SMILES字符串“CC(=O)NC1=CC=C(C=

C1)O”（图 3），由 one-hot编码生成的向量表示了该字符

串中每个字符的存在或缺失。需要指出，虽然异构

SMILES 与 SMILES 都使用简化的字符串表示分子的结

构，但是异构SMILES中包含了立体化学信息，能够更准

确地表示分子的结构。

相比于SMILES，国际化合物标识符（InChI）提供了

对每种化学结构的独特和标准化编码。配体的 InChI既可

以从公共数据库获取，也可以使用 InChI Trust 软件

（https://www.inchi-trust.org/）生成。例如，对乙酰氨基酚

的 InChI为“1S/C8H9NO2/c1-6(10)9-7-2-4-8(11)5-3-7/h2-5,

11H,1H3,(H,9,10)”。InChI涵盖了配体的原子、化学键的

连接、互变异构、同位素以及立体化学信息等多源信息。

尽管SMILES和 InChI提供了配体的简化表示，但它

们无法描述配体分子中原子的空间分布特征。分子指纹通

过对分子中的原子、键和环等特征进行编码，从而生成一

个具有固定长度的二进制字符串，以表达分子的结构信

息。常用的分子指纹包括扩展连接指纹（ECFP） [56]、

MACCS指纹[57]和摩根指纹[58]。扩展连接指纹通过考虑

每个原子周围的原子邻域和键类型，在每个原子的特定半

径内生成环形结构，描述每个原子一定距离内的结构信

息。MACCS指纹基于一组预定义的结构片段，以二进制

方式表示分子中这些结构片段的存在或缺失，不同的结构

片段（比如环系统、官能团等）描述不同的特征。摩根指

纹通过使用逐渐增加的半径，以环形亚结构编码分子中每

个原子周围的局部化学环境，描述了分子中原子之间的空

间关系，进而反映了分子的局部拓扑结构。摩根指纹通过

对分子中每个原子初始化特征迭代并进行哈希处理后，最

终生成二进制向量，反映了分子中特定结构是否存在。

分子图是一种基于图论的配体表征方法，图中的节点

和边分别表示原子和化学键[59]。通过描述配体中原子之

间的连接和拓扑关系，全面展示了配体的结构。

5. 基于人工智能的GPCR配体发现

人工智能方法的应用将加速GPCR靶向药物的研发进

程。然而，截至 2022年，有关GPCR的研究中仅有 3.6%

使用了人工智能方法[60]，说明在该领域中人工智能的应

用相对较少。尽管如此，人工智能方已法在GPCR功能预

测、配体-GPCR相互作用预测、配体设计、生物活性预

测和激动剂识别等方面展现出了显著的潜力（图4）。

图3. 配体的表征策略。以对乙酰氨基酚为例展示了常用的表征策略。
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5.1. GPCR基因本体功能预测

GPCR基因本体（GO）的功能预测在药物发现和开

发领域具有重要意义。通过理解GPCR的功能，研究人员

可以深入了解其在信号通路和细胞过程中的作用，从而有

助于发现新的药物靶点、设计治疗方案以及制定个性化治

疗策略。

基因本体是一种用于注释和描述基因及其产物功能的

术语[61]。Wu等[53]基于文本挖掘（TM）和归纳性矩阵

补全（IMC）方法，开发了预测 GPCR 基因本体的方法

TM-IMC（https://zhanglab.ccmb.med.umich.edu/TM-IMC）。

TM-IMC基于Word2vec算法和多示例学习算法miFV [62]

对GPCR和基因本体术语的文本信息进行编码，并使用

IMC方法补全蛋白质功能关联矩阵，实现对GPCR功能的

预测。

5.2. GPCR-配体相互作用预测

GPCR-配体相互作用具有高度的选择性和特异性，不

同的配体对特定的GPCR具有特异性的亲和力。对GPCR-

配体相互作用的研究对于理解GPCR信号传导机制和药物

发现至关重要。尽管X射线晶体学、冷冻电子显微镜和核

磁共振波谱法等实验技术可以确定配体-GPCR的相互作

用，但这些方法的成本较高。人工智能方法在高维数据处

理、复杂关系提取和大规模预测方面具有高效、便捷的特

点，是研究GPCR-配体相互作用的有力工具。目前已有

多个基于人工智能方法预测GPCR-配体相互作用的模型

报道。

Seo等[63]基于包含303 587个配体-GPCR相互作用的

数据集，提出了预测GPCR-配体相互作用的随机森林模

型。该模型使用AAC和模体（motif）对GPCR进行编码，

同时利用物理化学性质和基于分子图获取的特征对配体进

行编码，不仅在性能上优于Cyscore [64]，还准确地识别

了前期未报道的GPCR-配体相互作用。这为GPCR-配体

相互作用预测提供了新思路，对于结构未知的GPCR和孤

儿GPCR配体筛选也具有重要意义。

此外，识别配体与GPCR的特异性结合区域对于理解

GPCR-配体相互作用机制和促进药物设计至关重要。

Rienzo等[65]提出了一种基于 3D Zernike多项式的方法，

图4. 人工智能在GPCR配体发现领域的代表性应用。Gq: G蛋白亚家族q；Gs: G蛋白亚家族 s；Gi: G蛋白亚家族 i；G12: G蛋白亚家族12；PLCβ: 磷脂

酶C-beta；AC: 腺苷酸环化酶；Gβγ: G蛋白β和γ亚基；RhoGEF: Rho特异性鸟苷酸交换因子。
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用于识别GPCR中配体结合位点，并应用该方法预测了秀

丽线虫中嗅觉神经元GPCR中的配体结合位点。该研究不

仅提供了识别GPCR中配体结合位点的方法，还促进了人

们对嗅觉受体的理解。

5.3. 配体生物活性预测

半数抑制浓度（IC50）、半数效应浓度（EC50）、抑制

常数（Ki）和解离常数（Kd）是描述配体生物活性的指

标，反映了配体与GPCR作用的效价强度、亲和力和效能

信息。基于这些指标，研究人员通过聚焦具有特定亲和力

和效能的配体，增加了发现潜力先导化合物的机会。因

此，确定配体的生物活性对于虚拟筛选和药物发现至关重

要。尽管已有实验方法可用于配体的筛选，但其成本高、

效率低。相比之下，人工智能方法能够快速、高效地进行

具有生物活性配体的虚拟筛选。

Wu等[66]提出了一种用于预测GPCR配体生物活性

的方法 WDL-RF （https://zhanglab. ccmb. med. umich. edu/

WDL-RF）。WDL-RF首先利用加权深度学习（WDL）方

法生成分子指纹，随后采用随机森林方法预测配体生物活

性。WDL-RF对 26种GPCR配体生物活性预测的均方根

误差和相关系数分别为1.33和0.80。

识别配体中与其生物活性相关的子结构对于虚拟筛选

和药物研发也具有重要作用。通过确定与生物活性相关的

子结构，研究人员能够深入了解配体与受体的相互作用方

式，并据此设计具有更高活性的新型配体。因此，基于优

化后的扩展连接指纹对配体进行编码，Wu等[67]开发了

用于预测配体生物活性并识别与生物活性相关的子结构的

深度神经网络模型SED。

通过基于图的特征对配体进行编码，Velloso等[68]提

出了用于定量预测 36种不同GPCR配体生物活性的模型

pdCSM-GPCR。十折交叉验证和独立测试结果表明，

pdCSM-GPCR在GPCR配体生物活性预测方面的性能优

于WDL-RF。基于该模型，本文研究团队还确定了高效

GPCR配体中包含的共同特征。因此，pdCSM-GPCR模型

有望成为GPCR配体识别领域的有效工具。

5.4. 配体设计

GPCR作为药物研发领域重要的药物靶点之一，其特

异性配体的筛选和设计对新药研发具有指导意义[69‒71]。

深度学习技术的迅猛发展为从头设计和优化化学结构提供

了新工具，加速了药物研发进程。

利用强化学习技术，Liu等[72]提出了一种用于识别

GPCR配体的RNN模型DrugEx。通过将探索策略与基于

RNN的生成模型相结合，确保DrugEx在更广泛的化学空

间内进行探索，从而增加了生成分子的多样性，促进了潜

在药物的筛选。在人类腺苷受体A2AAR生物活性配体的

设计任务中，DrugEx 相较于 REINVENT [73]表现更为

出色。

通过将进化算法中的交叉和变异操作融入强化学习框

架，本文研究团队将DrugEx进行了升级，开发了新方法

DrugEx v2 [74]。与DrugEx相比，DrugEx v2能够针对多

个靶标和特定靶标生成有效性和多样性配体。

然而，DrugEx 和 DrugEx v2 均针对特定任务进行训

练，并不允许用户输入任何先验信息。为了提高算法的通

用性，Liu等[75]又提出DrugEx v3模型。通过引入针对原

子和化学键的新编码策略，不仅扩展了 transformer模型的

架构，还确保了生成分子的新颖性。为了证明其有效性，

本文研究团队利用DrugEx v3设计了人类腺苷受体A2AAR

的配体，并将其性能与基于SMILES的方法进行了比较。

结果显示，DrugEx v3生成分子的有效性为100%，且大多

数分子对A2AAR都表现出了高亲和力。

5.5. GPCR配体识别与分类

正构调节和变构调节是生物活性配体与GPCR相互作

用的两种主要调控模式[76]。正构调节是指配体结合到

GPCR中内源性配体的结合部位，从而影响受体的信号传

导途径。变构调节是指配体与受体中的不同位点结合，引

起构象变化，从而影响正构配体的结合和下游信号传导。

变构调节能够对受体进行选择性调节和微调，因此，变构

配体的识别为GPCR领域的药物研发开辟了新途径。

Hou等[18]提出了可同时区分不同家族GPCR变构配

体的多分类模型。本文研究团队通过比较不同的表征策略

和机器学习算法的组合，获得了最佳模型。独立测试结果

显示，模型在不同GPCR家族变构配体的分类和识别方面

性能优异。

除了正构配体和异构配体外，激动剂和拮抗剂也是

GPCR配体的重要组成部分[77]。激动剂是与GPCR结合

并激活其信号通路的配体，具有类似于内源性配体的激动

作用，能够促进由特定GPCR介导的细胞响应和生理功

能。拮抗剂是与GPCR结合后不引起生物学效应的配体，

但能够阻断该激动剂与GPCR的结合，从而抑制信号传导

和生物效应[78]。因此，对GPCR激动剂和拮抗剂的识别

对于药物研发和细胞信号传导机制的解析具有重要意义。

基于扩展连接指纹编码策略，研究人员提出了用于识

别GPCR激动剂和拮抗剂的随机森林模型[79]。该模型在

对美国食品药品监督管理局（FDA）批准的GPCR靶向药
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物进行识别时，准确率达到了70%，展现了其在识别GP‐

CR激动剂和拮抗剂方面的潜力

6. 基于多组学的整合筛选策略

多组学整合旨在整合来自不同层次和类型的生物学数

据，以深入挖掘生物系统的复杂性[80]。通过分析和整合

多个组学数据，研究人员能够以更全面的视角深入理解生

物系统的复杂性。然而，多组学方法在GPCR配体发现领

域的应用却鲜见报道。现有的研究大多集中在探讨GPCR

配体的化学性质、分子相互作用和功能活性。

为此，本研究提出了一种整合多组学数据的GPCR配

体筛选策略（图5），旨在促进对配体的发现、GPCR和配

体相互作用方式的理解，并对配体功能进行预测。

首先，内源性表达GPCR或利用基因工程技术构建稳

定表达GPCR的细胞系。然后用化合物或单个配体处理细

胞。为确保实验结果的可靠性，对于内源性表达的细胞

系，需选择GPCR缺失的细胞或使用能调节受体活性的药

物作为对照。对于通过基因工程技术得到的细胞系，需选

择经过相同基因编辑但缺乏GPCR插入的细胞以及未经基

因编辑处理的细胞作为对照。

其次，在特定的时间点处理受试细胞系，利用高通量

测序技术获取基因组学、转录组学、蛋白质组学和代谢组

学数据。这些数据从多个维度刻画了GPCR-配体间的相

互作用。基因组数据包含了GPCR基因中可能影响配体结

合力或受体活性的遗传变异或突变。转录组学数据揭示了

不同细胞系中GPCR及其相关信号分子的表达模式。蛋白

质组学数据有助于识别参与GPCR信号通路及其翻译后修

饰的蛋白质。代谢组学数据提供了与GPCR活性和下游信

号传导相关的代谢物信息。

再次，为了确保多组学数据的质量，需要对原始数据

进行质量控制、过滤、归一化和去除噪声等处理。质量控

制用于评估数据的完整性并去除低质量的数据。标准化用

于消除实验和技术差异，以确保数据在不同样本之间的可

比性。去除噪声用于去除异常值和不相关的特征。这些处

理降低了由于技术因素和人为因素造成的数据质量问题，

使得下游分析更具有可靠性。

最后，对经过处理的多组学数据进行分析，识别与

GPCR激活相关的差异表达基因、蛋白质和代谢物。在数

据分析过程中，可以利用人工智能方法进行特征选择、数

据降维、数据整合，以及构建人工智能模型以整合多组学

数据，挖掘基因、蛋白质和代谢物之间的复杂关联和相互

作用。

7. 展望

人工智能在GPCR配体发现领域已经展示出了巨大的

潜力。借助人工智能方法进行大规模数据分析，加速了

GPCR配体的发现进程。然而，随着人工智能技术在该领

域的广泛应用，一些挑战也应运而生。

人工智能技术依赖于海量数据。数据可用性和数据质

量是该领域面临的首要挑战。相比研究领域，尽管与GP‐

CR相关的数据量有所增加，但仍相对有限。GPCR是一

个多样化的受体家族，具有结构和功能多样性[81]，有关

GPCR的实验数据仍然不足。数据共享、多源数据整合是

解决这一挑战的有效措施。此外，还可以利用基于人工智

能的数据增强技术生成新的更多样化的训练数据集，从而

研发适用于GPCR配体发现的人工智能模型。

人工智能模型的可解释性是该领域面临的第二个挑

战。GPCR具有复杂的结构和功能特征，理解配体与GP‐

CR相互作用的分子机制对于药物设计至关重要。人工智

能模型，尤其是深度学习模型，通常被视为黑匣子，难以

解释底层特征和决策过程。为了解决这一挑战，应致力于

开发能够提供可解释的人工智能模型。比如，借助注意力

机制[48]，研究人员能够识别出与模型性能相关的GPCR

或配体中的特征。除了注意力机制外，特征重要性分析也

能够增强模型的可解释性[82]。通过分析每个输入特征对

模型的贡献，研究人员可以确定有效特征。

结构信息对于GPCR配体发现也至关重要[83]。人工

智能模型中整合结构信息，不仅可以改善模型性能和基于

图5. 基于多组学整合策略的GPCR配体发现方法。
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结构的配体设计的准确率，同时还有助于识别配体-结合

位点的拓扑结构、参与相互作用的关键残基以及配体结合

后GPCR的构象变化。因此，模型中结构信息的整合也是

基于人工智能的 GPCR 配体发现领域一个值得关注的

方向。

基于经验的打分函数和基于力场的打分函数对于药物

发现也具有重要作用。通过将打分函数与人工智能结合，

研究人员可以优化配体-受体相互作用，从而加速药物研

发进程[84]。打分函数与人工智能的结合可通过以下几种

方式实现：利用人工智能模型从实验数据和分子结构中学

习，从而创建更为准确和可靠的打分函数；利用人工智能

模型整合基于经验的打分函数和基于力场的打分函数，发

挥不同打分函数的优势，提高准确性和预测性能；采用主

动学习策略进行模型的迭代优化，从而增强打分函数的预

测性能。

人工智能与实验方法的结合是将理论结果成功应用于

实际的关键。尽管人工智能可以加速GPCR配体的筛选和

优化，但通过实验方法验证配体的安全性和有效性的环节

是必不可少的。因此，人工智能研究人员与实验研究人员

的紧密合作是弥合基于人工智能预测与实验验证之间差距

的关键。

整合基因组学、转录组学、蛋白质组学和代谢组学等

多组学数据，有助于深化对GPCR功能的理解并加速新配

体的发现。多组学数据提供了有关GPCR的功能、表达模

式和信号通路等多维度的信息。因此，解决数据整合、标

准化和分析方法等方面的问题将有助于多组学数据的有效

整合，最终实现对GPCR功能的理解和配体的发现。
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