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摘   要： 超声骨刀作为一种高效和精准的骨科手术工具，因其能够使用高频振动实现精确切割骨骼、减

少对软组织的损伤而得到广泛应用 . 然而，刀头与骨材料之间的切削状态良好与否会影响手术效果，其中切

削速度是影响切削状态的关键因素之一 . 过低的速度可能导致切削效率降低，而过高的速度则可能引发骨组

织过热、刀头磨损加剧，因此需要对切削过程进行监控 . 为解决切削监测问题，提出了一种基于双向门控循环

单元的指数加权平滑模型（BiGRU-EWMA）切削状态监测方法 . 该方法结合了双向信息处理能力和指数加

权移动平均方法，有效提升了状态监测的准确性和实时性 . 实验结果表明，该方法的准确率达到了 98. 2%，监

测系统的检测延迟缩短至 35 ms.
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Abstract： Piezosurgery， as an efficient and precise tool for orthopaedic surgery， has been widely 

used due to its ability to use high-frequency vibration to achieve precise cutting of bone while 

minimizing soft tissue damage.  However， the quality of the cutting condition between the blade 

and the bone material directly affects the surgical outcome， with cutting speed being a critical 

factor influencing the cutting condition.  Insufficient speed can result in reduced cutting 

efficiency， while excessive speed can result in thermal damage to the bone and accelerated blade 

wear.  It is therefore essential to monitor the cutting process.  To address this challenge， a cutting 

condition monitoring method based on a bidirectional gated recurrent unit combined with an 

exponentially weighted moving average （BiGRU-EWMA） model was proposed.  This method 

integrated bidirectional information processing capability with the exponentially weighted moving 

average approach， which significantly improved the accuracy and real-time performance of 

condition monitoring.  Experimental results show that the proposed method achieves an accuracy 

of 98. 2%， and the monitoring system reduces the detection latency to 35 ms.
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随着机器人技术的发展，机器人夹持骨针、

骨钻、超声骨刀等辅助骨科手术的研究逐渐成为

技术开发的重点［1］. 然而，目前手术操作仍依赖医

生的经验，缺乏统一的技术标准，增加了保持机

器人手术精度的难度［2］. 为了确保手术的安全性，

实时采集和监测手术中的信号至关重要［3］.

目前，骨科手术切削状态监测根据采集信号

的 来 源 可 分 为 力 检 测 和 声 音 监 测 两 类［4］. Al-

Abdullah 等［5］提出了一种双输入三输出前馈人工

神经网络方法，利用铣削力来预测骨密度 .Qu

等［6］建立基于铣削力的骨识别模型，并利用 BP 神

经网络建立了机器人辅助椎板铣削的方法，实现

了铣削力的间接测量和骨层识别 . 然而，手术中

难以直接安装力传感器，间接测量易降低信噪比

并增加误差 . 相比之下，声信号易于采集，传感设

备安装简单且不影响工作过程［7］. 从分析方法的

角度来讲，骨科手术切削状态监测可分为基于传

统信号处理方法和基于深度学习方法的监测 .Xia

等［8］设计了一种基于声压谐波振幅的铣削深度控

制模块，通过总谐波幅值监测切割深度 .Dai 等［9］

通过分析钻骨过程中的声信号，研究了松质骨与

皮质骨的振动特征，并提出基于小波变换声压信

号处理的钻骨状态检测方法 . 然而，该方法需人

工提取信号特征，依赖先验知识，且容易受环境

噪声干扰影响 . 随着人工智能和大数据技术的快

速发展，深度学习方法被广泛应用于声信号的监

测和分析 .Ying 等［10］提出了一种基于传统神经网

络的声信号监测方法，用于检测骨铣削中的切削

状态和穿透深度 . 但传统神经网络对时序特征的

提取能力较弱，而在超声骨切削中，准确提取切

削状态变化的特征至关重要 .

综上所述，切削状态的准确监测对骨科手术

至关重要 . 现有研究主要集中在铣削深度及切削

材料的监测，而对因切削速度变化引起的声音特

征实时监测研究仍存在空白 . 切削速度的变化直

接影响手术的切削效率与切削质量，可能造成骨

组织损伤及刀头磨损 . 当前速度下的状态会受到

前一时刻状态的影响，现有方法难以有效捕捉声

信号中的速度变化及其随时间的变化规律 . 在应

对时序数据方面，循环神经网络（RNN）及其变种

（LSTM，GRU）具有较强的时序特征提取能力，能

够捕捉切削过程中的动态变化［11］. 然而，这些方

法面对超声骨切削监测中复杂的非线性响应、多

层模型预测时延和信号处理时延等问题仍存在

局限性，导致监测过程出现延迟，影响实时性和

准确性 .

为了解决这些问题，本文提出基于双向门控

循环单元的指数加权平滑模型（BiGRU-EWMA）

的切削状态监测方法 .BiGRU 结合多头注意力机

制，能有效捕捉切削过程中速度变化的时序特

征 . 提出的 EWMA 动态平滑方法在状态突变时

可以快速调整输出，而在稳定状态下能够抑制噪

声带来的波动，显著提升监测系统的鲁棒性和实

时性 .

1　超声骨切削声音特征分析

1. 1　不同切削速度下超声切削的频域特征分析

通过傅里叶变换对不同切削速度下的超声

切骨声音信号进行频域分析，结果如图 1 所示，

X，Y 分别表示信号的振幅和频率 . 当刀头停滞

或低速切削时，声音信号频率集中在 7~9 kHz，

切削效率较低；随着切削速度的增加，信号频率

范围转变为 5~7 kHz，此时切削过程平稳且效率

提 高 ；当 切 削 速 度 超 过 某 一 阈 值时，振动变得

不规则，频谱变宽且频率成分不明确，反映出

切 削 过 程 失 稳 ，超 出 了 设 备 的 理 想 工 作范围，

可能导致切削质量下降与不稳定性增大 .
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1. 2　基于能量谱密度的超声切削状态分类分析

为了直观描述各切削状态，计算各状态下 5~

7 kHz 和 7~9 kHz 的能量谱密度 . 首先对 3 种状态

下信号 xn 使用汉明窗将信号分成重叠的窗口 . 然

后对每个窗口用离散傅里叶变换（DFT）以获得

频域表示 . 假设某一个窗口内的信号片段为 xw
n ，

其中 n 表示窗口内的时间索引［12］. 应用 DFT 可以

得到频域表示 xw
k ：

xw
k =∑xw

i ´ e
-j ´ 2π ´ k ´ n

N . (1)

其中：j 为虚数单位；k 为频率索引；w 为窗口编号；

N 为窗口长度 .

对每个窗口的频域表示 xw
k ，计算幅度的平方

作为能量谱密度 . 通过将频域信号的幅度进行平

方归一化：

E w
k =

1
N

´ | xw
k |

2
. (2)

其中：E w
k 表示窗口内的能量谱密度；| xw

k |表示频域

信号的幅度 .

使用重叠窗口通常会对相邻窗口的能量谱

密度进行平均以减小估计误差 . 通过对所有窗口

的 能 量 谱 密 度 进 行 平 均 来 获 得 最 终 的 能 量 谱

密度 .

Ek =
1
M

´∑(wm ´ Ew
k
m ). (3)

其中：Ek 表示最终的能量谱密度；M 表示窗口数；

wm 表示第 m 个窗口的权重（通常是汉明窗函数的

平方值）；Ew
k
m 表示第 m 个窗口在频率索引 k 处的

能量谱密度 . 其中，频率索引与实际频率之间的

关系取决于采样率和窗口长度 . 将频率索引转换

为实际频率：

f =
(k ´ Fs )

N
. (4)

其中：f 为实际频率；Fs 为采样率 .

通过对低速失稳、正常切骨和高速失稳信号

进行功率谱密度计算，获取能量谱密度结果如表

1 所示 .

从表 1 中可以看出，在低速失稳状态下，7~

9 kHz 的能量谱密度显著高于 5~7 kHz，反映出切

削效率较低；在正常切骨状态时，5~7 kHz 的能量

谱密度更大，表明切削过程稳定且效率高；而在

高速失 稳 状态下，7~9 kHz 和 5~7 kHz 之间的能

量谱密度接近，显示切削过程不稳定且频谱范围

扩展 . 通过能量谱密度对比，可以清晰区分 3 种

状态 .

2　超声骨切削状态监测方法

2. 1　用于骨切削监测的BiGRU-EWMA整体结构

本文针对超声骨切削过程中的状态监测问

题，提出了一种 BiGRU-EWMA 网络结构 . 如图 2

所示，网络结构由 3 大核心模块组成：BiGRU 编

码模块、多头注意力模块和 EWMA 平滑模块 . 首

先，对声信号数据进行滑动窗预处理，并划分为

训练集和测试集 . 网络输入形状为（8，10，1 024）

的三维张量，其中 8 为 batch 大小，10 为时间步数，

1 024 为 每 个 时 间 步 的 特 征 维 度 . 输 入 经 过

BiGRU 模块进行特征提取，该模块由 3 层双向

GRU 堆叠而成，每层的神经元数为 64×2. 接着，

BiGRU 的输出被传入多头注意力机制，通过 4 个

注意力头的加权计算进一步提取关键特征，得到

形状为（8，10，128）的特征张量 . 随后，每个时间

步的特征被传入全连接层并经过 Softmax 函数，

生成（8，10，3）大小的概率分布 .

表1　不同状态下的能量谱密度
Table 1　Energy spectral density for different 

conditions 

频率/kHz

5~7

7~9

低速失稳

35. 46

243. 59

正常切骨

101. 61

20. 92

高速失稳

69. 20

63. 51

图1　超声骨切削声音信号时频分析

Fig. 1　Time-frequency analysis of acoustic signals during ultrasonic bone cutting
（a）—刀头与骨头接触但未发生相对运动； （b）—切削速度为 1 mm/s； （c）—切削速度为 2 mm/s； 

（d）—切削速度为 3 mm/s； （e）—切削速度为 4 mm/s； （f）—切削速度为 7 mm/s.
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为了进一步平滑输出并抑制噪声干扰，网络

引入了 EWMA 方法对各时间步的输出进行平滑

处理，最后一个时间步的输出用于最终分类，并

使用结合了注意力稀疏正则化的交叉熵损失函

数计算网络损失并更新网络权重，这不仅能够学

习到分类任务的全局特征，还能自适应地对输入

信号中的关键时间步赋予更高的权重，从而提高

模型对输入序列的识别和分类精度 .

2. 2　结合多头注意力机制的BiGRU方法

2. 2. 1　BiGRU 的双向时序依赖捕捉能力

BiGRU 是一种能够处理双向时序信息的神

经网络模型 . 如图 3 所示，其基本结构由 2 个方向

的 GRU（门控循环单元）组成，分别处理时间序列

中的正向和反向信息 . 相比传统的 GRU，BiGRU

不仅能够从过去时刻提取信息，还能从未来时刻

捕捉特征，增强了对切削状态的全面理解［13］.

在时间步 t 时，BiGRU 的前向隐藏状态 h f
t 和

后向隐藏状态 hb
t 分别计算如下：

ü
ý
þ

hf
t =GRUf (xt h f

t - 1 )

hb
t =GRUb (xt hb

t + 1 ).
(5)

其中：xt 表示当前时刻的特征向量；h f
t - 1 为前一时

刻的隐藏状态；hb
t + 1 为后一时刻的隐藏状态 . 最

终，前向和后向隐藏状态会在输出层结合，形成

统一的隐藏表示：

h t = [ ]hf
t hb

t . (6)

BiGRU 能 捕 捉 超 声 骨 切 削 过 程 中 的 时 序

特征，但在超声切削状态突变时，难以获取全

局依赖 . 因此，在 BiGRU 基础上引入多头注意

力机制 .

2. 2. 2　多头注意力机制的引入

输入序列经过 BiGRU 处理后，得到的隐藏状

图2　整体结构

Fig. 2　Overall structure

图3　BiGRU结构

Fig. 3　Structure of BiGRU
（a）—GRU 单元； （b）—BiGRU 结构 .
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态 H=［h1，h2，…，hT］作为注意力机制的输入，进一

步通过多头注意力进行加权处理 .

如图 4 所示，多头注意力机制允许模型并行

处理序列中的所有时间步 . 通过不同的头学习序

列中不同方面的信息，将注意力操作分配到多个

头 . 因此，该机制可以显著提高计算效率，并增强

模型对信息的细粒度处理能力，使得模型能够在

不同的表示子空间中并行捕捉信息［14］.

对于每一个注意力头，首先将输入的隐藏状

态 H 通过不同的线性变换投影到查询（Query）、

键（Key）、值（Value）3 个向量空间［15］：

Q =HWQ K =HWK V =HWV. (7)

其中：WQ，WK，WV 分别为查询、键和值的权重矩

阵 . 接着，使用缩放点积注意力来计算各个时间

步之间的相似性，并对值向量进行加权：

Attention(QKV )= softmax ( )QK T

dk

V. (8)

其中 dk 是键向量的维度 . 多个注意力头的结果拼

接在一起，通过线性变换整合为最终输出：

MultiHead（X）=Concat（head1，head2，，headh）WO.

(9)

其中：headi=Attention（Qi，Ki，Vi）；WO 为输出层的

权重矩阵 . 通过多头注意力机制，模型能够更好

地捕捉切削状态中不同时刻之间的关联性 .

2. 3　基于EWMA的监测平滑与响应优化方法

2. 3. 1　EWMA 动态平滑机制的原理

为了解决超声切削骨过程中存在的监测延

迟问题，本文提出了一种基于 EWMA 的动态平

滑算法 .EWMA 通过赋予最新时间步预测更高的

权重，动态平滑历史时间步的预测结果，从而减

小系统滞后带来的状态预测误差 . 假设第 t 时刻

的模型输出预测值为 Sp［t］，动态平滑后的最终输

出为 Ss［t］. 平滑函数的定义如下：

Ss［t］=α·Sp［t］+（1-α）·Ss［t-1］. (10)

其中：Ss［t］是第 t 时刻的平滑输出；Sp［t］是模型在

第 t 时刻的预测输出；α 是平滑系数，决定了平滑

对当前预测和历史输出的权重分配 . 考虑到模型

对当前状态突变的敏感性需求，设置α值为 0.8.

初始条件设为 Ss［0］=Sp［0］，确保在第一时间

步时平滑输出与初始预测一致 .

2. 3. 2　EWMA 在模型中的应用

在本文提出的模型中，对于每个输入序列，

BiGRU 层经过多头注意力和正则化处理，输出每

个时间步的隐藏状态，经过 Softmax 分类层后得

到初始预测概率分布 Sp［t］. 为了减少预测结果的

波动并适应状态的变化，将 Sp［t］输入到 EWMA

模块，EWMA 模块根据前一个时间步的平滑输出

Ss［t-1］和当前的 Sp［t］进行递归计算，得到平滑后

的最终输出 Ss［t］，代表对当前时间步的状态预测

结果 . 由于经过 EWMA 调整后的输出具备更高

的稳定性和对突变的敏感性，能够更准确地反映

监测过程中的状态变化 .

通过在模型中引入 EWMA 动态平滑方法，模

型能在状态突变时快速响应，稳定状态下抑制噪

声波动，显著提升监测系统的鲁棒性和适应性 .

2. 3. 3　结合注意力稀疏正则化的交叉熵损失函数

在本文模型的训练过程中，为了实现对关键

时间步的自适应关注并提升分类精度，设计了一

种结合注意力稀疏正则化的交叉熵损失函数，通

过交叉熵损失与稀疏正则化项的加权组合，实现

对关键时间步的自适应关注，优化分类性能并约

束注意力权重分布［16］. 分类损失采用交叉熵损失

Lc，对 EWMA 平滑后的最后一个时间步的输出概

率分布 Ss［t］与真实标签 yactual 之间的差异进行优

化 . 其公式为

Lc=- 1
B∑

i = 1

N ∑
c = 1

C

yc
i log S c

si. (11)

其中：B 为批量大小；C 为类别数；yi
c 表示样本 i 在

类别 c 上的真实标签的 one-hot 编码；S c
si 表示样

本 i 在类别 c 上的预测概率 .

为了引导模型在处理输入序列时更专注于少

数关键时间步，在交叉熵损失的基础上引入了注

意力稀疏正则化项 . 注意力权重矩阵 Ai是第 i 时间

步多头注意力机制生成的一个概率分布，表示不

同时间步之间的相关性 . 通过计算每个时间步 i 的

注意力权重熵，可以衡量注意力分布的集中程度：

H(Ai)=-∑
j = 1

T

A ij log A ij. (12)

图4　多头注意力结构

Fig. 4　Multi-head attention structure
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其中：T 为序列长度；Aij为第 i 个时间步对第 j 个时

间步的注意力权重 . 将所有时间步的熵值求和，

得到注意力稀疏正则化项：

La=
1
N t

∑
i = 1

N

H (A i ). (13)

其中 Nt 为总时间步数 . 通过最小化该正则化项，

模型可以有效地减少注意力的分散性，将权重集

中于关键时间步上 . 最终，结合注意力稀疏正则

化的交叉熵总损失函数可以表示为

Lt=Lc+λ·La. (14)

其中，超参数 λ用于平衡分类损失与注意力稀疏

正则化项的影响，通过验证集调优最终 λ值为

0.08. 优化该损失函数后，模型能准确预测信号类

别，并自适应识别关键时间步 .

3　实验与分析

3. 1　实验描述

图 5 为超声骨刀声音采集实验台，超声骨刀

以法兰夹持方式固定在机械手上，对骨试样进

行恒功率、恒切深的切割操作 . 骨试样通过夹具

固定于工作台上，由 4189 自由场传声器采集声

信号，经 BK 动态信号分析仪处理后，将数据存

储于计算机中 . 实验采样频率设置为 51.2 kHz，

采样时长为 7 s，切削深度控制为 3 mm，超声骨

刀在不同速度下进行共 60 组切削实验以获取声

音信号 . 为提升网络训练的鲁棒性，实验选择了

两种不同的超声刀头进行骨切削操作，并对 9 个

骨试样从横截、交叉和平行三方向进行切削 . 每

组实验选取其中较为稳定的 5 s 数据作为训练

数据，并以 0.2 s 为一个 batch 输入网络，使用滑

动窗进行预处理和切分，滑动窗大小设为 1 024.

每类数据总共包含 500 个样本 . 数据集根据切削

状态分为低速失稳、正常切骨、高速失稳 3 种状

态，按 80% 和 20% 的比例划分为训练集和测试

集，用于模型分类预测 . 计算平台采用 Intel（R） 

Xeon（R） Platinum 8171M CPU.

3. 2　网络训练结果

图 6 展示了本文提出方法的准确率/损失曲

线 . 从曲线结果可以看出，网络的误差随着 epoch

的增加在逐渐减小，经过约 20 个 epoch 后网络完

全收敛，此时训练集准确率达到 100%，损失达到

0.004 6. 在验证集上验证网络性能时，经过约 40

个 epoch 后准确率达到 98.2%.

3. 3　BiGRU结合多头注意力机制与 EWMA的

消融实验

为了验证网络在特征提取方面的能力，本文

基于 BiGRU 分别结合多头注意力机制和 EWMA

方法，构建了两种对比模型，并与本文提出的模

型进行性能对比 . 通过 t-SNE 对 3 种网络的特征

层数据进行降维处理，将高维特征映射到三维空

间中进行可视化 . 不同特征在投影过程中被映射

为三维空间中的点，其间距反映了它们在高维空

间中的差异 . 图 7 展示了针对超声切削状态类型

进 行 分 类 所 获 得 的 结 果 图 . 对 比 结 果 表 明 ，

BiGRU 结合多头注意力方法的特征聚类效果较

1—ABB 机器人； 2—啄木鸟超声骨刀； 3—骨试样； 

4—自由场传声器； 5—动态信号分析仪 .

图5　实验装置

Fig. 5　Experimental device

图6　网络训练准确率/损失图

Fig. 6　Accuracy/loss plots of network training

75



东北大学学报(自然科学版) 第 47 卷

差，类别区分不够明显；BiGRU 结合 EWMA 的分

类效果有所改善，但仍存在部分误判 . 相比之下，

本文提出的模型聚类效果显著，不同状态的切削

数据能够清晰区分 .

3. 4　对比与讨论

为证明模型的优越性，本文与同样能够处理

序列数据的模型（RNN，LSTM，GRU）进行了对

比，所有模型的超参数设置一致 . 基于灵敏度、特

异性、准确率、F1 值和计算时间 5 个指标评估不

同模型在相同数据集上的表现 . 结果表明，本文

提出的方法在所有指标上均优于其他模型，展示

出在状态检测中的最佳性能 .

3. 5　状态在线监测系统

为了进一步证明本文方法有效，使用离线检

测和在线监测两种方式来分辨声音信号 . 首先对

声音数据进行离线预测 . 将不同速度下的时域信

号数据打乱 . 将本文训练好的网络保存为 .pth 文

件 . 调用该文件，输入已知打乱的声音信号 . 对网

络的分类结果进行可视化 . 低速失稳状态和高速

失稳状态通过不同阴影区域标出，结果如图 8 所

示 . 可以看出，通过对不同速度下拼接的数据进

行识别分类，能够精准地识别出低速失稳状态和

高速失稳状态，证明了方法的准确性 .

为了将本文方法应用于实际操作并证明其

时效性，基于上述工作开发了超声骨切削状态在

线监测系统 . 该系统通过训练上文提出的网络，

获取训练好的 .pth 文件内置于系统中，并采用

PyQt5 框架设计系统界面 . 在监测过程中，引入长

度为 0.2 s 的数据缓冲区，并通过滑动窗口对缓冲

区内的数据进行分割 . 滑动窗口的大小为 1 024.

从第 11 个窗口开始实时判断切削状态 . 系统实时

显示时域图和快速傅里叶变换（FFT）后的频域

图，获取的声音信号通过网络分类，得到分类结

果标签显示在时域图和频域图下方 . 如图 9 所示，

当系统通过预训练网络检测到速度过高或过低

时，系统用高亮标出信号区域，并自动记录状态

类型和该时刻的系统时间戳并截图保存 . 控制机

械手改变移动速度来控制超声骨刀切削骨头，记

录速度变化导致信号突变的时间 . 通过系统监测

到状态改变记录的时间与传声器接收到的信号

突变时间相减，可知系统延迟为 52 ms，表明该系

统能够快速准确监测和分类切削状态 .

图7　网络聚类散点图

Fig. 7　Scatter plot of network clustering
（a）—BiGRU 结合多头注意力方法； （b）—BiGRU

结合 EWMA 方法； （c）—本文方法 .

表2　不同模型各指标对比
Table 2　Comparison of various metrics across 

different models 

方法

RNN

LSTM

GRU

BiGRU-

EWMA

灵敏

性/%

70. 31

87. 30

82. 65

97. 39

特异

性/%

71. 98

88. 21

82. 36

98. 01

准确

率/%

73. 36

88. 56

83. 35

98. 20

F1 值/

%

71. 25

87. 89

84. 77

98. 20

计算时

间/ms

517

331

168

35

76



第 4 期 王竞禹等：基于BiGRU-EWMA的超声骨切削状态在线监测方法

4　结  论

1） 通过对超声骨切削声音信号的频域特征

分析，明确了不同切削速度下的频谱分布规律，

发现 5~7 kHz 和 7~9 kHz 之间的能量谱密度可以

有效区分低效、最佳和过载切削状态 .

2） 构建了 BiGRU-EWMA 模型，结合多头注

意力机制和 EWMA 方法，能够捕捉切削过程中

复杂的时序特征，减小监测延迟 . 并通过与 RNN、

LSTM 和 GRU 等方法相比，本文方法在灵敏性、

特异性和准确率等指标上均取得了显著提升 .

3） 通过在线监测系统的开发，验证了本文方

法的实用性，该系统能够实时监测切削过程中的

状态变化，并根据速度变化自动记录和分类，有

助于提高骨科手术的精度和安全性 .
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