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摘　 要:为了在老年人跌倒之前进行预判并及时触发跌倒防护气囊,防止跌倒对老年人身心造成严重伤害,提出一种融合时域卷积网

络、双向长短期记忆网络和注意力机制的轻量级跌倒预警算法。 首先根据跌倒撞击时刻和前置时间截取数据窗口作为输入;其次设

计时域卷积网络和双向长短期记忆网络( temporal
 

convolutional
 

network-bidirectional
 

long
 

short
 

term
 

memory,TCN-BiLSTM)混合模型自

动提取时间特征和局部空间特征;最后借助注意力机制对重要特征信息动态分配较高权重以获得最佳跌倒预警效果。 实验表明,所
提算法在 SisFall 和 KFall 两个公开跌倒数据集上分别获得了 97. 11%和 98. 13%的准确率,针对其他 5 种算法和先进跌倒预警方法评

估其性能,所提模型跌倒前置反应时间达 215
 

ms 足以触发跌倒防护气囊,模型大小在 216
 

kB 左右足够轻量化,适用于资源受限的嵌

入式设备,为老年人跌倒预测和穿戴式跌倒保护装置的开发提供了参考。
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Abstract:
 

To
 

ensure
 

timely
 

activation
 

of
 

fall
 

protection
 

airbags
 

with
 

high
 

precision,
 

preventing
 

the
 

elderly
 

from
 

falling
 

and
 

causing
 

serious
 

physical
 

and
 

mental
 

injuries,
 

a
 

lightweight
 

pre-impact
 

fall
 

detection
 

model
 

fusing
 

a
 

temporal
 

convolutional
 

network,
 

a
 

bidirectional
 

long
 

short-term
 

memory
 

network,
 

and
 

an
 

attention
 

mechanism
 

is
 

proposed.
 

First,
 

capturing
 

the
 

relevant
 

data
 

window
 

based
 

on
 

fall
 

impact
 

moment
 

and
 

lead
 

time,
 

while
 

adding
 

Euler
 

angle
 

data
 

features
 

through
 

the
 

quaternion
 

complementary
 

filter
 

algorithm.
 

Then,
 

A
 

hybrid
 

TCN-
BiLSTM

 

model
 

is
 

designed
 

to
 

extract
 

temporal
 

and
 

local
 

spatial
 

features
 

automatically.
 

And
 

at
 

last,
 

with
 

the
 

help
 

of
 

the
 

attention
 

mechanism,
 

the
 

important
 

feature
 

information
 

is
 

dynamically
 

assigned
 

higher
 

weights
 

to
 

obtain
 

the
 

optimal
 

pre-impact
 

detection
 

effect.
 

Experimental
 

results
 

show
 

that
 

our
 

proposed
 

algorithm
 

achieves
 

the
 

accuracy
 

of
 

97. 11%
 

and
 

98. 13%
 

on
 

large
 

datasets—SisFall
 

and
 

KFall
 

accordingly.
 

Compared
 

with
 

five
 

other
 

benchmark
 

algorithms,
 

our
 

proposed
 

method
 

establishes
 

its
 

competitive
 

performance.
 

The
 

algorithm
 

can
 

anticipate
 

a
 

fall
 

event
 

about
 

215
 

ms
 

in
 

advance,
 

it
 

has
 

enough
 

time
 

to
 

trigger
 

the
 

fall
 

protection
 

airbag.
 

The
 

model
 

takes
 

about
 

216
 

kB
 

of
 

space
 

and
 

it
 

is
 

suitable
 

for
 

these
 

resource-constrained
 

embedded
 

devices.
 

It
 

has
 

proposed
 

a
 

valuable
 

reference
 

for
 

design
 

of
 

pre-impact
 

fall
 

detection
 

and
 

wearable
 

protection
 

systems
 

for
 

the
 

elderly.
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　 　 世界正面临人口老龄化挑战,老年人跌倒风险因认知

障碍、运动功能缺陷等因素升高,跌倒引发的并发症不仅

造成家庭经济损失,还可能导致严重甚至致命伤害,因此

跌倒安全防护需求迫切[1] 。 撞击后跌倒检测[2] 虽能缩短

送医时间,但无法减轻伤害;撞击前检测[3] 可在落地前识

别并启动防护气囊,大幅减少并发症。 跌倒防护气囊响应

时间约 130
 

ms,而跌倒失衡到撞击间隔通常小于 800
 

ms,
故预警算法需兼具高准确性与及时性,这是研究难点。 跌

倒预警因无法获取撞击过程中的峰值加速度等信号,比跌

倒检测更具挑战。 其研究分情境感知系统与可穿戴设备

两类:前者依赖环境传感器,受限于室内[4] ;后者基于加速

度计等,成本低且无空间限制,更受关注[5-6] 。
现有的跌倒预警识别方法大多是基于依赖手工特征

的阈值法和机器学习算法创建的,如 Embry 等[7] 在私有数

据集上通过随机森林分类器可以达到 0. 86 的 F1 分数,但
在私有数据集上无法公平地评估算法;Zhou 等[8] 在私有

数据集上建立并比较了 12 种机器学习算法预测跌倒,使
用 SVM 算法实现了 90. 9%的灵敏度和 92. 3%的特异性。
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人工特征提取方法是劳动密集型的且会受到人类知识领

域的限制,普适性不足。 深度学习算法可以从数据集中自

动学习有效特征,提升系统鲁棒性及精度,且省去了终端

人工提取特征的时间和功耗。 Shi 等[9] 建立一种卷积神

经网络提取惯性传感器数据的特征预测跌倒,在公开数据

集上实现了 95. 55%的准确性;杜群贵等[10] 提出了一种轻

量级卷积神经网络模型应用于基于穿戴式传感器的跌倒

预测任务,该模型在 SisFall 等[11] 数据集中获得了 97. 5%
的准确率和 204. 3

 

ms 的准备时间。 注意力机制的提出促

进了可解释的深度学习的实现,Sahni 等[12] 构建了一种卷

积神经网络与通道注意力和双向长短期记忆与时间注意

力集成模型,在两个公开数据集上分别实现了 97. 93%和

98. 99%的跌倒检测准确率;Chi 等[3] 利用知识提炼开发了

一种撞击前跌倒检测方法,并在具有时间标签的跌倒预测

数据集 KFall[13] 上实现了 92. 66%的 F1 分数和 551. 3
 

ms
的准备时间。 但基于可穿戴传感器的深度学习算法仍面

临两大挑战:首先,可穿戴传感器采集的数据以时间序列

的形式出现,大多数跌倒预警系统没有同时考虑到具有长

期依赖性的时间特征和基于维度的局部空间特征,从而损

害数据的最佳准确度质量;其次,深度学习模型可解释性

有限,用户无法确定模型是怎样得出决定的,而具有可解

释性的模型可实现更准确和更令人信服的跌倒预测。

针对上述问题,本文贡献如下:1)
 

提出基于 TCN-BiLSTM
的混合深度神经网络,通过时域卷积网络(temporal

 

convolutional
 

network,
 

TCN) [14] 提取空间特征、X 双向长短期记忆网络(bi-
directional

 

long
 

short-term
 

memory,
 

Bi-LSTM)[15] 提取时间特

征,提升时空结构效率与灵活性;2)
 

在特征维度和时间窗层

面用注意力机制(attention
 

mechanism,
 

AM)[16] 提取重要信

息。 动态分配高权重,并与自注意力机制( self-attention,
 

SA) [17] 对比,此为首个利用注意力机制的可解释穿戴式

跌倒预警研究;3)在 SisFall 和 KFall 公开数据集上实验。
在 SisFall 中增加欧拉角特征,对比 5 种算法,结果显示模

型整体更优,前置时间 215
 

ms,可及时触发防护气囊。

1　 方法论

提出的跌倒预警算法主要包含 3 个阶段:一是预处理

阶段,首先使用四元数互补滤波算法增加欧拉角数据特

征,然后确定跌倒撞击时刻并根据撞击时刻和前置时间截

取数据窗口作为输入,最后数据正则化后随机划分为训练

集和测试集;二是模型训练阶段,将预处理后的数据片段

经 TCN、双向 LSTM 和注意力机制提取重要时空信息;三
是跌倒预测判断阶段,将测试集传入训练好的模型中由

Sigmoid 分类器输出预测结果,并通过损失函数和梯度信

息动态调整网络参数,算法架构如图 1 所示。

跌倒 非跌倒

Dense

Sigmoid

分类

Output

传回梯度调整参数

Loss

TCN

Bi�LSTM

Dropout

Attention

Dropout

确定跌倒撞击时刻

截取数据窗口

正则化
L2�Normalizer

随机划分
训练集和测试集

TCN�BiLSTM�AM算法TCN�BiLSTM�AM算法数据预处理

传感器数据：Acc+Gyro

四元数互补滤波算法

欧拉角数据：
pitch+roll+yaw

图 1　 跌倒预警算法架构

Fig. 1　 Pre-impact
 

fall
 

detection
 

algorithm
 

architecture

1. 1　 数据预处理

1. 1. 1　 数据窗口选择

惯性传感器时序数据需划分为数据窗口,以截取固定

大小关键片段作为模型输入,其位置和长度直接影响跌倒

预警算法性能。 Aziz 等[18] 研究表明,数据窗口和前置时

间对撞击前跌倒检测精度有影响,本文前置时间定为
 

215
 

ms。 确定窗口位置需撞击时刻标签,但 SisFall 数据集

无此标签,故通过合速度峰值时间估计:合加速度经高通

滤波去重力后,数字积分得合速度峰值,合加速度达峰值

后首次降至
 

g (9. 8
 

m / s2 )的时刻即为撞击时刻。 从撞击

时刻前移
 

215
 

ms
 

为基础窗口位置,增加窗口长度则将基

础窗口开始时间相应前移。 日常生活活动( activities
 

of
 

daily
 

living,
 

ADL)样本无前置时间,以同长窗口提取类跌

倒过程数据片。 经实验发现数据窗口长度为 1. 5
 

s 时准

确率较高, SisFall 和 KFall 数据集的采样频率分别为

200
 

Hz 和 100
 

Hz,即两个数据集中的每个动作样本分别

包含 300 条和 150 条数据。
假设 ax( t)、ay( t) 和 az( t) 分别表示加速度传感器 x、y

和 z 轴的数据,则在任意时刻 SMV(信号幅度矢量的合加

速度值) 公式表示为

SMV = a2
x( t) + a2

y( t) + a2
z( t) (1)

1. 1. 2　 四元数互补滤波算法

姿态指一个坐标系和另外一个坐标系之间的位置关

系,常用一组欧拉角:俯仰角、横滚角和偏航角来描述,用
来估计跌倒过程中的人体姿态,KFall 数据集使用扩展卡

尔曼滤波算法融合加速度计、陀螺仪和磁力计数据得到欧
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拉角,针对 SisFall 数据集本文使用四元数互补滤波算

法[19] 融合加速度计和陀螺仪数据增加欧拉角数据特征。
陀螺仪动态性能好但测量值随时间变化大而易漂移,加速

度计则刚好相反,使用 PI 调节器滤除陀螺仪低频信号和

加速度计高频信号后融合得到整个频带的信号即实现了

互补滤波,四元数互补滤波算法相比扩展卡尔曼滤波算法

计算量小,收敛速度快,可有效提高预测精度和系统稳定

性,算法流程如图 2 所示。

将叉积误差PI调节
后校正陀螺仪漂移

误差

重力向量测量值
与估计值叉积
求得误差向量

求解四元数微分
方程估算重力向量

由四元数确定方向
余弦矩阵

四元数初始化

加速度和陀螺仪
原始数据

获取欧拉角：
pitch、roll、yaw

四元数规范化

更新四元数

图 2　 四元数互补滤波算法求解欧拉角流程

Fig. 2　 Flowchart
 

of
 

quaternion
 

complementary
 

filter
 

algorithm
 

for
 

solving
 

Euler
 

angles
1. 2　 理论和架构

1. 2. 1　 时域卷积网络

TCN 采用因果卷积、扩张卷积及残差连接,适配时序

数据,时间性强且感受野大,以较少参数建立长程动态模

型,可捕捉传感器数据空间特征,节省存储与计算成本,并
行计算加速训练和推理。 TCN 架构中每一层 T 时刻的值

仅依赖上一层 T,
 

T - 1,…,
 

T - n 时刻的值,体现了因果

卷积的特性;每一层对上一层信息的提取是跳跃式的,
dilated

 

rate 逐层以 2 的指数增长,体现了扩张卷积[20] 的特

性;残差模块[21] 解决了反向传播过程中梯度不稳定的问

题,可以跨层传递信息,同时保证输入输出的一致性。 图

3 显示了 TCN 的体系结构。

Convolutionalfilter
Identitymap1?1conv

Residualblock（d=1）

Input

Hidden

Output

Kernelsize=3

y0 y1 …… yT-1 yT

d=1

d=2

x0 xx …… xT-1 xT x0 … xT-1 xT

zT-1 zT

图 3　 TCN 体系结构

Fig. 3　 TCN
 

architecture

1. 2. 2　 注意力机制

注意力机制[16] 可筛选重要信息,为关键特征动态分

配高权重,易建立长期依赖,提升算法鲁棒性与稳定性。
注意力机制利用学习到的全局特征动态调整当前输入对

历史输入的注意力分布,减少双向长短期记忆网络链式结

构的历史信息干扰,从而在不同预测情况下更有效地利用

不同时间点的特征,公式[22] 表示如下。
Attention 模块具有 3 个独立维护的随机初始化线性

映射矩阵 WQ,WK,WV,将输入矩阵 X
 

=
 

{x1,
 

x2,
 

…,
 

xn}
与 WK,WV 映射矩阵相乘, 得到 Attention 模块的 K和 V为

{h1,
 

h2,
 

…,
 

hn},其中,hi 表示第 i 个历史时刻的输入特

征 x i 经过线性映射后得到的特征向量,它同时作为 K和 V
的表示基础。 将当前目标时刻 k的输入 xk 与WQ 映射矩阵

相乘, 得到 Attention 模块的 Q为 hk。 其中,Q为当前查询

向量,K 是全部历史键向量集合,负责和 Q 计算相关度得

分;V 为全部历史值向量集合,依据注意力权重做加权求

和,输出最终表征。 计算流程主要包含 4 个阶段:
一是计算Q和K的相关性得分 Scores 为 zki,见式(2)。

zki = Valign tanh(Whk + Uhi + b) (2)
其中, Valign,

 

W,
 

U 为权重参数矩阵,b 为偏置项, tanh 为

激活函数。
二是为了使训练模型的梯度稳定,使用

 

Softmax( ·)
 

激活函数将 Scores 映射为归一化和为 1 的 0~1 之间的权重

系数 α ki, 即当前输入对历史输入的注意力分布,见式(3)。

α ki = Softmax( zki) =
exp( zki)

∑
n

j = 1
exp( zkj)

(3)

三是根据权重系数 α ki 对 V加权求和得到 C, 见式(4)。

C = ∑
n

i = 1
α kihi (4)

四是根据当前输入 xk,Q和 C得到最终输出的特征向

量 hk′, 见式(5)。
hk′

= H(C,hk,xk) (5)
1. 2. 3　 TCN-BiLSTM-AM 跌倒预警算法

基于注意力机制的 TCN-BiLSTM 跌倒预警算法模型

结构分为 5 个部分:1)
 

输入层。 输入含三轴加速度、三轴

角速度、三轴欧拉角的固定片段。 2)
 

TCN 单元。 以 16 个

滤波器、3 核大小、2 扩张因子及 Relu 函数提取空间特征。
3)

 

双向 LSTM 单元。 以 32 个神经元及 Sigmoid、tanh 函数

处理时间特征。 4)
 

Attention 单元。 加两层丢弃层,动态

调整权重识别人体姿态。 5)
 

输出层。 经 Sigmoid 分类,概
率>0. 5

 

为跌倒,否则为 ADLs。

2　 实验与分析

2. 1　 评价指标

本文通过
 

5
 

个指标评估跌倒预警算法性能,即准确

率( accuracy,
 

Acc )、 特异度 ( specificity,
 

Spe )、 敏感度

(sensitivity,
 

Sen)、模型尺寸(size)和前置时间( lead
 

time,
 

LT)。 其中:Acc 反映模型总体跌倒预测精度;Spe 反映模

型预先识别日常生活活动(非跌倒)的能力;Sen 反映模型
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预先识别跌倒的能力;Size 为评估模型轻量级的标准,可
通过调用模型系统相关函数获得;前置时间定义为式

 

(6),即跌倒检测时刻与撞击时刻的时间间隔 (Ti 指传感

器数据达最大合速度的撞击时间,Td 指预测到跌倒的时

间),其决定防护气囊能否在跌倒碰撞前充气展开。
LT = Ti - Td (6)

Attention

Output

SigmoidReLU

Input:
n?time_step?9

d=2

Filters=16
Kernelsize=3

TCN BiLSTM

1*32 1*32
x0 xx…… xT-1 xT

y0 y1…… yT-1 yT

图 4　 TCN-BiLSTM-AM 模型结构

Fig. 4　 TCN-BiLSTM-AM
 

model
 

structure
2. 2　 数据集

数据集是算法构建的基础。 SisFall 数据集动作丰富,
含

 

19
 

种日常生活活动和
 

15
 

种跌倒类型,采自
 

38
 

名志愿

者(含 15 名老年人),累计
 

2
 

702
 

次 ADLs 和
 

1
 

798
 

次跌倒

活动。 KFall 数据集中大多数动作都是直接采用 SisFall
数据集的动作,含 21 种 ADLs 和 15 种跌倒类型,采自 32
名韩国年轻男性,累计 2

 

729 次 ADLs 和 2
 

346 次跌倒活

动,且含跌倒时间标签,适用于撞击前跌倒检测。
两者均通过腰部嵌入式设备采集数据,SisFall 数据集

以 200
 

Hz 采集加速度计和陀螺仪数据,经处理得欧拉角;
KFall 数据集以 100

 

Hz 采集加速度计、陀螺仪和磁力计 3
类数据,融合得欧拉角,更符合本文基于惯性传感器的穿

戴式跌倒防护装置的研究背景。 本文在 SisFall 和 KFall
两个数据集上进行实验,使用加速度、角速度和欧拉角数

据预测跌倒行为,优化时间窗对数据进行预处理后进行模

型训练和测试。
2. 3　 实验环境和参数设置

实验在配备 12. 0
 

GB 内存的 64 位
 

Windows
 

10
 

Intel
(R)

 

Core(TM)
 

i7-7500U
 

CPU(2. 90
 

GHz)上进行,采用

深度学习框架 tensorflow1. 14. 0 搭建跌倒预警模型,代码

运行环境为 Python
 

3. 7。 按照标签(跌倒 / 非跌倒)比例随

机划分 80%的样本用于模型训练,20%用于模型测试,在
训练过程中,使用施加在输出上的 L1 正则化项防止模型

过拟合,使用二元交叉熵损失函数更新参数,使用具有自

适应学习率的 Adam 算法以优化网络保证模型收敛速度

及精度。 网络参数设置如表 1 所示。
表 1　 网络参数设置

Tab. 1　 Training
 

parameter
 

settings

设置项 参数值

批处理大小 256

迭代次数 200

L1 正则化项 0. 001

自适应学习率 0. 01;
 

0. 000
 

01

2. 4　 结果与分析

2. 4. 1　 欧拉角对跌倒预警算法性能的影响

本文采用四元数互补滤波算法融合
 

SisFall 数据集的

加速度计与陀螺仪数据,增加欧拉角特征。 表 2 对比了使

用加速度+角速度数据(a)与加速度+角速度+欧拉角数据

(b)时,算法在准确率、特异度、敏感度上的性能。 结果显

示,增加欧拉角后,准确率提升 0. 44%,特异度略有下降,
而决定漏判率的敏感度提高 1. 94%,表明加入欧拉角的

传感器融合技术可有效提升跌倒预警算法性能。
表 2　 欧拉角对性能的影响

Tab. 2　 Effect
 

of
 

Euler
 

angles
 

on
 

performance %

数据特征 准确率 特异度 敏感度

a 96. 67 97. 78 95. 00

b 97. 11 97. 22 96. 94

2. 4. 2　 注意力机制模块的有效性

为验证所提跌倒预警模型中 Attention 单元的有效

性,设置对比实验:相同条件下,将模型中 Attention 单元

替换为 Self-Attention[17] 单元,或删除该单元,在 SisFall 和
KFall 数据集上验证,选取最佳候选模型与本文模型在准

确率、特异度、敏感度上进行对比,结果如表 3 所示。
表 3　 不同注意力单元的比较

Tab. 3　 Comparisons
 

of
 

different
 

attention
 

units %
 

注意力单元
SisFall

Acc Spe Sen

KFall

Acc Spe Sen

Attention 97. 11 97. 22 96. 94 98. 13 98. 90 97. 23
Self-Attention[22] 96. 78 97. 78 95. 28 97. 34 97. 44 97. 23

None 96. 89 99. 44 93. 06 97. 83 98. 35 97. 23

2. 4. 3　 对拟议架构的总体评价

描述测试数据预测结果的混淆矩阵如图 5 所示,在
SisFall 数据集中的 900 个测试样本中,拟议模型漏判 11
个跌倒样本,误判 15 个日常生活活动样本;在 KFall 数据

集中的 1
 

015 个测试样本中,拟议模型漏判 13 个跌倒样

本,误判 6 个日常生活活动样本。
　 　 为证明所提框架在撞击前跌倒检测的优越性,在同一

数据集上设置对比实验:采用 TCN、Conv1D、Bi-GRU、Bi-
LSTM 及 Conv1D-BiLSTM 五种基准算法结合注意力机制

(AM),与所提模型在相同实验设置(对模型参数进行相

应优化)下对比,均用 transpose(·)函数交换数据时间窗

与特征维度,使注意力机制关注九维传感器数据特征,结
果如表 4 所示。
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图 5　 描述测试数据预测结果的混淆矩阵

Fig. 5　 Confusion
 

matrix
 

depicting
 

the
 

predictions
 

obtained
 

on
 

test
 

data

表 4　 不同模型在 SisFall 和 KFall 数据集上的比较

Tab. 4　 Comparisons
 

of
 

different
 

models
 

on
 

SisFall
 

and
 

KFall

模型 Attention 关注点 尺寸 / kB
SisFall / %

Acc Spe Sen

KFall / %

Acc Spe Sen

TCN
Time

 

Step 335 96. 22 96. 30 96. 11 95. 96 96. 52 95. 31

Feature
 

Dim 967 95. 33 97. 96 91. 39 96. 65 95. 24 98. 29

Conv1D
Time

 

Step 206 96. 67 97. 59 95. 28 96. 95 96. 70 97. 23

Feature
 

Dim 521 94. 44 95. 74 92. 50 95. 86 97. 07 94. 46

Bi-GRU
Time

 

Step 372 96. 11 96. 48 95. 56 97. 73 97. 07 98. 51

Feature
 

Dim 688 89. 00 95. 56 79. 17 95. 67 95. 97 95. 31

Bi-LSTM
Time

 

Step 687 96. 78 97. 41 95. 83 97. 54 97. 25 97. 87

Feature
 

Dim 1
 

530 92. 67 93. 15 91. 94 96. 75 97. 99 95. 31

Conv1D-BiLSTM
Time

 

Step 642 96. 78 96. 30 97. 50 97. 14 95. 60 98. 93

Feature
 

Dim 797 92. 00 95. 19 87. 22 96. 35 94. 87 98. 08

TCN-BiLSTM
 

(Our
 

proposed)
Time

 

Step
 

(∗) 216 97. 11 97. 22 96. 94 98. 13 98. 90 97. 23

Feature
 

Dim 379 95. 22 95. 56 94. 72 96. 95 98. 35 95. 31

　 　 结果显示:所提基于注意力机制的 TCN-BiLSTM 算法

模型尺寸 216
 

kB,略大于 Conv1D-AM;Attention 单元关注

时间步维度时,在 SisFall 数据集准确率达最高 97. 11%,
特异度 97. 22%、敏感度 96. 94%均居前列;在 KFall 数据

集中准确率(98. 13%)和特异度(98. 90%)均最高,仅敏感

度有待提升;关注特征维度时,两数据集的准确率、特异

度、敏感度及模型尺寸均下降;各模型在 KFall 数据集的

整体性能优于 SisFall。
　 　 这表明:1)

 

所提模型结合时间运动与空间位置特征,
可提高预测准确性且足够轻量化,有望部署于穿戴式跌倒

防护装置。 2)
 

时序数据中,Attention 单元关注时间步维

度的预测性能优于关注特征维度。 3)
 

模型敏感度仅次于

Conv1Dk-BiLSTM-AM,能更好地平衡准确率、特异度与模

型尺寸。 4 )
 

所提算法在两数据集的特异度分别达

97. 22%和 98. 90%,可减少误报以提升用户体验、降低成

本。 5)
 

KFall
 

数据集因含磁力计数据和跌倒时间标签,训
练数据质量更高,更贴合跌倒预测研究。
　 　 为说明拟议跌倒预警算法的适应性,将其与撞击前跌

倒检测最新研究算法在 SisFall 和 KFall 数据集上对比(数

据预处理方法可能存在差异),性能如表 5 所示。 结果显

示:在 SisFall 数据集上,所提算法准确率和敏感度最高,
特异度与最佳差距不足 0. 5%;在 KFall 数据集上,准确率

最高,特异度与 Yu 等设计的 ConvLSTM 仅差 0. 11%,仅敏

感度有待提升。 总之, 该算法预测精度高, 前置时间

215
 

ms 可及时触发防护气囊,且满足嵌入式设备轻量化

部署需求。
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表 5　 拟议模型在 SisFall 和 KFall 数据集上与最先进

模型的比较

Tab. 5　 Comparisons
 

of
 

the
 

proposed
 

model
 

on
 

SisFall
 

and
 

KFall
 

with
 

state-of-the-art

数据集 模型 Acc / % Spe / % Sen / % LT / ms

Threshold[23] 95. 86 97. 67 94. 04 259

CNN[24] 91. 51 91. 52 90. 33 —

SisFall LSTM[24] 93. 98 94. 00 91. 48 —

ConvLSTM[24] 94. 48 94. 49 93. 78 —

Our
 

proposed 97. 11 97. 22 96. 94 215

Threshold[13] — 83. 43 95. 50 333

SVM[13] — 94. 87 99. 77 385

KFall
ConvLSTM[13] — 99. 01 99. 32 403

ResNet-LSTM[25] 91. 87 — — 500

CNN-ViT[3] 98. 05 98. 53 — 551. 3

Our
 

proposed 98. 13 98. 90 97. 23 215

3　 结论

本文所提跌倒预警算法在
 

SisFall 和
 

KFall 数据集上

预测精度高,模型大小仅 216
 

kB,前置时间 215
 

ms,可满

足嵌入式设备资源需求,有望部署于穿戴式跌倒防护装

置,实时预警并触发保护,减少老年人跌倒伤害。 该方法

通过四元数互补滤波处理数据,以混合深度神经网络建模

人体行为,结合注意力机制提升模型可解释性,解决了卷

积神经网络全局信息缺失、单一模型特征提取不全面等

问题。
跌倒为小概率事件,而日常生活活动无时无刻在发

生,敏感度反映模型预先识别跌倒的能力,所以算法敏感

度仍有提升空间。 当前跌倒数据多为年轻人模拟,需更多

老年人真实跌倒数据优化模型。 随着 TinyML 发展,深度

学习算法可直接部署于嵌入式终端,未来计划将该方法应

用于物联网,在智能终端测试模型在线效果。
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