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基于 ＮＴＥＧ￣Ｎｅｔ 的多阶段图像去雨网络

宋建辉ꎬ曹祎男ꎬ刘晓阳
(沈阳理工大学 自动化与电气工程学院ꎬ沈阳 １１０１５９)

摘　 要: 针对编码 － 解码器结构易丢失图像细节导致去雨结果模糊ꎬ而单阶段网络因深度有限

导致全局语义信息不准确的问题ꎬ提出一个基于 ＮＴＥＧ￣Ｎｅｔ 的多阶段图像去雨网络ꎮ 首先ꎬ前
两个阶段使用基于 Ｕ￣Ｎｅｔ 改进的 ＮＴＥＧ￣Ｎｅｔ 编码 － 解码网络在不同尺度上学习雨纹的特征ꎻ其
次ꎬ在第三阶段使用重新参数化的残差特征网络代替编码 － 解码器ꎬ生成具有高分辨率且信息

丰富的背景特征ꎻ最后ꎬ为保证每阶段信息高效传递ꎬ在阶段间加入跨阶段特征传递模块实现

去雨ꎮ 实验结果表明ꎬ该网络相比 ＭＰＲＮｅｔ 网络在数据集 Ｒａｉｎ１００Ｌ、Ｒａｉｎ１００Ｈ、Ｒａｉｎ８００ 上峰值

信噪比分别提高了 ２􀆰 ０９ ｄＢ、０􀆰 ２４ ｄＢ、０􀆰 ２７ ｄＢꎬ结构相似性分别提高了 ０􀆰 ００９、０􀆰 ００３、０􀆰 ００６ꎬ能
有效去除雨滴并恢复图像背景细节ꎮ
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中图分类号: ＴＰ３９１􀆰 ４　 　 文献标志码: Ａ ＤＯＩ:１０. ３９６９ / ｊ. ｉｓｓｎ. １００３ － １２５１. ２０２６. ０５. ００１

Ｍｕｌｔｉ￣ｓｔａｇｅ Ｉｍａｇｅ Ｒａｉｎ Ｒｅｍｏｖａｌ Ｎｅｔｗｏｒｋ Ｂａｓｅｄ Ｏｎ ＮＴＥＧ￣Ｎｅｔ

ＳＯＮＧ ＪｉａｎｈｕｉꎬＣＡＯ ＹｉｎａｎꎬＬＩＵ Ｘｉａｏｙａｎｇ
(Ｓｈｅｎｙａｎｇ Ｌｉｇｏｎｇ ＵｎｉｖｅｒｓｉｔｙꎬＳｈｅｎｙａｎｇ １１０１５９ꎬＣｈｉｎａ)

Ａｂｓｔｒａｃｔ: Ｉｎ ｏｒｄｅｒ ｔｏ ｓｏｌｖｅ ｔｈｅ ｐｒｏｂｌｅｍ ｔｈａｔ ｔｈｅ ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ ｉｓ ｅａｓｙ ｔｏ ｌｏｓｅ ｉｍａｇｅ
ｄｅｔａｉｌｓ ａｎｄ ｔｈｅ ｇｌｏｂａｌ ｓｅｍａｎｔｉｃ ｉｎｆｏｒｍａｔｉｏｎ ｉｓ ｉｎａｃｃｕｒａｔｅ ｄｕｅ ｔｏ ｔｈｅ ｌｉｍｉｔｅｄ ｄｅｐｔｈ ｏｆ ｔｈｅ ｓｉｎｇｌｅ￣
ｓｔａｇｅ ｎｅｔｗｏｒｋꎬａ ｍｕｌｔｉ￣ｓｔａｇｅ ｉｍａｇｅ ｒａｉｎ ｒｅｍｏｖａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ＮＴＥＧ￣Ｎｅｔ ｗａｓ ｐｒｏｐｏｓｅｄ. Ｆｉｒｓｔ￣
ｌｙꎬｉｎ ｔｈｅ ｆｉｒｓｔ ｔｗｏ ｓｔａｇｅｓꎬ ｔｈｅ ｉｍｐｒｏｖｅｄ ＮＴＥＧ￣Ｎｅｔ ｅｎｃｏｄｉｎｇ￣ｄｅｃｏｄｉｎｇ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ Ｕ￣Ｎｅｔ
ｗａｓ ｕｓｅｄ ｔｏ ｌｅａｒｎ ｔｈｅ ｆｅａｔｕｒｅｓ ｏｆ ｒａｉｎ ｐａｔｔｅｒｎｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｓｃａｌｅｓ. Ｓｅｃｏｎｄｌｙꎬｉｎ ｔｈｅ ｔｈｉｒｄ ｓｔａｇｅꎬｔｈｅ
ｒｅｐａｒａｍｅｔｅｒｉｚｅｄ ｒｅｓｉｄｕａｌ ｆｅａｔｕｒｅ ｎｅｔｗｏｒｋ ｗａｓ ｕｓｅｄ ｉｎｓｔｅａｄ ｏｆ ｔｈｅ ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ ｔｏ ｇｅｎｅｒａｔｅ
ｈｉｇｈ￣ｒｅｓｏｌｕｔｉｏｎ ａｎｄ ｉｎｆｏｒｍａｔｉｏｎ￣ｒｉｃｈ ｂａｃｋｇｒｏｕｎｄ ｆｅａｔｕｒｅｓ. Ｆｉｎａｌｌｙꎬ ｉｎ ｏｒｄｅｒ ｔｏ ｅｎｓｕｒｅ ｔｈｅ ｅｆｆｉｃｉｅｎｔ
ｔｒａｎｓｍｉｓｓｉｏｎ ｏｆ ｉｎｆｏｒｍａｔｉｏｎ ａｔ ｅａｃｈ ｓｔａｇｅꎬａ ｃｒｏｓｓ￣ｓｔａｇｅ ｆｅａｔｕｒｅ ｔｒａｎｓｆｅｒ ｍｏｄｕｌｅ ｗａｓ ａｄｄｅｄ ｂｅｔｗｅｅｎ
ｅａｃｈ ｓｔａｇｅ ｔｏ ｒｅａｌｉｚｅ ｔｈｅ ｔｒａｎｓｍｉｓｓｉｏｎ ｏｆ ｉｎｆｏｒｍａｔｉｏｎ ａｔ ｄｉｆｆｅｒｅｎｔ ｓｔａｇｅｓꎬａｎｄ ｆｉｎａｌｌｙ ｔｏ ｒｅａｌｉｚｅ ｒａｉｎ
ｒｅｍｏｖａｌ. Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｅ ｏｒｉｇｉｎａｌ ｎｅｔｗｏｒｋꎬ ｔｈｅ ｐｅａｋ ｓｉｇｎａｌ￣ｔｏ￣
ｎｏｉｓｅ ｒａｔｉｏ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｎｅｔｗｏｒｋ ｏｎ ｔｈｅ ｄａｔａｓｅｔｓ Ｒａｉｎ１００ＬꎬＲａｉｎ１００Ｈ ａｎｄ Ｒａｉｎ８００ ｉｓ ｉｎｃｒｅａｓｅｄ
ｂｙ ２􀆰 ０９ ｄＢꎬ０􀆰 ２４ ｄＢ ａｎｄ ０􀆰 ２７ ｄＢꎬ ｒｅｓｐｅｃｔｉｖｅｌｙꎬ ａｎｄ ｔｈｅ ｓｔｒｕｃｔｕｒａｌ ｓｉｍｉｌａｒｉｔｙ ｉｓ ｉｎｃｒｅａｓｅｄ ｂｙ
０􀆰 ００９ꎬ０􀆰 ００３ ａｎｄ ０􀆰 ００６ꎬ ｒｅｓｐｅｃｔｉｖｅｌｙꎬｗｈｉｃｈ ｃａｎ ｅｆｆｅｃｔｉｖｅｌｙ ｒｅｍｏｖｅ ｒａｉｎｄｒｏｐｓ ａｎｄ ｒｅｓｔｏｒｅ ｔｈｅ
ｂａｃｋｇｒｏｕｎｄ ｄｅｔａｉｌｓ ｏｆ ｔｈｅ ｉｍａｇｅ.
Ｋｅｙ ｗｏｒｄｓ: ｄｅｅｐ ｌｅａｒｎｉｎｇꎻｉｍａｇｅ ｄｅｒａｉｎｉｎｇꎻｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ ｎｅｔｗｏｒｋ



　 　 在计算机视觉领域中ꎬ雨天会对图像或视频

的视觉质量产生负面影响[１ － ２]ꎬ进而降低目标检

测[３ － ５]、自动驾驶[６ － ７]、视觉跟踪[８] 等计算机视觉

下游任务的准确性ꎮ 图像去雨主要分为视频图像

去雨和单幅图像去雨两大类ꎮ 视频图像去雨通过

分析时序连续性ꎬ能够有效捕捉相邻帧间的信息

差异ꎬ可以更有效地去除雨水对视觉质量的影响ꎮ
单幅图像去雨依赖图像本身的特征和先验知识ꎬ
比视频去雨处理难度更大ꎮ

单幅图像去雨技术的传统方法通常依赖于高

斯滤波、稀疏编码以及字典学习等经典算法实现

雨纹识别与消除ꎬ然而这类方法在去雨效果和实

际应用层面存在明显局限性ꎮ 近年来ꎬ随着深度

学习的快速发展ꎬ出现了基于深度学习的单阶段

去雨模型ꎮ Ｄｅｎｇ 等[９] 提出一种上下文聚合细节

恢复网络ꎬ利用扩张卷积聚合块恢复背景细节ꎮ
文献[１０]提出基于注意力机制及多尺度特征融合

的图像去雨算法ꎬ该网络采用双分支结构ꎬ提出雨

纹提取模块用于雨纹的去除ꎬ背景恢复模块用于

背景细节的恢复ꎮ 单阶段去雨模型因其结构简

洁、计算高效、适用于实时处理系统ꎮ 然而ꎬ这些

模型忽略了去雨过程中图像细节的逐步恢复ꎬ导
致对复杂雨滴形态的处理不足ꎬ特别是在处理雨

滴密集的复杂场景时ꎬ去雨效果会出现明显的质

量损失ꎮ 为了克服单阶段模型的局限ꎬ近年来ꎬ多
阶段去雨模型得到了广泛关注ꎮ 多阶段去雨模型

又分为递进式结构和分阶段优化结构ꎬ能够更精

细地去除雨滴ꎬ并逐渐恢复图像的原始结构ꎮ 文

献[１１]提出了基于渐进多尺度注意力残差网络的

单幅图像去雨方法ꎬ通过渐进式递归方式ꎬ采用多

尺度注意力残差模块逐步去除雨纹ꎬ但缺少背景

细节的恢复ꎬ易丢失纹理信息ꎮ Ｙｉｎ 等[１２] 提出了

多阶段去雨网络 ＲＡｉＡ￣Ｎｅｔꎬ在注意力机制中加入

注意力机制ꎬ从而提升雨纹区域的识别与抑制能

力ꎮ Ｚａｍｉｒ 等[１３]提出了基于 Ｕ￣Ｎｅｔ 编码 － 解码结

构的多阶段渐进式图像恢复网络ꎬ虽然在图像去

噪方面表现出色ꎬ但是去除图像中的雨滴时效果

并不理想ꎮ 文献[１４]和文献[１５]对文献[１３]进
行了改进ꎬ文献[１４]提出了特征重建模块ꎬ对其网

络学习的特征进行重组ꎮ 但在重建过程中会失去

一些重要的局部信息ꎬ导致网络无法恢复重要的

纹理细节特征ꎮ 文献[１５]提出了高效通道注意力

模块用于跳跃连接传递局部特征ꎬ但在细小雨滴

下仍难以捕捉更多的雨纹信息ꎮ 文献 [１３] ~
[１５]均采用 Ｕ￣Ｎｅｔ 编码 － 解码器结构ꎬ缺乏对全

局上下文的充分建模ꎬ导致模型在去除雨滴时忽

略了与背景的细微联系ꎬ难以有效地去除复杂雨

滴的同时恢复图像背景细节信息从而影响了去雨

效果ꎮ 文献[１６]提出了基于多尺度和多头注意力

的图像去雨算法ꎬ采用 Ｔｒａｎｓｆｏｒｍｅｒ 中的多头注意

力模块作为编码 － 解码器之间的桥梁ꎬ获取雨纹

更多的全局信息ꎬ但该方法是基于单阶段 Ｔｒａｎｓ￣
ｆｏｒｍｅｒ 编码 －解码结构ꎬ缺乏多阶段建模能力ꎬ难
以充分捕捉复杂雨纹的信息ꎮ 文献[１７]提出了多

阶段多尺度去雨网络ꎬ在每个阶段编码器与解码

器之间加入语义信息模块ꎬ降低了编码器与解码器

之间因下采样操作造成的信息损失ꎬ但忽略了不同

阶段之间编码 －解码器的信息传递ꎮ
为解决上述问题ꎬ 本文基于文献 [ １３ ] 的

ＭＰＲＮｅｔ 架构提出基于 Ｎ 型 Ｔｒａｎｓｆｏｒｍｅｒ 高效引

导融合网络(ＮＴＥＧ￣Ｎｅｔ)ꎮ 首先ꎬ针对标准 Ｕ￣Ｎｅｔ
编码 －解码器结构在图像去雨任务中容易导致纹

理细节和空间信息丢失的问题ꎬ提出了用 ＮＴＥＧ￣
Ｎｅｔ 代替 Ｕ￣Ｎｅｔ 网络ꎬ以使其复杂雨纹的建模能力

和全局信息的整合能力得到提升ꎬ更好地实现去

雨ꎮ 其次ꎬ针对在多阶段的网络架构中ꎬ不同阶段

之间多尺度信息利用不充分的问题ꎬ采用了跨阶

段特征传递(ｃｒｏｓｓ￣ｓｔａｇｅ ｆｅａｔｕｒｅ ｔｒａｎｓｆｅｒꎬＣＳＦＴ)模
块ꎬ以提高网络整体的稳定性ꎮ 最后ꎬ为了确保输

出图像更多地保留所需要的纹理细节ꎬ在第三阶

段引入重新参数化的残差特征网络( ｒｅｐａｒａｍｅｔｅｒ￣
ｉｚｅｄ ｒｅｓｉｄｕａｌ ｆｅａｔｕｒｅ ｎｅｔｗｏｒｋꎬＲｅｐＲＦＮｅｔ)ꎬ提升输

入图像的原始分辨率ꎬ并保留所需的纹理细节ꎮ

１　 本文算法

１􀆰 １　 网络结构
本文网络分为三个阶段逐步去除图像中的雨

滴并保留背景细节信息ꎮ 本文对文献[１３]改进后

的网络结构如图 １ 所示ꎮ
１􀆰 ２　 Ｎ 型 Ｔｒａｎｓｆｏｒｍｅｒ 高效引导融合网络

为进一步解决在单一尺度下提取粗细不同的

雨纹信息较为困难的问题ꎬ本文将 Ｔｒａｎｓｆｏｒｍｅｒ 模
块、高效下采样模块 ( ｅｆｆｉｃｉｅｎｔ ｄｏｗｎ￣ｃｏｎｖｏｌｕｔｉｏｎ
ｂｌｏｃｋꎬＥＤＣＢ)、引导融合网络(ｇｕｉｄａｎｃｅ￣ｆｕｉｏｎ ｎｅｔ￣
ｗｏｒｋꎬＧＦ￣Ｎｅｔ)、通道注意力机制(ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ
ｂｌｏｃｋꎬＣＡＢ)组成新的网络ꎬ提出了 Ｎ 型 Ｔｒａｎｓｆｏｒｍ￣
ｅｒ 高效引导融合网络替代标准的 Ｕ￣Ｎｅｔ 网络结构ꎬ
使其全局特征建模能力、多尺度雨纹去除能力、特
征提取及融合能力更强ꎮ 具体的结构如图 ２ 所示ꎮ
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图 １　 本文网络结构

Ｆｉｇ. １　 Ｔｈｅ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｉｓ ａｒｔｉｃｌｅ

图 ２　 Ｎ 型 Ｔｒａｎｓｆｏｒｍｅｒ 高效引导融合网络

Ｆｉｇ. ２　 Ｎ￣ｔｙｐｅ Ｔｒａｎｓｆｏｒｍｅｒ ｅｆｆｉｃｉｅｎｔｌｙ ｇｕｉｄｅｓ
ｃｏｎｖｅｒｇｅｄ ｎｅｔｗｏｒｋ

　 　 首先ꎬ通过 Ｔｒａｎｓｆｏｒｍｅｒ 模块的下采样ꎬ将高

分辨率的输入逐步映射到低分辨率ꎬ有效减少计

算量的同时保留足够的全局上下文信息ꎬ适应雨

滴区域和背景区域的不同特征ꎮ 全局注意力机制

用来抑制雨纹区域的影响ꎬ增强背景区域的语义

信息ꎬ从而使模型专注重要的背景细节ꎬ减少雨滴

影响ꎬ提高去雨效果ꎮ 其次ꎬ引入 ＥＤＣＢ 提取局部

多尺度特征ꎬ并通过 Ｔｒａｎｓｆｏｒｍｅｒ 模块提取全局自

注意力特征ꎬ形成局部与全局特征互补ꎬ有助于精

确处理不同尺度和不同位置的雨滴ꎬ提升细节恢

复和去除雨纹的能力ꎮ 再次ꎬ引入 ＧＦ￣Ｎｅｔ 将

Ｔｒａｎｓｆｏｒｍｅｒ 输出的全局特征与 ＥＤＣＢ 提取的局

部特征融合ꎬ使全局信息与局部信息更好地平衡ꎬ
从而使背景和细节部分恢复更加自然ꎮ 最后ꎬ在
跳跃连接处引入 ＣＡＢꎬ为不同分辨率下的特征图

通道分配不同的权重ꎬ精细提取不同分辨率下的

雨纹特征ꎬ确保多尺度信息的有效利用ꎬ进一步提

高去雨效果ꎮ
１􀆰 ２􀆰 １　 Ｔｒａｎｓｆｏｒｍｅｒ 模块

多阶段图像去雨采用标准的 Ｕ￣Ｎｅｔ 网络结

构ꎬ主要依赖卷积神经网络(ＣＮＮ)进行特征提

取ꎬ尤其在处理复杂的雨纹和背景信息时ꎬ其局部

感受野会限制全局信息的捕获ꎮ 为此ꎬ本文使用

Ｔｒａｎｓｆｏｒｍｅｒ 模块作为编码 － 解码结构解决 ＣＮＮ
的缺点以增强全局信息建模能力和自适应特征提

取能力ꎮ Ｔｒａｎｓｆｏｒｍｅｒ 模块结构如图 ３ 所示ꎬ由多

深度卷积头部转置注意力(ＭＤＴＡ)和门控深度卷

积前馈网络(ＧＤＦＮ)两部分构成ꎮ
ＭＤＴＡ 的输出 Ｆｍ 为

Ｆｍ ＝ Ｃｏｎｖ１ × １(Ｒ(Ｖ􀱋σ(Ｑ􀱋Ｋ / θ))) ＋ ｘｉｎ (１)
式中:Ｃｏｎｖ１ × １ 表示 １ × １ 卷积运算ꎻＲ 表示 Ｒｅ￣
ｓｈａｐｅ 操作ꎻ􀱋表示矩阵相乘ꎻσ 表示 Ｓｏｆｔｍａｘ 函

数ꎻθ 是一个可以学习的缩放参数ꎻＱ、Ｋ、Ｖ 表示得

到的特征矩阵ꎻｘｉｎ为 ＭＤＴＡ 的输入ꎮ
　 　 ＧＤＦＮ 的输出 ＦＧ 为

ＦＧ ＝ Ｃｏｎｖ１ × １(ｘ２☉ｘ３) ＋ Ｆｍ (２)
ｘ２ ＝ＤＣｏｎｖ３ × ３(Ｃｏｎｖ１ × １(ＬＮ(Ｆｍ))) (３)

ｘ３ ＝ＧｅＬＵ(ｘ２) (４)
式中:ｘ２ 为上支路输出ꎻｘ３ 为下支路输出ꎻＬＮ(􀅰)
表示层归一化ꎻＤＣｏｎｖ３ × ３ 表示 ３ × ３ 深度卷积运

算ꎻＧｅＬＵ 为激活函数ꎮ
Ｔｒａｎｓｆｏｒｍｅｒ 模块在编码 －解码去雨架构中通

过自注意力机制全局建模图像上下文信息ꎬ有效

区分雨纹与背景纹理ꎬ结合渐进下采样策略和多

尺度特征提取ꎬ动态调整注意力权重以适配不同

雨纹密度和方向ꎬ保留图像细节与全局语义信息ꎬ
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图 ３　 Ｔｒａｎｓｆｏｒｍｅｒ 模块结构

Ｆｉｇ. ３　 Ｔｒａｎｓｆｏｒｍｅｒ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ

减少雨纹残留并修复遮挡区域ꎬ在复杂场景中实

现高精度去雨ꎮ
１􀆰 ２􀆰 ２　 高效下采样卷积模块

由于在编码 － 解码过程中ꎬ必然会有一些信

息丢失ꎬ为此ꎬ本文引入 ＥＤＣＢꎬ其结构如图 ４ 所

示ꎮ 对输入 ｘｉｎ进行下采样(Ｄｏｗｎｓａｍｐｌｉｎｇ)ꎬ得到

当前的特征图 ＩＥꎬ以匹配下一个连接的特征图的

维度和分辨率ꎬ不仅加深了网络深度ꎬ而且使用不

同的卷积提取多尺度特征信息以丰富语义信息ꎮ

图 ４　 高效下采样卷积模块

Ｆｉｇ. ４　 Ｅｆｆｉｃｉｅｎｔ ｄｏｗｎ￣ｃｏｎｖｏｌｕｔｉｏｎ ｍｏｄｕｌｅ

　 　 ＥＤＣＢ 使用比例因子 ０􀆰 ５ 的下采样缩小特征

图ꎬ然后使用 ３ × ３ 深度卷积和激活函数增强特征

图ꎬ最后用 １ × １ 卷积调整通道数与下一级匹配ꎮ
１􀆰 ２􀆰 ３　 引导融合网络

编码 － 解码结构在两个编码器间会将背景

纹理误认为是雨纹ꎬ导致去雨后细节损失ꎮ 为

此ꎬ本文引入 ＧＦ￣Ｎｅｔ 结构ꎬ如图 ５ 所示ꎮ 该结构

采用多级差网络引导模型进行去雨ꎬ通过特征筛

选机制区分雨纹与真实背景信息ꎬ避免错误去

雨ꎮ 图中ꎬＲＵ 表示高维特征编码ꎻＩｉＥ 和 Ｆ ｉ
Ｇ 为第

ｉ 级特征编码ꎻｆ ｉ
ｒｅｓ为第 ｉ 级的残差ꎻＦｏｕｔ为 ＧＦ￣Ｎｅｔ

的输出ꎮ
　 　 由于雨点在不同区域的影响不同ꎬＲＵ 将这些

差异编码成特征ꎬ使模型更具有自适应性ꎮ 采用

多级残差的方法ꎬ融合了浅层和深层的残差信息ꎬ
进一步提高了除雨效果ꎮ

图 ５　 ＧＦ￣Ｎｅｔ
Ｆｉｇ. ５　 Ｇｕｉｄａｎｃｅ￣ｆｕｓｉｏｎ ｎｅｔｗｏｒｋ

１􀆰 ３　 跨阶段特征传递模块
多阶段方法通常每阶段独立处理特征ꎬ各阶

段间仅通过简单跳跃连接或单向传递共享信息ꎬ
导致浅层细节与深层语义难以充分融合ꎬ造成上

下文信息断裂与梯度衰减ꎮ 为解决此问题ꎬ本文

采用 ＣＳＦＴ 模块ꎬ其结构如图 ６ 所示ꎬ在不同阶

段之间加入该模块ꎬ可以为不同阶段编码 － 解码

结构之间传递信息ꎬ进一步提升了模型的全局信

息流动性和特征一致性ꎬ增强了信息传递和特征

共享ꎮ
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图 ６　 ＣＳＦＴ 模块

Ｆｉｇ. ６　 Ｃｒｏｓｓ￣ｓｔａｇｅ ｆｅａｔｕｒｅ ｔｒａｎｓｆｅｒ ｍｏｄｕｌｅ

　 　 ＣＳＦＴ 模块的权重分配机制主要通过注意力

机制动态生成特征权重ꎮ 编码器和解码器输出的

特征图首先经过 １ × １ 卷积对特征图进行通道维

度压缩和调整ꎻ然后将其相加后的特征通过 Ｓｉｇ￣
ｍｏｉｄ 函数求出权重ꎬ用于突出关键特征ꎻ再将经

过优化后的编码器输出特征图与权重系数相乘ꎬ
得到注意力权重映射图ꎮ 由于解码器的特征图中

含有丰富的语义特征ꎬ使用 ３ × ３ 卷积学习解码器

的语义信息ꎬ将其与注意力权重映射图相加ꎬ得到

一个阶段内的编码器和解码器的融合特征ꎻ最后ꎬ
与下一阶段的编码器或 ＲｅｐＲＦＮ 模块输出的特征

图进行融合ꎬ形成最终的融合特征ꎮ 第一二阶段

聚合后的特征 ｙ１ 数学表达式为

ｙ１ ＝ (Ｓｉｇｍｏｉｄ(Ｃｏｎｖ１ × １(ｅ１) ＋ Ｃｏｎｖ１ × １(ｄ１)))􀱋
Ｃｎｏｖ１ × １(ｅ１) ＋ Ｃｏｎｖ３ × ３(ＲｅＬＵ(Ｃｏｎｖ３ × ３

(Ｃｏｎｖ１ × １(ｄ１)))) ＋ ｅ２ (５)
式中:ｅ１ 和 ｄ１ 分别表示第一阶段的编码器和解码

器的输出特征图ꎻｅ２ 表示第二阶段的编码器输出

特征图ꎻＳｉｇｍｏｉｄ 为激活函数ꎻＲｅＬＵ(􀅰)为激活函

数ꎮ 第二三阶段聚合后的特征 ｙ２ 数学表达式为

ｙ２ ＝ (Ｓｉｇｍｏｉｄ(Ｃｏｎｖ１ × １(ｅ２) ＋ Ｃｏｎｖ１ × １(ｄ２)))􀱋
Ｃｏｎｖ１ × １(ｅ２) ＋ Ｃｏｎｖ３ × ３(ＲｅＬＵ(Ｃｏｎｖ３ × ３

(Ｃｏｎｖ１ × １(ｄ２)))) ＋ ｓ (６)
式中:ｄ２ 表示第二阶段解码器的输出特征图ꎻｓ 表

示第三阶段 ＲｅｐＲＦＮ 模块输出特征图ꎮ
在多阶段去雨任务中ꎬ采用 ＣＳＦＴ 模块优化

不同阶段间的信息交互ꎬ显著提升了去雨性能ꎮ
实现了更高效的特征传递ꎬ既保留了浅层细节又

强化了深层语义信息ꎮ
１􀆰 ４　 重新参数化的残差特征网络

在图像去雨任务中ꎬ传统编码 － 解码器作为

最后一阶段的细节恢复模块ꎬ因多次下采样与上

采样操作会导致去雨效果受限ꎮ 尤其当雨纹与背

景纹理高度相似时ꎬ编码器通过逐步压缩空间分

辨率提取深层语义特征ꎬ而解码器依赖上采样重

建高分辨率图像ꎬ但反复的尺度变换会造成边缘、
纹理的模糊或失真ꎮ 在图像超分辨率重建方面ꎬ
文献[１８]提出多尺度特征信息融合的图像超分辨

重建算法ꎬ采用多尺度融合学习不同尺度的特征

和高分辨率的特征ꎬ能够输出清晰的图像ꎮ 为了

保持输入图像到输出图像之间的细节信息ꎬ生成

具有高分辨率且信息丰富的背景特征ꎬ从而提升

图像的真实感和清晰感ꎬ本文在最后一阶段引入

了 ＲｅｐＲＦＮｅｔ 网络代替编码 －解码器结构ꎬ利用残

差连接保留浅层雨纹细节与背景高频信息ꎬ使其

输出具有高分辨率且信息丰富的背景特征ꎬ其结

构如图 ７ 所示ꎮ

图 ７　 ＲｅｐＲＦＮｅｔ
Ｆｉｇ. ７　 Ｒｅｐａｒａｍｅｔｅｒｉｚｅｄ ｒｅｓｉｄｕａｌ ｆｅａｔｕｒｅ ｎｅｔｗｏｒｋ

　 　 ＲｅｐＲＦＮｅｔ 由浅层特征提取块、深层特征提取

块、上采样块组成ꎮ 首先ꎬ使用 ３ × ３ 卷积对输入

图像进行初步处理ꎬ目的是提取低层次的纹理、边
缘等基础特征ꎬ为后续的深层特征提取做好准备ꎮ
其次ꎬ深层特征提取块主要由多个重新参数化的

剩余特征块(ＲｅｐＲＦＢ)组成ꎬ通过 ＲｅｐＲＦＢ 中的

ＲｅｐＢｌｏｃｋ 堆叠ꎬ从不同的特征中逐渐提取浅层特

征ꎬ通过 ３ × ３ 卷积层得到深度特征ꎬ将深度特征

与浅层特征进行残差连接ꎬ实现深浅特征融合ꎬ增
强图像复原能力ꎮ 最后ꎬ上采样块使用亚像素卷
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积(ＰｉｘｅｌＳｈｕｆｆｌｅ)生成最终的超分辨率图像ꎬ从而

输出清晰去雨后的图像ꎮ

２　 实验结果与分析

２􀆰 １　 实验环境和数据集
本文基于 ＰｙＴｏｒｃｈ 框架构建的多阶段去雨

网络模型在配备 １６ ＧｉＢ 显存的 ＮＶＩＤＩＡ Ｇｅ￣
Ｆｏｒｃｅ ＲＴＸ４０６０Ｔｉ 显卡上完成训练ꎬ采用 Ａｄａｍ
优化器进行梯度优化ꎬ初始学习率设定为 ２ ×
１０ － ４ꎬ并随训练进程逐步衰减至 １ × １０ － ６ꎬ批次

大小 设 为 １ꎬ 训 练 轮 次 为 ２５０ꎮ 实 验 选 用

Ｒａｉｎ１００Ｌ、Ｒａｉｎ１００Ｈ 和 Ｒａｉｎ８００ [１９] 三个具有代

表 性 的 公 开 合 成 数 据 集 和 ＬＨＰ￣Ｒａｉｎ[２０] 、
ＲａｉｎＤＳ[２１]真实雨天数据集进行模型训练与性能

评估ꎬ其中 Ｒａｉｎ１００Ｌ 数据集包含 ２００ 对训练图

像和 １００ 对测试图像ꎬ其特征为单一雨纹的小雨

场景ꎻＲａｉｎ１００Ｈ 数据集则包含 １ ８００ 对训练图像

和 １００ 对测试图像ꎬ其特点在于包含五种不同类型

雨纹的大雨场景ꎻＲａｉｎ８００ 包含 ７００ 对训练图像和

１００ 对测试图像ꎻＬＨＰ￣Ｒａｉｎ 包含 １ ０００ 对真实雨天

场景测试图像ꎮ ＲａｉｎＤＳ 包含 １５０ 对多种真实场

景下拍摄的雨天图像ꎮ ＬＨＰ￣Ｒａｉｎ 和 ＲａｉｎＤＳ 两个

数据集中的雨图都涵盖了不同的雨量、雨纹方向、

形态以及背景复杂度ꎬ适用于模型在实际应用中

的鲁棒性验证与泛化性能评估ꎮ
２􀆰 ２　 对比实验
２􀆰 ２􀆰 １　 合成数据集

为验证本文提出的基于 ＮＴＥＧ￣Ｎｅｔ 的多阶段

图像去雨网络的优势ꎬ将本文算法(Ｏｕｒｓ)与单阶

段中 ＤｅｒａｉｎＮｅｔ[１６]、ＤＩＤＭＤＮ[１６]、ＤＲＤＮｅｔ[９]、多阶

段中 ＰｒｅＮｅｔ[１６]、ＰＣＮｅｔ[２２]、文献[１５]、文献[１７]和
ＭＰＲＮｅｔ[１３] 算法的去雨性能进行比较ꎬ其中多阶

段算法中的 ＰｒｅＮｅｔ 和 ＰＣＮｅｔ 属于非编码 － 解码

网络ꎬＭＰＲＮｅｔ、文献[１５]和文献[１７]属于编码 －
解码网络ꎮ 本文在 ＭＰＲＮｅｔ 的基础上进行改进ꎬ
评价指标采用峰值信噪比(ＰＳＮＲ)和结构相似性

(ＳＳＩＭ)作为客观评价图像质量的方法ꎮ 本文采

用模型训练与测试相结合的方法ꎬ最终获得了不

同算法的定量对比结果ꎬ如表 １ 所示ꎮ
通 过 测 试 数 据 集 Ｒａｉｎ１００Ｌ、 Ｒａｉｎ１００Ｈ、

Ｒａｉｎ８００ 的实验结果表明ꎬ本文算法明显优于单

阶段图像去雨算法和多阶段去雨算法中的

ＰｒｅＮｅｔ、ＰＣＮｅｔ、文献[１５]和文献[１７]ꎬ与基准模

型 ＭＰＲＮｅｔ 算法相比ꎬＰＳＮＲ 分别提高了 ２􀆰 ０９ ｄＢ、
０􀆰 ２４ ｄＢ、 ０􀆰 ２７ ｄＢꎬ ＳＳＩＭ 分 别 提 高 了 ０􀆰 ００９、
０􀆰 ００３、０􀆰 ００６ꎬ说明本文所提算法在去雨性能上较

其他算法有更好的效果ꎮ

表 １　 不同算法去雨效果对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｒａｉｎ ｒｅｍｏｖａｌ ｅｆｆｅｃｔ ｂａｓｅｄ ｏｎ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

类型 算法
Ｒａｉｎ１００Ｌ

ＰＳＮＲ ＳＳＩＭ
Ｒａｉｎ１００Ｈ

ＰＳＮＲ ＳＳＩＭ
Ｒａｉｎ８００

ＰＳＮＲ ＳＳＩＭ

ＤｅｒａｉｎＮｅｔ ２７􀆰 ０３ ０􀆰 ８８４ １４􀆰 ９２ ０􀆰 ５９２ ２２􀆰 ７７ ０􀆰 ８１０

单阶段 ＤＩＤＭＤＮ ２５􀆰 ２３ ０􀆰 ７４１ １７􀆰 ３５ ０􀆰 ５２４ ２２􀆰 ５６ ０􀆰 ８１８

ＤＲＤＮｅｔ ２９􀆰 ２７ ０􀆰 ９４５ ２３􀆰 ７０ ０􀆰 ８８０ ２３􀆰 ０６ ０􀆰 ８４３

ＰｒｅＮｅｔ ３２􀆰 ４４ ０􀆰 ９５０ ２６􀆰 ７７ ０􀆰 ８５８ ２４􀆰 ８１ ０􀆰 ８５１

多阶段

ＰＣＮｅｔ ３４􀆰 ３５ ０􀆰 ９８３ ２８􀆰 ３４ ０􀆰 ９３９ ２７􀆰 ０９ ０􀆰 ９０８

文献[１５] ３６􀆰 ７９ ０􀆰 ９６０ ２８􀆰 ９４ ０􀆰 ９４４ ２７􀆰 ３３ ０􀆰 ８３０

文献[１７] ３５􀆰 ５４ ０􀆰 ９８３ ２８􀆰 ６８ ０􀆰 ９４０ ２８􀆰 ８６ ０􀆰 ９２３

ＭＰＲＮｅｔ ３６􀆰 ３６ ０􀆰 ９８４ ３０􀆰 ６６ ０􀆰 ９５８ ２８􀆰 ５５ ０􀆰 ９２１

Ｏｕｒｓ ３８􀆰 ４５ ０􀆰 ９９３ ３０􀆰 ９０ ０􀆰 ９６１ ２８􀆰 ８２ ０􀆰 ９２７

　 　 此外ꎬ为进一步验证所提算法的有效性ꎬ选取

具有代表性的 Ｒａｉｎ１００Ｈ 数据集ꎬ将本文算法与其

他算法进行对比分析ꎬ测试结果如图 ８ 所示ꎮ 从 ４
组图像中可以看出ꎬＤｅｒａｉｎＮｅｔ、ＤＩＤＭＤＮ 和 ＤＲＤ￣
Ｎｅｔ 算法无法有效去除雨纹ꎻＰｒｅＮｅｔ 和 ＰＣＮｅｔ 虽
然去除了大部分雨纹ꎬ但背景细节缺失严重ꎬ如十

字架和青山的严重缺失ꎻＭＰＲＮｅｔ 在雨纹消除方

面表现出色ꎬ但其处理后的图像存在局部背景细

节模糊及细节丢失的问题ꎻ相比较而言ꎬ本文提

出的算法不仅实现了对雨纹的有效去除ꎬ同时在

背景细节重建方面展现出更优的性能ꎬ其输出结

果与真实无雨图像更接近ꎮ 由此可见ꎬ本文算法

在雨纹消除与背景细节保留上均取得了更好的

效果ꎮ
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图 ８　 Ｒａｉｎ１００Ｈ 数据集的测试结果

Ｆｉｇ. ８　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｎ ｔｈｅ Ｒａｉｎ１００Ｈ ｄａｔａｓｅｔ

２􀆰 ２􀆰 ２　 真实雨天数据集

为进一步验证本文算法在真实雨图去雨中的

泛化性和鲁棒性ꎬ将多阶段中 ＰｒｅＮｅｔ、ＰＣＮｅｔ、ＭＰＲ￣
Ｎｅｔ、和本文算法进行对比ꎬ测试所用的模型为

Ｒａｉｎ１００Ｈ 上的训练模型ꎮ 从数据集 ＬＨＰ￣Ｒａｉｎ 和

ＲａｉｎＤＳ 中选取 １００ 张不同场景下不同尺度雨纹大

小的真实雨图ꎮ 由于真实雨图没有无雨图像作为

对比ꎬ无法采用 ＰＳＮＲ 和 ＳＳＩＭ 作为评价指标ꎬ因此

本文采用自然图像质量评估指标(ＮＩＱＥ)作为评价

指标ꎬ其数值越小代表输出的图像质量越好ꎬ不同

算法在真实雨图上的去雨评价结果如表 ２ 所示ꎮ

表 ２　 真实雨图的去雨评价结果

Ｔａｂｌｅ ２　 Ｒａｉｎ ｒｅｍｏｖａｌ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｒｅａｌ ｒａｉｎ ｍａｐｓ

算法
ＮＩＱＥ

ＬＨＰ￣Ｒａｉｎ ＲａｉｎＤＳ
ＰｒｅＮｅｔ ４􀆰 １６５ ４􀆰 ６７９
ＰＣＮｅｔ ４􀆰 １２９ ４􀆰 ７６１
ＭＰＲＮｅｔ ３􀆰 ８８２ ４􀆰 ００５
Ｏｕｒｓ ３􀆰 ５９０ ３􀆰 ９９３

　 　 表 ２ 中 ＮＩＱＥ 为 １００ 张不同雨纹尺寸的真实

雨图去雨评价的平均值ꎬ通过在包含不同雨纹密

度、尺寸的真实雨图上进行测试ꎬ本文算法取得了

最小的 ＮＩＱＥ 值ꎬ表明其在真实雨纹环境下仍能

保持较高的视觉质量ꎬ具有更强的雨纹适应能力

和更好的跨场景泛化能力ꎮ
不同算法在真实雨图上的测试结果如图 ９ 所

示ꎮ 图 ９(ａ)中第一组图雨纹较大ꎬ方向近似垂直ꎮ
第二组图雨纹较小且分布较为密集ꎬ方向向左倾

斜ꎮ 第三组图的雨纹比第二组更细小ꎬ方向向右倾

斜ꎮ 第四组图雨纹密集ꎬ方向向右倾斜ꎮ 第五组图

雨纹高度密集、形态贴近地面且较为凌乱ꎮ 由图中

可以看出ꎬＰｒｅＮｅｔ 和 ＰＣＮｅｔ 算法处理后的图像仍存

在大量的雨纹残留ꎬＭＰＲＮｅｔ 算法处理后的图像只

有小部分雨纹残留ꎬ但背景细节模糊ꎬ而本文算法

残留雨纹最少ꎬ背景最为清晰ꎮ 通过真实雨天图像

的视觉对比ꎬ本文算法在去除不同方向和不同密度

雨纹时表现出优异的泛化性能ꎬ同时有效保留了背

景细节信息ꎬ其雨纹自适应能力确保了算法具有更

好的鲁棒性与图像重建性能ꎮ

图 ９　 真实数据集测试结果

Ｆｉｇ. ９　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｎ ｒｅａｌ￣ｗｏｒｄ ｄａｔａｓｅｔ

２􀆰 ２􀆰 ３　 算法性能对比

为对比改进模型与原模型算法性能的差异ꎬ
本文选取 １００ 对雨天图像进行测试ꎬ图像大小为

４８０ × ３２０ꎬ所有测试均在 ＧＰＵ 上进行ꎮ 对比原模

型和改进后模型的计算量(ＧＦＬＯＰｓ)、参数量(Ｐａ￣
ｒａｍｓ)、实时性(ＦＰＳ)、ＰＳＮＲ 和 ＳＳＩＭꎬ结果如表 ３
所示ꎮ

表 ３　 算法性能对比

Ｔａｂｌｅ ３　 Ａｌｇｏｒｉｔｈｍ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ

算法 ＧＦＬＯＰｓ Ｐａｒａｍｓ / １０６ ＦＰＳ ＰＳＮＲ ＳＳＩＭ

ＰｒｅＮｅｔ １５５􀆰 ３ ０􀆰 １７ １３ ３２􀆰 ４４ ０􀆰 ９５０

ＰＣＮｅｔ ６２９􀆰 １ ０􀆰 ６３ ２６ ３４􀆰 ３５ ０􀆰 ９８３

ＭＰＲＮｅｔ １ ２８５􀆰 ９ ３􀆰 ６４ ８ ３６􀆰 ３６ ０􀆰 ９８４

Ｏｕｒｓ ６９２􀆰 ５ ８􀆰 １８ ２ ３８􀆰 ４５ ０􀆰 ９９３
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　 　 从表 ３ 中可以看出ꎬ本文算法相比于 ＭＰＲＮｅｔ
虽然计算量减少了近一半ꎬ但由于模型结构复杂、
操作慢ꎬ导致实时性变慢ꎮ 本文算法与轻量化模

型 ＰｒｅＮｅｔ 和 ＰＣＮｅｔ 相比计算量大、参数量高、推
理速度慢ꎬ实时性弱于轻量级模型ꎮ 本文算法在

ＰＳＮＲ 和 ＳＳＩＭ 上优于其他算法ꎬ表明本文算法在

消除雨纹伪影、恢复纹理细节及保持结构一致性

方面具有显著优势ꎬ更适用于质量优先的场景ꎮ
２􀆰 ３　 消融实验
２􀆰 ３􀆰 １　 定量结果与分析

为评估所提算法的性能表现ꎬ选取 Ｒａｉｎ１００Ｌ
数据集进行消融实验ꎬ通过系统性地对比分析加

入不同功能模块对去雨效果的影响ꎬ所得去雨结

果如表 ４ 所示ꎮ

表 ４　 消融实验对比结果

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ

ＮＴＥＧ ＣＳＦＴ ＲｅｐＲＦＮ ＰＳＮＲ ＳＳＩＭ

Ｎｅｔ１ × × × ３６􀆰 ３６ ０􀆰 ９８４

Ｎｅｔ２ √ × × ３７􀆰 ４８ ０􀆰 ９８９

Ｎｅｔ３ × √ × ３７􀆰 ２７ ０􀆰 ９９１

Ｎｅｔ４ × × √ ３６􀆰 ７９ ０􀆰 ９９１

Ｎｅｔ５ √ √ √ ３８􀆰 ４５ ０􀆰 ９９３

　 　 表 ４ 中 Ｎｅｔ１ 为原模型 Ｕ￣Ｎｅｔ 编码 － 解码网

络ꎻＮｅｔ２ 为使用 ＮＴＥＧ￣Ｎｅｔ 结构代替 Ｕ￣Ｎｅｔ 编码 －
解码结构ꎬＮＴＥＧ￣Ｎｅｔ 有效提升了模型对不同全

局的感知能力与特征提取能力ꎬ在去除雨纹方面

表现更优ꎬ相比原模型 ＰＳＮＲ 和 ＳＳＩＭ 分别提高

了 １􀆰 １２ ｄＢ 和 ０􀆰 ００５ꎻＮｅｔ３ 为在 Ｎｅｔ１ 中加入 ＣＳ￣
ＦＴ 的实验结果ꎬＣＳＦＴ 实现了不同阶段间的有效

信息共享与融合ꎬ增强了网络的细节恢复能力与

特征连续性ꎬ相比原模型 ＰＳＮＲ 和 ＳＳＩＭ 分别提高

了 ０􀆰 ９１ ｄＢ 和 ０􀆰 ００７ꎻ Ｎｅｔ４ 为在 Ｎｅｔ１ 中加入

ＲｅｐＲＦＮｅｔ 的结果ꎬＲｅｐＲＦＮｅｔ 有效提升了网络的

残差信息建模能力与特征表达能力ꎬ相比原模型

ＰＳＮＲ 和 ＳＳＩＭ 分别提高了 ０􀆰 ４３ ｄＢ 和 ０􀆰 ００７ꎻ
Ｎｅｔ５ 为本文网络模型ꎬ相比原模型 ＰＳＮＲ 和 ＳＳＩＭ
分别提高了 ２􀆰 ０９ ｄＢ 和 ０􀆰 ００９ꎮ
２􀆰 ３􀆰 ２　 定性结果与分析

图 １０ 展示了 ５ 个网络在 Ｒａｉｎ１００Ｌ 数据集上

去雨后的视觉效果图ꎮ 从图中可以看出ꎬ经 Ｎｅｔ１
网络处理后的图像ꎬ背景中字母细节缺失严重ꎬ恢
复较差ꎻＮｅｔ２ 具备较强的全局建模能力ꎬ提升了图

像整体清晰度与去雨效果ꎬ但在细节重建方面仍

有不足ꎬ纹理信息缺失现象较明显ꎬ字母边缘出现

模糊ꎻＮｅｔ３ 增强了多尺度信息共享ꎬ提高了上下文

感知能力ꎬ但对局部高频纹理的保持仍有限ꎬ字母

等细节略显模糊ꎬ边缘锐度不高ꎻＮｅｔ４ 强化了残差

信息建模能力ꎬ提升了雨纹去除的鲁棒性ꎮ 该模

块更关注雨纹残差细节ꎬ恢复能力相对较弱ꎬ背景

中字母产生一定的模糊ꎮ 本文提出的 Ｎｅｔ５ 网络

处理后的图像几乎没有雨纹的残留ꎬ字母图像细

节和纹理信息较完整ꎬ更接近原始的无雨图ꎬ再次

验证了本文网络模块组合的有效性ꎮ

图 １０　 消融实验视觉效果图

Ｆｉｇ. １０　 Ｔｈｅ ｖｉｓｕａｌ ｉｍａｇｅｓ ｏｆ ｔｈｅ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

３　 结论

本文提出了一种基于 ＮＴＥＧ￣Ｎｅｔ 的多阶段图

像去雨算法ꎬ该算法分三个阶段进行逐步去雨ꎮ
首先ꎬ前两个阶段均以 Ｕ￣Ｎｅｔ 编码 － 解码网络为

基础进行改进ꎬ提出 ＮＴＥＧ￣Ｎｅｔ 编码 － 解码网络

能更充分学习雨图的上下文特征信息ꎮ 其次ꎬ在
每个编码 －解码网络之间加入跨阶段特征传递模

块为下一阶段提供更丰富的语义信息ꎮ 最后ꎬ在
第三阶段引入重新参数化的残差特征网络代替编

码 －解码网络ꎬ使其生成信息丰富的高分辨率图

像特征ꎮ 实验结果表明ꎬ本文所提网络在去除雨

纹的同时能更好地恢复背景细节ꎬ得到清晰的无

雨图像ꎬ泛化性能较好ꎮ 采用多阶段渐进式的去

雨网络结构会导致整体模型较大ꎬ因此如何将网

络模型更轻量化的同时保持去雨效果是接下来的

主要研究方向ꎮ
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ｒｏｎｍｅｎｔ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｔｒａｆｆｉｃ ａｎｄ Ｔｒａｎｓｐｏｒｔａｔｉｏｎ Ｅｎｇｉｎｅｅｒ￣
ｉｎｇꎬ２０２２ꎬ２２(３):２２５ － ２３７. ( ｉｎ Ｃｈｉｎｅｓｅ)

[ ５ ]　 查超能ꎬ罗素云ꎬ何佳. 雨天下基于注意力机制与特征融合

的交通标志识别[ Ｊ] . 重庆理工大学学报 (自然科学)ꎬ
２０２３ꎬ３７(１１):２０ － ３１.
Ｚｈａ Ｃ ＮꎬＬｕｏ Ｓ ＹꎬＨｅ Ｊ. Ｔｒａｆｆｉｃ ｓｉｇｎ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ａｔ￣
ｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ａｎｄ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｉｎ ｒａｉｎｙ ｗｅａｔｈｅｒ[ Ｊ] .
Ｊｏｕｒｎａｌ ｏｆ Ｃｈｏｎｇｑｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ(Ｎａｔｕｒａｌ Ｓｃｉ￣
ｅｎｃｅ)ꎬ２０２３ꎬ３７(１１):２０ － ３１. ( ｉｎ Ｃｈｉｎｅｓｅ)

[ ６ ]　 董兆龙ꎬ黄鹤ꎬ李战一ꎬ等. 自动驾驶样本库中多模态雨天

场景融合构建方法[Ｊ] . 汽车工程ꎬ２０２５ꎬ４７(２):２１１ － ２２１.
Ｄｏｎｇ Ｚ ＬꎬＨｕａｎｇ ＨꎬＬｉ Ｚ Ｙꎬｅｔ ａｌ. Ｃｏｎｓｔｒｕｃｔｉｏｎ ｍｅｔｈｏｄ ｆｏｒ
ｍｕｌｔｉｍｏｄａｌ ｒａｉｎｙ ｓｃｅｎｅ ｆｕｓｉｏｎ ｉｎ ａｕｔｏｎｏｍｏｕｓ ｄｒｉｖｉｎｇ ｓａｍｐｌｅ
ｌｉｂｒａｒｙ[ Ｊ] . Ａｕｔｏｍｏｔｉｖｅ Ｅｎｇｉｎｅｅｒｉｎｇꎬ ２０２５ꎬ ４７ ( ２ ): ２１１ －
２２１. ( ｉｎ Ｃｈｉｎｅｓｅ)

[ ７ ]　 周安达ꎬ唐超颖. 雨天道路场景语义分割算法及其移动端

部署[Ｊ] . 计算机与现代化ꎬ２０２４(１０):７ － １３.
Ｚｈｏｕ Ａ ＤꎬＴａｎｇ Ｃ Ｙ. Ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｆｏｒ
ｒａｉｎｙ ｒｏａｄ ｓｃｅｎｅ ａｎｄ ｉｔｓ ｍｏｂｉｌｅ ｄｅｐｌｏｙｍｅｎｔ[Ｊ] . Ｃｏｍｐｕｔｅｒ ａｎｄ
Ｍｏｄｅｒｎｉｚａｔｉｏｎꎬ２０２４(１０):７ － １３. ( ｉｎ Ｃｈｉｎｅｓｅ)

[ ８ ]　 Ｍａｒｖａｓｔｉ￣ｚａｄｅｈ Ｓ ＭꎬＣｈｅｎｇ ＬꎬＧｈａｎｅｉ￣ｙａｋｈｄａｎ Ｈꎬｅｔ ａｌ. Ｄｅｅｐ
ｌｅａｒｎｉｎｇ ｆｏｒ ｖｉｓｕａｌ ｔｒａｃｋｉｎｇ:ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｓｕｒｖｅｙ[Ｊ] . ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｔｅｌｌｉｇｅｎｔ Ｔｒａｎｓｐｏｒｔａｔｉｏｎ Ｓｙｓｔｅｍｓꎬ２０２２ꎬ２３
(５):３９４３ － ３９６８.

[ ９ ]　 Ｄｅｎｇ ＳꎬＷｅｉ Ｍ ＱꎬＷａｎｇ Ｊꎬｅｔ ａｌ. Ｄｅｔａｉｌ￣ｒｅｃｏｖｅｒｙ ｉｍａｇｅ ｄｅｒ￣
ａｉｎｉｎｇ ｖｉａ ｃｏｎｔｅｘｔ ａｇｇｒｅｇａｔｉｏｎ ｎｅｔｗｏｒｋｓ [ Ｃ] / / ２０２０ ＩＥＥＥ /
ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ
(ＣＶＰＲ) . ＳｅａｔｔｌｅꎬＷＡꎬＵＳＡ:ＩＥＥＥꎬ２０２０:１４５４８ － １４５５７.

[１０] 宋建辉ꎬ胡强强ꎬ刘晓阳ꎬ等. 基于注意力机制及多尺度特

征融合的图像去雨[ Ｊ] . 沈阳理工大学学报ꎬ２０２４ꎬ４３(６):
２８ － ３３.
Ｓｏｎｇ Ｊ ＨꎬＨｕ Ｑ ＱꎬＬｉｕ Ｘ Ｙꎬｅｔ ａｌ. Ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ ｂａｓｅｄ ｏｎ
ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ａｎｄ ｍｕｌｔｉ￣ｓｃａｌｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ[ Ｊ] . Ｊｏｕｒ￣
ｎａｌ ｏｆ Ｓｈｅｎｙａｎｇ Ｌｉｇｏｎｇ Ｕｎｉｖｅｒｓｉｔｙꎬ２０２４ꎬ４３(６):２８ － ３３. ( ｉｎ
Ｃｈｉｎｅｓｅ)

[１１] 顾小豪ꎬ王欢. 基于渐进多尺度注意力残差网络的单幅图

像去雨方法[ Ｊ] . 计算机与数字工程ꎬ２０２４ꎬ５２ (３):８２７ －
８３３ꎬ８７９.
Ｇｕ Ｘ ＨꎬＷａｎｇ Ｈ. Ｓｉｎｇｌｅ ｉｍａｇｅ ｒａｉｎ ｒｅｍｏｖａｌ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ
ｐｒｏｇｒｅｓｓｉｖｅ ｍｕｌｔｉ￣ｓｃａｌｅ ａｔｔｅｎｔｉｏｎ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ [ Ｊ] . Ｃｏｍ￣
ｐｕｔｅｒ ＆Ｄｉｇｉｔａｌ Ｅｎｇｉｎｅｅｒｉｎｇꎬ２０２４ꎬ５２(３):８２７ － ８３３ꎬ８７９. ( ｉｎ
Ｃｈｉｎｅｓｅ)

[１２] Ｙｉｎ Ｈ ＴꎬＤｅｎｇ Ｈ. ＲＡｉＡ￣ｎｅｔ:ａ ｍｕｌｔｉ￣ｓｔａｇｅ ｎｅｔｗｏｒｋ ｗｉｔｈ ｒｅ￣
ｆｉｎｅｄ ａｔｔｅｎｔｉｏｎ ｉｎ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ ｆｏｒ ｓｉｎｇｌｅ ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ

[Ｊ] . ＩＥＥＥ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ Ｌｅｔｔｅｒｓꎬ２０２２ꎬ２９:７４７ － ７５１.
[１３] Ｚａｍｉｒ Ｓ ＷꎬＡｒｏｒａ ＡꎬＫｈａｎ Ｓꎬｅｔ ａｌ. Ｍｕｌｔｉ￣ｓｔａｇｅ ｐｒｏｇｒｅｓｓｉｖｅ

ｉｍａｇｅ ｒｅｓｔｏｒａｔｉｏｎ [ Ｃ ] / / ２０２１ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ ( ＣＶＰＲ) . Ｎａｓｈ￣
ｖｉｌｌｅꎬＴＮꎬＵＳＡ:ＩＥＥＥꎬ２０２１:１４８２１ － １４８３１.

[１４] 谷坤源ꎬ贾宗璞ꎬ赵珊ꎬ等. 基于编码 － 解码结构的多阶段图

像去雨滴方法[ Ｊ] . 计算机应用研究ꎬ２０２３ꎬ４０(９):２８７５ －
２８８０.
Ｇｕ Ｋ ＹꎬＪｉａ Ｚ ＰꎬＺｈａｏ Ｓꎬｅｔ ａｌ. Ｍｕｌｔｉ￣ｓｔａｇｅ ｉｍａｇｅ ｒａｉｎｄｒｏｐ ｒｅ￣
ｍｏｖａｌ ｖｉａ ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ ｎｅｔｗｏｒｋ[Ｊ] . Ａｐｐｌｉｃａｔｉｏｎ Ｒｅｓｅａｒｃｈ
ｏｆ Ｃｏｍｐｕｔｅｒｓꎬ２０２３ꎬ４０(９):２８７５ － ２８８０. ( ｉｎ Ｃｈｉｎｅｓｅ)

[１５] 李国金ꎬ张书铭ꎬ林森ꎬ等. 基于高效通道注意力的多阶段

图像去雨网络[ Ｊ] . 电光与控制ꎬ２０２４ꎬ３１ (４):１０９ － １１４ꎬ
１２０.
Ｌｉ Ｇ ＪꎬＺｈａｎｇ Ｓ ＭꎬＬｉｎ Ｓꎬｅｔ ａｌ. Ａ ｍｕｌｔｉ￣ｓｔａｇｅ ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ
ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ｈｉｇｈｌｙ ｅｆｆｉｃｉｅｎｔ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ[ Ｊ] . Ｅｌｅｃ￣
ｔｒｏｎｉｃｓ Ｏｐｔｉｃｓ ＆ Ｃｏｎｔｒｏｌꎬ２０２４ꎬ３１ (４):１０９ － １１４ꎬ１２０. ( ｉｎ
Ｃｈｉｎｅｓｅ)

[１６] 陈海秀ꎬ何珊珊ꎬ陆康ꎬ等. 基于多尺度和多头注意力的图

像去雨算法[Ｊ] . 信息技术ꎬ２０２５ꎬ４９(３):２８ － ３４ꎬ４１.
Ｃｈｅｎ Ｈ ＸꎬＨｅ Ｓ ＳꎬＬｕ Ｋꎬ ｅｔ ａｌ. Ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ ａｌｇｏｒｉｔｈｍ
ｂａｓｅｄ ｏｎ ｍｕｌｔｉ￣ｓｃａｌｅ ａｎｄ ｍｕｌｔｉ￣ｈｅａｄ ａｔｔｅｎｔｉｏｎ[Ｊ] . Ｉｎｆｏｒｍａｔｉｏｎ
Ｔｅｃｈｎｏｌｏｇｙꎬ２０２５ꎬ４９(３):２８ － ３４ꎬ４１. ( ｉｎ Ｃｈｉｎｅｓｅ)

[１７] 张玉波ꎬ王晓彤. 多阶段多尺度去雨网络[ Ｊ] . 计算机仿真ꎬ
２０２４ꎬ４１(９):２１７ － ２２２.
Ｚｈａｎｇ Ｙ ＢꎬＷａｎｇ Ｘ Ｔ. Ｍｕｌｔｉ￣ｓｔａｇｅ ａｎｄ ｍｕｌｔｉ￣ｓｃａｌｅ ｄｅｒａｉｎｉｎｇ
ｎｅｔｗｏｒｋ[Ｊ] . Ｃｏｍｐｕｔｅｒ Ｓｉｍｕｌａｔｉｏｎꎬ２０２４ꎬ４１(９):２１７ －２２２. ( ｉｎ
Ｃｈｉｎｅｓｅ)

[１８] 刘佳ꎬ李巍岷ꎬ杨大为. 多尺度特征信息融合的图像超分辨

率重建[Ｊ] . 微处理机ꎬ２０２５ꎬ４６(２):２１ － ２７.
Ｌｉｕ ＪꎬＬｉ Ｗ ＭꎬＹａｎｇ Ｄ Ｗ. Ｉｍａｇｅ ｓｕｐｅｒ￣ｒｅｓｏｌｕｔｉｏｎ ｒｅｃｏｎｓｔｒｕｃ￣
ｔｉｏｎ ｗｉｔｈ ｍｕｌｔｉ￣ｓｃａｌｅ ｆｅａｔｕｒｅ ｉｎｆｏｒｍａｔｉｏｎ ｆｕｓｉｏｎ[Ｊ] . Ｍｉｃｒｏｐｒｏ￣
ｃｅｓｓｏｒｓꎬ２０２５ꎬ４６(２):２１ － ２７. ( ｉｎ Ｃｈｉｎｅｓｅ)

[１９] Ｚｈａｎｇ ＨꎬＳｉｎｄａｇｉ ＶꎬＰａｔｅｌ Ｖ Ｍ. Ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ ｕｓｉｎｇ ａ ｃｏｎ￣
ｄｉｔｉｏｎａｌ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ
ｏｎ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓ ｆｏｒ Ｖｉｄｅｏ Ｔｅｃｈｎｏｌｏｇｙꎬ ２０１９ꎬ ３０
(１１):３９４３ － ３９５６.

[２０] 林祖凯ꎬ侯国家ꎬ王国栋ꎬ等. 基于联合注意力机制与多阶

段特征提取的图像去雨[ Ｊ / ＯＬ] . 计算机科学ꎬ２０２５:１ － １１
[２０２５ － ０２ － ２４] . ｈｔｔｐｓ: / / ｌｉｎｋ. ｃｎｋｉ. ｎｅｔ / ｕｒｌｉｄ / ５０. １０７５. ｔｐ.
２０２４１２０６. １５３９. ０１６.
Ｌｉｎ Ｚ ＫꎬＨｏｕ Ｇ ＪꎬＷａｎｇ Ｇ Ｄꎬｅｔ ａｌ. Ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ ｂａｓｅｄ ｏｎ
ｕｎｉｏｎ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ａｎｄ ｍｕｌｔｉｓｔａｇｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ
[Ｊ / ＯＬ] . Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅꎬ２０２５:１ － １１[２０２５ － ０２ － ２４] .
ｈｔｔｐｓ: / / ｌｉｎｋ. ｃｎｋｉ. ｎｅｔ / ｕｒｌｉｄ / ５０. １０７５. ｔｐ. ２０２４１２０６. １５３９.
０１６. ( ｉｎ Ｃｈｉｎｅｓｅ)

[２１] Ｘｉａｏ ＪꎬＦｕ Ｘ ＹꎬＬｉｕ Ａ Ｐꎬｅｔ ａｌ. Ｉｍａｇｅ ｄｅｒａｉｎｉｎｇ ｔｒａｎｓｆｏｒｍｅｒ
[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｐａｔｔｅｒｎ Ａｎａｌｙｓｉｓ ａｎｄ Ｍａｃｈｉｎｅ Ｉｎ￣
ｔｅｌｌｉｇｅｎｃｅꎬ２０２３ꎬ４５(１１):１２９７８ － １２９９５.

[２２] Ｊｉａｎｇ ＫꎬＷａｎｇ Ｚ ＹꎬＹｉ Ｐꎬｅｔ ａｌ. Ｒａｉｎ￣ｆｒｅｅ ａｎｄ ｒｅｓｉｄｕｅ ｈａｎｄ￣ｉｎ￣
ｈａｎｄ:ａ ｐｒｏｇｒｅｓｓｉｖｅ ｃｏｕｐｌｅｄ ｎｅｔｗｏｒｋ ｆｏｒ ｒｅａｌ￣ｔｉｍｅ ｉｍａｇｅ ｄｅｒ￣
ａｉｎｉｎｇ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇꎬ２０２１ꎬ３０:
７４０４ － ７４

(责任编辑:和晓军)
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