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[摘要] 　 随着当前对科技文献管理和组织要求的急剧增加ꎬ对于更为可扩展、精确且自动化的文献分类方式的需

求也更高. 为了有效应对海量科技文献数据的分析难题ꎬ提出了融合 ＹＯＬＯｖ７ 图像分类模型和自然语言处理

(ＮＬＰ)模型的多模态文献分析引擎. 该架构充分挖掘文档中的自然语言文本、描述性图像以及两者间的内在关联

这 ３ 种关键信息ꎬ通过综合训练流程整合不同模态的深度学习网络ꎬ达成相较于单模态分类方法更优的分类精准

度. 同时ꎬ将所提方法应用到中文科技文献数据集ꎬ并依据中图分类号对文献进行了分类训练. 结果表明ꎬ所提双模

态文献分类方法具有更高的分类准确性ꎬ有助于企事业单位和研究机构在数据与知识管理方面的效率提升.
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大数据时代带来了数据资源的快速和大规模增长ꎬ也显著增加了数据处理的难度. 传统的数据处理

技术存在明显的缺点ꎬ对基于大数据的数字图书馆资源服务提出了新要求. 因此ꎬ数字图书馆必须在新技

术应用和相关编辑人员对于新技术的应用能力方面进行持续改进ꎬ如数据分析、决策分析、语义分析、数据

质量和数据管理及可视化呈现技术等ꎬ以实现数字图书馆的更优化建设和管理[１－２] .
科技文献分类有助于用户更轻松地检索和获取相关信息. 当前各种文献和专利大部分已实现了数字

化并能通过电子方式传输ꎬ但许多数字副本是通过扫描仪或相机生成的. 因此ꎬ仍然需要编辑人员对文档

进行人工校对、文字提取并检查记录的一致性. 此外ꎬ科技文献分类的工作量极大ꎬ且包含复杂的技术术

语ꎬ需要掌握特定专业知识的编辑人员来处理. 在对多层次分类系统进行广泛和深入的分类时ꎬ编辑人员

可能无法准确确定特定文档的标签或类别. 为此ꎬ需要通过人工智能方法来减少时间和成本ꎬ并确保技术

文档的准确分类[３－４] .
在计算机视觉领域ꎬ数字文件分析得到了广泛研究. 为进行文本搜索和索引ꎬ数字化的关键部分是从

扫描或拍摄的文档中提取文本内容. 为此ꎬ国内外提出了许多光学字符识别(ｏｐｔｉｃａｌ ｃｈａｒａｃｔｅｒ ｒｅｃｏｇｎｉｔｉｏｎꎬ
ＯＣＲ)算法ꎬ将图像转换为字符串ꎬ并对复杂文档中的文本进行准确定位和分析. 文献[５]提出了基于卷积

循环神经网络的 ＯＣＲ 算法ꎬ从字符、词、文本行不同层面准确获取文本信息. 文献[６]提出了一种 ＯＣＲ 后

处理算法ꎬ以提高 ＯＣＲ 系统对扰动嵌入文本图像的鲁棒性.
文献分类是自然语言处理和文本挖掘中的基本任务. 传统方法使用稀疏词汇特征ꎬ例如词频－逆文档

频率( ｔｅｒｍ ｆｒｅｑｕｅｎｃｙ￣ｉｎｖｅｒｓｅ ｄｏｃｕｍｅｎｔ ｆｒｅｑｕｅｎｃｙꎬＴＦ￣ＩＤＦ)和 Ｎ 元语法(Ｎ￣ｇｒａｍ)ꎬ并使用线性模型(例如逻

辑回归)或基于核的方法(如支持向量机)完成自动分类[７] . 但此类方法扩展性差ꎬ不适用于大规模文献的

自动管理. 基于深度学习的方法已被证明具有可扩展的分类能力ꎬ它可应用各种自然语言处理技术来开

发自动分类器ꎬ例如卷积神经网络( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＣＮＮ)、循环神经网络( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋꎬＲＮＮ)、Ｔｒａｎｓｆｏｒｍｅｒｓ 网络和特定的预训练模型等[８] . 文献[９]提出的 ＦａｓｔＴｅｘｔ 模型将文本视为词

袋ꎬ然后通过一个或多个多层感知机(ｍｕｌｔｉｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎꎬＭＬＰ)进行分类. 文献[１０]利用图卷积网络捕

捉远距离语义信息ꎬ实现短文本的准确分类. 但这些模型通常都是在不包含专业技术术语的一般文献语

料库上进行训练. 针对科技文献分类ꎬ文献[１１]提出集成了词向量生成器(Ｗｏｒｄ２Ｖｅｃ)和长短时记忆网络

( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬＬＳＴＭ)的方法ꎬ将数据文献分为 ５０ 个类别. 文献[１２]将专利文献表示为固定层次

结构向量ꎬ并使用基于 ＬＳＴＭ 的架构进行分类. 文献[１３]提出了基于 ＣＮＮ 和词向量的 ＤｅｅｐＰａｔｅｎｔ 算法.
综上所述ꎬ虽然深度学习模型取得了优于传统机器学习方法的性能ꎬ但如仅使用文本作为模型输入ꎬ就

忽略了科技文献图表中包含的有价值的信息. 多模态深度学习旨在设计和训练能够利用、处理和关联多种模

态信息的模型. 相对于单模态方法ꎬ多模态方法在包括检索、匹配和分类等任务上展现出了优势. 文献[１４]提
出了用于文献分类的融合多模态分类器ꎬ通过 ＭｏｂｉｌｅＮｅｔ￣ｖ２ 模型学习视觉特征ꎬ并采用 ＦａｓｔＴｅｘｔ 处理文本数

据. 文献[１５]提出了融合知识图谱和多模态信息的文献分类模型ꎬ分别使用 Ｂｅｒｔ 和 ＲｅｓＮｅｔ 模型提取文本和

图像特征ꎬ并通过不同模态的特征加权实现多模态信息互补. 为提高中文科技文献分类的智能化水平和分类

精准度ꎬ本文提出了结合 ＣＮＮ 和 ＹＯＬＯｖ７ 的多模态科技文献分类框架. 此框架首先通过文本特征获取网络

提取词、句和文献级别的语义信息ꎬ接着借助带协同注意力机制的 ＹＯＬＯｖ７ 模型提取相应科技文献图表特

征ꎬ最后利用基于 ＲＮＮ 的融合网络对文本和图像特征进行整合ꎬ以实现准确的中文科技文献分类.

１　 图文多模态深度学习网络

所提多模态科技文献分类框架的整个工作流程分为 ３ 个步骤:(１)数据预处理ꎻ(２)图像和文本提升

提取ꎻ(３)特征融合和文献分类. 在第一步中ꎬ使用诸如分词、短语划分、去噪、词形还原和停用词删除等多

种文本预处理方法ꎬ将文档转换为适合分类模型的表征ꎻ采用基于预训练的 ＣＮＮ 模型ꎬ将复合图像分离为

单个图像. 在第二步中ꎬ通过神经网络分别学习文本和图像特征向量. 在第三步中ꎬ将文本和图像特征融

合在一起作为输入文档向量ꎬ用于网络融合学习和最终的文献分类.
１.１　 文本和图像预处理

保留每篇文献的标题和摘要作为文本信息ꎬ并对复合图像进行分离后作为视觉信息. 所提方法着重

关注标题和摘要文本ꎬ因为其与分类任务的相关度更高ꎬ可确保分类模型的计算效率和准确性. 相比之

—５８—
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下ꎬ技术描述包括更广泛的背景内容ꎬ可能会误导深度学习模型的训练.
由于本研究中的科技文献是用中文撰写的ꎬ因此需要对通过 ＯＣＲ 算法得到的文本进行预处理. 文本

处理主要包括两个阶段:文本分词和去除停用词. 文本分词非常重要ꎬ因为中文字符具有复杂的结构和严

格的书写顺序 (笔顺) . 大多数文本分类算法不考虑笔顺ꎬ在中文文本处理中丢失了很多 ｎ 元语法

(ｎ￣ｇｒａｍ)信息. 由于句子中的中文词语之间没有空格ꎬ因此需要使用复杂的分词算法. 对于中文文本ꎬ需
要将其分割成中文字符序列. 使用 ｊｉｅｂａ 库进行中文分词ꎬｊｉｅｂａ 库支持 ３ 种中文分词模式. 使用 ｊｉｅｂａ 的标

准模式ꎬ可得到词语ꎬ并通过停用词过滤器对其进行过滤. 停用词可以减少文本噪声ꎬ提高文本分类的准

确性ꎬ模态助词、副词、介词、连词和标点符号不被视为停用词. 为此建立了单词和索引之间的词汇表以及

二者的映射关系ꎬ当构建文档与索引之间的映射关系时ꎬ使用词汇处理器 ＴｅｎｓｏｒＦｌｏｗ Ｖｏｃａｂｕｌａｒｙ
Ｐｒｏｃｅｓｓｏｒ[１６]将文档映射到词语索引序列ꎬ获得分类词汇表对象ꎬ并将该对象保存为文件. 其后ꎬ使用分词

文本数据方法生成相应的词语索引值ꎬ并将索引值嵌入深度学习模型.
对于科技文献中的图像ꎬ须将复合图像分解为可以作为分类模型视觉输入的单个图像ꎬ图 １ 给出了复

合图像分割示例. 使用文献[１７]中预训练的 ＣＮＮ 构建图像分割器ꎬ并在实验数据集上对网络进行微调.

图 １　 复合图像分割示例

Ｆｉｇ􀆰 １　 Ｅｘａｍｐｌｅｓ ｏｆ ｃｏｍｐｏｓｉｔｅ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ

１.２　 文本特征提取

本文旨在分析科技文献ꎬ并基于中图分类号预测文献类别ꎬ因此这是一个多标签多分类任务. 针对科

技文献内容ꎬ提出文本特征提取网络ꎬ利用可训练的模型参数将基于词嵌入的句子表征与使用通用模型获

得的表征组合起来ꎬ网络架构如图 ２ 所示.
每个文档最多包含 ｜ Ｓ ｜个句子ꎬ每个句子最多包含 ｜Ｗ ｜个词语. 每个词(或句子)可以使用多种词嵌入

或句嵌入表征. 令 ｆ和 ｇ分别为所提选择的词嵌入或句嵌入方法数. ｄｗｉ 和 ｄｓｊ 分别为第 ｉ和第 ｊ个词或句嵌

入方案的嵌入维度.
每个文献使用两种类型的张量表征:(１)使用不同词嵌入创建的 ｆ个张量ꎬｆ∈ℝ ｜ Ｓ ｜ × ｜Ｗ ｜ ×ｄｗｉ ꎻ(２)使用不同句

编码器构建的 ｇ个张量ꎬｇ∈ℝ ｜ Ｓ ｜ ×ｄｗｉ . 首先ꎬ基于词嵌入ꎬ对 ｆ 个张量的子集进行拼接ꎬ见图 ２ 中“词级串联”ꎬ
生成 ｐ个张量ꎬｐ∈ℝ ｜ Ｓ ｜ × ｜Ｗ ｜ ×Ｄｗｉ ꎬ其中 Ｄｗｉ 是第 ｉ个拼接所得到的维度. 其次ꎬ利用 ＣＮＮ 和 ｂｉ￣ＬＳＴＭ 网络ꎬ为句中

词语嵌入在 ｐ个张量中的句子构建向量表示. 在 ＣＮＮ 中ꎬ沿单词维度应用卷积滤波器ꎬ生成基于 ｂｉｇｒａｍ、
ｔｒｉｇｒａｍ 和 ４￣ｇｒａｍ 的特征. 随后进行最大时间(ｍａｘ ｏｖｅｒ ｔｉｍｅꎬＭＯＴ)池化[１８]ꎬ为每个滤波器选择最大值ꎬ生成

句子的表征张量 ｐ∈ℝ ｜ Ｓ ｜ ×ｃꎬ其中 ｃ是使用的卷积滤波器的总数. ｂｉ￣ＬＳＴＭ 利用注意机制ꎬ将 ＬＳＴＭ 在时间步上

的输出聚合成每个句子的向量表示ꎬ从而得到张量 ｐ∈ℝ ｜ Ｓ ｜ ×ｈꎬ其中 ｈ是 ｂｉ￣ＬＳＴＭ 输出的长度. 通过对所有词

嵌入张量应用 ＣＮＮ 和 ｂｉ￣ＬＳＴＭꎬ得到 ３ 种类型的句级表征张量:(１)使用 ＣＮＮ 得到的 ｐ 个张量 ｐ∈ℝ ｜ Ｓ ｜ ×ｃꎻ
(２)使用 ｂｉ￣ＬＳＴＭ 得到的 ｐ个张量 ｐ∈ℝ ｜ Ｓ ｜ ×ｈꎻ(３)使用通用句编码器获得的张量 ｇ∈ℝ ｜ Ｓ ｜ ×ｄｓｉ .
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图 ２　 文本特征提取网络

Ｆｉｇ􀆰 ２　 Ｔｅｘｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｎｅｔｗｏｒｋ

基于句级表征张量ꎬ对子集进行拼接ꎬ得到 ｑ 个张量ꎬｑ∈ℝ ｜ Ｓ ｜ ×ｄｓｊ(图 ２ 中的句级串联)ꎬ其中 ｄｓｊ 是第 ｊ
个拼接所得到的维度. 然后ꎬ对 ｑ个张量中的句向量序列中的句子通过 ｂｉ￣ＬＳＴＭ 和注意力机制进行聚合ꎬ
共同产生一篇文献的 ｑ个表征ꎬ再将这些向量串联在一起ꎬ得到科技文献的整体文本特征.

图 ３　 ＹＯＬＯｖ７ 架构

Ｆｉｇ􀆰 ３　 Ｔｈｅ ＹＯＬＯｖ７ ａｒｃｈｉｔｅｃｔｕｒｅ

１.３　 图像特征提取

为提高在大规模文献图像特征提取的准确度和效率ꎬ使用分类性能优秀的轻量级模型 ＹＯＬＯｖ７ 进行

图像特征提取. ＹＯＬＯｖ７[１９]由 ＹＯＬＯｖ４ 和 ＹＯＬＯＲ 的作者提出ꎬ与 ＹＯＬＯｖ４ 一样ꎬ仅使用 ＭＳ ＣＯＣＯ 数据集

进行训练ꎬ未使用预训练的骨干网络. ＹＯＬＯｖ７ 通过架构改进提高了分类准确性ꎬ而不影响推理速度. 图 ３
给出了 ＹＯＬＯｖ７ 架构.

—７８—
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ＹＯＬＯｖ７ 首先使用扩展高效层聚合网络(ｅｘｔｅｎｄ ｅｆｆｉｃｉｅｎｔ ｌａｙｅｒ ａｇｇｒｅｇａｔｉｏｎ ｎｅｔｗｏｒｋꎬＥ￣ＥＬＡＮ)ꎬ通过控制

最短最长梯度路径ꎬ使深度模型更有效地学习和收敛. Ｅ￣ＥＬＡＮ 支持计算区块的无限制堆叠ꎬ通过置乱和

合并基数来结合不同组的特征ꎬ以增强网络的学习能力ꎬ而不破坏原始的梯度路径. 接着ꎬ使用基于拼接

的模型缩放策略ꎬ通过去掉恒等连接并称其为 ＲｅｐＣｏｎｖＮꎬ来改善 ＲｅｓＮｅｔ 和 ＤｅｎｓｅＮｅｔ 中的残差和拼接. 再

次ꎬ使用不同的标签分配策略来提高辅助头和主头的训练效果ꎻ通过批归一化的均值和方差集成到卷积层

的偏置和权重中ꎬ提高模型的推理性能. 最后ꎬＹＯＬＯｖ７ 将指数移动平均作为最终推理模型ꎬ有效地减少了

推理时的噪声ꎬ提高模型的鲁棒性和稳定性.
为了提高 ＹＯＬＯｖ７ 对科技文献图像的特征提取性能ꎬ所提方法在该网络中结合了协同注意力机

制[２０] . 令输入 Ｘ的高度为 Ｈꎬ宽度为 Ｗꎬ通道数为 Ｃꎬ使用大小为(Ｈꎬ１)和(１ꎬＷ)的两个池化核从空间方

向提取特征. 具体来说ꎬ宽度 ｗ和高度 ｈ的通道 ｃ的输出分别计算为:

ｚｈｃ ＝
１
Ｗ∑

Ｗ－１

ｉ ＝ ０
ｘｃ(ｈꎬｉ)ꎬ (１)

ｚｗｃ ＝
１
Ｈ ∑

Ｈ－１

ｊ ＝ ０
ｘｃ( ｊꎬｗ)ꎬ (２)

式中ꎬｘｃ(ｘꎬｙ)为通道 ｃ在位置(ｘꎬｙ)的数值.
ｆ＝ δ(Ｆ１([ｚｈꎬｚｗ]))ꎬ (３)

式中ꎬ[ｚｈꎬｚｗ]为空间特征串联. Ｆ１ 表示卷积变换ꎬ卷积核大小 １×１ꎬＣ / ｒ 个过滤器数量为 Ｃ / ｒꎬｒ 为约减

率. δ为非线性激活函数. 由此得到大小为 Ｃ / ｒ×(Ｗ＋Ｈ)的特征.
其后ꎬ基于 Ｗ和 Ｈ将特征 ｆ分割为两部分ꎬ得到大小为 Ｃ / ｒ×Ｈ的 ｆｈ 和大小为 Ｃ / ｒ×Ｗ的 ｆｗ . 然后通过

两个不同的卷积层 Ｆｗ 和 Ｆｈ 进行转换ꎬ生成两个特征向量如下:
ｇｈ ＝σ(Ｆｈ( ｆｈ))ꎬ (４)
ｇｗ ＝σ(Ｆｗ( ｆｗ))ꎬ (５)

式中ꎬσ为 ｓｉｇｍｏｉｄ 函数ꎬ则输出 Ｙ计算为:
ｙｃ( ｉꎬｊ)＝ ｘｃ( ｉꎬｊ)×ｇｈｃ( ｉ)×ｇｗｃ( ｊ) . (６)

图 ４　 融合网络架构

Ｆｉｇ􀆰 ４　 Ｆｕｓｉｏｎ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ

１.４　 特征融合

在科技文献的图像和文本特征的多模态学习中ꎬ需要考虑的一个重要问题是各种模态在特定实例中

通常不完全同步. 在这种情况下ꎬ图像特征的注意力可能与文本特征相关ꎬ但需要通过缩放和线性位移将

注意力向量转换ꎬ即通过 ＲｅＬＵ 变换完成特征对齐.
例如对文本模态中的注意力向量进行位移或压缩ꎬ
作为图像特征的先验知识. 图 ４ 给出了基于注意力

ＲＮＮ 的特征融合网络架构.
所提方法中ꎬ多模态注意力融合 ＲＮＮ 的更新

过程表示为[２１]:

ｃＴ ＝∑(αＴ ＋ ＦＩ(ａＩ))􀅰ｈＴ

ｃＩ ＝∑(αＩ ＋ ＦＴ(ａＴ))􀅰ｈＩ{ ꎬ (７)

式中ꎬＦＩ 和 ＦＴ 为线性变换函数ꎬαＩ 和 αＴ 分别为图

像和文本的注意力向量ꎬｃＩ 和 ｃＴ 分别为图像和文

本的上下文向量.
特征融合后ꎬ通过逐步串联(ｃｏｎｃａｔ)操作对融

合注意力向量进行联合训练ꎬ利用模型末端的 ＤＮＮ
模块中的多个全连接层构成分层学习架构ꎬ并利用

ｓｏｆｔｍａｘ 激活函数完成科技文献分类.
使用扩展二元交叉熵 ( ｅｘｔｅｎｄｅｄ ｂｉｎａｒｙ ｃｒｏｓｓ

ｅｎｔｒｏｐｙꎬＥＢＣＥ)计算损失[２２]ꎬ通过逐标签二元交叉
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熵的加权均值计算得出最终损失ꎬ从而缓解训练数据类别不平衡问题. 损失函数计算如下:

Ｌ＝ － １
ｍ ∑

ｍ

ｉ ＝ １

１
ｎ ∑

ｎ

ｊ ＝ １
ｗ ｊｖ{ｙｉｊ ｌｏｇ(ｐσｉｊ )}＋(１－ｙｉｊ) ｌｏｇ(１－ｐσｉｊ )}ꎬ (８)

式中ꎬｎ和 ｍ分别表示文献数量和类别数量. 若文献 ｘｉ 类别为 ｌ ｊꎬ则 ｙｉｊ为 １ꎻ否则ꎬｙｉｊ为 ０. ｐσｉｊ为文献 ｘｉ 属于

标签 ｌ ｊ 的估计概率. Ｗ ｊｖ为类不平衡权重ꎬ计算如下:

ｗ ｊｖ ＝
ｍ

２ ｜ {ｘｉ ｜ ｙｉｊ ＝ ｖꎬ１≤ｉ≤ｍ} ｜
. (９)

２　 实验与分析

２.１　 实验配置和数据集

实验在一台配置了 ＣＰＵ １２６００ＫＦꎬＧＰＵ ｎｖｄｉａ ４０６０Ｔｉ １６ＧꎬＲＡＭ ３２ ＧＢ 的台式机上进行ꎬ操作系统为

ｗｉｎｄｏｗｓ １１ꎬ采用 Ｐｙｔｈｏｎ 编程ꎬ深度学习库采用 Ｐｙｔｏｒｃｈ ２.１.０. 在图像方面ꎬ所有图像输入的尺寸设置为

６４０×６４０ꎬ以满足 ＹＯＬＯｖ７ 模型的输入要求ꎬ训练的 ｅｐｏｃｈｓ 设置为 ３００ꎬ配置文件中 ａｎｃｈｏｒ 计算中的 ｂｐｒ(ｂｅｓｔ
ｐｏｓｓｉｂｌｅ ｒｅｃａｌｌ)设置为 ０.９８. 优化器采用 Ａｄａｍꎬ学习率为 １ｅ－４ꎬｂａｔｃｈ ｓｉｚｅ 设置为 ６４. 在文本特征提取方面ꎬ
ｂｉ￣ＬＳＴＭ 层数为 ３ 层ꎬ学习率、ｂａｔｃｈ ｓｉｚｅ 和优化器与图像操作相同ꎬｅｐｏｃｈｓ 设置为 ３０. 在特征融合网络方面ꎬ
ＲＮＮ 的层数设置为 ３ꎬ融合注意力头的数量设置为 ８ꎬｄｒｏｐｏｕｔ 设置为 ０.５. 其他参数均保持与原模型一致.

科技文献中的专利文件通常包含文本、图像、引用和关于技术、产品系统的大量信息. 此外ꎬ文献中的

内容必须具有创新性和功能性. 为了分析所提方法在科技文献分类中的性能ꎬ从北京大学图书馆与北京

各高校图书馆期刊工作研究会联合编辑出版的中文核心期刊要目总览收录的核心期刊中ꎬ采集并构建包

含 ８ 个类目的约 ５ ２００ 篇高质量科技文献作为实验数据集. 然后ꎬ将数据集分为三部分:训练集、验证集和

测试集ꎬ其中 ７０％用于训练集ꎬ１５％用于验证集ꎬ１５％用于测试集. 验证集主要用于在训练过程中评估模型

的性能ꎬ并帮助进行超参数调优. 在划分数据集时ꎬ使用分层抽样ꎬ以保证每个类别在训练集、验证集和测

试集中的比例与原始数据集相似. 中文核心期刊中收录的文献都标注了相应的中图分类号. 表 １ 列举了

实验数据集统计信息ꎬ其中ꎬ使用科技文献的摘要和关键词作为文本信息ꎬ使用图表作为视觉信息进行分

类ꎬ每篇文献最多对应两个类别.
表 １　 数据集统计信息

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

类目编号 描述 文献数量 类目编号 描述 文献数量

ＴＤ 矿业工程 ８７０ ＴＰ 自动化技术、计算技术 １ ２５３
ＴＨ 机械、仪表工业 ９２５ ＴＱ 化学工业 ３７０
ＴＫ 动力工程 １ ０２５ ＴＵ 建筑科学 ４５０
ＴＭ 电工技术 ６３０ ＴＶ 水利工程 ５８０

图 ５　 文章中非词典词语统计

Ｆｉｇ􀆰 ５　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｎｏｎ￣ｄｉｃｔｉｏｎａｒｙ ｗｏｒｄｓ ｉｎ ｔｈｅ ａｒｔｉｃｌｅ

２.２　 评估指标

由于所提方法针对的是多标签多类分类的问题ꎬ即同一篇文献可能被分入一个以上的类别ꎬ因此单标

签多类分类中使用的度量并不适用. 参照以往研究[２３]ꎬ使用基于实例的度量标准ꎬ包括 Ｆ１ 值(Ｆ１)和准确

度(ＡＣＣ１)ꎬ以及基于标签的度量标准ꎬ包括宏观 Ｆ１(Ｆｍａｃｒｏ)和微观 Ｆ１(Ｆｍｉｃｒｏ)值.
２.３　 实验结果

为了贴近现实中科技文献分类的实际操作场景ꎬ本文使

用 ＯＣＲ 生成文本ꎬ但 ＯＣＲ 的输出噪声较大ꎬ造成训练数据的

清晰度较差. 即使是方向良好的文献ꎬＯＣＲ 在处理符号或多

语言文本时可能会遇到问题. 此外ꎬ特定的用户领域可能使

用罕见的词语、代码、缩写或术语ꎬ这些在通用词嵌入中不存

在. 这样会在文本表征中注入许多非判别特征. 如图 ５ 所示ꎬ
在实验数据集的科技文献中ꎬ有超过 ５０ 篇文献中包含非词

典词语ꎬ比例达 １％以上. 为此ꎬ本文在文本预处理中使用

ＴｅｎｓｏｒＦｌｏｗ Ｖｏｃａｂｕｌａｒｙ Ｐｒｏｃｅｓｓｏｒ 将文档映射到词语索引序

—９８—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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列ꎬ获得分类词汇表对象ꎬ并利用分词方法生成相应的词语索引值ꎬ再将索引值嵌入深度学习模型.
表 ２ 给出了不同方法在实验数据集上的分类结果. 文献[９]、[１１]、[１３]均为单模态方法ꎬ仅考虑文

献中的摘要和关键词ꎬ而没有纳入图表信息. 其中ꎬ文献[９]采用 ＦａｓｔＴｅｘｔ 算法ꎬ能够快速训练和分类大规

模文本数据ꎬ且能够通过将单词分解为子词ꎬ使用子词嵌入来处理未知词语的问题. 但 ＦａｓｔＴｅｘｔ 的性能取

决于语料库的质量和大小ꎬ科技文献比较强调创新性ꎬ因此其分类性能不佳. 文献[１１]使用的 Ｗｏｒｄ２Ｖｅｃ
能够学习词汇的上下文信息ꎬ并通过 ＬＳＴＭ 捕捉输入序列的上下文信息ꎬ一定程度上提高了分类效果. 文

献[１３]的方法使用了多个输出层进行多标签分类ꎬ可以同时预测多个标签. 此外ꎬ使用训练的词向量ꎬ可
以更好地捕捉词汇的语义信息. 与上述单模态方法相比ꎬ文献[１４]和本文方法显著提高了分类效果. 其

中ꎬ文献[１４]的方法使用 ＭｏｂｉｌｅＮｅｔＶ２ 捕捉视觉特征ꎬ并利用 ＦａｓｔＴｅｘｔ 算法提取文本特征ꎬ在 ＣＮＮ 中对两

者进行融合. 与之相比ꎬ所提方法在文本特征提取过程中考虑到了词级、句级、文档级特征的提取和融合ꎬ
在视觉特征提取中使用了性能更好的 ＹＯＬＯｖ７ 模型ꎬ并且在该模型中融入了协同注意力机制ꎬ在各指标上

均取得了最优性能ꎬ由此可证明所提方法在科技文献分类中的有效性.
通过消融分析ꎬ验证所提多模态方法中不同模块的作用ꎬ表 ３ 给出了不同模块组合的 ＡＣＣ１ 结果. 其

中ꎬＴＦＶＰ 表示在文本预处理中使用 ＴｅｎｓｏｒＦｌｏｗ Ｖｏｃａｂｕｌａｒｙ Ｐｒｏｃｅｓｓｏｒ 生成词语索引值ꎬＣＩＳ 表示在图像预处

理中使用复合图像分割技术ꎻＥＢＣＥ 表示在融合模块中使用扩展二元交叉熵损失ꎬＢＣＥ 表示使用传统二元

交叉熵损失. 从表 ３ 可发现ꎬ所提方法的各模块均能提高科技文献分类的准确度ꎬ验证了各模块的有效性.
表 ３　 消融分析的准确度结果

Ｔａｂｌｅ ３　 Ａｃｃｕｒａｃｙ ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ａｎａｌｙｓｉｓ　 　 　 ％

模块

文本网络 图像网络 ＴＦＶＰ ＣＩＳ ＢＣＥ ＥＢＣＥ
ＡＣＣ１

√ √ ６０.７１
√ √ √ ６１.１８
√ √ √ ６３.４４
√ √ √ √ ７６.６８
√ √ √ √ √ ７９.３７

　 　 表 ２　 不同方法的分类性能比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ％

方法 Ｆ１ Ｆｍａｃｒｏ ＡＣＣ１ Ｆｍｉｃｒｏ

[９] ６９.７１ ６１.６０ ５６.３３ ６５.８２
[１１] ７２.８８ ６５.０８ ６０.１７ ６８.８０
[１３] ７５.３１ ６８.５６ ６３.６２ ７１.８７
[１４] ８４.０４ ７６.４１ ７２.５５ ８０.９２

所提方法 ９２.３１ ８４.６３ ７９.３７ ９０.２５

　 　 为了更好地展示所提多模态文献分类方法的性能ꎬ图 ６ 给出了在实验数据集上进行科技文献分类的混

淆矩阵结果. 其中:图 ６(ａ)为仅使用图像网络进行分类ꎬ从中可发现ꎬ分类效果较差. 这是因为科技文献通常

包含丰富的文本信息和可能的图像信息ꎬ仅依赖图像信息进行分类ꎬ可能会忽略文本中提供的关键细节和上

下文ꎬ从而导致信息的缺失. 此外ꎬ并不是所有的科技文献都包含描述性的图像ꎬ同时ꎬ本文所采用的图像分

类方法 ＹＯＬＯｖ７ 依然受限于图像质量和分辨率等因素ꎬ这些因素导致仅使用图像网络进行分类时的效果较

差. 对于科技文献ꎬ仅使用图像网络分类不能实现准确的分类结果. 图 ６(ｂ)为仅使用文本网络进行分类.
图 ６(ｃ)给出了结合文本和图像特征的混淆矩阵. 实验结果验证了多模态网络性能的互补性ꎬ它能够融合来

自不同模态的信息ꎬ弥补单一模态信息的不足ꎬ增强了方法的鲁棒性ꎬ从而也提高了分类的性能.

图 ６　 混淆矩阵结果

Ｆｉｇ􀆰 ６　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｒｅｓｕｌｔｓ

—０９—
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３　 结论

本文提出了融合视觉特征和文本特征的多模态科技文献分类方法ꎬ联合学习文本和图像特征ꎬ并基于

文献的融合异构表征进行最终分类. 实验结果表明ꎬ所提多模态文献分类方法能够较为准确地自动完成

科技文献的分类ꎬ性能优于其他基于深度学习的单模态和多模态分类方法. 但所提方法仍有许多改进的

空间:首先ꎬ本文实验中仅分析了二级类目的文献分类ꎬ如何将文献准确分类到成百上千个三级或四级类

目ꎬ仍需要大量的数据采集和模型训练. 其次ꎬ多模态深度学习模型参数量庞大ꎬ当前的模型训练需要大

量的计算资源. 未来计划通过探索更有效的方法来挖掘多模态信息ꎬ特别是视觉信息ꎬ从而对分类模型做

进一步改进.
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