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Bayes推断和神经网络求解美式
回望期权的隐含波动率

陶 李1,朱本喜2,钱译缘2,徐嘉琪2

(1.海南大学 国际商学院,海口570228;2.吉林大学 数学学院,长春130012)

摘要:首先,用原始对偶活跃集方法求解期权定价正问题,将相应的数值解作为监督学习的

输出,然后用训练好的神经网络替代期权定价正问题模型.其次,结合Bayes推断与神经网

络进行 Metropolis-Hastings采样,求解隐含波动率反问题.该方法减少了采样过程中正问题

计算量庞大的问题,从而加速了反问题求解过程.
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Abstract:Firstly,weusedtheoriginaldualactivesetmethodtosolvetheforwardproblemofoption
pricing,withthecorrespondingnumericalsolutionsastheoutputforsupervisedlearning,andthen
replacedtheforwardproblemmodelofoptionpricingwithawell-trainedneuralnetwork.Secondly,

wecombinedBayesianinferencewithneuralnetworksforMetropolis-Hastingssamplingtosolvethe
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隐含波动率是期权的一个重要指标,它反映了市场对于标的价格的变动幅度.投资者可以利用它

来预测标的价格的未来走势和供求关系.求解期权的隐含波动率,可视为解决期权定价模型的反问

题.Achdou等[1]使用最小二乘公式和下降算法实现了对波动率的求解;Burkovska等[2]用缩基法代替

经典的有限元法,从而减少了求解的复杂度;Kutner[3]利用基于二次近似法的数值方法,计算了美式

期权的隐含波动率.传统数值方法虽然能保证求解精度,但当模型为非线性或高维时,通常需要耗费

大量计算时间,计算效率较低.近年来,深度学习的快速发展提供了解决高维问题的新思路.Han
等[4]采用了一种基于深度学习的方法,处理一般的高维抛物型偏微分方程;Liu等[5]建立了一个校准



神经网络框架,计算了隐含波动率.上述基于深度学习求解高维偏微分方程的方法,在保证精度的情

况下,显著减少了计算所需时间.本文提出一个利用神经网络替代正问题的模型,并结合Bayes推断

的数值方法,快速求解隐含波动率.

1 正问题描述和数值算法

设V 是期权价格,S是当前股票价格,J是股票价格在过去到当前时间的最大值,t是到期日与当

前时刻的差值,σ是波动率,r是无风险利率,q是股息收益率.美式回望看跌期权价格V=V(S,J,t;σ)满
足如下自由边界问题[6]:

LV∶=∂V∂t+12σ
2S2∂

2V
∂S2 +(r-q)S∂V∂S-rV=0, B(t)<S≤J<+∞, 0≤t<T, (1)

其中B(t)为未知自由边界,收益函数为F(S,J,T)=J-S 且J=max
0≤ζ≤t

Sζ,波动率函数为σ(t)=

∑
d

i=1
σiai(t).这里,{ai(t)}di=1是 L2([0,T])有限维逼近空间的一组已知基底(例如{sin(it)}d-1i=0,

{eit}d-1i=0),{σi}di=1为参数.则相应的线性互补模型为

LV·(V-G)=0, JX ≤S≤J<+∞, 0≤t<T,

LV ≤0, V ≥G, JX ≤S≤J<+∞, 0≤t<T,

F(S,J,T)=(J-S),JX ≤S≤J<+∞

ì

î

í

ïï

ïï ,
(2)

其中G=J-S是赎回价格,X 满足:

X= -r+q+σ2/2- (-r+q+σ2/2)2+2rσ2

-r+q-σ2/2- (-r+q+σ2/2)2+2rσ2
.

利用变换x=lnJ
S
,τ=T-t和u(x,τ)=V

(S,J,t)
S

,线性互补模型(2)可改写为

(κ(x)uτ-(γκ(x)ux)x +qκ(x)u)·(u-g)=0, 0≤x<L, 0<τ≤T,

κ(x)uτ-(γκ(x)ux)x +qκ(x)u≥0, u-g≥0,0≤x<L, 0<τ≤T,

u(x,0)=g(x), 0≤x≤L,

ux(0,τ)=0, u(L,τ)=g(L), 0<τ≤T

ì

î

í

ï
ïï

ï
ïï ,

(3)

其中γ=σ
2

2
,κ(x)=e(q-r-γ)x/γ,g(x)=ex-1,L=ln1X.

设

H1
L(Ω)∶={v∈H1(Ω);v≥g(x),v(L)=g(L)},

H1
E0(Ω)∶={v∈H1(Ω);v≥g(x),v(L)=0},  Ω=[0,L].

  引理1 设u∈L2(0,T;H2(Ω)),uτ∈L2(0,T;L2(Ω)),且u(0,τ)>g(0),0<τ≤T.则u是

模型(3)的解当且仅当u是下列变分不等式问题的解:
(κ(x)uτ,v-u)+(γκ(x)ux,vx -ux)+(qκ(x)u,v-u)≥0, ∀v∈H1

E0(Ω), 0<τ≤T,
且u(x,0)=g(x).

令时间和空间的剖分分别为

Tt:0=τ0 <t1 < … <tM =T, Δt=T
M
, tj=jΔt, j=0,1,…,M,

Th:0=x0 <x1 < … <xN =L, h=L
N
, xi=ih, i=0,1,…,N,

其中M 和N 为正整数.设Vh(Ω)⊂H1(Ω)为分片线性函数空间,取有限元试探函数空间和检验函数

空间分别为

Vh
L(Ω)∶={vh ∈Vh(Ω);v(xn)≥g(xn),n=0,1,…,N-1,vh(L)=g(L)}=span{φi(x)}Ni=1,

Vh
E0(Ω)∶={vh ∈Vh(Ω);v(xn)≥g(xn),n=0,1,…,N-1,vh(L)=0}.

则半离散格式为:求uh(τ)∈Vh
L(Ω),使得uh(x,0)=gI(x),且
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(κ(x)uhτ,vh -uh)+(γκ(x)uhx,vhx -uhx)+(qκ(x)uh,vh -uh)≥0, ∀vh ∈Vh
E0(Ω), 0<τ≤T,

其中gI(x)为g(x)在Vh
L(Ω)中的插值.

进一步,在时间方向采取向后Euler格式,则全离散格式为

(κ(x)((1+qΔτ)um
h-um-1

h ),vh-um
h)+Δτ(γκ(x)um

hx,vhx-um
hx)≥0, ∀vh∈Vh

E0(Ω), m=1,2,…,M,
其相应的矩阵形式为

(DUm,V-Um)≥ (Wm,V-Um), ∀V ≥F1, m=1,2,…,M, (4)
其中D=γΔτA+(1+qΔτ)B,Wm=BUm-1-F2,V=(v0,v1,2,…,vN-1)T,Um=(um

0,um
1,…,um

N-1)T,

A=(Ai,j)N×N,B=(Bi,j)N×N,i,j=0,1,…,N-1,F1=(g(x0),…g(xN-1))T,F2=(0,…,0,

g(L)Δτ(qBN-1,N+γAN-1,N))T,Ai,j=(κ(x)φ′j,φ′i),Bi,j=(κ(x)φj,φi),i,j=0,1,…,N-1.
算法1[7-8] 原始对偶活跃集方法.
输入:U0,F1,Wm;
输出:Um,Xm

l,Xm
r .

form=1∶M,do
  k=0,ρ>0,ε>0,U

(0)=max{Um-1,F1},U(1)=0,λ(0)≥0.
  while‖U(k+1)-U(k)‖∞<ε,do
    ① 令活跃集为IS(k+1),非活跃集为AS(k+1):

     IS(k+1)={i∈N,λ(k)
i +ρ(Gm

i-U(k)
i )≤0},

     AS(k+1)={i∈N,λ(k)
i +ρ(Gm

i-U(k)
i )>0},

     N={0,1,…,N-1}.
    ② 求解下列方程,得到U(k+1)和λ(k+1):

     DU(k+1)-λ(k+1)=Wm,

     U(k+1)=Gm
i,i∈AS(k+1),

     λ(k+1)
i =0,i∈IS(k+1).

  endwhile
  Um=U(k+1),

  lm=min(IS(k+1)),rm=max(IS(k+1)),

  xm
l=xlm,xm

r=xrm .
endfor
本文采用算法1对式(4)进行数值求解.为方便,上述正问题整体求解过程,可以抽象为如下

算子:

V=T(σ), (5)
其中σ=(σ1,…,σd)T 为波动率参数向量,V=(U0,…,UM)为期权离散矩阵,T 为数值求解算子.

2 反问题描述和Bayes算法

在式(5)中,如果已知期权离散矩阵V 和G,求波动率参数向量σ,则称为反问题.该类问题是有

确定性的,通常也是病态的,一般用Tikhonov正则化方法[9]求解该类问题.但从统计学的角度,更关

注的是真解的分布,而不再是一个点.式(5)的统计模型版本可写为

V=T(σ)+δ, (6)
其中δ={δij}j=1,2,…,M+1i=1,2,…,N ,δij~δ·N(0,1),N(0,1)是均值为0、方差为1的标准正态分布.
2.1 Bayes公式

Bayes公式为

πV(σ)∶=π(σV)= π(V σ)π0(σ)

∫Z
π(V σ)π0(σ)dσ

, (7)
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其中πV(σ)和π0(σ)分别是波动率后验和先验的概率密度函数.于是有

πV(σ)= πη(V-T(σ))π0(σ)

∫Z
πη(V-T(σ)π0(σ)dσ

∝πδ(V-T(σ))π0(σ), (8)

其中∝表示两者成比例的关系,πδ(·)为最大似然估计,并通常考虑先验为正态分布.
在线性正演模型和高斯先验的假设下,最大似然估计等价于Tikhonov正则化[10].从确定性的角

度可见,通过优化框架只能得到反问题相关的一个点估计.而从统计学的角度,可根据Bayes公式获

得更多的统计信息.而且这个后验分布,使得反演层参数的刻画更全面并包含不确定性[11].本文采用

Metropolis-Hastings(MH)算法,从后验分布πV(σ)中进行采样.
2.2 Metropolis-Hastings算法

MarkovChainMonteCarlo(MCMC)算法是一类用于从复杂分布中抽样的统计方法,其中 MH
算法是常用的 MCMC方法之一[12].

算法2[12] Metropolis-Hastings算法.
输入:后验分布πV(σ),一个选定分布q,最大样本数 M1 和一个初始点σ0;

输出:后验样本集合{σm}M1m=1.
form=1∶M1

 提议一个候选点:σc~q(· σm-1);

 计算接受概率:α(σc,σm-1)=min1,πV(σc)q(σm-1 σc)
πV(σm-1)q(σc σm-1

{ });
 生成一个样本u~U(0,1);

 ifu<α(σc,σm-1)

   σm=σc;

 else
   σm=σm-1;

 endif
endfor
虽然 MH采样算法可以计算真解的后验分布,但无论是Tikhonov正则化方法,还是 MH采样算

法,都需要求解大量的正问题(5).虽然每个正问题求解只需几秒钟,但计算大量正问题,会增加整个

算法的计算时间.本文用神经网络的方法构造替代模型,以减少整体算法的计算量.
2.3 神经网络替代模型

全连接神经网络(FNN)是一种特殊结构的神经网络,它由一系列全连接层组成,对非线性函数可

以有效地逼近.全连接神经网络由(L+1)层网络组成,其中前一层的节点xl-1与下一层的所有节点xl

都有连接.在每个节点上,有两个函数依次复合构成.第一个是一次函数 Ll(xl-1)=Wlxl-1+bl:

ℝnl-1→ℝnl,第二个是激活函数σl:ℝnl→ℝnl(例如Sigmoid,tanh,ReLU),其中Wl 表示权重,bl 表

示偏置.图1为FNN的示意图.为简便,令Θ={Wl,bl}Ll=1表示FNN的所有网络参数,则可以定义

一个由Θ参数化的映射FNN:ℝm→ℝn:

y=FNN(z;Θ)=LL췍σL-1췍LL-1췍…췍σ1췍L1(z). (9)

  用式(9)求解正问题(5),即z=σ,y=V,FNN≈T,m=d,n=N×(M+1).设训练集为

{(σi,Vi)}n1i=1,测试集为{(σi,Vi)}n2i=1,n*=n1+n2 表示样本集的总数.对于监督学习,考虑平方损失函

数,即

Loss(Θ)= 1
2n1∑

n1

i=1
‖Vi-FNN(σi;Θ)‖2. (10)

本文主要目标是通过适当的优化算法,找到最优参数Θ*,即

Θ* =argmin
Θ

Loss(Θ). (11)
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图1 全连接神经网络结构示意图

Fig.1 Schematicdiagramoffullyconnectedneuralnetwork

  解决问题(10)的常见优化算法目前已有很多,如梯度下降法、牛顿法和随机梯度下降法等.对本

文所考虑的问题,通常n1 很大,导致计算梯度的代价很高.为减少相应的计算量,这里使用最小批量

梯度下降方法.该方法将训练集划分为小批次,用于计算损失函数误差和梯度,并更新Θ,综合了随机

梯度下降法和梯度下降法的优势.
关于替代模型,本文有如下收敛性结果.假设:
(H1)散度函数f满足

f(t)≤
C1 logt ,0<t<1,

C2tlogt, t≥1{ ,
其中C1 和C2 是依赖于f的两个常数.

引理2[11] 对∀ε>0,存在C=C(ε)>0,使得对任意σ∈ℝd,有

‖T(σ)-FNN(σ;Θ)‖ ≤Cexp{ε‖σ‖2}ΦT(Θ),
其中ΦT(·)表示与T 相关的任何函数,只需满足 lim

#{Θ}→∞
ΦT(Θ)=0,#{Θ}表示神经网络参数的个数.

设μ0 为先验测度,μ为离散算子T(·)对应的真实模型后验测度,μF 为神经网络 FNN(·;Θ)
替代的后验测度,下列定理给出了在f散度下两者误差的上界.

定理1 假设(H1)成立,设测度μ,μF≪μ0,T(·)和FNN(·;Θ)都是Lipschitz函数.则测度μ和

μF 的误差在f 散度下是收敛的,即存在常数C>0,使得

Df(μ‖μF)∶=∫ℝdf
dμ1/dμ0
dμ2/dμ

æ

è
ç

ö

ø
÷

0

dμ2
dμ0
dμ0(σ)≤CΦG(Θ). (12)

  定理1的证明类似文献[11],首先利用正演模型和替代模型是Lipschitz函数的性质,以及相应逼

近的假设,并基于Fernique定理,得到归一化常数的估计.然后,根据散度函数f具有分段上界的假

设,以及正演模型和替代模型的假设,将f散度进行分段估计,从而可得结论.定理1表明,当本文替

代神经网络模型与正演模型足够逼近时,在f散度意义下相应的替代后验测度收敛到真实模型的后验

测度,故替代模型有一定的理论保障.

3 数值实例

下面进行数值实验(d=1,3)验证本文提出算法的有效性.对于正问题(5),选择T=1,r=0.03,

q=0.01,并将转换后的截断长度设为L=1.6,以确保截断区域足够大.对于离散化问题,时间和空间

分割分别为M=150和N=100.
用 MH和 MH+FNN算法针对式(6)进行采样,并设先验分布π0(σ)~Nd(-1.8×1d,0.1×Id),

取密度q(·;σ)~Nd(σ,10-6×Id).此外,采样噪声振幅为δ=0.012.在产生σ的若干样本后,可利

用算法1对现性互补问题(4)进行求解,得到正问题的若干组解(即期权离散矩阵V),并作为监督学习

目标泛函中的真解.然后,以σ的若干样本为输入参数,正问题的若干组解为输出,经过优化训练,得
到神经网络FNN的参数,并用该网络代替正问题的求解.
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取神经网络结构为{d,50,50,50,50,151×100},d=1,3.使用Adam优化器对网络进行训练,每

次迭代使用128个样本的小批量,并进行5000次循环的训练,而权重初始化通过Glorot均匀初始化.
这里,每次使用原始对偶活跃集方法,对式(6)进行一次求解,可得一个期权离散矩阵V,即为一个样

本.取总样本数n*=20000,其中训练集的样本数n1=16000,测试集的样本数n2=4000.所有的数

值实验都在一台IntelCorei7的计算机工具包 MATLABR2020b上实现.
例1 考虑如下一维的波动率:

σ(t)=σa(t),  a(t)=0.3et. (13)

  表1列出了当σ=0.15,0.3,0.45时,Bayes方法(MH)和Bayes+替代模型(MH+FNN)的数值

结果,其中时间包括线下时间和线上时间.这里,FNN的实验输出的是期权价格V,但 MH和 MH+
FNN实验输出的是波动率σ.由表1可见,两种方法的精度近似,但后者花费的时间只有前者的1/3
左右,故神经网络作为替代模型,加速效果显著.

表1 当d=1时,MH和 MH+FNN算法的数值结果

Table1 NumericalresultsofMHandMH+FNNalgorithmswhend=1

σ
MH

时间/s 均值 102×标准差

MH+FNN
时间/s 均值 102×标准差

0.15 2341.5+0 0.149 0.45 824.6+6.3 0.153 0.549
0.30 2361.2+0 0.298 0.52 835.9+6.6 0.292 0.553
0.45 2487.1+0 0.447 0.57 847.5+6.7 0.441 0.622

  表2列出了 MH+FNN算法固定每层神经元为50时,不同隐藏层的数值结果.表3列出了

MH+FNN算法固定隐藏层为3时,不同神经元个数的数值结果.表2和表3的数值结果表明,随着

隐藏层和神经元个数的增加,精度会有些提高,但会增加一定的时间.对于增加样本,有类似的结果,
这里不再列出.

表2 当每层神经元为50时不同隐藏层的数值结果

Table2 Numericalresultsofdifferenthiddenlayerswheneachlayerofneuronsis50

隐藏层层数 时间/s 均值σ
2 826.2 0.148,0.298,0.447
3 917.3 0.149,0.299,0.448
4 975.6 0.151,0.299,0.449

表3 当隐藏层为3时不同神经元的数值结果

Table3 Numericalresultsofdifferentneuronswhenhiddenlayeris3

神经元个数 时间/s 均值σ
25 825.1 0.148,0.297,0.447
50 1018.9 0.149,0.298,0.448
75 1105.2 0.151,0.299,0.449

  例2 考虑含3个参数的波动率,即

σ(t)=∑
3

i=1
σiai(t),

其中a1(t)=1,a2(t)=t,a3(t)=3-t,波动率的真解为σ1=0.1,σ2=0.15,σ3=0.2.表4列出了

(σ1,σ2,σ3)=(0.1,0.15,0.2)时,Bayes方法(MH)和Bayes+替代模型(MH+FNN)的数值结果.与

一维的结果类似,MH+FNN的计算结果和 MH类似,但时间上要快2/3左右.
表4 当d=3,σ=(0.1,0.15,0.2)时,MH与 MH+FNN算法的数值结果

Table4 NumericalresultsofMHandMH+FNNalgorithmswhend=3,σ=(0.1,0.15,0.2)

算法 时间/s 均值 102×标准差

MH 2647.5+0 (0.122,0.146,0.195) 0.64
MH+FNN 863.2+7.2 (0.124,0.145,0.192) 0.69

  图2给出了MH和MH+FNN算法采样的相关图.由图2可见:(A),(C),(F)是自相关图,其两

8631   吉 林 大 学 学 报 (理 学 版)   第62卷 



条线基本重合,说明自相关度非常高;(B),(D),(E)是协相关图,其各自的两个环线也基本重合,说

明协相关度很高.实验结果表明,两种采样效果一致.

图2 MH和 MH+FNN算法两种后验分布的相关图

Fig.2 CorrelationdiagramsoftwoposteriordistributionsforMHandMH+FNNalgorithms
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