
第  37 卷  第  9 期
2026 年  9 月

Vol. 37 No. 9
CHINA MECHANICAL ENGINEERING

中  国  机  械  工  程
pp.2177-2184

生成对抗数据增强与多模态特征融合的风电机组
变桨系统故障诊断

孙 凯  高丙朋* 蔡 鑫  韩华彬

新疆大学智能科学与技术学院,乌鲁木齐,830017
摘要：针对风电机组变桨系统的故障诊断面临数据不平衡、特征提取困难等问题，提出了一种基于

改进条件生成对抗网络（ICGAN）与多模态特征融合网络（MMFNet）的故障诊断方法。在传统条件生

成对抗网络架构基础上引入注意力层，增强模型对输入特征关键信息的捕捉能力；采用自回归模型生成

随机噪声，使生成样本更具多样性与真实性；加入奖励机制，优化模型训练过程，提高生成样本质量。在

此基础上构建 MMFNet 模型，用于实现对风电机组变桨系统多故障的精准诊断。实验结果表明，所提

出的 ICGAN-MMFNet 模型在不同样本数量比例下，精确率和 F1 分数都在 0.96 以上，召回率都在 0.97
以上，说明了所提故障诊断模型在不平衡样本下的有效性和泛化性。
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Fault Diagnosis for Wind Turbine Pitch System Based on Generative 
Adversarial Data Augmentation and Multimodal Feature Fusion
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Abstract： To address the challenges of data imbalance and difficult feature extraction in fault diagnosis 
of wind turbine pitch systems， a fault diagnosis method was proposed based on an improved conditional 
generative adversarial network（ICGAN） and a multimodal feature fusion network（MMFNet）.  Based on 
the traditional conditional generative adversarial network（CGAN） architecture， an attention layer was in⁃
troduced to strengthen the model􀆳s ability to capture key information from input features.  An autoregressive 
model was adopted to generate random noise， which improved the diversity and authenticity of generated 
samples.  A reward mechanism was embedded to optimize the model training process and enhance the qual⁃
ity of generated samples.  Based on this， the MMFNet model was constructed to achieve accurate diagnosis 
of multiple faults in wind turbine pitch systems.  Experimental results demonstrate that the proposed 
ICGAN-MMFNet model achieves precision and F1-score above 0. 96， as well as recall above 0. 97 under 
various sample quantity ratios.  The effectiveness and generalization of the proposed fault diagnosis model 
were verified when dealing with imbalanced datasets.

Key words： wind turbine pitch system； fault diagnosis； imbalanced sample； generative adversarial 
network

0 引言

近年来，随着可再生能源需求的不断增长，风

力发电作为清洁能源的重要组成部分，得到了广

泛应用和快速发展。风电机组作为风电系统的核

心，由于长期运行在复杂多变的环境中，各类机

械、电气故障频发，易导致设备停机、运维成本上

升，甚至造成安全事故，其运行的安全性与可靠性

直接关系到风力发电系统的发电效率与经济效

益［1］。监测分析运行数据，迅速且精准地识别故

障、判定故障类型与位置，以降低停机维修成

本［2］，已成为这一领域备受关注的研究热点。然

而，风电机组的故障数据往往呈现出不平衡的特

点，即正常运行数据量大，而故障数据稀少，这给

故障诊断带来了巨大挑战［3］。为了解决不平衡样

本问题，目前有三类解决方案：①数据增强，通过

生成少数类样本来增加故障数据的数量［4］；②迁

移学习，利用源域知识辅助目标域的故障诊断［5］；

③特征提取与选择，通过提升模型对不平衡数据

的处理能力来改善诊断效果［6］。
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针对上述风电机组故障数据不平衡的难题，
研究人员围绕数据增强、迁移学习、特征提取与选

择三类方案展开探索，提出了一系列创新性的技

术路径与模型架构。在故障诊断研究中，针对类

别不平衡和小样本数据问题，堆叠胶囊自编码器

被用于实现精准诊断［7］。改进的条件生成对抗方

法则通过生成故障数据以平衡数据集，优化数据

分布［8］。为增强模型泛化能力，多任务学习的正

常行为模型发挥了重要作用［9］。预训练的深度信

念网络（DBN）模型提取风电机组不同运行状态

下的特征，建立故障早期预警模型［10］。 Trans⁃
former 自编码器的迁移学习架构通过将源域的无

监督预训练模型迁移到目标域，利用重构残差序

列实现风电机组的早期故障检测［11］。小波包分解

与多尺度卷积神经网络相结合，有效提取了故障

特征［12］。而基于多源信号融合进行故障诊断，利
用不同类型信号的信息提升了诊断的全面性和可

靠性［13］。可解释的卷积时空调度注意力网络，不
仅提高了诊断效率，还增强了模型的可解释性［14］。

本研究针对风力发电机组故障诊断中存在的

不平衡数据分布问题，提出了一种基于改进条件

生 成 对 抗 网 络（improved conditional generative 
adversarial network， ICGAN）与多模态特征融合

网络（multi-modal feature fusion network， MMF⁃
Net）的联合诊断框架 ICGAN-MMFNet。首先，
通过引入自注意力机制与噪声生成模型（adver⁃
sarial representation learning with memory， ARM）

对传统 CGAN 进行结构优化。然后设计具有自

注意力层的 MMFNet 网络，结合 Focal Loss 函数

构建分类目标函数，以缓解类间样本不平衡导致

的模型偏置问题。进一步地，基于 SCADA 系统

实测数据构建不平衡故障数据集，采用 t-SNE 可

视化分析与 JS 散度对生成样本质量进行量化评

估，并通过混淆矩阵与 F1 分数等指标验证分类性

能。试验结果表明，所提出的 ICGAN-MMFNet

框架在处理不平衡数据时，能够稳定且有效地实

现风电机组变桨故障的诊断。

1 理论基础

1.1　条件生成对抗网络（CGAN）
CGAN 模型是［15］生成对抗网络（GAN）［16］的

一种变体（图 1 左侧）。引入条件信息 y，CGAN 能

够生成与特定条件相关的样本数据，因为不同类

型的故障需要不同的生成数据。其核心是生成器

与判别器的对抗训练，生成器的输入是随机噪声

z和条件标签 y。生成器通过嵌入层（E n）将标签 y

转换为嵌入向量，然后将嵌入向量与噪声 z结合

生成数据，W为连接层的可学习权重参数矩阵，b
为生成器输出层的可学习偏置参数，Dense ( · )为
特征融合模块。其数学表达式为

G ( z，y )= tanh (W ⋅Dense ( z⊗ E n ( y ) )+ b ) （1）

判别器的输入是数据 x和条件标签 y。判别器通

过嵌入层（E n）将标签 y转换为嵌入向量，然后将

嵌入向量与数据 x结合，σ代表 Sigmoid 激活函

数，其数学表达式：
D ( x，y )= σ (W ⋅Dense ( x⊗ E n ( y ) )+ b ) （2）

式中：“⊗”表示逐元素乘积；Dense表示全连接操作。

生成器损失 L gen 和判别器损失 L disc 的数学表

达式如下：
L disc = -Ex∼ pdata( )x [ lnD ( x，y ) ]-

               E z∼ p z( )z ( ln ( 1 - D (G ( z，y )，y ) ) （3）
L gen = -Ez∼ p z( )z ( lnD (G ( z，y )，y ) （4）

式中：E为期望算子对分布内样本求均值；D ( x，y )为判别

器，对真实数据 x和条件标签 y进行判断；G ( z，y )为生成

器，生成数据；pdata ( x )为真实数据；pz ( z )为噪声分布。
1.2　多模态融合网络（MMFNet）

MMFNet 模型［17］通过结合可分离卷积、Lea⁃
kyReLU 激活函数、Dropout 层和批量归一化层对

输入数据进行特征提取和分类（图 1 右侧）［18］。该

模型在不平衡样本的故障诊断多分类任务中优势

图 1　模型结构图

Fig1　Structure of the model
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显著，可高效提取复杂特征，降低计算复杂度，提
升非线性表达能力，同时防止过拟合，增强鲁棒性

与泛化能力，其数学表达式如下：

F i，j，k = ∑
m= 0

M- 1

∑
n= 0

N- 1

X i+ m，j+ n，k *wm，n，k （5）

式中：i、j、k为输出特征索引；m、n为卷积核滑动索引；M、

N为卷积核尺寸超参；X为输入三维特征张量；w为深度

可分离卷积额定滤波器；F为卷积输出三维特征张量。

LeakyReLU 是一种改进的 ReLU 激活函数，
它在输入小于 0 时引入一个小的负斜率 α，以避免

梯度消失问题，其数学表达式为

LeakyReLU ( x)={x x≥ 0
αx x< 0

（6）

式中：指定负斜率 α=0.2；x为输入特征。

Dropout 是一种正则化技术，用于防止模型

过拟合。
批量归一化层的作用是对输入数据进行归一

化处理，加速模型的训练过程。设输入数据为

{ x 1，x2，x3，…，xn }，批量归一化的输出 x̂ i 可以表

示为

x̂ i =
xi - μ

σ 2 + ε
（7）

μ= 1
T ∑

i= 1

T

xi  σ 2 = 1
T ∑

i= 1

T

( xi - μ )2

式中：T为样本总条数；μ为批量数据的均值；σ 2 为批量数

据的方差；ε为一个小的常数，用于避免分母为零。

实验数据中涉及不同种类传感器数据（如环

境、机械、电气、温度等），MMFNet 模型处理后，
输出的融合特征会整合各模态优势。在提取过程

中对各传感器特征重新校准，突出故障相关的关

键特征。
1.3　损失函数

在类别不平衡处理方面，MMFNet 结合 Fo⁃
cal Loss 通过动态调整损失权重使模型更加关注

少数类样本，从而有效解决类别不平衡问题。Fo⁃
cal Loss 通过引入动态调节因子 ( 1 - pt )γ 和类别

权重 αt，能够有效降低易分类样本的权重贡献，同
时增强难分类样本的权重，使模型更加关注少数

类样本。Focal Loss 的动态调节机制不仅解决了

类别不平衡问题，还提升了模型对少数类的识别

能力，同时避免了复杂的采样策略，简化了训练流

程［19］。Focal Loss损失函数为

FL ( pt )= -αt ( 1 - pt )γ ln ( pt ) （8）
式中：pt为模型对样本的预测概率；αt为类别权重，γ为调

节因子，用于控制难分类样本的权重，当 γ=0 时，Focal 
Loss退化为普通的交叉熵损失函数。

2 建立 ICGAN-MMFNet诊断模型

针对风电机组故障诊断中的数据不平衡问

题，提出 ICGAN-MMFNet 联合诊断框架，结构

见图 2。首先，对传统  CGAN 进行针对性优化，
引入自注意力机制与噪声生成模型（ARM），并融

入奖励机制——依据生成样本与真实样本的相似

度反馈，动态引导生成器精准学习原始数据的特

征分布，实现高质量相似样本的定向生成，解决传

统生成模型样本质量低、特征拟合不充分的问

题。其次，MMFNet 的设计突破传统分类网络逻

辑：一方面内置自注意力层以强化关键特征捕捉

图 2　故障诊断流程图

Fig 2　Fault diagnosis flowchart
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能力，另一方面结合 Focal Loss 构建专属分类目

标函数，采用“生成样本特征迁移学习”策略，分类

函数仅学习源自原始数据特征的生成样本特征，
不直接依赖原始数据参与特征学习，在验证阶段

通过原始数据验证模型泛化能力，既规避原始不

平衡数据对特征学习的干扰，又保障模型真实诊

断性能。
2.1　注意力机制

自注意力机制通过计算输入序列中不同位置

之间的相关性，动态地调整每个位置的权重，从而

捕捉长距离依赖关系［20］，其数学公式为

Attention (Q，K，V )= Softmax ( QK
T

dk
)V （9）

式中：Attention ( · )为缩放点积注意力函数；Softmax ( · )为
归一化激活函数；Q为查询矩阵；K为键矩阵；V为值矩

阵；dk为键的维度， dk 是为了缩放点积，防止梯度消失或

爆炸。

在生成器和判别器中分别引入自注意力层，
以提高模型的性能和表达能力。针对生成器模

块，自注意力层的引入使其可自适应捕捉特征空

间内的全局依赖关联，突破传统局部特征提取的

局限，让生成样本在全局特征分布与结构协调性

上实现显著优化；针对判别器模块，自注意力层的

融入大幅强化了模型对输入数据全局结构的感知

与表征能力，使其能够精准捕捉真实样本与生成

样本间的细粒度特征差异，提高真伪判别的精准

度。通过这种设计，模型在生成任务中能够生成

更高质量的样本，同时在判别任务中能够更准确

地评估样本的真实性。MMFNet 中自注意力层

的输出通过残差连接与输入相加缓解了梯度消失

问题，同时保留原始特征信息，其数学表达式为

xout = SelfAttention ( x )+W s x （10）
式中：xout 为输出特征；SelfAttention ( · )为自注意力计算函

数；W s x为残差路径的投影矩阵。

为实现 MMFNet 多层次特征融合，本文通过

堆叠多个自注意力与全连接层捕捉深层次故障特

征信息，其数学表达式为

x= Dense2048 ( BN ( Dense1024 ( x ) ) ) （11）
x= SelfAttention ( x )+ x （12）

其中，BN表示批归一化操作；SelfAttention ( x )的
输出加上原始的 x，使得梯度在反向传播时可以

更顺畅地传递到前面的层，有助于模型的训练和

优化。
2.2　自回归模型（ARM）

ARM 是一种用于优化生成器输入噪声分布

的模型，在生成长序列时能够逐步优化噪声，避免

误差累积，从而生成更高质量的噪声序列［21］。将

其设为生成器损失的负向形式，构建二者强关联

的对抗博弈关系；以反向激励约束生成器生成贴

合真实分布的样本，强化生成对抗动态平衡、规避

训练失衡，同时依托该机制提升生成器性能，保障

生成样本的真实度与多样性。同时将  ARM 与自

注意力机制、奖励机制结合，动态引导生成器精准

学习原始数据特征分布，实现高质量相似样本定

向生成，有效解决传统生成模型样本质量低、特征

拟合不充分的问题。其数学表达式为

d arm =W 2 ⋅ReLU (W 1d+ b1 )+ b2 （13）
LARM = -L gen = Ex∼ pdata ( lnD (G ( z ) ) )+ λR ( x，G ( z ) )

（14）
式中：d为输入的随机噪声；ReLU（·）为整流线性激活函

数；W 1、W 2 为权重矩阵；b1、b2 为偏置项；d arm 为优化后的

噪声；LARM 为 ARM 模型的损失；L gen为 生成器的损失；

R ( x，G ( z ) )为奖励信号；λ为奖励信号的权重，用于平衡

奖励信号和原始损失的影响。

2.3　奖励机制

为使生成器和判别器在不平衡样本条件下提

高生成数据的质量，本研究引入了奖励机制。当

ARM 生成的噪声能够帮助生成器生成更逼真的

样本（生成器损失减小）时，ARM 的损失也会减

小，这相当于对 ARM 生成合适噪声的一种“奖

励”，激励 ARM 不断优化以生成更有利于生成器

的噪声。使用生成数据与真实数据的均方误差

（MSE）和余弦相似度（Cos）加权计算作为奖励机

制，其数学表达式为

R ( x，G ( z ) )= w 1MSE ( x，G ( z ) )+ w 2Cos ( x，G ( z ) )
（15）

式中：x为真实数据；G ( z ) 为生成数据；w 1、w 2 为权重参

数，用于平衡不同相似性指标的影响。

2.4　评价指标

在不平衡数据中，准确率无法真实反映模型

对少数类（故障样本）的识别能力，甚至可能具有

误导性。因此本文选择召回率 R、F1 分数 F1、精
确度 P作为评价指标。

召回率是指在所有故障样本中，模型正确检

测为实际故障样本的比例。F1 分数是精确度和

召回率的调和平均值，F1 分数提供一个平衡的性

能指标。精确度是衡量模型预测为正类的样本

中，实际为正类的比例。数学表达式如下：

R= TP

TP + FN
（16）

F 1 = 2 PR
P+ R

（17）

P= TP

TP + FP
（18）
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式中：TP 为真正例；FP 为假正例；FN 为假负例。

3 案例分析

本 研 究 实 验 环 境 为 NVIDA GeForce 
RTX4060，深度学习框 TensorFlow2.10.0，编程环

境为 Python3.9。
3.1　故障诊断方案分析

实验数据源于新疆某地区风力发电场，该风

力发电场风机于 2020 年 9 月 22 日发生 1 号变流

器出阀压力超低故障、7 月 1 日发生 1 号变桨发电

传感器异常故障和 5 月 5 日发生 3 号变桨逆变器

OK 信号丢失故障，共三类变桨系统故障，并采集

故障发生前两天的正常运行数据作为健康数据。
初始数据样本数量如表 1 所示。

3.1.1　数据平衡方案分析

首先对合成少数类过采样技术（SMOTE）、
GAN、Wasserstein 生 成 对 抗 网 络（WGAN）、
CGAN 等方法进行验证分析，如图 3 所示。实验

结果表明，SMOTE 生成的数据多样性较低，难以

捕捉真实数据的复杂分布。GAN 生成的数据分

布较为密集，但存在明显的空白区域，表明生成器

未能完全覆盖真实数据的分布。WGAN 生成的

数据分布更加均匀，覆盖了真实数据的大部分区

域。而 CGAN 生成的数据分布不仅均匀，而且与

真实数据的分布高度重合。基于以上分析，选择

CGAN 作为数据增强的核心算法，并进一步对其

进行改进，优化 CGAN 的架构和训练机制以进一

步提高生成数据的质量和多样性。
3.1.2　数据真实性判断

通过比较 ICGAN 与 CGAN 之间的 JS 散度

曲线图对数据生成能力进行评估。若生成器能够

拟合真实数据分布，则判别器难以区分生成样本

与真实样本，JS 散度应趋近于 0。如图 4a 所示，
CGAN 的生成器与判别器曲线高度重合，判别器

的 JS 散度增大，表明判别器能较好地区分生成数

据与真实数据，但生成数据与真实数据分布之间

的差异较大。图 4b 则表明，随着训练轮数的增

加，生成器和判别器的 JS 散度均呈逐步降低的趋

势，这表明生成数据分布与真实数据分布之间的

差异在逐渐减小。 ICGAN 在生成数据的质量和

多样性方面表现更优，能够更有效地捕捉真实数

据的复杂分布。

图 4　CGAN和 ICGAN数据生成 JS曲线图

Fig.4　JS curve plot for CGAN and ICGAN 
data generation

图 5 为 ICGAN 加入奖励机制前后的生成器

和判别器损失曲线对比图。加入奖励机制后的生

图 3　不同模型数据增强 t-SNE分类图

Fig.3　The enhanced t-SNE classification plot for 
different model data

表 1　样本数量及故障标签

Tab.1　Sample size and fault labeling

数据名称

健康数据

3 号变桨逆变器 OK 信号丢失故障

1 号变桨发电传感器异常故障

1 号变流器出阀压力超低故障

样本
数量

37 543
1267

85
585

标签

0
1
2
3

占总样本
数量比/%

94.93
3.3

0.22
1.55
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成器和判别器损失稳定速度明显快于 ICGAN，且

判别器的波动较小，表明奖励机制能够加速模型的

收敛并提高训练的稳定性。加入奖励机制后的 IC⁃
GAN模型在数据生成质量方面具有更好的性能。

3.2　基线模型验证

分析 6 种模型在初始不平衡故障数据比例

中的混淆矩阵性能表现，以此完成基线模型的有

效性验证。其中超参数设置：学习轮数为 50，批
量大小为 16，验证集划分比例为 0.2。实验结果

如图 6 所示，所有模型在识别数据量较多的故障 1
和故障 3 时均表现出较高的准确率，这表明这些

模型在处理故障数据量充分时具有较好的性能。
然而，在处理故障数据量较少的故障 2 时，MMF⁃
Net模型在识别故障 2 时表现出较高的准确率。

为进一步验证 ICGAN 结合 MMFNet 模型

对数据量少的故障具有较好的分类效果，将 IC⁃
GAN 结合 4 种基础模型进行对比，结果见图 7。
其中 ICGAN-MMFNet 模型表现稳定，针对样本

数据量失衡的情况下，在不同的性能评价指标下

均有较好的故障分类能力。 ICGAN-MMFNet
模型参数设置见表 2，学习轮数 l为 100，批量大

小为 32。
生成器自注意力层针对变桨电机温度、变桨

直流电压、电容电压等故障敏感信号，通过全局特

征关联建模，捕捉跨部件信号的耦合依赖，判别器

自注意力层聚焦变桨柜温度、逆变器温度、环境温

度等信号的细微差异，通过注意力权重动态分配，
精准识别真实信号的物理一致性与生成样本的特

征偏差。
3.3　泛化实验

为了进一步验证本文提出的模型具有较好的

泛化性能，将原始数据中的健康数据和故障数据

按照不同比例划分为不同的案例，如表 3 所示。

图 6　不同模型混淆矩阵对比图

Fig.6　Comparison of confusion matrices of different models

图 5　ICGAN加入奖励机制前后对比图

Fig.5　Comparison before and after adding 
reward mechanism to ICGAN
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如表 4 所示，本文提出模型在总体性能评价

指标中均高于 0.96，说明模型在不平衡的样本分

布下具有良好的适应性和鲁棒性，能够有效处理

故障样本数量极少的情况。在单一故障场景（如

仅 有 故 障 2）中 ，尽 管 健 康 样 本 大 幅 减 少（从

37 543 降至 8000），不平衡故障样本仅有故障 2 的

情况下模型性能（F1>0.98）仍保持稳健，但在两

种故障不平衡条件下（如故障 1+2 和故障 2+3）
中，少数故障类样本过少（故障 1 仅 125、故障 3 仅

80）导致类别严重失衡，模型对少数类的识别能力

有 所 下 降（案 例 4~9 的 F1 分 数 最 低 跌 至

0.96~0.97）。

4 结论

1）对 ICGAN 使用 ARM 模型和加入自注意

力层进行改进，从而增强特征提取的能力。通过

奖励机制激励 ARM 不断优化以生成更有利于生

成器的噪声，提高生成数据质量和多样性的能力。
2）在 MMFNet 模型中加入自注意力层以提

高特征学习能力，残差连接有效地避免了梯度爆

炸，将 MMFNet 模型与 Focal Loss 相结合，增强

模型的故障分类能力。
3）将原始数据中的健康数据和故障数据按照

不同比例划分为不同的案例，从而验证 ICGAN-
MMFNet 模型在不同数据不平衡情景下模型故

障诊断能力具有较好的泛化性能。
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表 2　模型参数设置

Tab.2　Model parameter settings

模型

ICGAN

MMFNet

超参数和神经元设置

生成器：全连接层（256，512，1024），批归一化层，
Dropout（0.3），自注意力层（1024）
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Tab.3　Cases with different data ratios

案例

案例 1

案例 2

案例 3

案例 4

案例 5

案例 6

案例 7

案例 8

案例 9

不平衡故障样本

故障 2

故障 2

故障 2

故障 1，2

故障 1，2

故障 1，2

故障 2，3

故障 2，3

故障 2，3

数据比例
（健康∶故障 1∶故障 2∶故障 3）

37 543∶1287∶85∶585

15 000∶1287∶85∶585

8000∶1287∶85∶585

37 543∶125∶85∶585

15 000∶125∶85∶585

8000∶125∶85∶585

37 543∶1287∶85∶80

15 000∶1287∶85∶80

8000∶1287∶85∶80
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Tab.4　Results of generalization experiments

案例

案例 1
案例 2
案例 3
案例 4
案例 5
案例 6
案例 7
案例 8
案例 9

精确率
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1
1

0.98
1

0.99
0.96

1
0.98

召回率

0.97
1
1

0.97
0.98
0.99
0.97
0.99
0.99

F1 分数

0.97
1
1

0.97
1
1

0.96
1

0.99
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