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融合多头注意力机制的 LSTM 冬小麦需水量预测

汪 强 1 李清阳 1 席 磊 1* 樊泽华 2 马新明 2 时 雷 1 李美琳 1 
卢建龙 1 熊淑萍 2*

（1. 河南农业大学  信息与管理科学学院，郑州  450046；
2. 河南农业大学  农学院，郑州  450046）

摘 要  为实现田间冬小麦需水量的精准预测，基于河南省原阳市试验田实测气象数据，应用多头注意力机制，根

据气象因子与作物需水量相关系数大小，有效捕捉需水量时间序列之间的关系特征，分别建立 11、7 和 4 因子的融

合多头注意力机制（Multi-head attention）的卷积-长短期记忆网络（CNN-LSTM）模型预测冬小麦需水量，并与实

际值进行比较。结果表明：1）将风速、风向、大气压力、太阳辐射、相对湿度、露点温度、最低温度、最高温度、平均温

度、日照时数和降雨量共 11 个气象因子输入到该模型，其作物需水量预测值与实测值的决定系数（R2）为 0. 914，均

方根误差（RMSE）为 0. 627 mm，相对分析误差（RPD）为 4. 243，相比于 7 和 4 因子的预测模型 R2更高，RMSE 更低。

该预测模型的精准度随作物需水量相关气象因子输入量增多而提升。4 因子预测模型精度最低，其作物需水量预

测值与实测值的 R2 为 0. 825，RMSE 为 0. 946 mm，RPD 为 3. 124。在缺少气象数据的情况下，可只采用与参考作物

需水量相关性最高的最低温度、最高温度、平均温度和大气压力进行作物需水量预测，且相对 11 因子减少了传感器

数量，提高了泛用性。 2）与经典机器学习模型 BP、循环神经网络模型 LSTM 以及融合注意力机制的 LSTM-

Attention 相比，融合多头注意力机制的 CNN-LSTM-MHA 模型的 R2、RMSE、RPD 等参数更优，预测效果更接近

大田生产实际情况。综上，建立与作物需水量相关的 11 个气象因子的融合多头注意力机制的 CNN-LSTM-MHA
作物需水量预测模型，可改善卷积层对于数据之间内部特征提取不充分的问题，能够有效提高冬小麦需水量预测

精度，可以用于田间冬小麦的灌溉决策。
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Abstract To realize the accurate prediction of winter wheat field water demand， based on the measured 

meteorological data of the experimental field in Yuanyang City， Henan Province， the multi-head attention 
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mechanism was adopted to effectively obtain the relational features between water demand time series 

according to the size of the correlation coefficients between the meteorological factors and the crop water 

demand.  The 11-， 7- and 4-factor fused multi-head attention （MHA） convolutional-long-short-term memory 

network （CNN-LSTM） model for predicting winter wheat water demand and comparing with the actual 

values.  The results showed that： 1） The coefficient of determination （R2） between the predicted and 

measured values of crop water requirement was 0. 914， the root mean square error （RMSE） was 0. 627 

mm， and the relative analysis error （RPD） was 4. 243.  The R2 was higher and RMSE was lower than that of 

the 7-factor and 4-factor prediction models.  The accuracy of this prediction model increased with more 

inputs of meteorological factors related to crop water demand.  The accuracy of the 4-factor prediction 

model was the lowest， and the R2 between the predicted value and the measured value of crop water 

requirement was 0. 825， RMSE was 0. 946 mm， and RPD was 3. 124.  In the absence of meteorological 

data， only the minimum temperature， maximum temperature， average temperature and atmospheric 

pressure with the highest correlation with the reference crop water requirement could be used to predict the 

crop water requirement.  The number of sensors was reduced and the universality was improved compared 

with that of 11 factors. 2 ） Compared with the classical machine learning model BP， the recurrent neural 

network model LSTM and the LSTM-Attention with attention mechanism， the CNN-LSTM-MHA model with 

multi-head attention mechanism has better parameters such as the R2， RMSE and RPD， and the prediction 

effect is closer to the actual situation of field production.  In summary， the CNN-LSTM-MHA crop water 

requirement prediction model based on the fusion of 11 meteorological factors related to crop water 

requirement is established， which can improve the problem of insufficient internal feature extraction between 

data in the convolutional layer.  The model can effectively improve the prediction accuracy of winter wheat 

water requirement and can be used for irrigation decision-making of winter wheat in the field.

Keywords wheat； crop water requirement； neural network； multi-head attention mechanism； prediction 

model

我国的农业生产与水资源息息相关，农业用水

占比在 60% 以上［1］，而作物的需水量则是农业用水

中的主体，也是国民经济中消耗水分的重要组成部

分。作物需水量指作物为了生长发育需要消耗的

水量，包括植株蒸腾与棵间蒸发两部分［2］。作物需

水量是研究农田水分变化规律、水资源开发利用、

农田水利工程规划和设计、分析和计算灌溉用水量

等的依据之一［3-4］。研究和估算作物的水分需求一

直是一个极具挑战性的课题，精确估算作物需水量

对作物灌溉决策具有重要意义。

国内外学者对作物需水量预测开展了大量研

究。汪顺生等［5］对夏玉米作物需水量预测研究表

明，不论是普通灌溉还是交替灌溉的模式，采用单

作物系数法均可适用。孟玮等［6］基于 RBF 神经网

络预测苹果需水量，可以通过分析气象数据来预测

作物的需水量。然而这种神经网络预测要依赖于

大量的历史气象数据，当数据不足时它可能会失去

功能。Sidhu 等［7］基于已有的气象数据构建了水稻

LSTM 神经网络需水量预测模型，提高了水资源管

理的精确性和效率，更好地适应气候变化对农业生

产的影响。在小麦需水量预测方面，Karar 等［8］根据

气象数据基于 MLP 神经网络预测小麦的需水量，

并且可以根据预测结果进行灌溉，这种方法的优势

在于数据处理速度很快，最大的挑战在于将所有的

推断都转换成数值计算，这可能会导致结果的准确

性受到影响。贾红军［9］以气象数据作为 BP 神经网

络的输入，以彭曼公式计算的小麦需水量作为预测

期望值训练神经网络，并基于模糊控制设计灌溉控

制系统。杜云等［10］以日均温度、风速、相对湿度和

降水量 4 个变量作为输入因子，采用 CNN-BiLSTM
神经网络对小麦需水量进行预测。李志新等［11］构

建了 GA-Elman 神经网络小麦参考作物需水量预测

模型，该模型以日序数、日照时数、日平均气温等因

子为输入向量，结果表明相对误差绝对值均值为

7. 24%，拥有较强的实用价值。

目前关于作物需水量预测国内外学者进行了

大 量 的 研 究 ，多 以 已 经 成 熟 且 具 有 权 威 性 的

Penman-Monteith 法计算作物需水量，并以此为依

据采用不同的模型进行预测。在模型选择方面，将

2 个或更多个模型结合在一起预测结果更准确，但
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由于田间作物需水量受到大量气象因子影响，在数

据训练和预测时花费大量时间，限制了其可应用的

场景。Ma 等［12］在构建作物需水量预测模型融合注

意 力 机 制（Attention mechanism）时 发 现 ，EEMD-
Attention-LSTM 模型精度优于不加入注意力机制

的单一模型和组合模型。注意力机制模拟人类的

视觉系统，在面对复杂的信息时对网络中焦点区域

进行重点关注［13］。注意力机制可以对关键特征信

息加权，降低无用信息的重要程度，从而实现信息

处理资源的合理分配［14］。多头注意力机制作为注

意力机制的一种改进，通过动态评估每个时刻输入

数据的重要性来捕捉不同时间点上的特征变化，有

效地减少 LSTM 等循环神经网络由于数据量过大

而可能导致信息遗忘的问题［15］。大量的研究仅针

对现有的作物需水量数据进行计算，并未考虑到未

来一天的作物需水量，以此为依据的灌溉决策研究

尚未见报道。本研究以大田冬小麦为研究对象，采

用 融 合 多 头 注 意 力 机 制（Multi-Head Attention，
MHA）的卷积 -长短期记忆网络（CNN-LSTM）模

型，以当地智慧农业监测站数据为输入量，以彭曼

公式计算的作物需水量作为预测期望值进行训练，

然后结合冬小麦作物系数构建未来 1 d 冬小麦需水

量预测模型，旨在实现冬小麦需水量精准预测，以

期为实现田间冬小麦精准灌溉提供参考。

1　材料与方法

1. 1　数据采集

试验所用气象数据采集于河南省原阳市河南农

业大学科教园区（113. 956 361° E， 35. 114 512° N，海

拔 75. 10 m）2个田块，田块 A 长 60 m，宽 24 m；田块 B
长 40 m，宽 32 m。采集设备为智慧农业监测站，安装

于试验田块A东南角及田块B南部。智慧农业监测站

采用河南华普物联科技有限公司的 HP-QXZ-GW 数

据采集器装置，测量参数见表 1。

采集数据包括风速、风向、降雨量、气温、大气压

力、光照强度、日照时数、露点温度、20、40、60 cm 土壤

湿度等，采集数据间隔时间为 30 min。田块 A 数据采

集时间为 2023 年 12 月 1 日—2024 年 5 月 30 日，共计

182 d；田块B数据采集时间为2023年12月1日—2024
年 3月 29日，共计 120 d，2个田块数据共计 302 d。本

研究以田块 A 数据用于模型训练，田块 B 数据用于模

型测试。田块 A 部分气象数据见表 2。

表 1　HP-QXZ-GW 型号数据采集器装置测量参数

Table 1　HP-QXZ-GW model data collector device measurement parameters

指标

Index

风速

Wind velocity

风向

Wind direction

降雨量

Precipitation

湿度

Humidity

温度

Temperature

大气压力

Atmospheric pressure

露点温度

Dew-point temperature

土壤湿度

Soil humidity

范围

Range

0~70. 0 m/s

0~360°

0~4. 0 mm/min

0~100%

−40. 0~70. 0 ℃

0~120. 0 kPa

−40. 0~70. 0 ℃

0~100%

分辨率

Resolution

0. 1 m/s

1°

0. 2 mm

0. 1%

0. 1 ℃

0. 1 kPa

0. 1 ℃

0. 1%

精度

Precision

±（0. 2+0. 03） m/s，
@（0~30. 0 m/s， 25 ℃）

±5°

±3%

±3%，RH 60%， 25 ℃

±0. 5 ℃，25 ℃

±0. 15 kPa，25 ℃ 101 kPa

±0. 5℃（25 ℃）

0~50%±2%， @（30%， 25 ℃）

≥50%~100%±3%， @（60%， 25 ℃）
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1. 1. 1　数据预处理

由于智慧农业监测站处于大田环境中，传感器

可能受到人为扰动或出现故障失灵，从而造成数据

异常或者数据缺失的情况，因此在采集数据后需要

进行异常数据识别并填补缺失数据［16］。本研究使

用拉依达准则判别异常数据，该准则假设一组测得

值 x=（x1，x2，. . . ，xn）服从正态分布且仅含有随机

误差，则拉依达准则可以表述如下：

| |xi -
-
x ≥ 3

∑
i= 1

n

( )xi -
-
x

2

n- 1 ( )1

式中：xi，第 i个值；
-
x，n个数值的平均值；将各残差值

与 3 倍标准差值进行比较，若残差值≥3 倍标准差

值，则认为该值为异常值应删除。

由于气象数据采集时间间隔为 30 min，相邻数

据之间具有较强关联性，所以本研究对于删除的异

常和缺失数据替换为前后两项数据的平均值。

x'n = xn- 1 + xn+ 1

2 ( )2

式中：x'n为替换后的数据。

对所有原始数据进行归一化处理，可以有效加

快模型训练速度，避免因量纲不同造成结果偏差。

x'i =
xi - xmin

xmax - xmin
( )3

式中；xi，原始数据；x'i，xi归一化后的值；xmin，原始数

据集中最小值，xmax，原始数据集中最大值。

1. 1. 2　参考作物需水量影响因子筛选

田间智慧农业监测站共收集 11 类不同的气象

数据，本研究对各气象因子与参考作物需水量进行

相关性分析，各气象因子与参考作物需水量相关系

数计算公式如下：

r =
∑
i= 1

n

( )Xi - X̄ ( )Yi -Ȳ

∑
i= 1

n

( Xi - X̄ )2 • ∑
i= 1

n

(Yi -Ȳ )2

( )4

式中：r，相关系数；Xi，气象因子第 i个数值；X̄，n个

气象因子数值平均值；n为总数据数；Yi，参考作物

需水量第 i个数值；Ȳ，n个参考作物需水量平均值。

表 2　田块 A部分实测气象数据（2024-03-02）

Table 2　Measured meteorological data of field A

时间

Time

14：38：27
15：08：27
15：38：27
16：08：27
16：38：27
17：08：27
17：38：27
18：08：26

时间

Time

14：38：27
15：08：27
15：38：27
16：08：27
16：38：27
17：08：27
17：38：27
18：08：26

风速/（m/s）
Wind velocity

5. 6
5. 9
4. 0
6. 0
6. 0
6. 3
5. 1
3. 1

大气压力/kPa
Atmospheric pressure

100. 9
100. 9
100. 8
100. 8
100. 8
100. 7
100. 7
100. 9

风向

Wind direction

东北

东北

东北

东北

东北

东北

东北

东北

光照强度/lux
Intensity of illumination

71 467
67 667
62 476
54 588
46 213
25 498
12 428
2 519

降雨量/mm
Precipitation

69. 2
69. 4
69. 4
69. 4
69. 4
69. 4
69. 8
69. 8

日照时数/h
Hours of sunshine

5. 4
5. 9
6. 4
6. 9
7. 4
7. 8
7. 8
7. 8

气温/℃
Temperature

13. 3
12. 5
12. 7
13. 2
12. 6
12. 3
11. 4

9. 7

露点温度/℃
Dew-point temperature

13. 7
14. 3
13. 4
14. 2
13. 8
12. 3
10. 9

9. 2

空气湿度/%
Air humidity

35. 0
32. 6
32. 1
33. 2
29. 9
30. 0
35. 0
39. 2

20 cm 土壤湿度/%
20 cm soil humidity

17. 8
18. 0
18. 0
18. 0
18. 0
18. 3
18. 0
18. 1
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1. 2　相关模型及算法

1. 2. 1　小麦作物需水量计算方法

采用 Penman-Monteith 法，此方法充分考虑了

理论基础的严谨性，其应用范围极为广泛，能够覆

盖各类农业生产环境。更重要的是它在估算参考

作物需水量方面拥有极高的精确度，确保了数据分

析的可靠性和有效性［17］。联合国粮食及农业组织

（Food and Agriculture Organization of the United 
Nations，FAO） Penman-Monteith 修 正 公 式 表 达

如下：

PET =
0.048∆ ( )R n - G + γ

900
Tmean + 273 u2( )e s - ea

∆ + γ ( )1 + 0.34u2
( )5

式中：PET参考作物需水量，mm/d；Rn为地表净辐射，

MJ/（m·d）；Δ为饱和水气压与空气湿度关系曲线斜率，

kPa/℃；γ为干湿表常数，kPa/℃；Tmean为日平均气温，℃；

G 为土壤热通量，MJ/（m²·d）；es为饱和水气压，kPa；
u2为地表 2 m 高处风速，m/s；ea为实际水气压，kPa。

通过彭曼公式仅能计算出参考作物需水量，还

需要乘以作物系数才能得到作物需水量［18］。计算

作物需水量的具体表达式为：

ET = K c ⋅PET ( )6
式中：ET 为作物需水量，mm/d；Kc，作物系数。

根据FAO-56［19］及李迎等［20］提供的冬小麦作物系

数计算方法，将冬小麦生育时期划分为播种-返青期、

返青-孕穗期、孕穗-灌浆期、灌浆-成熟期 4个阶段，见

表 3。参考李迎等［20］结合 FAO-56［19］提供的冬小麦作

物系数对河南地区研究修正后，确定河南省的冬小麦

全生育期内的作物系数，见表 4。

1. 2. 2　长短期记忆网络模型

长 短 期 记 忆 网 络（Long Short‑Term Memory，
LSTM）相较于卷积神经网络（Convolutional Neural 
Networks，CNN）最大的区别在于加入了 3 个门控结

构，遗忘门、输入门和输出门［21］。样本数据输入遗

忘门后筛选出过去记忆中重要的信息，然后通过输

出门决定目前的网络输入中包含多少新的信息，再

通过输出门中 sigmoid 函数计算确定输出值，最后通

过 tanh 函数确定输出部分［22］。数学公式如下：

it = σ ( )Wxi xt +Whiht- 1 + bi ( )7
ft = σ ( )Wxf xt +Whfht- 1 + bf ( )8

ct = ft ⊗ ct- 1 +
it ⊗ tanh ( )Wxc xt +Whcht- 1 + bc

( )9

ot = σ ( )Wxo xt +Whoht- 1 + bo ( )10
ht = ot ⊗ tanh (ct) ( )11

式中：it为输入门；ft为遗忘门；ct为储存单元，ot为输

出门，σ为 sigmoid 函数。xt为 t时刻的输入数据，W

为权重矩阵，b为偏置函数，tanh 是双曲正切激活函

数，⊗ 表示向量之间逐元素相乘。

1. 2. 3　多头注意力机制

多 头 注 意 力（Multi-head attention，MHA）通

常会将输入序列通过线性层映射成几个不同表

表 3　冬小麦各生育期时间［19-20］

Table 3　The growth period of winter wheat［19-20］ d 

作物

Crop

冬小麦

Winter wheat

全生育期

Whole growth period

236

播种 -返青期

 Seeding-reviving 
period

130

返青 -孕穗期

Reviving- booting 
period

50

孕穗 -灌浆期

Booting- filling 
period

36

灌浆 -成熟期

Filling- maturity 
period

20

表 4　河南省冬小麦各生育期的作物系数［20］

Table 4　Crop coefficients of winter wheat at different growth period in Henan Province［20］

指标

Index

作物系数

Crop factor

播种 -返青期  
Seeding-reviving period

0. 40

返青 -孕穗期

Reviving- booting period

1. 05

孕穗 -灌浆期

Booting- filling period

1. 15

灌浆 -成熟期

Filling- maturity period

0. 40
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示的子集，然后对每个子集并行地应用多个注意

力头。每个注意力头会学习序列中不同位置之

间的关系，并生成一个注意力输出。最后，这些

输出被拼接起来，并通过另一个线性层生成最终

的多头注意力输出。模型在处理信息时同时关

注序列的不同位置，增加模型的表达能力和学习

效率［23］。

Q、K、V 分别代表查询（Query）、键（Key）和

值（Value）矩阵，输入到缩放点注意力（SDA）中

进行向量的点积相乘，计算方法为：

SDA (Q,K,V ) = Softmax ( QKT

dk )V ( )12

head i = SDA ( )QW Q
i ,KW K

i ,VW V
i ( )13

Z = Concat (head1,head2,⋯,headh)W 0 ( )14
式中：dk，键向量维度，缩放点击结果使训练过程

中梯度更加稳定；headi，第 i个多头注意力；Z，经

多个注意力拼接起来形成一个大的特征矩阵。

1. 3　融合多头注意力机制的 CNN-LSTM-MHA
预测模型构建

本研究以原阳市河南农业大学科教园区智慧农

业监测站获得的气象因子作为输入量，以气象数据通

过彭曼法计算得出的参考作物需水量作为目标输出

量，融合 CNN-LSTM 和多头注意力机制，构建 CNN-
LSTM-MHA 参考作物需水量预测模型。具体网络

结构见图 1。输入数据首先经过 CNN 网络，识别序列

之间的空间特征，然后经过LSTM网络识别时间关系，

再将输出向量作为多头注意力层的输入 v、k、q。每个

注意力头都有各自的权重分配方式。设模型权值为

v=［v1，v2，⋯，vi］，键值为 k=［k1，k2，⋯，ki］，查询值为

q=［q1，q2，⋯，qi］。与通过大量数据训练得到的对应

权重相乘得出V、K、Q，然后通过 softmax函数激活确

定每个位置对其他位置的关注度，输出加权求和的结

果，最后经过全连接层输出结果。

1. 4　试验环境及参数设置

试 验 用 计 算 机 平 台 操 作 系 统 为 Win 10，
CPU Intel i7、DDR4 RAM 16 GB、GPUGTX1070Ti 

8 GB。采用的编程语言为 Python 3. 8，深度学习框架

为 PyTorch 1. 10. 0。对气象数据样本分析后确定了

合适的时间步长等主要参数，见表 5。

1. 5　模型评价指标

以决定系数（R2）、均方根误差（RMSE）和相对

分析误差（RPD）3 种模型精度评价方法来研究基于

融合多头注意力机制的 CNN-LSTM 建模性能。各

数据集
Data set

数据采集
Data 

acquisi�on

一维卷积
One 

dimensional 

convolu�on

卷积层
Convolu�on 

layer

长短期神经

网络层
LSTM layer

池化层
Pooling 

layer

...

LSTM

LSTM

LSTM

...

多头注意

力层
Mul�-head 

a�en�on 

layer

...

全连接层
Fully 

connected 

layer

输出
Output

 
图 1　融合多头注意力机制的 CNN-LSTM 参考作物需水量预测模型

Fig. 1　CNN-LSTM crop reference water demand prediction model with Multi-head attention mechanism

表 5　主要参数设置

Table 5　Parameter settings

参数  Parameter

取值

Value

时间步长/d
Time step

20

卷积层层数

No.  of CNN layers

2

LSTM 层数

No.  of LSTM layers

3

学习率

Learning rate

0. 01

迭代次数

No.  of iterations

50

丢弃率

Dropout rate

0. 50
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个参数计算公式如下：

R2 = 1 -
∑
i= 1

n

  ( Xi - Yi )2

∑
i= 1

n

  ( Xi - X̄ )2
( )15

RMSE =
∑
i= 1

n

  ( )Xi - Yi
2

n
( )16

RPD =

∑
i= 1

n

  (Yi - Ȳ )2

n- 1
RMSE ( )17

式中：Xi为第 i个试验实测数值；Yi为第 i个模型预

测数值；n为数据总数，X̄为实测数据平均值；Ȳ为预

测数据平均值。建模准确度越高，R2 越大，RMSE
越小，RPD 越大。当 RPD≥2. 5 时，表明模型具有

极好的预测能力；当 RPD<1. 0 时，表明模型不具备

预测能力。

2　结果与分析

2. 1　融合多头注意力机制 CNN-LSTM 模型不同

因子数量预测结果对比

由表 6 可知，参考作物需水量与最低气温、最高

气温、平均气温和大气压力的相关系数（r）最高，分

别为 0. 841 3、0. 932 4、0. 919 8、−0. 821 5。其中最

低气温、最高气温和平均气温均与参考作物需水量

呈正相关，大气压力与参考作物需水量呈负相关。

参考作物需水量与露点温度、太阳辐射、日照时数

的 r较高，分别为 0. 685 6、0. 501 4、0. 412 5。风速、

风向、相对湿度、降雨量均与参考作物需水量呈弱

相关，其 |r|均<0. 4。

根据气象因子与参考作物需水量相关系数分

别构建以风速、风向、大气压力、太阳辐射、相对湿

度、露点温度、最低气温、最高气温、平均气温、日照

时数和降雨量 11 因子、|r|>0. 4 的 7 因子、|r|>0. 8 的

4 因子的融合多头注意力机制 CNN-LSTM-MHA
参考作物需水量预测模型。

由 表 7 可 知 ，融 合 多 头 注 意 力 机 制 CNN-
LSTM-MHA 算法建立的参考作物需水量预测模

型具有良好的预测精度。预测模型输入因子数量

越多，模型的预测性能越好。11 因子预测模型训练

评 价 各 项 指 标 最 好 ，R2=0. 964、RMSE=0. 463 
mm、RPD=8. 103，预测评价 R2=0. 914、RMSE=
0. 627 mm、RPD=4. 243。其余 2 种参考作物需水

量模型各项评价指标相对 11 因子较差，7 因子预测

模型训练评价 R2=0. 932、RMSE=0. 583 mm、RPD
=6. 478，预测评价 R2=0. 884、RMSE=0. 865 mm、

RPD=4. 012；而 4 因子气象数据建立的模型训练评

价 R2=0. 854、RMSE=0. 822 mm、RPD=3. 926，预
测 评 价 R2=0. 825、RMSE=0. 946 mm、RPD=
3. 124。由此可见，7 和 4 因子模型仍具有良好的预

表 6　气象数据与参考作物需水量的相关系数（r）
Table 6　Correlation coefficient between meteorological data and reference crop 

water requirement

因子编号

Factor number

1
2
3
4
5
6
7
8
9

10
11

影响因子  Impact factor

最低气温  Minimum temperature
最高气温  Maximum temperature
平均气温  Mean temperature
风速  Wind velocity
风向  Wind direction
相对湿度  RH
露点温度  Dew-point temperature
大气压力  Atmospheric pressure
太阳辐射  Solar radiation
日照时数  Hours of sunshine
降雨量  Precipitation

r

0. 841 3
0. 932 4
0. 919 8
0. 232 6
0. 052 8
0. 051 9
0. 685 6

−0. 821 5
0. 501 4
0. 412 5
0. 065 2
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测能力。以最低气温、最高气温、平均气温和大气

压力 4 因子预测参考作物需水量可行，而且可以减

少传感器数量，具有较高的经济价值，便于推广应

用。综上，融合多头注意力机制的 CNN-LSTM-
MHA 算法建立的参考作物需水量预测模型具有优

秀的预测能力，可用于参考作物需水量的预测。

由图2可知，3种预测模型数据点均沿对角线分布，

11因子预测模型预测值与实际值数据点分布最紧密，具

有良好的拟合效果。4因子预测模型数据点分布最分

散，拟合效果较差。因此模型预测准确性11因子>7因
子>4因子。

以上述 3种不同因子数量预测模型得出的参考作

物需水量数据，结合冬小麦不同生长阶段的作物系数，

可建立冬小麦需水量预测模型。由图 3、图 4和图 5可

知，3种不同因子数量的冬小麦需水量预测模型均可用

于冬小麦实际需水量预测，整体曲线走势与实际值相符

表 7　不同影响因子数量的参考作物需水量预测模型及评价

Table 7　Prediction model of crop water demand with reference for the number of different 
influencing factors and evaluation of prediction results

气象因子数

Number of 
meteorological factor

11

7

4

模型评价

Model evaluation

R2

0. 964

0. 932

0. 854

RMSE/mm

0. 463

0. 583

0. 822

RPD

8. 103

6. 478

3. 926

预测评价

Forecast evaluation

R2

0. 914

0. 884

0. 825

RMSE/mm

0. 627

0. 865

0. 946

RPD

4. 243

4. 012

3. 124
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图 2　3种不同数量因子预测模型的参考作物需水量预测值与实际值

Fig. 2　The predicted value and actual value of reference crop water requirement of three different 
quantitative factor prediction models

45



中 国 农 业 大 学 学 报 2025 年  第  30 卷

合，可以反映出冬小麦实际需水量的变化规律。其中采

用监测站 11因子预测的冬小麦需水量与实际值误差最

小，平均误差为0. 41，最大误差为1. 53；采用7因子预测

的冬小麦需水量与实际值平均误差为0. 49，最大误差为

1. 78；采用 4因子预测的冬小麦需水量与实际值误差最

大，平均误差为0. 62，最大误差为2. 01。
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图 3　监测站 11因子冬小麦需水量预测值与实际值时间序列图

Fig. 3　Time series plot of 11-factor crop water requirement forecast vs. actual value at the monitoring station
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图 4　监测站 7因子冬小麦需水量预测值与实际值时间序列图

Fig. 4　Time series plot of 7-factor crop water requirement forecast vs. actual value at the monitoring station
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图 5　监测站 4因子冬小麦需水量预测值与实际值时间序列图

Fig. 5　Time series plot of 4-factor crop water requirement forecast vs. actual value at the monitoring station
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2. 2　不同预测模型对比

由表 8可知，经典机器学习模型BP的预测性能最

差，模型评价指标 R2=0. 794、RMSE=0. 874 mm、

RPD=5. 875；预测评价指标 R2=0. 754，RMSE=
0. 982 mm|、RPD=2. 886。循环神经网络 RNN 及长

短期记忆神经网络 LSTM 模型预测性能高于 BP，其

预测评价指标R2分别为 0. 786、0. 802，RMSE 分别为

0. 893、0. 887 mm，RPD分别为 3. 527、3. 734。LSTM-
Attention模型加入注意力机制，能够重新分配时间序

列权重，关注更重要的时间序列信息从而进一步提升

了预测性能，预测评价指标 R2=0. 864、RMSE=
0. 768 mm、RPD=3. 924。CNN-LSTM-MHA 参考

作物需水量模型结合了 CNN 模型提取空间特征和

LSTM 模型处理时间序列的能力，并加入多头注意力

机制改善 CNN-LSTM 可能出现的遗忘重要信息的情

况，找到历史数据中隐藏特征并重新分配权重。该模

型及预测评价指标均高于其他模型，相对于 LSTM-
Attention模型预测评价指标R2提升 0. 05，RMSE降低

0. 141 mm，RPD 提升 0. 319。综上，CNN-LSTM-
MHA 预测模型效果优越。

2. 3　消融试验

由表 9 可知， CNN-LSTM 模型的预测效果最

差，模型评价指标 R2=0. 805、RMSE=0. 715 mm、

RPD=4. 721； 预 测 评 价 指 标 R2=0. 782、
RMSE=0. 882 mm、RPD=3. 112，说明加入注意力

机制进行权重训练可以有效提升模型的预测精度。

加入多头注意力机制的 RNN-MHA 模型预测精度

低于 CNN-LSTM-MHA 模型，预测评价指标 R2=

0. 802、RMSE=0. 865 mm、RPD=3. 853，说 明

CNN-LSTM 可以有效地改善 RNN 不能学习长距

离依赖关系的缺点。CNN-LSTM-MHA 模型相较

于 LSTM-Self-attention 模型预测评价指标 R2 提升

0. 041，RMSE 降低 0. 087 mm，RPD 提升 0. 614，说
明 MHA 相较于 Self-Attention 能够从多个注意力头

并行计算从而捕捉更丰富的特征，进一步提升模型

的预测性能。

3　讨  论

传统神经网络能够采用大量独立数据进行预

测，但是在处理时间序列预测问题时并不适用［24］。

循环神经网络（Recurrent Neural Network，RNN） 相
较于传统神经网络的区别在于可以保留之前所有

表 8　不同预测模型及预测结果评价

Table 8　Evaluation of different network prediction models and prediction results

模型

Model

CNN-LSTM-MHA
LSTM-Attention
LSTM
RNN
BP

模型评价

Model evaluation

R2

0. 964
0. 893
0. 812
0. 805
0. 794

RMSE/mm

0. 463
0. 596
0. 676
0. 682
0. 874

RPD

8. 103
7. 698
7. 287
6. 992
5. 875

预测评价

Forecast evaluation

R2

0. 914
0. 864
0. 802
0. 786
0. 754

RMSE/mm

0. 627
0. 768
0. 887
0. 893
0. 982

RPD

4. 243
3. 924
3. 734
3. 527
2. 886

表 9　消融试验模型预测结果

Table 9　The prediction results of ablation test models

模型

Model

CNN-LSTM-MHA
LSTM-Self-attention
RNN-MHA
CNN-LSTM

模型评价

Model evaluation

R2

0. 964
0. 902
0. 884
0. 805

RMSE/mm

0. 463
0. 528
0. 526
0. 715

RPD

8. 103
6. 264
7. 102
4. 721

预测评价

Forecast evaluation

R2

0. 914
0. 873
0. 802
0. 782

RMSE/mm

0. 627
0. 714
0. 865
0. 882

RPD

4. 243
3. 629
3. 853
3. 112
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时刻的信息，但是通常保留短期信息，当处理长期

依赖性问题时可能会造成梯度消失［25］。长短期记

忆网络，通过在 RNN 的基础上加入 3 个门控结构，

实现筛选过去记忆中重要信息和输出新信息的功

能，有效地解决了 RNN 不能进行长时间序列预测

的缺陷［26］。

融合多头注意力机制 CNN-LSTM-MHA 模型

在冬小麦需水量预测任务中相较于单一神经网络

模型取得了更好的预测效果。经典机器学习模型

BP 无法自动调整权重参数，而神经网络 RNN 及

LSTM 模型在处理长时间序列时可能无法有效地

捕捉局部特征并分配合适的权重。融合多头注意

力机制的 CNN-LSTM-MHA 模型通过引入多个并

行的注意力头，可以更加灵活地捕捉到时间序列中

对全局影响最大的局部信息，使模型在主要特征上

分配更大的权重，从而提升模型的预测能力和泛

用性。

根据气象因子与作物需水量的相关性大小，分

别构建了 11、7 和 4 因子的 CNN-LSTM-MHA 作物

需水量预测模型，从预测结果来看，该模型能够最

大程度地利用各输入气象因子，充分发挥每一个输

入因子的作用，预测模型的精准度随着输入与作物

需水量相关气象因子数量增多而提升。11 因子作

物需水量预测模型精度最高，预测评价参数 R2=
0. 914、RMSE=0. 627 mm、RPD=4. 243。同时模

型对数据分化能力较强，能够将各气象因子分配合

适的权值，从而达到较高的预测精度。适当减少气

象因子的输入，只保留与作物需水量相关性较高的

7 或 4 因子，预测评价参数 R2 均 >0. 8，RPD 均 >
0. 25，不仅能够进行未来 1 d 冬小麦需水量预测，而

且降低了数据获取难度，从而降低了经济投入，更

适合大范围推广。

本研究仅采用原阳市河南农业大学科教园区

田块的气象数据对试验区冬小麦未来 1 d 的作物需

水量进行预测，对于其他区域或其他种类的作物需

水量预测仍需进一步研究。同时在未来的研究中

可以考虑加入土壤、作物形态等其他影响因素，进

一步提升模型预测能力。

4　结  论

本研究以河南省原阳市河南农业大学科教园

区智慧农业监测站气象数据为基础，构建了融合多

头 注 意 力 机 制 的 卷 积 -长 短 期 记 忆 网 络（CNN-
LSTM-MHA）小麦需水量动态预测模型。将风速、

风向、大气压力、太阳辐射、相对湿度、露点温度、最

低气温、最高气温、平均气温、日照时数和降雨量共

11 因子输入该模型时，R2 和 RPD 最大，RMSE 最

小，预测效果最优秀。将与作物需水量相关性最高

的最低气温、最高气温、平均气温和大气压力输入

该模型时预测精度相对 11 因子预测模型降低，R2=
0. 825，RPD=3. 124，仍可进行未来 1 d 作物需水量

预 测 。 通 过 对 比 试 验 可 以 发 现 ，CNN-LSTM-
MHA 模 型 在 各 项 评 价 指 标 均 优 于 BP、RNN、

LSTM 和 LSTM-Attention。综上，加入多头注意力

机制可以显著提升模型的特征学习能力，能够满足

田间环境下冬小麦需水量预测需求。
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