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基于改进图注意力网络的油井产量预测模型

张 强,彭 骨,薛陈斌
(东北石油大学 计算机与信息技术学院,黑龙江 大庆163318)

摘要:针对图注意力网络处理噪声和时序数据较弱,并且在堆叠多层后出现梯度爆炸、过平

滑等问题,提出一种改进图注意力网络模型.首先,使用Squeeze-and-Excitation模块对样本

输入数据的特征信息进行不同程度关注,增强模型处理噪声的能力;其次,使用多头注意力

机制,将序列数据中每个序列相对其他序列进行加权求和,提取数据的时序性;再次,将图

注意力网络提取的节点特征与节点的度中心性拼接,获取节点的局部特征,并用全局平均

池化的方式提取节点的全局特征;最后,将两者进行融合得到节点的最终特征表示,增强模

型的表征能力.为验证改进图注意力网络的有效性,将改进图注意力网络模型与LSTM,

GRU和GGNN模型进行对比,实验结果表明,该模型预测效果得到有效提升,具有更高的

预测精度.
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Abstract:Aimingattheproblemsthatgraphattentionnetworkswereweakinhandlingnoisyand
temporaldata,aswellasgradientexplosionandoversmoothingafterstackingmultiplelayers,we
proposedanimprovedgraphattentionnetworkmodel.Firstly,weusedtheSqueeze-and-Excitation
moduletopaydifferentlevelsofattentiontothefeatureinformationofthesampleinputdatato
enhancethemodel’sabilitytohandlenoise.Secondly,thetemporalsequenceofthedatawas
extractedbyusingthemulti-headattentionmechanism,whichweightedandsummedeachsequencein
thesequencedatarelativetotheothersequences.Thirdly,thenodefeaturesextractedfromthegraph
attentionnetworkweresplicedwiththedegreecentralityofthenodestoobtainthelocalfeaturesof
thenodes,andtheglobalfeaturesofthenodeswereextractedbyusingglobalaveragepooling.
Finally,thetwowerefusedtoobtainthefinalfeaturerepresentationofthenodes,whichenhancedthe
representationalabilityofthemodel.Inordertoverifytheeffectivenessoftheimprovedgraph
attentionnetwork,theimprovedgraphattentionnetworkmodelwascomparedwithLSTM,GRUand



GGNNmodels.Theexperimentalresultsshowthatthepredictioneffectofthemodelhasbeen
effectivelyimproved,withhigherpredictionaccuracy.
Keywords:graphattentionnetwork;multi-headattention;nodedegreecentrality;globalaverage
pooling

油井产量是油田开发的重要指标[1],准确预测产油量可优化开采方案、提高油田开发效率并降低

开采成本.近年来,随着人工神经网络理论的不断发展,越来越多的新型神经网络被应用在油田产量

预测中[2-4].同时,基于深度学习的神经网络模型也被应用于油田产量的预测.例如:任燕龙等[5]使用

长短期记忆网络建立了油田产量的预测模型;潘少伟等[6]在长短期记忆网络的基础上使用注意力机制

提取了数据的时序性,增强了模型的可移植性;张蕾等[7]提出了一种基于时域卷积网络的方法,分阶

段搭建产量预测模型,并对该模型使用麻雀搜索算法优化超参数,提高了模型的训练速度.这些模型

虽然都取得了较好的效果,但都未考虑油田开采中井位布局的影响,即未考虑油田井网拓扑结构对产

量的影响.
在水驱油田开发过程中,由于油田地质结构复杂和地层非均匀的特性,油田的井位布局采用节点

型布局,即油井和水井成交叉或分叉的布置方式,这种布置方式是油田能持续增产的关键因素.因此,
为有效挖掘并利用油田中油井和水井的关系和信息,且体现出不同水井对油井的不同影响程度,可以

将油水井的动静态数据的特征信息和井网的拓扑结构抽象表现为图数据,并采用图注意力网络(graph
attentionnetwork,GAT)进行处理.相比传统的机器学习,图注意力网络能考虑到图数据的拓扑结

构,捕捉图数据中节点与边以及节点与节点之间的关系,具有更强的表达和泛化能力.但图注意力网

络存在处理噪声能力弱,不能处理时序性数据以及在堆积多层后会出现梯度爆炸、过平滑等问题,为

解决这些问题,本文提出一种改进的图注意力网络搭建产量预测模型.首先,采用SE(squeeze-and-
excitation)模块[8]调整输入数据特征的重要性,避免噪声特征数据产生的影响,改善模型的鲁棒性;
其次,采用多头注意力机制,使序列数据中每个序列占有不同的权重,使时间轴上越近的序列所占的

权重越大,提高图注意网络处理时序数据的能力;最后,采用多尺度特征提取的方法,分别获取图数

据中节点的全局特征和局部特征,并将两者相融合得到节点的特征表示,以提高模型的表征能力.

1 图注意力网络模型

图神经网络[9]可使用图模型处理复杂的系统建模问题,其核心思想是通过邻接矩阵的方式聚合节

点和邻居节点的特征,得到节点的最终输出表示[10-11].但这种聚合方式存在缺点,不能很好地突出邻

居节点对中心节点的影响程度.图注意力网络[12-14]则改变了节点与邻居节点的聚合方式,不再是简单

使用邻接矩阵的方式聚合,而是在迭代过程中用注意力机制方式计算每个邻居节点的注意力权重,即

图1 节点聚合

Fig.1 Nodeaggregation

突出了不同邻居节点对节点的影响程度.节点与邻

居节点的权重系数计算公式为

αij = exp{LeakyReLU(βT(Whi‖Whj))}

∑
Ni

k=1
exp{LeakyReLU(βT(Whi‖Whk))}

,(1)

其中:hi 表示中心节点;hj 表示邻居节点;W 为可训

练参数,使用拼接操作将变化后的hi 和hj 拼接;用

βT 表示参数点积操作,同时将得到结果进行归一化

即可得到权重系数;αij为归一化后的结果,表示hj

对hi 节点的影响程度.定义h′i 为hi 节点更新后的

输出表示,更新过程如图1所示,计算公式为

h′i =σ∑
Ni

j=1
αijWh( )j . (2)
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2 改进图注意力网络预测模型

为提高GAT处理噪声数据和时序数据的能力,在网络中引用SE模块和多头注意力机制.SE模

块会自适应调整输入数据特征的重要性,避免噪声数据对模型产生影响.多头注意力机制会计算不同

序列之间的权重,然后使序列数据中的每个序列相对其他序列进行加权求和,以此提取输入数据的时

序性.同时为增强GAT网络的表征能力,对输入数据的特征采用多尺度融合的方法.即将经过数据转

换模块得到的图数据输入到特征提取模块中,分别提取图数据中节点的局部特征和全局特征;将获取

的局部特征和全局特征进行融合,从而得到节点的最终表示.模型的整体框架如图2所示.模型流程

如下:

1)将样本特征张量X 输入SE模块,使SE模块学习张量X 中每个特征的重要性权重,然后将权

重与原始张量X 相乘得到加权后的特征向量输出;

2)将SE模块输出的特征向量输入到多头注意力机制中,利用多头注意力机制学习特征向量中每

个序列的权重,使每个序列相对其他序列进行加权求和得到新的输出向量;

3)为提高模型的泛化性,将经过多头注意力机制输出后的特征向量输入到数据转换模块,通过数

据转换模块将输入数据转换为图结构数据;

4)为增强模型的表征能力,将转换的图数据输入到特征提取模块,分别提取图数据的局部特征和

全局特征,再将两者融合,进而得到最终输出张量X′.

图2 模型框架

Fig.2 Modelframework

2.1 噪声处理

图3 SE模块

Fig.3 SEmodule

SE模块可通过调整每个特征的相关性,抑制不重要的特征,加强模型处理噪声的能力.SE模块

的结构如图3所示.对于给定的张量X∈ℝH×C(其中 H 表示样本数量,C表示特征数),计算公式为

zi=1H∑
H

j=1
xi,j, (3)

其中zi 表示第i个特征多个样本取均值后的结果,图中激励操作是将zi 输入两层全连接中,计算出每

个特征的注意力权重.定义si 为张量X 中第i个特征的注意力权重,计算公式为

f(zi)=ReLU(W1zi+b1), (4)

si=σ(W2f(zi)+b2). (5)

539 第4期       张 强,等:基于改进图注意力网络的油井产量预测模型    



2.2 时序特征提取

注意力机制是一种计算机视觉和自然语言处理等领域常用的技术[15-18],它可以在给定的输入中自

动找出有用的信息,进而提高模型对重要信息的关注度.其基本思想是为每个输入元素分配一个权

重,然后将权重与原始输入相乘得到加权后的输出.虽然注意力机制在很多任务上性能优异,但注意

力机制仍存在计算开销大和不能捕捉长距离依赖关系等缺点.自注意力机制[19]则克服了这些缺点,是

注意力机制的一种特殊形式,它采用并行计算的方式提高模型的计算效率,并且能捕捉输入序列之间

的长距离依赖关系.在自注意力机制中,每个向量都会相对其他向量计算注意力权重,然后进行加权

求和获得新的输出向量.图4为时序数据中单个序列的自注意力机制计算过程.
将图4中序列x1 与权重矩阵WQ,WK,WV 分别相乘即可得到q1,k1,v1,将数据中其他序列与权重

矩阵WQ,WK,WV 分别相乘也会得到对应的q,k,v.最终将这些结果相结合即可得到3个矩阵Q,K,V.
利用得到的Q,K,V 即可计算出经过自注意力机制后的输出表示.整体计算过程如图5所示,其中

dk 是标准化操作.

图4 自注意力机制计算过程

Fig.4 Calculationprocessofself-attentionmechanism

图5 矩阵计算过程

Fig.5 Matrixcalculationprocess

多头注意力机制则是在自注意力机制基础上,将输入向量映射到不同的子空间,在每个子空间上

进行自注意力机制的计算;最后将多个子空间的注意力表示结果合并得到最终的输出表示[20].因此,
相比自注意力机制,多头注意力机制能捕捉输入的不同方面特征,具有更好的表征能力.给定一个

输入张量X∈ℝN×d,多头注意力机制包含h个头,对于自注意力头i,Headi 执行如下运算:

Headi=Softmax
Qi(Ki)T

d
æ

è
ç

ö

ø
÷

Head
Vi, (6)

Qi=XWQ
i, Ki=XWK

i, Vi=XWV
i, (7)

其中:WQ
i,WK

i,WV
i∈ℝd×dHead为自注意头i的权重矩阵;dHead为每个头的维度,dHead=d

h.最后沿维度

拼接各个注意力头的输出:

MultiHead(x)=Concat(Headi,…,Headh). (8)

2.3 模型增强

特征提取模块包含两个模块,分别是全局特征提取模块和局部特征提取模块.其中全局特征模块
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中使用全局平均池化[21-22]提取节点的全局特征.全局平均池化可对样本的每个特征求平均值,然后再

连接成一个向量,以此获取样本的全局信息,计算公式为

global_feature=1N∑
N

i=1
Xi, (9)

其中:N 表示节点总数;X 表示节点的特征矩阵,X∈ℝN×D,D 表示每个节点特征向量的维度;

Xi 表示节点i的特征向量;global_feature∈ℝD 表示节点的全局特征,也可视为整个图的全局特征

表示.
在局部特征提取模块中使用GAT网络和节点度中心性相结合的方式提取节点的局部特征.同时,

图6 残差图注意力网络

Fig.6 Residualgraphattentionnetwork

为避免在使用GAT网络训练时,堆叠多层出现的

模型退化、梯度爆炸等问题,在网络中引用了残差

连接[23-24],如图6所示.图6中h(x)表示由GAT
组成的残差块,x 表示前一层网络的输出.整体过

程就是将前一层的输出输入到残差块中得到新的输

出,最后再将新的输出输入到后续网络中.残差块

可以将模型的冗余层数变为恒等映射,从而避免产

生模型退化现象.
为提高模型的表征能力,将经由GAT网络后的输出与节点度中心性[25-27]进行拼接,以此表征节

点的局部特征.节点度中心性表示该节点在整个图中的重要程度.度中心性较高的节点表示它的邻居

节点更多,同时也表示该节点的传播能力较强.如果删除该节点,则会对整个图的连通性造成较大影

响.因此,计算图中节点的度中心性非常必要.本文主要针对有向图的处理,有向图的节点度中心性

需要分别计算入度中心性和出度中心性,然后再将两者相加,计算公式为

Cin(i)=din(i)
n-1

, (10)

Cout(i)=dout(i)
n-1

, (11)

C(i)=Cin(i)+Cout(i), (12)
其中Cin(i)表示节点i的入度中心性,din(i)表示节点i的入度数,n表示节点总数.节点i的出度中心

性Cout(i)与入度中心性计算过程相同.最后将入度中心性与出度中心性相加即得出节点i的度中心性

C(i).

3 算法步骤

下面给出改进图注意力网络模型(SMF-GATs)算法.
算法1 SMF-GATs模型.
输入:采油井 和 注 入 井 每 月 生 产 信 息 X=(x1,x2,…,xN),采 油 井 和 注 入 井 的 连 通 信 息

A=(α1,α2,…,αN);
输出:t时刻采油井的产量Xt;
步骤1)Wt←fc(globalAvgPool(X))
步骤2)X←cal(X,Wt)
步骤3)fori←1tonumdo//num表示Head数

步骤4)  WQ
i,WK

i,WV
i←linear(X)

步骤5)  Qi←XWQ
i,Ki←XWK

i,Vi←XWV
i

步骤6)  Headi←Softmax
Qi(Ki)T

d
æ

è
ç

ö

ø
÷

Head
Vi

步骤7)endfor
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步骤8)Xatt←concat(Headi,…,Headnum)
步骤9)fori←1toNdo//N 表示月份数

步骤10)  gi←Graph(xi,αi)
步骤11)endfor
步骤12)forG←(g1,g2,…,gN),Xglobal←globalfeature(G)
步骤13)Xlocal←concat(resGAT(G),degreeC(G))
步骤14)Xt←fc(W1Xglobal+W2Xlocal)
步骤15)endfor
步骤16)returnXt.
算法1的步骤如下:

1)输入生产信息X=(x1,x2,…,xN)后,算法对X 中的数据进行降噪处理,即先对X 进行平均池

化压缩得到权重矩阵Wt,再与原始输入信息X 相乘得到新的输入;

2)计算降噪输出后X 的查询(Q)、键(K)和值(V),并将这三者相乘获得新的输出Xatt,以此挖掘

出生产信息间的长期依赖关系;

3)将Xatt与采油井和注入井的连通信息A=(α1,α2,…,αN)抽象表现为图数据集G;

4)在图数据集G中分别计算每个节点度中心性和节点聚合周围邻居节点后的新节点,并将两者

融合,得到节点的局部特征表示;

5)采用全局平均池化的方式获取图数据集G 的全局特征,并将其与前一步的节点局部特征按不

同权重融合,得到节点的最终输出表示,再将其输入到全连接中得出采油井在t时刻的产油量Xt.
算法1是对基础GAT模型的改进,涉及降噪、融入注意力机制以及多尺度提取模块等操作,这些

操作加强了GAT模型处理噪声和时序数据的能力,从而加快了GAT模型的训练速度,其时间复杂度

低于基础GAT模型;但也由于该算法分别计算提取图数据集的局部特征和全局特征,使用了更多的

矩阵运算,使得该算法的空间复杂度较基础GAT模型高.

4 实验设计与分析

4.1 数据集及归一化处理

本文实验使用的数据集是某油田实际生产过程中产生的油水井月数据,数据集信息列于表1.由

表1可见,油井和水井共有月数据7992条,实验时将数据按月份划分比例.使用24个月的数据作为

训练集,3个月的数据作为测试集,即将所有数据中的7104条数据作为训练集,888条数据作为测试

集进行实验.
表1 某油田的油水井月数据

Table1 Monthlydataofoilandwaterwellsofcertainoilfield

类别 个数 特征数 月份数

油井 170 20 27
水井 126 11 27

  实验前需对数据集进行归一化处理.本文采用最小最大归一化方式,其基本思想就是将原始数据

映射到[0,1]内,计算公式为

xnorm= x-xmin

xmax-xmin
, (13)

其中x表示样本中某个特征的值,xmin表示该特征在数据集中的最小值,xmax表示该特征在数据集中的

最大值.使用最小最大归一化可消除每个特征的量纲影响,有利于模型学习特征之间的隐藏关系.
4.2 数据转换

本文提出的改进图注意力网络预测模型中包含数据转换模块,其主要功能是将模型输入的数据转

换为模型内部需要处理的图数据.对应油田数据集,就是将油水井的月生产数据转换为图数据,方法
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如下:将油井和水井视为图数据中的节点,注入井和采油井存在有向边.每个井的特征数据表现为图

数据节点的特征.将井距信息作为节点与节点之间边的属性.表2列出了某油田月数据中其中5个月

份的数据.
表2 某油田油水井图数据

Table2 Oilandwaterwellgraphdataofcertainoilfield

月份 节点数 特征数 边数

1 296 21 469
2 296 21 469
3 296 21 456
4 296 21 469
5 296 21 465

  由表2可见,节点之间的边数不是一成不变的,这是因为在油田实际开发过程中可能会存在措施

或是调整等生产工况因素,如注水井停用则表现为该注水井与其他采油井并不连通,对应的边数就会

减少.
4.3 评价指标

本文实验采用的评价指标有平方绝对误差(MAE)、均方误差(MSE)和R2,计算公式如下:

MAE=1n∑
n

i=1
ŷi-yi , (14)

MSE=1n∑
n

i=1

(yi-̂yi)2, (15)

R2(y,̂y)=1-
∑
n

i=1

(yi-̂yi)2

∑
n

i=1

(yi-y)2
, (16)

其中yi 为第i个样本的真实值,̂yi 为第i个样本的预测值,y为样本真实值的均值,n为样本的数量.
表3列出了改进图注意力网络模型在训练集和测试集上的各项指标,MAE和 MSE是模型在数据集上

的平均误差和均方误差,R2 体现了模型预测值与真实值的拟合程度.
表3 改进图注意力网络模型评价指标

Table3 Evaluationindicatorsofimprovedgraphattentionnetworkmodel

训练集

MAE MSE R2
测试集集

MAE MSE R2

0.0250 0.0026 0.897 0.0190 0.0016 0.878

4.4 实验参数设置

本文实验中,设模型的特征输入维度为21,多头注意力机制中头数设为3,局部特征提取模块中

GAT的层数设为3.模型整体使用Adam优化器作为模型的优化器,加快模型的训练速度.模型的初

始学习率为0.002,训练周期数设为800,使用均方误差作为模型的损失函数.
4.5 模型分部对比

为验证SE模块、多头注意力机制和特征提取模块对图注意力网络模型的提升效果,在相同的训

练集和测试集情况下,使用同样的初始学习率、优化器、训练周期等超参数,对上述各部分进行实验

对比验证,实验对比结果列于表4.表4中的S-GATs表示SE模块与GATs网络的融合,通过SE模

块自适应调整输入数据各特征的权重,避免了噪声数据的影响,使基础GATs网络拟合效果得到提

升;SM-GATs表示在S-GATs网络的基础上融合了多头注意力机制,挖掘出输入数据的时序特征,
提升了模型网络的性能;SMF-GATs表示在SM-GATs的基础上加入特征提取模块,提取图数据中的

节点局部特征和全局特征,并将两者进行融合,增强了模型的表征能力,加快了模型的训练速度,使

模型的预测效果得到提升.
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表4 改进图注意力网络不同模块的性能对比

Table4 Performancecomparisonofdifferentmodulesforimprovedgraphattentionnetwork

模型
训练集

MAE MSE R2
测试集

MAE MSE R2

GATs 0.0303 0.0037 0.848 0.0262 0.0025 0.814
S-GATs 0.0301 0.0035 0.860 0.0248 0.0022 0.837
SM-GATs 0.0274 0.0030 0.879 0.0244 0.0020 0.848
SMF-GATs 0.0250 0.0026 0.897 0.0190 0.0016 0.878

4.6 多种模型预测性能对比

为进一步验证SMF-GATs模型的有效性,将该模型与长短时记忆网络(longshort-termmemory,

LSTM)[28-29]、门控 循 环 单 元(gatedrecurrentunit,GRU)[30-31]和 门 控 图 神 经 网 络(gatedgraph
sequenceneuralnetworks,GGNN)[32-33]模型进行对比.为充分体现各模型的性能,对每个模型的参数

进行调优,选择最佳的参数,实验结果列于表5.由表5可见,SMF-GATs和GGNN模型的R2 值均

高于LSTM和GRU模型.这是因为SMF-GATs和GGNN模型都属于图神经网络,而图神经网络对

比其他经典深度学习网络会在训练过程中捕捉数据中节点与节点之间的隐藏关系,从而提高模型的准

确性.SMF-GATs模型在训练集和测试集的拟合程度比GGNN模型更高,这是因为SMF-GATs模型

引入了SE模块,利用SE模块自适应调整特征的特性,减少了噪声数据对模型的影响,提高了模型的

准确性,并且SMF-GATs模型从不同尺度提取数据特征进行融合,增强了模型的自身表征能力.
表5 不同模型预测性能对比

Table5 Comparisonofpredictionperformanceofdifferentmodels

模型
训练集

MAE MSE R2
测试集

MAE MSE R2

LSTM 0.0398 0.0058 0.769 0.0312 0.0036 0.729
GRU 0.0324 0.0044 0.820 0.0298 0.0030 0.776
GGNN 0.0289 0.0036 0.855 0.0244 0.0023 0.824

SMF-GATs 0.0250 0.0026 0.897 0.0190 0.0016 0.878

  综上所述,针对图注意力网络处理噪声和时序数据较弱,并且在堆叠多层后出现梯度爆炸、过平

滑等问题,本文提出了一种改进图注意力网络模型.该模型在数据输入时使用SE模块调整输入数据

的特征权重,抑制了数据中不重要的特征,避免噪声数据的影响,改善了模型的鲁棒性.多头注意力

机制的应用则使模型能更好地处理时序数据.为增强模型的表征能力,在模型中使用残差连接、图注

意力网络和节点度中心性相结合方式提取图数据节点中的局部特征,并使用全局平均池化的方式提取

节点的全局特征,最后将两者融合得到图数据节点的最终表示,使模型预测准确性得到提升.
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