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摘要:【目的】本研究旨在探究 TCN-BiLSTM耦合模型与传统 LSTM模型在径流模拟预测中的性能，为洪水风险管理和区

域水资源规划提供准确有效的径流预测模型。【方法】以北洛河流域为研究区，基于双向长短期记忆网络（BiLSTM）和时

域卷积网络（TCN）建立一种新的径流预测耦合模型 TCN-BiLSTM。利用相关性分析，筛选预测径流的输入因子，确定

4种不同的输入方案应用于 TCN-BiLSTM耦合模型和传统 LSTM模型，每个模型分别预测 1、2、3 d的径流量。采用平

均绝对误差（MAE）、均方根误差（RMSE）和拟合优度（R2）来评估模型的预测性能。【结果】（1）TCN-BiLSTM耦合模型整

体预测性能优于 LSTM模型，TCN-BiLSTM模型 R2 达到 0.91，高于 LSTM的 0.89。相比于 LSTM，TCN-BiLSTM对于

峰值和突变点的捕捉能力更强，对于波动大的复杂数据预测效果更优；（2）在针对未来 1 ~ 3 d径流量预测中，随着预见

期的延长，4种方案下 TCN-BiLSTM和 LSTM模型的预测效果均有所下降，相较于预测 1  d，预测 3  d的 TCN-

BiLSTM和 LSTM模型的 R2 分别平均下降了 0.17和 0.14，RMSE分别平均增大了 4.59和 4.40，MAE分别平均增大了

1.26和 1.31；（3）在 4种输入方案里，日累积降水量和日径流量作为输入变量时，模型的预测效果最好。降水数据的加入

使得 TCN-BiLSTM和 LSTM模型相较于单一日径流数据作为输入变量时，1、2、3 d径流量预测的 R2 分别提高 15%、

14%、6% 和 18%、14% 和 1%。【结论】TCN-BiLSTM耦合模型和 LSTM模型 R2 均能达到 0.85以上，TCN-BiLSTM模型

R2 较 LSTM提高了 2%。对比来看，TCN-BiLSTM模型在拟合洪水过程中表现更为优异，对于汛期的预测性能优于非汛

期。输入变量对模型的影响较大，有效且高质量的气象数据能够提高模型的预测性能。
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Abstract: [Objective] The aim of this study was to investigate the performance of coupled TCN-BiLSTM
model  and traditional  LSTM model  in  runoff  simulation and prediction,  specifically  the effect  of  different
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input variables on the accuracy of machine learning hydrological model and performance of the model under
different  foresight  periods.  [Method]  A  new  coupled  model  TCN-BiLSTM  for  runoff  prediction  was
established based on bi-directional long short-term memory network (BiLSTM) and temporal convolutional
network (TCN) with the Beiluo River Basin as the study area. Using correlation analysis, the input factors
for  predicting  runoff  were  screened,  and  four  different  input  schemes  were  identified  to  be  applied  to  the
coupled TCN-BiLSTM model and the conventional LSTM model, each of which predicted runoff volumes
for 1, 2, and 3 d, respectively. Mean absolute error (MAE), root mean square error (RMSE) and goodness of
fit  (R2)  were  used  to  assess  the  predictive  performance  of  the  model. [Result]  (1)  The  overall  prediction
performance  of  the  TCN-BiLSTM coupled  model  was  better  than  that  of  the  LSTM model,  and  the R2 of
TCN-BiLSTM can reach 0.91, which was higher than that of the LSTM, 0.89. Compared with LSTM, TCN-
BiLSTM was  more  capable  of  capturing  peaks  and  mutation  points,  and  was  better  at  predicting  complex
data with large fluctuations.  (2)  In the runoff  prediction for  the next  1−3 d,  the predictive effectiveness of
TCN-BiLSTM and  LSTM models  under  the  four  scenarios  decreased  with  the  extension  of  the  foresight
period, and compared with the prediction of 1 d, the TCN-BiLSTM and LSTM R2 for the prediction of 3 d
decreased on average by 0.17 and 0.14, respectively, and the RMSE increased on average by 4.59 and 4.40,
respectively,  and the MAE increased on average by 1.26 and 1.31,  respectively.  (3)  Among the four input
scenarios, the best model predictions were obtained when daily precipitation data and daily runoff data were
used as input variables. The inclusion of precipitation data improved the R2 of the TCN-BiLSTM and LSTM
models  for  1,  2,  and  3  d  runoff  predictions  by  15%,  14%,  6%,  and  18%,  14%,  and  1%,  respectively,
compared  with  the  single  daily  runoff  data  as  an  input  variable.  [Conclusion]  Both  the  TCN-BiLSTM
coupled model and the LSTM model R2 can reach more than 0.85, and the TCN-BiLSTM R2 is improved by
2% compared with the LSTM. In comparison, the TCN-BiLSTM model performs better in fitting the flood
process, and the prediction performance for flood season is better than that for non-flood season. The input
variables  have  a  greater  impact  on  the  model,  and  effective  and  high-quality  meteorological  data  can
improve the prediction performance of the model.
Key words: hydrological simulation; TCN-BiLSTM; daily runoff prediction; Beiluo River Basin

在可持续的水资源管理中，预测降雨量和径流

趋势是水资源规划以及预防洪水灾害中非常重要的

一环。但是由于气候变化和人类活动等因素的综合

影响，径流变化表现出随机性和非线性等一系列复

杂的水文特性[1−2]，使得径流模型的参数复杂多样，

模型预测可靠性不高。因此，如何提高流域范围内

的水文过程建模的精确度，构建简单有效的径流预

报模型，一直是学者们致力于研究的问题。径流预

测模型一般可以分为 3类：物理模型、概念性或集总

式水文模型和数据驱动模型[3]。物理模型一般通过

建立物理数学关系来表示复杂的水文过程，通过创

建输入数据和输出数据之间的关系进行预测，但是

水文系统中的变量之间存在着强烈的非线性关系，

物理模型难以描述；而建立在流域产汇流机理与过

程的概念性或集总式水文模型，对于流域水文气象

和下垫面条件的变化不能有效反映出来[4]；数据驱动

模型不再专注于描述特定的水文物理机制，其依赖

于大量的历史数据，并通过在相关的预先存在的影

响和当前的径流元素之间创建相关关系来进行预测[5]，

是直接从实际测得的数据中发现系统潜在的规律性

的模型。

随着计算机技术的日渐兴起，人工智能被应用

到各个领域，其中支持向量机（support vector machine，
SVM）、反向传播（back propagation，BP）神经网络和

优选多元线性回归（multiple linear regression，MLR）[6]

等方法也越来越多被应用到径流预测当中。但是以

上模型都不能利用大的样本量，也无法精准捕捉突

变数据，使得这部分模型精度不高。而长短期记忆

网络（long short-term memory，LSTM）的提出，为利

用大量样本处理时间序列信息提供了可能，如有

研究通过 LSTM 学习流域通用水文模型参数，构建

了更精简的水文模型，并通过试验证明了 LSTM模

型预测结果的可靠性 [7]。双向长短期记忆网络（bi-
directional  long  short-term  memory， BiLSTM）作 为

LSTM的变体已被证明有更高的预测性能[8]，但是其

仍存在递归神经网络结构的梯度问题，于是有研究

将卷积神经网络（convolutional neural network，CNN）
加入 LSTM代替矩阵乘法，来提高 LSTM模型的精
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度[9]。另一方面，基于卷积神经网络的时域卷积网络

（temporal convolutional network，TCN）被提出，于是

有学者开始探索时域卷积网络的水文预测能力，结

果显示，TCN模型的预测性能优越[10]。但是由于水

文过程的复杂性和径流时空突变性以及算法自身的

局限性，以上单一模型方法都在一定程度上存在误

差。因此，在优化模型自身算法的同时，越来越多的

学者探究采用多种方法耦合，以弥补单一模型算法

结构上的不足，进而提高模型预测性能。如将 CNN、
BiLSTM与注意力机制（attention）相结合，提高了模

型月径流预测精度[11]；将长短期记忆网络和门结构

循环单元（gated recurrent unit，GRU）变体耦合构建

了更高效、更精简的 Simple-LSTM径流预报模型[12]；

基于 LSTM和 BP神经网络提出了一种多模型组合

预报方法，提高了模型的精度与适应性[13]；将长短期

记忆网络和改进的时间卷积网络结合，优化了模型

整体网络学习过程，提高了预报精度[14]。

综上可知，有效合理的耦合模型可以提高模型

整体的预测性能，弥补两个单一模型在水文预测上

的不足。本研究将双向长短期记忆网络与时间卷积

网络结合，建立了一种 TCN-BiLSTM耦合径流预测

模型，时间卷积网络的卷积层和残差链接能够很好

地提取数据特征，BiLSTM是正反双向的 LSTM，能
够充分挖掘数据间的依赖关系。除了模型上面的处

理，由于机器学习方法是依靠学习输入变量之间的

关系进行预测，输入变量和预见期对模型的优劣起

着决定性的作用。因此本文还评价了输入变量和预

见期长度对模型预测精度的影响。通过深入探讨模

型结构和输入变量、预见期对模型预测性能的影响，

为北洛河流域径流预测研究提供了科学依据，也为

其他流域的径流预测提供理论参考。 

1   研究区域

北洛河（35°24′05″ ~ 37°15′10″N， 107°39′40″ ~
110°16′49″E）是黄河的次级支流，也是渭河的主要支

流。北洛河起源于陕西省定边县白于山，于大茘县

东南处汇入渭河[15]。途中流经陕西省榆林、延安、铜

川、渭南及甘肃省庆阳 5个地（市）的 18个县（区）。

河流全长共 680 km，流域出口水文控制站为状头水

文站[16]，控制面积 25 645 km2[17]。流域内地形复杂，

从上游至下游分布有黄土丘陵沟壑区、黄土丘陵林

区、黄土高塬沟壑区、土石山林区和黄土阶地平原区

等地貌带[18]。北洛河流域属大陆性季风气候，年均

气温 7.5 ℃，年平均降水量为 500 ~ 550 mm，多年平

均蒸发量为 1 173.6 ~ 1 193.5 mm[19]，径流量年内变

化较大。流域周边气象站、水文站分布见图 1。 

2   研究方法
 

2.1    数据选取

选取了 2001年 1月 1日—2014年 12月 31日
北洛河状头水文站的日径流数据，气象数据选取了

西峰、洛川、延安、吴旗、铜川 5个气象站点的日相

对湿度和日累积降水量，采用泰森多边形求得各指

标的平均值。气象数据来自国家数据中心（http://loess.
geodata.cn/index.html）。其中，日平均气温、日相对

湿度和日蒸发量均无缺测情况，日累积降水量和日

平均风速存在零星缺测，无连续缺测情况，因此对缺

测数据采用线性插补进行填补[20]。

在确定模型训练所需数据集之前，需要对可能

与径流变化相关的因子进行筛选，以避免模型训练
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图 1    北洛河流域概况

Fig. 1    Overview of the Beiluo River Basin
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过程中由于数据的干扰造成的过拟合等现象。分析

日平均气温、日累积降水量、日平均风速、日相对湿

度、日蒸发量 5个气象数据和日径流量数据相关性，

结果显示，北洛河流域日径流量只与日累积降水量

和相对湿度显著相关。因此本文选取日径流数据、

日累积降水量和日相对湿度数据，建立模拟数据集，

设置 4组输入方案，各方案的预见期均为 1 ~ 3 d。
具体见表 1。

 

表 1    模型各输入方案及变量名称

Tab. 1    Models input schemes and variable names

方案编号 Scheme No. 变量名称 Variable name

1 日径流量 Daily runoff 日累积降水量 Daily cumulative precipitation 日相对湿度 Daily relative humidity

2 日径流量 Daily runoff 日相对湿度 Daily relative humidity

3 日径流量 Daily runoff 日累积降水量 Daily cumulative precipitation

4 日径流量 Daily runoff
  

2.2    数据分析与处理

2001—2014年，北洛河流域出口径流量整体呈

下降趋势（图 2），2005—2010年显著减少，这主要可

能是由于流域的土地利用和土地覆被状况发生了明

显改变。有研究表明，2005年和 2010年北洛河上游

的土地利用/覆被变化分别导致流域径流量减少了

47.32% 和 48.61%[21]。2010年往后径流量相对于 2010
年有所增长，但仍然低于 2004年之前的径流量。从

图 3来看，北洛河流域径流集中分布在 7—10月，

8月份径流量普遍最高。

对数据进行标准化处理，计算公式为

Z =
Zi−Zmin

Zmax−Zmin
(1)

式中：Zi 为按序列排列的每一个值，Zmax 为序列中的

最大值；Zmin 表示序列中的最小值；Z为归一化之后

的数值。

把标准化后的数据按照 0.7∶0.15∶0.15的比例划

分为训练集（3 500组）、验证集（750组）和测试集

（750组）。为了验证模型在流域径流模拟及预报中

的能力，本研究建立了不同预见期（1 ~ 3 d）下状头

水文站径流量预报模型。 

2.3    模型搭建

TCN-BiLSTM模型是一种耦合模型，包括时域

卷积网络层和双向长短期记忆网络层。模型学习挖

掘变量间关系时数据先经过双向长短期记忆网络

层，再经过时域卷积网络层处理输出。时域卷积网

络是由 Bai等[22]提出的一种网络模型，它在传统的

一维卷积神经网络基础上，结合了因果卷积、扩张卷

积和残差链接[23−24]。时域卷积网络可以有效地提取

序列特征，同时避免梯度消失或爆炸现象。双向长

短期记忆网络由正向和反向长短期记忆网络叠加而

成。1997年，Hochreiter等 [25]提出了长短期记忆网

络，该网络包括输入层、隐藏层和输出层，隐藏层又

由多个神经单元构成，每个神经单元分 3个部分，分

别为遗忘门、输入门和输出门。

使用 Python和深度学习库 pytorch构建 TCN-
BiLSTM和 LSTM模型，并对模型进行训练和验证。

对于不同流域，同一种模型的最优参数也会存在差

异[26]，所以需要对模型超参数进行调试优选，然后再

根据优选参数搭建模型。本研究经过不断地优化调

参得到北洛河日径流量预测模型最佳超参数（表 2）。 

2.4    模型评估

本研究采用平均绝对误差（MAE）、均方根误差

（RMSE）和拟合优度（R2）来评估模型的预测性能。
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图 2    2001—2014年逐日径流量变化

Fig. 2    Daily changes in runoff from 2001 and 2014
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MAE可衡量预测值与实际值的平均差值，反映预测

值误差的实际情况。RMSE对较大误差敏感，可以

很好地反映测量的精度。这两个评估值越小预测效

果越好。R2 描述了预测结果与模型的拟合程度，范

围在 [0，1]之间。R2 的值越趋近于 1表示模型性能

越好。具体公式为

RMSE=

√∑n

i=1

(yi− ŷi)2

n
(2)

MAE=
1
n

∑n

i=1
|yi− ŷi| (3)

R2 = 1−

∑n

i=1
(yi− ŷi)2∑n

i=1

(
yi− ŷi

)2 (4)

yi ŷi ŷi式中：  为真实值， 为预测值， 为预测值的平均

值，n为数据序列长度。 

3   结果与分析
 

3.1    模型的预测结果分析

由图 4可知，TCN-BiLSTM模型预测值整体上

与真实值拟合效果更好，只是在非汛期存在部分偏

离真实值的情况，而 LSTM模型预测值普遍低于真

实值，尤其是在 2013年 7、8月和 2014年 7、8月。
图 5是选取 2013—2014年的 3场洪水分别绘制的

真实值、模拟值对比图。对比图 5中的 3场洪水，可

以看出，TCN-BiLSTM模型较 LSTM模型更能拟合

出整个洪水趋势，对于洪峰点的捕捉也更加敏感，说

明 TCN-BiLSTM模型能够有效学习洪水过程，保留

洪水信息。而在 3场洪水中，LSTM模型存在明显低

于真实值的现象，这可能是由于 LSTM本身网络结

构的问题，为了处理存储更多的信息，LSTM网络结

构中设置了遗忘门，在学习数据时，LSTM通过遗忘

门选择性丢弃模型认为不重要的信息，这就可能导

致模型在读取径流信息时将噪声大的数据信息丢

弃，使洪峰处的信息预测存在偏差。
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图 4    模型模拟结果与实测值对比

Fig. 4    Comparison of simulation results of two models with the
measured values

  

3.2    不同方案下模型预测精度

4种方案下，LSTM 模型 R2 在 0.71 ~ 0.89之间，

MAE在 4.14 ~ 7.22之间，RMSE在 11.45 ~ 20.13之
间，TCN-BiLSTM 模型 R2 在 0.76 ~ 0.91之间，MAE
在 6.03  ~  8.04之间，RMSE在 11.00  ~  19.69之间。

由表 3可以看出方案 3两模型模拟精度最高，其中

预见期 1d时 TCN-BiLSTM和 LSTM 的 R2 分别达到

0.91和 0.89，较输入单一日径流数据时分别提高了

0.15和 0.18，MAE分别降低了 0.27和 0.16，RMSE
分别降低了 4.97和 6.35。综合对比 4种方案可以看

出，在模型输入数据中加入日累积降水量数据时

R2 提高最多，误差下降幅度最大。方案 1相对于方

案 3增加了日相对湿度数据，但两模型预测性能均

下降。有研究表明当输入微弱相关因子时，会增加

冗余信息，造成预测精度下降[27]。这说明日相对湿

度对于日径流量的影响显著弱于日累积降水量，使

其稀释了日累积降水量对于日径流量的影响，导致

拟合优度下降。同一输入方案下两模型对比，拟合

优度相差幅度在 0 ~ 0.07之间，变化幅度远小于不

同输入方案之间的差别，说明输入因子对于预测值

的影响大于模型本身。 

3.3    不同预见期模型预测精度

由表 3可知，当预见期由 1 d延长至 3 d时，
TCN-BiLSTM的 R2 平均下降了 0.17，LSTM的 R2

平均下降了 0.14，误差逐渐增大，TCN-BiLSTM的

RMSE平均增加了 4.59，LSTM平均增加了 4.40；
TCN-BiLSTM的 MAE平均增加了 1.26，LSTM平

 

表 2    模型超参数

Tab. 2    Model hyperparameters

超参数 Hyperparameter TCN-BiLSTM LSTM

输入大小 Input size 24 24

输出大小 Output size 1、2、3 1、2、3

堆叠层数 Stacking layer 1 1

卷积核尺寸 Convolutional kernel size [32，64]

丢弃率 Dropout rate 0.01

隐藏层大小 Hidden layer size 48 48

批尺寸 Batch size 48 48

权重衰减系数 Weight decay coefficient 0.01 0.01

优化器 Optimizer Adam Adam

迭代次数 Epochs 300 300

学习率 Learning rate 0.000 1 0.000 3

损失函数 Loss function 均方误差 MSE均方误差 MSE
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均增加了 1.31。综合以上结果，4种方案下，两模型

的预测性能均在 1 d时结果最优，随着预见期的增

加逐渐下降。这一方面是由于模型所采用的神经网

络自身结构决定，递归神经网络在进行预测时会使

用预测值代替真实值，因此会累积预测误差，随着预

测时间的增加，模型的误差会逐渐增大。另一方面

由于流域水文过程的复杂性，汇流滞后等影响模型

的学习过程，增加了模型挖掘有效信息的难度，导致

模型预测时间越长，预测性能越低[27]。对比方案 3
和方案 4，随着降水数据的加入，TCN-BiLSTM模

型 1、2、3 d的拟合优度分别增加 15%、14% 和 6%，
LSTM模型 1 d、2 d、3 d的拟合优度分别增加 18%、
14% 和 1%，两模型 1 ~ 2 d的变化幅度均显著大于

第 3 d。由此可见，预见期为 1 d和 2 d时，降水量对

于出口处径流量的影响较大，这说明北洛河流域降

水量对于出口处径流量影响的滞后时间不长，大约

1 ~ 2 d左右。 

3.4    讨　论 

3.4.1    模型泛化性分析

为了验证模型的泛化性，用状头站训练好的模

型对渭河咸阳站进行日径流量模拟。在测试集上使

用训练好的 TCN-BiLSTM模型对咸阳站未来 1 ~ 3 d
的径流量进行预测（表 4）。TCN-BiLSTM模型对咸

阳站径流量预测的 R2 在 0.57 ~ 0.85之间，MAE在

16.73 ~ 41.79之间，RMSE在 30.86 ~ 127.66之间。

从结果来看，模型仍能达到较好的预测效果，这说明

模型能够学习到未知数据间的规律，泛化性能较好。
  

表 4    咸阳站 TCN-BiLSTM 日径流预测评价指标

Tab. 4    Evaluation indexes of TCN-BiLSTM daily runoff
simulation at Xianyang Station

预见期
Forecast period/d MAE RMSE R2

1 16.73 30.86 0.85

2 30.45 75.81 0.72
3 41.79 127.66 0.57

  

3.4.2    模型应用与改进

本文基于 LSTM网络结合 TCN网络建立 TCN-
BiLSTM日径流预测模型得到了较 LSTM模型更好

的模拟结果；通过与传统单一模型对比发现，耦合模

型能够更有效地捕捉突变数据，对于波动大、变化剧

 

实测值 Measured value

LSTM 模拟值 LSTM simulated value

TCN-BiLSTM 模拟值
TCN-BiLSTM simulated value

2013−08−04 2013−08−06 2013−08−08 2013−08−10 2013−08−12

40

60

80

100

120

日
径

流
量

 D
ai

ly
 r

u
n
o
ff

/(
m

3
·s

−1
)

日期 Date

20
14
−0

7−
06

20
14
−0

7−
08

20
14
−0

7−
10

20
14
−0

7−
12

20
14
−0

7−
14

20
14
−0

7−
16

20
14
−0

7−
18

0

20

40

60

80

100

120

140

日
径

流
量

 D
ai

ly
 r

u
n
o
ff

/(
m

3
·s

−1
)

日期 Date

2013−09−16 2013−09−21 2013−09−26 2013−10−01
0

10

20

30

40

50

60

70

80

日
径

流
量

D
ai

ly
 r

u
n
o
ff

/(
m

3
·s

−1
)

日期 Date

图 5    两种模型在 3次洪水中洪峰流量预测结果对比

Fig. 5    Comparison of three flood flow prediction results of
the two models

 

表 3    TCN-BiLSTM和 LSTM模型不同输入方案下评
价指标对比

Tab. 3    Comparison of evaluation metrics under different
input schemes for TCN-BiLSTM and LSTM

方案
Input
solution

预见期
Forecast
period/d

TCN-BiLSTM LSTM

R2 MAE RMSE R2 MAE RMSE

1

1 0.86 7.17 13.28 0.83 4.14 13.35

2 0.78 8.03 16.40 0.75 5.25 16.05

3 0.68 7.88 18.31 0.67 5.40 19.30

2

1 0.78 6.06 16.27 0.77 5.76 15.51
2 0.66 7.33 18.77 0.69 6.68 17.99

3 0.61 8.04 19.69 0.68 7.05 18.29

3

1 0.91 6.03 11.00 0.89 5.64 11.45
2 0.80 7.07 14.77 0.80 6.20 14.51

3 0.71 7.31 17.41 0.69 7.22 17.97

4
1 0.76 6.30 15.97 0.71 5.80 17.80
2 0.66 7.03 18.41 0.66 6.61 18.82
3 0.65 7.36 19.46 0.59 6.90 20.13
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烈的水文数据拟合效果更好，这与王万良等[14]研究

结论相一致。也有研究将注意力机制加入 LSTM网

络优化其结构，结果表明，融合了注意力机制的 LSTM
网络具有更强的自适应性和泛化性，对于波动性大

的复杂数据的预测效果优于传统神经网络[28−29]。通

过对比不同输入方案发现，输入变量能够在一定程

度上显著提高模型的预测性能。因此，提高模型预

测精度可以从优化模型结构和提高输入数据质量两

方面入手。获得高质量的输入变量是提高模型预测

性能的有效方法，许多研究运用变分模态算法对输

入数据做分解处理，提取数据的有效信息的同时减

少数据噪声，处理后的数据输入模型训练，有效提高

了模型的预测精度[30−33]。本文使用的 LSTM和 TCN
网络虽然在水文领域应用不久，但是机器学习网络

更新迭代较快，在未来的研究中可以尝试应用更新

的机器学习网络。同时由于本文构建的 TCN-BiLSTM
对汛期日径流量的模拟效果优良，且表现出优越的

捕捉突变的能力，在今后的研究中可以考虑将此模

型应用于洪水预报之中。 

4   结　　论

本文构建的 TCN-BiLSTM耦合模型对峰值的

模拟精度较高，在针对于季节性明显且波动大的数

据表现优于传统 LSTM模型，在极端水文事件的模

拟预测中具有更大优势。

（1）TCN-BiLSTM模型和 LSTM模型在非汛期

都能与真实值大致拟合。但对于洪水过程的模拟，

LSTM模型存在明显的低估偏差，TCN-BiLSTM模

型更能拟合洪水过程，对于汛期的预测性能优于非

汛期。说明耦合模型有效提高了模型捕捉水文突变

的能力。

（2）针对预测未来 1 d的径流量时，TCN-BiLSTM
模型的拟合优度 R2 达到了 0.91。而随着预见期的增

加，模型的预测性能也逐渐下降。因此该模型更适

用于短期的水文预测。

（3）通过对比 4种输入方案下两模型的结果得

出：将北洛河流域状头站日径流量和日累积降水量

数据作为输入变量时，两模型预测性能均达到最优，

拟合优度 R2 ＞ 0.85。其他方案下模拟结果均不理

想，拟合优度 R2 < 0.80。可见，输入变量对模型的影

响较大。
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