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  [摘要] 目的 采用基于多参数磁共振序列的卷积神经网络(convolutionalneuralnetwork,CNN)联合传统影

像组学标签及临床指标,术前预测肝细胞性肝癌(hepatocellularcarcinoma,HCC)患者的微血管侵犯(microvascular
invasion,MVI)。方法 选择经病理确诊的 HCC患者275例纳入本研究。将数据集随机分为训练集(n=192)和测

试集(n=83)。应用CNN技术,融合二维多参数磁共振肿瘤图像、三维肿瘤的传统影像组学特征标签及临床指标,

开发一种 HCC的 MVI预测分类器。应用受试者工作特征曲线(receiveroperatingcharacteristic,ROC),比较混合

模型(ModelCom)与卷集神经网络模型(ModelD)、影像组学模型(ModelR)和临床模型(ModelC)的诊断效能。结果

ModelD 在训练集和测试集中的AUC分别为0.914和0.842,优于 ModelC(训练集:P<0.001;测试集:P=0.032)
和 ModelR(训练集:P<0.001;测试集:P=0.044)。ModelCom在训练集和测试集中的AUC分别为0.951和0.881,

在训练集中优于 ModelD(P=0.012),在测试集中差异无统计学意义(P=0.157)。校准曲线显示出了 ModelCom具

有良好的拟合优度(hosmer-lemeshowtest,训练集P=0.402,测试集P=0.689)。决策曲线分析提示 ModelCom鉴

别 MVI阳性和 MVI阴性的净获益高于其他模型。结论 CNN为基础的混合模型够准确预测 HCC的 MVI状态。
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[Abstract] Objective Toexploreconvolutionalneuralnetwork(CNN)basedonmulti-
parametermagneticresonance(MR)sequences,combinedwithtraditionalradiomicssignature
andclinicalindicators,inpredictingmicrovascularinvasion(MVI)ofhepatocellularcarcinoma
(HCC)preoperatively.Methods Twohundredandseventy-fivepatientswithpathologically
confirmedHCCwereenrolledinthisstudy.Thedatasetwasrandomlydividedintoatrainingset
(n=192)andatestset(n=83).A MVIpredictiveclassifierforHCCwasdevelopedbyusing
CNNtechnique,whichfused2D multi-parameterMRtumorimages,3Dtraditionalradiomics
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signatureandclinicalindicators.Usingthereceiveroperatingcharacteristic(ROC)curve,the
performanceofcombinedmodel(ModelCom),CNNmodel(ModelD),radiomicsmodel(ModelR)

andclinicalmodel(ModelC)werecompared.Results TheareaundertheROCcurve(AUC)of
ModelDwas0.914inthetrainingsetand0.842inthetestset,whichwasbetterthanthatof
ModelC(trainingset:P<0.001;testset:P=0.032)andModelR(trainingset:P<0.001;test
set:P=0.044).TheAUCofModelCominthetrainingsetandtestsetwere0.951and0.881,

respectively,whichwasbetterthanthatofModelDinthetrainingset(P=0.012),buttherewas
nosignificantdifferenceinthetestset(P=0.157).ThecalibrationcurveshowedthatModelCom

hadagoodgoodnessoffit(Hosmer-Lemeshowtest,P=0.402fortrainingset,P=0.689for
testset).DecisioncurveanalysisshowedthatthenetbenefitofModelCominidentifyingpositive
MVIandnegativeMVIwashigherthanthatofothermodels.Conclusion TheModelCombasedon
CNNcanaccuratelypredicttheMVIstatusofHCC.

[Keywords] liverneoplasms;convolutionalneuralnetwork;radiomics

  肝细胞癌(hepatocellularcarcinoma,HCC)是
消化系统最为常见的恶性肿瘤之一,其发病率在全

球所有恶性肿瘤中排名第六,病死率排名第四[1]。
目前,手术仍然是 HCC患者的主要治疗方法之

一[2]。然而,术后复发和转移仍然是影响 HCC患

者预后的主要因素[3]。微血管侵犯(microvascular
invasion,MVI)是HCC最重要的生物学特征之一,
与切除早期复发密切相关,是影响 HCC患者生存

的重要的独立预后因素[4]。据报道,与单纯手术切

除相比,额外的辅助或靶向治疗可提高 MVI的

HCC患者的生存期。因此,术前预测 MVI状态对

手术决策及其他治疗策略选择,最终改善患者预后

具有重要的临床意义。既往研究表明,多参数磁共

振为代表影像学检查对 HCC的术前诊断、评估和

临床决策中具有重要作用[5]。近期研究发现,应用

放射组学特征能够预测 HCC患者 MVI状态,然而

应用传统放射组学研究存在特征提取复杂、耗时以

及可重复性差的固有缺陷[6]。与传统的放射组学方

法相比,新兴的深度学习方法,能够实现高精度的自

动特征提取,极大提高了图像分析的效率,减少了人

工操作的主观性和误差。本研究拟采用基于多参数

MR 序 列 的 卷 积 神 经 网 络 (convolutionneural
network,CNN)技术,术前预测 HCC患者 MVI状

态,提升磁共振影像检查对 MVI的预测性能,为

HCC患者治疗方式和手术范围的选择提供依据。

1 资 料 与 方 法

1.1 一般资料 所有患者信息均经过了匿名化处

理,因此没有签署知情同意书。连续收集2013年1
月—2023年1月于我院手术切除确诊的 HCC患者

共计429例。纳入标准:①手术切除后病理证实的

HCC患者;②具有 MVI的病理评估结果;③存在术

前1个月内的多参数 MR检查图像(含平扫及增强

图像)。排除标准:①既往接受过抗肿瘤治疗并接受

过肝切除术;②多发 HCC;③伴有大血管侵犯和肝

外转移;④磁共振图像存在伪影,经2名磁共振医师

判断影响观测。流程图见图1。本研究的最终人群

包括275例患者。所有患者通过分层随机化的方

法,按照7∶3的比例,划分为训练集(n=192)和测试

集(n=83)。
本研究经河北省保定市第二中心医院伦理委员

会批准通过。

图1 本研究的纳入和排除流程图

Figure1 Flowchartforinclusionandexclusionofthestudy

1.2 病理学检查 MVI的定义是在显微镜下可见

门静脉、肝静脉系统或内皮环绕肝组织的分支中存
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在HCC肿瘤[7]。本研究由2名病理学医师分别对

每例患者的 MVI状态进行评估。如存在意见不一

致的情况,通过讨论达成一致意见。

1.3 临床指标 收集所有患者的一般临床资料特

征,包括性别、年龄、是否为乙型肝炎病毒(hepatitis
Bvirus,HBV)携带者以及血清甲胎蛋白(alpha-
fetoprotein,AFP)水平。

1.4 磁共振检查 通过配备有8通道相控阵线圈

的1.5T 飞 利 浦 Ingenia 磁 共 振 系 统 (Philips,

Ingenia)采集肝脏图像。扫描前4h嘱患者禁食水。
扫描时采用头先进、仰卧位。扫描范围要求包括整

个肝脏。扫描序列包括:横轴位T2加权谱减饱和

恢复序列(T2WI-SPIR):重复时间(repetitiontime,

TR)=2000 ms,回 波 时 间(echotime,TE)=
96ms,反转角=70°,层数=27,层厚=6mm,层间

距=0.6mm,视野(fieldofvision,FOV)=350mm×
350mm,体素大小=1mm×1mm×6mm。横轴

位平 面 回 波 扩 散 加 权 成 像 (EPI-DWI):TR=
4600ms,TE=63ms,反转角=150°,层数=27,层
厚=6mm,层间距=0.6mm,FOV=350mm×
350mm,体素大小=2mm×2mm×6mm,b值=
0,1000s/mm2。表 观 扩 散 系 数 图 (apparent
diffusioncoefficient,ADC)由DWI计算得来。③横

轴位快速场回波序列(mDixon):TR=4.44ms,

TE=2.16ms,层厚=3.0mm,层数=64,voxelsize=
1mm×1 mm ×3.0 mm,FOV=350 mm ×
350mm。T2WI和 DWI采集时采用呼吸触发技

术,mDixon扫描时采用呼气末屏气的办法,以减轻

呼吸运动伪影。在肘静脉利用高压注射器(Spectris
MRinjectionSystem,MedradInc.,USA)注射造影

剂钆特酸葡胺(江苏恒瑞医药股份有限公司),先行

mDixon序列扫描获得蒙片,随后在造影剂注射

25s,60s和180s时分别扫描获得动脉期、门静脉

期和延迟期图像。

1.5 感兴趣区分割 从PACS系统下载上述多参

数 MR的图像。2名具有5年以上腹部磁共振诊断

经验的放射学医师,应用ITK-SNAP软件(www.
itksnap.org,版 本 号:3.4.0)独 立 对 275 例 患 者

T2WI、ADC、动脉期、静脉期及延迟期图像中所显

示的肿瘤边缘分别进行手工逐层勾勒,包含瘤肿瘤

囊变、坏死和出血的部分,最终获得多套 MR图像

中肿瘤区域的三维蒙版。上述对不同的序列分别勾

勒的操作能够避免仅在单独的某个图像上勾勒所可

能发生的感兴趣区和肿瘤区域不一致的问题。随

后,应 用 基 于 Python(版 本 号:2.7.0)的

Pyradiomics3.0组件,提取影像组学图像特征,共计

100个,其中一阶纹理特征18个,形态学特征14
个,灰度共生矩阵特征22个,灰度依赖矩阵特征14
个,灰度游程长度矩阵特征16个和灰度大小区域矩

阵特征16个。另外,分割时测量肿瘤最大径。上述

信息由另一名具有10年腹盆部 MR成像经验的医

师进行确认和修正,如有不一致,通过协商的办法解

决,直至达成一致。

1.6 模型构建

1.6.1 深 度 学 习 特 征 提 取 和 深 度 学 习 模 型

(ModelD)构建 模型结构详见图2。本研究所采用

的CNN分类器来源于著名的50层Resnet结构(以
下简称常规Resnet),该网络可以接受2D的图像输

入。该网络结构包含初始的7×7卷积,层1~4由

3、4、6、3个残差块组成,每个残差块有两次3×3卷

积。图像输入包含了来源于 T2WI、ADC、动脉期

T1-mDixon、门静脉期 T1-mDixon和延迟期 T1-
mDixon图像和肿瘤的蒙版。由于样本量不足,为
了训练一个尽量高性能的模型,对于每例患者选取

了所有包含 HCC的图像进行研究,而非其中某一

层图像。因此,基于肿瘤的分割,每例患者可能存在

多张轴向切片用于模型的训练和测试。本研究中的

Resnet网络采用基于ImageNet的预训练权重进行

迁移学习。在训练过程中,输入的图像使用平移、缩
放、旋转、剪切、高斯噪声和模糊进行动态增强。使

用Adam 优 化 器 对 网 络 进 行 优 化(beta1=0.9,

beta2=0.999,初始学习速度=1e-04),批次大小

为64。将最大训练历元设置为150,并在调优集达

到最大精度时保存模型。本研究的CNN模型是在

PyTorch1.1.0(https://pytorch.org)中实现的,并
在RTX3090图形处理单元上进行训练。

图2 深度学习模型及混合模型结构

Figure2 Deeplearningmodelandcombinedmodelstructure
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1.6.2 混 合 模 型 (ModelCom)构 建  以 常 规

Resnet50网络为基础,加入了额外的全连接层用于

导入临床特征和影像组学特征,以构建混合模型。
混合模型的数值输入额外包含了基于传统影像组学

特征的标签以及患者部分临床指标,影像组学及临

床特征 筛 选 详 见1.6.3。首 先 将 图 像 输 入 常 规

Resnet50中进行预热训练。随后,将与图像输入具

有相同的层的预训练权值导入混合模型并固定,并
使用图像和数值输入对混合模型的其余层进行

微调。

1.6.3 影 像 组 学 模 型 (ModelR)及 临 床 模 型

(ModelC)构建 对于提取的影像组学特征,首先,
计算2名放射科医师提取的影像组学特征的组内相

关系数(intraclasscorrelationcoefficient,ICC),用
于评估特征的可重复性,仅保留ICC值>0.75的稳

定特征。第二步,比较训练集中 MVI(+)和 MVI
(-)组之间各个特征的差异,按照P<0.05的标准

进行初步筛选。第三步,对于P<0.05的特征,采
用 最 小 绝 对 收 缩 和 选 择 算 子 (leastabsolute
shrinkageandselectionoperator,LASSO)回归的

方 法 进 一 步 筛 选,对 筛 选 出 的 组 学 特 征 采 用

Logistic回归的方法进行建模,并计算特征标签。
对于临床特征,首先将性别、年龄、AFP的常用

对数值(lgAFP)、HBV状态和肿瘤最大径采用后向

逐步法的广义线性模型对其进行筛选,采用最小赤

池信息准则指标作为判定最优特征的停止准则。对

筛选出的临床特征采用Logistic回归的方法进行建

模。

1.7 统计学方法 应用 R3.6.1统计软件分析数

据。计量资料比较采用t检验,计数资料比较采用

χ2 检 验。通 过 绘 制 受 试 者 工 作 特 征 (receiver
operatorcharacteristic,ROC)曲线的办法对模型区

分能力进行评估。采用Delong检验,评估模型的诊

断效能差异。采用校准曲线分析,评估模型的稳定

性。采用阈值概率的净获益进行了决策曲线分析

(decisioncurveanalysis,DCA)评估模型的临床应

用价值。P<0.05为差异有统计学意义。

2 结  果

2.1 临床指标 训练集192例患者中 MVI阳性

102例,阳性率为53.1%;测试集83例患者中 MVI
阳性44例,阳性率为53.0%,训练集和测试集 MVI
阳性率差异无统计学意义(χ2=0.001,P>0.999)。
训练集中,MVI阳性组 AFP值和肿瘤最大径高于

MVI阴性组,差异有统计学意义(P=0.011),2组

性别、年龄和 HBV 携带状态差异无统计学意义

(P>0.05)。在测试集中,2组性别、年龄、HBV携

带状态、AFP值和肿瘤最大径差异均无统计学意义

(P>0.05)。见表1,2。

表1 训练集患者特征

Table1 Patientcharacteristicsinthetrainingset

组别 例数
性别(例数)

女性 男性
年龄(x-±s,岁)

HBV携带

(例数)
lgAFP
(x-±s)

最大径

(x-±s,cm)
MVI阴性组 90 15 75 57.3±12.1 63 1.4±0.8 4.1±2.7
MVI阳性组 102 15 87 58.5±13.4 83 1.7±0.9 5.0±2.9
χ2/t值 0.139 0.652 3.394 2.424 2.227
P 值 0.709 0.516 0.065 0.011 0.027

表2 测试集患者特征

Table2 Patientcharacteristicsinthetestset

组别 例数
性别(例数)

女性 男性
年龄(x-±s,岁)

HBV携带

(例数)
lgAFP
(x-±s)

最大径

(x-±s,cm)
MVI阴性组 39 6 33 59.6±18.4 27 1.5±0.8 4.4±2.7
MVI阳性组 44 9 35 58.9±18.6 37 1.8±0.8 5.2±2.3
χ2/t值 0.359 0.172 2.587 1.866 1.406
P 值 0.549 0.867 0.108 0.066 0.164

2.2 影像组学特征筛选和 ModelR 构建 本研究共

纳入了5种不同的 MR图像用于构成多参数 MR
影像,从5套图像中共计提取500个影像组学特征。
通过逐个计算ICC值,排除381个不稳定特征;通
过t检验的方法,进一步排除76个特征,将余下的

43个特征纳入LASSO回归,最终筛选出2个影像

组学 特 征 分 别 为InverseDifferenceNormalized
(IDN)@ADC、DifferenceEntropy@arteiral。应用

Logistic回归分析,构建影像组学特征的回归模型,
并计算 组 学 标 签。在 训 练 集 中,ModelR 在 鉴 别

MVI阳性和 MVI阴性患者时具有中等程度的预测

能力,AUC=0.762(95%CI:0.692~0.819),测试集
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中模 型 表 现 稍 有 减 低,AUC=0.716(95%CI:

0.602~0.809)。见图3,表3。

2.3 临床特征筛选和 ModelC 构建 以 MVI(阴
性=0,阳性=1)为因变量;以年龄(连续变量)、性别

(女性=0,男性=1)、HBV携带(否=0,是=1)、

lgAFP(连续变量)、肿瘤最大径(连续变量)为自变

量。通过后向逐步法广义线性模型共筛选出三个临

床特征,分别为肿瘤最大径,HBV 状态和lgAFP
值。回归方程为 MVI阳性=0.269+1.691×HBV
(+)+1.371×lgAFP+1.121× 肿 瘤 最 大 径。

ModelC 在预测 MVI阳性和 MVI阴性患者的能力

较差。在训练集中,ModelC 的 AUC=0.637(95%
CI:0.563~0.714),在测试集中,ModelC 的AUC=
0.669(95%CI:0.553~0.788),见图3,表3。

2.4 ModelD 及联合模型 ModelCom的预测效能 深

度学习模型 ModelD 对 MVI具有良好的术前预测

效能。在训练集中,ModelD 的 AUC=0.914(95%
CI:0.871~0.951),在测试集中,ModelC 的AUC=
0.842(95%CI:0.743~0.924),见图3,表3。与临

床模型 ModelC 相比,ModelD 具有更高的预测效

能,二 者 AUC 差 异 有 统 计 学 意 义(训 练 集P<
0.001;测试集P=0.032)。另外 ModelD 同样由于

以传 统 组 学 特 征 为 基 础 的 ModelR(训 练 集P<
0.001;测试集P=0.044)。

另外,本研究将深度学习与临床和组学模型联

合构建联合模型,并探索联合能否进一步提升CNN
模型的精度。在训练集中,ModelCom的AUC=0.951
(95%CI:0.920~0.974),在测试集中,ModelCom的

AUC=0.881(95%CI:0.811~0.938)。与CNN模

型相比,在训练集中,ModelCom 优于 ModelD(P=
0.012);然而在测试集中,尽管 ModelCom的AUC仍

然大于 ModelD(0.881vs.0.842),但差异无统计学

意义(P=0.157)。另外 ModelCom同时具有良好的

拟合优度(Hosmer-Lemeshowtest,训练集和测试

集 P 分 别 为0.402、0.689)(图 4)。DCA 提 示

ModelCom鉴别 MVI阳性和 MVI阴性的净获益高于

临床和传统影像组学模型(图5)。

图3 ROC曲线分析

A.训练集各模型ROC曲线;B.测试集各模型ROC曲线

Figure3 ROCcurveanalysis

表3 各个模型对微血管侵犯的预测性能

Table3 Predictionperformanceofeachmodelformicrovascularinvasion

数据集 模型 AUC 95%CI 特异度 敏感度 准确度

训练集 临床模型  0.637 0.563~0.714 0.744 0.471 0.599
影像组学模型 0.762 0.692~0.819 0.822 0.628 0.719
深度学习模型 0.914 0.871~0.951 0.844 0.873 0.859
联合模型  0.951 0.920~0.974 0.878 0.912 0.896

测试集 临床模型  0.669 0.553~0.788 0.718 0.705 0.711
影像组学模型 0.716 0.602~0.809 0.667 0.682 0.675
深度学习模型 0.842 0.743~0.924 0.795 0.796 0.795
联合模型  0.881 0.811~0.938 0.821 0.841 0.831

·577·河 北 医 科 大 学 学 报  第45卷 第7期



图4 联合模型校准曲线

A.训练集联合模型校准曲线;B.测试集联合模型校准曲线

Figure4 CalibrationcurveofModelCom

图5 各个模型的决策曲线分析

Figure5 Decisioncurvesanalysisofeachmodel

3 讨  论

MVI是独立于肿瘤大小、数量、病理分级及分

型之外,影响 HCC患者预后和治疗方案选择的另

一重要指标[8]。术前预测HCC患者是否存在 MVI
有助于评估患者的预后,进而帮助医生制定更加合

理的个性化治疗方案[9]。本研究中,以 ResNet50
卷积神经网络为基础,开发了一个混合模型来预测

HCC患者术前的 MVI状态。通过将2D肿瘤信号

强度、3D肿瘤传统影像组学特征标签及患者 HBV
状态、AFP水平及肿瘤大小的信息 整 合 到 一 个

CNN中,使得该模型在训练集和测试集中均表现出

了较好的预测能力。
临床模型对MVI的预测价值有限,本研究发现

基于术前AFP水平、HBV携带状态及肿瘤大小的

临床特征模型对 MVI状态具有一定的预测能力。

先前研究认为这3个指标可能是MVI的危险因素。
先前研究证实AFP与 HCC患者的 MVI具有紧密

联系[10]。同时,肿瘤大小也是 MVI的重要影响因

素之一,其原因在于较大的 HCC常伴随着更为丰

富的血供和更复杂的血管结构,因此更容易侵犯周

围的微血管。另外,既往研究也证实 HBV感染可

能导致肝脏组织的炎症和纤维化,进而导致肝脏的

组织 结 构 和 血 管 形 态 异 常,促 使 HCC 发 生

MVI[11]。先前有研究者联合应用上述多种临床参

数预测 MVI,AUC仅为0.529[12],本研究结果与之

接近。尽管临床特征对MVI具有一定的预测能力,
但效能不高,其原因可能在于 HCC是否发生 MVI
与原发肿瘤本身的异质性和侵袭性关系密切,然而

上述临床指标都是间接指标,无法反映肿瘤的这些

重要的微观结构和病理学性质。
影像组学模型能够提升 MVI预测的准确性

CT和 MR等影像学检查除了能够精准显示肿瘤大

小以外,还能提供肿瘤形态学和血供信息,帮助临床

医师判断肿瘤是否存在 MVI。例如,HCC边缘出

现的马赛克征、晕征和边缘不规则等影像学征象是

MVI的独立预测因素[13]。另外通过测量 ADC值

对MVI进行通过量化性分析,其诊断价值在一定程

度上优于形态学指标[14-16]。近期,研究者进一步探

索了高级的扩散模型,发现其除了能够反应 HCC
的病理学分级以外,还能对 HCC的 MVI进行预

测[17]。但传统影像检查以人眼视觉观察为基础,评
估的结果容易受到观察者间差异的影响。

为了克服传统影像学观察的上述固有缺陷,本
研究提取了 HCC的影像组学特征并建立了模型。
先前研究者认为,应用影像组学的办法能够获取肿

瘤图像的高级别特征,从而反应肿瘤内部的异质性,
为评估肿瘤的生物学行为提供依据。基于钆塞酸二

钠增强图像的影像组学模型预测 MVI的准确性优

于基于AFP和常规钆塞酸二钠增强征象的临床模

型,尤其对于直径3cm以下的小肿瘤而言,优势更

为明显[18]。然而,其研究仅以肝胆期 MR增强图像

为基础提取影像组学特征。有研究者广泛纳入了

T2WI、DWI及三期增强序列后,进行多参数的特征

提取和联合分析,发现与单一序列模型相比,联合模

型性能更高[19]。本研究利用多参数的 MR影像进

行特征提取和建模,发现影像组学模型性能明显优

于临床模型,基于多参数 MR图像的影像组学技术

有助于提升模型的准确性。然而,影像组学特征通

常是基于传统的数学和统计方法提取的,其特征表

达能力可能相对有限,因此,对于复杂的影像数据,
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影像组学特征可能无法充分捕捉图像中的复杂结构

和信息。
深度学习为基础的混合模型能够准确预测

HCC的 MVI与建立,在手工提取特征的基础上的

传统影像组学不同,在深度学习中,高通量的图像特

征可以直接从深度神经网络中提取,不涉及额外的

特征提取操作,因此不会由于特征计算而给分析带

来额外误差,特征的有效性只与分割的质量有关。
目前CNN模型已成功应用于恶性肿瘤的基因型预

测、术前分期、淋巴结转移预测、预后评估等诸多方

面[20-21]。最近一项使用深度学习的研究表明,基于

术前CT的CNN在识别 MVI方面具有相当的效

能[22]。因 此,本 研 究 采 用 CNN 方 法 术 前 评 估

MVI。与之前的深度学习研究不同,本研究选择了

MR而不是CT图像来预测 MVI。MR由于具有更

高的软组织分辨能力,因此图像中可能蕴含更为丰

富的信息,以此为基础提取的深度学习特征可能具

有更好的区分能力。在算法上,本研究中应用的深

度学习模型是一个多输入网络。由于采用多序列的

方法,使用了5套图像序列进行 MVI预测,模型可

以用更少的参数从输入图像中提取更丰富的特征。
本研究输入的影像为 MR多参数图像,先前研究证

实多参数影像能够提升深度学习模型的最终效

果[23]。
本研究选用了ResNet50卷积神经网络作为基

础模型。该模型提出了残差学习的网络框架,很好

地解决了神经网络中增加网络深度导致精度下降的

退化问题。在本研究中,采用了迁移学习的方法解

决医学图像数据稀少的问题,改善模型的过拟合问

题。本研究中测试集 AUC和准确性分别为0.881
和0.831,这表明模型具有较好的泛化能力。

为了提高预测性能,本研究还建立了混合模型。
结果显示,在训练队列中,混合模型预测 MVI状态

的性能优于深度学习模型(AUC0.951vs.0.914),
提示临床参数对MVI的潜在预测价值。然而,在测

试集中,尽管混合模型的性能稍高于深度学习模型,
但差异无统计学意义,这可能是与测试集的样本量

较小有关。与以往基于CT的预测模型相比,混合

模型 取 得 了 更 强 的 预 测 性 能 (AUC0.881vs.
0.796)[24]。这些发现验证了本研究模型的稳健性,
并强调了其适合临床应用。

然而,本研究也有一些局限性。首先,本研究为

回顾性研究,在严格的纳入和排除标准下,样本的选

择存在偏倚,影响模型训练。第二,本研究的样本量

较小,虽然目前的研究结果显示深度学习模型和混

合模型在区分 MVI阳性和阴性方面具有很大的潜

力,但仍需要增加更多的样本进一步研究。第三,在
本研究中,将所有包含肿瘤的图像均输入了CNN
网络,使网络能够提取一些关于肿瘤的空间信息用

于 MVI的预测;然而,整个空间信息仍然没有得到

充分的描述。在后续的研究中,将考虑使用3D深

度学习网络来提取肿瘤的整体空间信息,以实现更

好的 MVI预测性能。最后,本研究为单中心研究,
测试队列和训练队列来自同一中心,因此,使用不同

扫描仪的其他中心的额外队列有助于证实我们的模

型的可靠性和普遍适用性。
综上所述,CNN为基础的临床影像混合模型能

较为准确地预测 HCC的 MVI状态,为 HCC患者

的临床决策和预后评估提供支持。
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