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[摘要] 　 图像分类作为计算机视觉领域的一个关键任务ꎬ在多种应用场景中具有重要意义. 针对图像分类中的

准确性和鲁棒性问题ꎬ提出了一种基于图像融合和注意力机制的分类方法. 首先ꎬ选用了 ＲｅｓＮｅｔ￣１５２ 作为图像分

类的基础模型ꎬ并对公开数据集进行了预处理. 在特征融合阶段ꎬ采用了三个并行支路ꎬ分别应用不同大小的卷

积核进行特征提取. 随后ꎬ在残差网络结构后引入了注意力机制ꎬ综合了构建的格拉姆矩阵、平均池化和最大池

化ꎬ以突出模型对分类有益的区域. 在实验阶段ꎬ在公共图像数据集上进行大量实验ꎬ结果表明所提出的方法在

实际应用中表现出很好的效果ꎬ分类准确度从最初的 ９６.６８％提高到 ９８.８７％. 同时ꎬ相较于传统方法具有更好的

鲁棒性. 因此ꎬ本研究为图像分类领域提供了一种有效的改进方法ꎬ具有广泛的应用前景.
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在数字图像获取和存储技术飞速发展的大背景下ꎬ随着数字图像的普及ꎬ图像处理和计算机视觉领域正

在迅速演进. 在这个发展趋势的带动下ꎬ图像分类作为一个核心问题引起了广泛的研究和关注. 图像分类的

目标是将输入的图像准确划分为预定义的类别ꎬ为自动化识别系统提供基础支持ꎬ如人脸识别、医学影像分
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析、智能交通等应用. 然而ꎬ图像分类面临着一系列挑战ꎬ包括图像的复杂性、多样性和噪声等因素ꎬ这些因素

使得传统的图像分类方法在处理复杂场景和变化较大的图像时表现不佳. 为了迎接这一系列挑战ꎬ研究者们

持续地探索并提出新的方法和技术ꎬ以不断优化图像分类的性能ꎬ使其更准确、更具鲁棒性.
近年来ꎬ随着深度学习技术的迅猛发展ꎬ计算机视觉领域取得了令人瞩目的成就ꎬ其中包括对象识别

和目标检测等方面得到了广泛的应用[１] . ２０２２ 年ꎬＷａｎｇ 等[２]创新性地引入了一种注重注意力机制的多标

签图像分类模型ꎬ将注意力机制和 ＧＣＮ 相结合ꎬ以端到端的方式同时捕获局部和全局标签相关性ꎬ为多标

签图像分类任务提供了一种全面而有效的解决方案. 姜昊等[３]２０２３ 年创新性的引入了特征融合金字塔模

块( ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｐｙｒａｍｉｄ ｍｏｄｕｌｅꎬＦＦＰＮ)ꎬ该模块通过提取不同层次的输出并实施特征对齐和融合ꎬ以有效

地综合多尺度特征. 相对于传统的 ＦＰＮ 模块[４]ꎬＦＦＰＮ 在上采样过程中改变了融合方式ꎬ更为出色地突显

了图像的细粒度信息. 然而ꎬ该方法只针对细粒度的图像ꎬ并没有捕获局部和全局的特征ꎬ因此实现图像

的精确分类仍然是一项极具挑战性的任务.
针对上述问题ꎬ通过对相关文献的调研ꎬ深入研究了当前图像分类领域的相关算法和各种卷积神经网

络的结构与特征. 目前针对将图像特征融合和注意力机制相结合用于图形分类的研究还比较少见. 因此ꎬ
本文提出了一种基于图像融合和注意力机制的图像分类方法. 首先综述了深度学习在图像分类领域的应

用现状ꎬ分析了现有方法的优势和局限性. 在此基础上ꎬ本文明确了研究思路:通过引入特征融合和注意

力机制ꎬ优化 ＲｅｓＮｅｔ￣１５２ 模型ꎬ以提高图像分类的准确性和鲁棒性ꎬ具体方法包括构建并行特征提取分

支ꎬ利用不同尺寸的卷积核捕捉多尺度特征ꎻ在残差网络后引入注意力机制ꎬ强化模型对关键区域的识

别. 在公共图像数据集上的实验验证显示ꎬ本文所提方法在分类准确度和鲁棒性方面均取得了显著提升.

１　 基于 ＲｅｓＮｅｔ￣１５２ 的深度残差网络模型架构

１.１　 残差神经网络

按照理论推断ꎬ深度神经网络能够使权重空间上的损失函数更加平滑. 这样ꎬ在经过适当训练后ꎬ网
络应当更容易找到优质的局部最小值ꎬ从而获得更高的精度. 然而ꎬ尽管经过长时间的研究和探索ꎬ深度

神经网络在最大深度方面仍然受到一定限制. 试图通过强行叠加多层非线性变换[５](如卷积层和全连接

层)来提高网络表达能力的尝试通常导致深度网络难以收敛ꎬ出现梯度问题ꎬ从而直接影响网络的训练效

果. 在 ＲｅｓＮｅｔ[６]提出之前ꎬ神经网络的层数通常最多只有两位数ꎬ而 ＲｅｓＮｅｔ 的网络层数可以达到 １５２
层. 值得注意的是ꎬ尽管深度残差神经网络层数更多ꎬ但其计算复杂度相对于 ＶＧＧ 网络[７]并不高ꎬ表明深

度残差网络具有较低的复杂度.

图 １　 深度残差结构图

Ｆｉｇ􀆰 １　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｄｅｐｔｈ ｒｅｓｉｄｕａｌ

２０１５ 年ꎬ张婷婷等[８] 首次提出了一种深度残差网络结

构ꎬ如图 １ 所示. 该图采用捷径连接的方式ꎬ将输入值 Ｎ 直接

传递到后续网络层ꎬ而不仅仅作为第 Ｘ－１ 层的输入. 通过这

种使用恒等映射的方法ꎬ既不增加大量参数以及计算的复杂

度ꎬ还解决了随着网络层次加深导致的精度下降问题.
１.２　 图像分类基础模型选择

随着人工智能和深度学习技术的飞速发展ꎬ自 ２０１２ 年

ＡｌｅｘＮｅｔ[９]提出后ꎬ国内外研究人员将目光聚焦在深度神经网

络上ꎬ积极参与深度学习领域的研究. 为了应对图像分类的挑

战ꎬ迫切需要比较和选择现有的算法模型. 目前ꎬ一些备受关

注的算法包括 ＳＶＭ[１０]、ＫＮＮ[１１]、ＣＮＮ[１２]、ＡｌｅｘＮｅｔ、ＶＧＧＮｅｔ[１３]、ＲｅｓＮｅｔ、ＧｏｏｇｌｅＮｅｔ[１４]、Ｉｎｃｅｐｔｉｏｎ[１５] 等ꎬ其中ꎬ
ＡｌｅｘＮｅｔ、ＶＧＧＮｅｔ、ＲｅｓＮｅｔ、ＧｏｏｇｌｅＮｅｔ 和 Ｉｎｃｅｐｔｉｏｎ 都被视为深度学习领域的经典.

为了寻找适用的基础分类模型ꎬ运用公开的 ＩｍａｇｅＮｅｔ 数据集进行了涉及五种模型的图像分类实

验. 实验设置进行 １ ０００ 次的迭代ꎬ通过对比各模型在分类准确度和损失值方面的表现(表 １)ꎬ旨在选定

最为合适的深度模型结构ꎬ作为进一步改进的基础模型.
经过对表 １ 的观察ꎬ可以明显看出 Ｉｎｃｅｐｔｉｏｎ 模型和 ＲｅｓＮｅｔ 模型(包括五个不同结构的模型)在训练

集和测试集上都取得了显著的精度优势ꎬ并且损失值相对较低. 针对选择基础模型的问题ꎬ考虑了

—１２１—
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Ｉｎｃｅｐｔｉｏｎ 结构和 ＲｅｓＮｅｔ 结构. 虽然 Ｉｎｃｅｐｔｉｏｎ 结构在复杂性和参数数量上相对较高ꎬ但需要大量计算资源ꎬ
可能造成计算机资源的浪费. 可见增加深度卷积神经网络的层数通常对于处理多分类和非线性问题有着

显著的积极效果ꎬ因此最终选用 ＲｅｓＮｅｔ￣１５２ 模型作为改进的基础模型.
表 １　 ＩｍａｇｅＮｅｔ 数据集上各网络模型的性能对比

Ｔａｂｌｅ １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｏｎ ＩｍａｇｅＮｅｔ ｄａｔａｓｅｔ

网络模型
训练集

准确度 损失值

测试集

准确度 损失值
网络模型

训练集

准确度 损失值

测试集

准确度 损失值

ＬｅＮｅｔ ０.７３２ ０.７６０ ０.７４３ ０.７５１ Ｉｎｃｅｐｔｉｏｎ Ｖ３ ０.９５８ ０.２５９ ０.９１４ ０.４８２
ＡｌｅｘＮｅｔ ０.８４２ ０.２８８ ０.７６７ １.７１１ ＲｅｓＮｅｔ￣１８ ０.９６２ ０.１９９ ０.９０８ ０.４６９
ＶＧＧ￣１６ ０.９５２ ０.１３２ ０.８７３ ０.９６１ ＲｅｓＮｅｔ￣３４ ０.９７１ ０.１８３ ０.９１９ ０.４５８
ＶＧＧ￣１９ ０.９６６ ０.１８０ ０.８９１ ０.８３１ ＲｅｓＮｅｔ￣５０ ０.９７０ ０.１８４ ０.９２１ ０.４３２
ＧｏｏｇｌｅＮｅｔ ０.９６９ ０.１８１ ０.９２１ ０.５８７ ＲｅｓＮｅｔ￣１０１ ０.９７３ ０.１８５ ０.９２２ ０.４２９

Ｉｎｃｅｐｔｉｏｎ Ｖ２ ０.９４８ ０.１９５ ０.９０８ ０.４９１ ＲｅｓＮｅｔ￣１５２ ０.９７５ ０.１６９ ０.９２５ ０.３９８

　 　 ＲｅｓＮｅｔ￣１５２ 是深度残差神经网络系列中的一种模型. 它是 ＲｅｓＮｅｔ 系列中一个较深的模型ꎬ具有 １５２
层的深度ꎬ相对于之前的 ＲｅｓＮｅｔ￣３４ꎬ提供了更高的网络容量和表示能力. 深度网络通常能够更好地捕捉图

像的复杂特征和语义信息ꎬ有助于提高模型的表示能力. ＲｅｓＮｅｔ￣１５２ 在图像分类领域的先进性能证明了其

在复杂任务上的有效性. 因此ꎬ选用 ＲｅｓＮｅｔ￣１５２ 作为基础网络模型.
１.３　 注意力机制

近来ꎬ注意力机制模型[１６]在计算机视觉领域崭露头角ꎬ广泛应用于各种任务ꎬ其中如图像分类ꎬ已成

为该模型的重要应用领域. 在计算机视觉领域ꎬ引入注意力机制的方式有多种变化. 一种常见的区分是硬

注意力和软注意力[１７] . 硬注意力将注意力权重二值化为 ０ 或 １ꎬ而软注意力采用概率分布的形式ꎬ将注意

力权重调整为在 ０ 到 １ 之间的连续值. 相对而言ꎬ软注意力机制更加灵活ꎬ能够实现对权重的微调ꎬ因此在

图像分类领域中更为常见且被广泛应用.
对于给定的输入图像 Ｘ∈Ｒｈ×ｗ×３ꎬ其标签为 Ｙ∈ＲＣꎬ采用 ｏｎｅ￣ｈｏｔ 编码. 这里ꎬｈ 表示输入图像的高度ꎬｗ

表示输入图像的宽度ꎬＣ 为图像标签的类别数量. 首先ꎬ将图像输入某个基线卷积神经网络(ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＣＮＮ)的主干部分 ϕꎬ通过该基线 ＣＮＮ 的多个卷积层、激活函数和池化操作ꎬ得到特征图

Ｆ∈Ｒｈ×ｗ×３ꎬ其中 ｈ为特征图的高度ꎬｗ为特征图的宽度. 通常情况下ꎬ基线 ＣＮＮ 的特征图 Ｆ 经过池化层的

处理[１８]ꎬ其定义如下:

Ｆａｖｇｐｏｏｌ ＝
∑
ｗꎬｈ

ｉꎬｊ
Ｆ ｉꎬｊ

ｗ × ｈ
. (１)

在基线 ＣＮＮ 中ꎬ经过池化操作后的特征图 Ｆ通常被送入全连接层ꎬ如下所示:
Ａａｖｇｐｏｏｌ ＝Ｆａｖｇｐｏｏｌ×Ｗｆｃꎬ (２)

式中ꎬＷｆｃ代表全连接层的权重. 为了简化表示ꎬ这里省略了偏差 ｂ.
在经过池化操作后ꎬ针对细粒度图像分类任务ꎬ由于标签往往涉及多个类别ꎬ基线 ＣＮＮ 通常采用

ｓｏｆｔｍａｘ 函数进行激活ꎬ其数学表达如下:

ｙ＝ ｅＡａｖｇｐｏｏｌ

∑
ｃ

ｉ
ｅＡｉａｖｇｐｏｏｌ

ꎬ (３)

式中ꎬｙ表示网络输出的预测标签ꎬ网络通过对损失函数的优化来进行训练. 在这里ꎬ使用了交叉熵损失函

数如下所示:

Ｌ(ｙꎬｙ^)＝ － ∑ ｌｏｇ(ｙ)×ｙ^ꎬ (４)

式中ꎬｙ^表示实际标签的真实值.
在细粒度图像分类问题中ꎬ为了更好地学习精细特征ꎬ通常将基线 ＣＮＮ 用作原始图像的特征提取

器. 在全卷积网络( ｆｕｌｌ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｔｗｏｒｋꎬＦＣＮ) [１９]中ꎬ研究者通过使用 １×１ 的卷积层替代全连接层ꎬ生成

了高维特征表示图 ｈｅａｔｍａｐꎬ并在这一表示的基础上进行了细致的图像语义分割. 这一操作如下所示:
—２２１—
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Ａ＝Ｆ×Ｗ１×１Ｃｏｎｖꎬ (５)
式中ꎬＦ代表基线 ＣＮＮ 在平均池化层之前提取的特征ꎬＷ１×１Ｃｏｎｖ则表示 １×１ 卷积层的权重.

经过 １×１ 卷积层处理和全局池化后得到的特征 Ａ∗
ａｖｇｐｏｏｌꎬ即通过基线 ＣＮＮ 和 ＦＣＮ 特征提取器获得的类

激活映射(ｃｌａｓｓ ａｃｔｉｖａｔｉｏｎ ｍａｐｐｉｎｇꎬＣＡＭ) [２０] . 这个特征是后续多重注意力机制将要处理的关键. ＣＡＭ 有

助于网络聚焦在特定的局部区域.

Ａ∗
ａｖｇｐｏｏｌ ＝

∑
ｗꎬｈ

ｉꎬｊ
Ａｉꎬｊ

ｗ × ｈ
. (６)

２　 基于图像融合和注意力机制的图像分类方法

２.１　 图像特征融合机制

多尺度卷积核的特征提取已被多项研究证明能够有效提升模型性能. 例如ꎬＮｅｓｈａｔ 等[２１] 提出的

Ｉｎｃｅｐｔｉｏｎ 架构通过并行使用不同尺寸的卷积核(如 １×１、３×３、５×５)ꎬ显著增强了模型对图像局部和全局特

征的捕捉能力. 类似地ꎬＬｕｏ 等[２２]在 ＲｅｓＮｅＸｔ 中引入分组卷积与多分支结构ꎬ通过组合不同感受野的卷积

核ꎬ进一步提高了特征的多样性和分类鲁棒性. 上述研究表明ꎬ并行使用不同大小的卷积核可通过捕捉多

粒度特征来增强模型的表达能力ꎬ为本文的多支路设计提供了理论支持.

图 ２　 提出的图像特征融合机制

Ｆｉｇ􀆰 ２　 Ｔｈｅ ｐｒｏｐｏｓｅｄ ｉｍａｇｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｅｃｈａｎｉｓｍ

图 ２ 展示了本文的优化策略ꎬ通过对输入部分的

改进ꎬ引入并行特征提取的机制ꎬ并在支路末端将提取

的特征融合ꎬ实现了多特征的有效整合. 具体实现过程

中ꎬ采用了三条平行支路ꎬ每一支路使用不同大小的卷

积核. 第一支路使用 １×１ 的卷积核进行卷积操作ꎬ用
于降维和增强特征提取能力ꎻ第二支路和第三支路采

用 ３×３ 大小的卷积核ꎬ将多尺度的特征合并ꎬ使得下一

层网络能够捕捉不同尺寸的特征. 所有支路中卷积操

作的步长均设为 １ꎬ以保持输入图像的大小. 最后ꎬ在
两条支路的末端进行特征融合ꎬ既提升了模型的特征

提取能力ꎬ又增强了模型的非线性表达能力.
具体的特征融合方法表现为:假设某一种图像类

别在经过三条支路进行特征提取后ꎬ得到的每条支路

的具体特征向量如下:
Ｃ１ꎬ１ꎬ１ꎬ Ｃ２ꎬ１ꎬ１ꎬ 􀆺ꎬ Ｃ１６ꎬ１ꎬ１ꎻ
Ｃ２ꎬ１ꎬ１ꎬ Ｃ２ꎬ１ꎬ２ꎬ 􀆺ꎬ Ｃ１６ꎬ１ꎬ２ꎻ

⋮
Ｃ１ꎬ１ꎬ１６ꎬ Ｃ２ꎬ１ꎬ１６ꎬ 􀆺ꎬ Ｃ１６ꎬ１ꎬ１６ꎬ

(７)

式中ꎬＣａꎬｂꎬｃ表示 ａꎬｃ大小的第 ｂ种类别图像的分块. 通过计算每条支路提取的特征与标准样本之间的欧式

距离ꎬ形成相应的隶属度矩阵:
ｍ１ꎬ１ꎬ１ꎬ ｍ２ꎬ１ꎬ１ꎬ 􀆺ꎬ ｍ１６ꎬ１ꎬ１ꎻ
ｍ２ꎬ１ꎬ１ꎬ ｍ２ꎬ１ꎬ２ꎬ 􀆺ꎬ ｍ１６ꎬ１ꎬ２ꎻ

⋮
ｍ１ꎬ１ꎬ１６ꎬ ｍ２ꎬ１ꎬ１６ꎬ 􀆺ꎬ ｍ１６ꎬ１ꎬ１６ꎬ

(８)

式中ꎬ隶属度定义为:

ｍａꎬｂꎬｃ ＝
１

１＋
ｄａꎬｂꎬｃ
ｄｂꎬｃ

æ

è
ç

ö

ø
÷

ｔꎬ (９)

—３２１—
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ｄａꎬｂꎬｃ ＝Ｃｂꎬｃ－Ｃａꎬｂꎬｃꎬ (１０)

ｄｂꎬｃ ＝
１
１０ ∑

１０

ｍ ＝ １
ｄａꎬｂꎬｃꎬ (１１)

式中ꎬＣｂꎬｃ代表整体未分类的图像ꎬ而 Ｃａꎬｂꎬｃ表示标准图像的特征向量. 通过计算这两个向量之间的欧氏距

离(ｄａꎬｂꎬｃ)ꎬ引入模糊因子 ｔ(控制模糊度ꎬ经过实验确定 ｔ＝ ０.２５ 时效果最佳)ꎬ计算得到隶属度矩阵.
最后ꎬ对于每个类别的图像ꎬ沿着列方向对其隶属度矩阵进行求和ꎬ形成融合结果ꎬ从而得到最终的隶

属度向量[ｍ１ꎬｍ２ꎬｍ３ꎬｍ４] Ｔꎬ即特征融合的最终结果.
２.２　 特定区域注意力机制

图 ３ 展示了本文构建的注意力机制ꎬ其关键功能是集中关注图像中特定区域ꎬ从而提高模型的分类性

能. 因此ꎬ本研究的关注点是如何使模型能够精确地关注图像中的显著差异区域. 该注意力机制主要分为

全局和局部两个部分.

图 ３　 特定区域的注意力机制

Ｆｉｇ􀆰 ３　 Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｏｆ ｓｐｅｃｉｆｉｃ ｒｅｇｉｏｎｓ

图 ４　 残差网络模块后的两种不同池化方法

Ｆｉｇ􀆰 ４　 Ｔｗｏ ｄｉｆｆｅｒｅｎｔ ｐｏｏｌｉｎｇ ｍｅｔｈｏｄｓ ａｆｔｅｒ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ ｍｏｄｕｌｅ

如图 ４ 所示ꎬ全局注意力机制在第一个残差网络模块中的神经元负责捕捉图像中一个小区域的特征. 这
个小区域的大小是由 １６×１６ 的过滤器决定的ꎬ被称为图像的神经元感受区. １６×１６ 的过滤器能够在第一个残

差网络模块中捕捉到图像中的一个较大区域———“神经元感受区”ꎬ从而提供足够大的感受野来感知全局特

征. 此外ꎬ在 ＲｅｓＮｅｔ 等模块化网络中ꎬ１６×１６ 与后续模块的架构层次相匹配ꎬ便于全局和局部注意力机制的融

合与衔接. 随着网络层数的增加ꎬ每个神经元对应的感受区也随之扩大ꎬ因为下一个残差网络模块与前一层

中相同的 １６×１６ 区域进行卷积操作. 在图中ꎬ黄色特征向量经过第一个残差网络模块ꎬ其感受区域由红色虚

线框表示. 其他特征向量(绿色、蓝色等)同样代表图像中不同的感受野. 最终通过进行池化操作ꎬ将从图像中

提取的关键特征转换为一个向量表示. 具体而言ꎬ在图中展示了两种不同的池化方法ꎬ分别是平均池化和最

大池化. 这一步骤旨在提炼出图像中最显著和有代表性的信息ꎬ以便更有效地进行后续处理.
在经过第一个残差网络模块后ꎬ对特征图 Ｕ 执行池化操作ꎬ分别得到了用 ＦＡ 和 ＦＭ 表示的两个大小

为 Ｈ×Ｗ×１ 的特征图(公式(１２)和(１３)) . 同时采用平均池化和最大池化的并行操作ꎬ相较于仅进行平均

池化ꎬ能够更好地维持信息ꎬ弥补了池化操作可能带来的信息丢失.

ＦＡ ＝
１
Ｈ×Ｍ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｕｃ( ｉꎬｊ) . (１２)

ＦＭ ＝
１
Ｈ×Ｍ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｕｌ( ｉꎬｊ) . (１３)

—４２１—
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局部注意力机制针对每个残差网络结构的输出(用 Ｆｉ 表示ꎬ大小为 Ｈ×Ｗ×Ｃ)ꎬ借助格拉姆矩阵[２３]构

建了一个注意力机制模块. 通过将 Ｆｉ 与其转置 ＦＴ
ｉ 相乘ꎬ得到 ＦＬꎬ其大小 Ｈ×Ｗ×Ｗ为:
ＦＬ ＝Ｆｉ×ＦＴ

ｉ . (１４)
通过将输出值与其矩阵相乘ꎬ巧妙地使特征图中原本数值较大的像素点值增大ꎬ而数值较小的像素点

值减小. 这种处理方式有效地放大了图像中需要重点关注的区域ꎬ有助于在进行类别判断时排除无关紧

要的特征信息.
最终ꎬ将经过不同池化操作的 ＦＡ 和 ＦＭ 以及 ＦＬ 相乘ꎬ即综合考虑了一个全局特征和两个局部特征ꎬ

得到了图像的总体特征 Ｆ. 这种综合利用全局和局部信息的方法有助于更全面地捕捉图像的关键特征ꎬ提
高了图像分类的准确性.

Ｆ＝ＦＬ×ＦＡ×ＦＭ . (１５)
２.３　 图像分类方法总体流程

在应用 ＲｅｓＮｅｔ￣１５２ 深度残差网络的图像识别中ꎬ常面临两个关键问题:首先ꎬ由于图像的表面特征相

似ꎬ例如厕纸和纸张ꎬ在图像特征提取阶段易发生混淆ꎻ其次ꎬ不同种类图像在多个方面存在相似性ꎬ导致

传统的 Ｓｏｆｔｍａｘ ｌｏｓｓ 函数难以准确分类ꎬ容易造成误判. 为解决这些挑战ꎬ本文提出了一种经过优化的残差

网络结构 Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ꎬ该结构能够有效聚焦图像中显著差异区域ꎬ提高图像分类的准确性. 这一深度残

差网络结构包含输入层、卷积层、池化层、全连接层和输出层核心部分.
本文所提 Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ 结构如图 ５ 所示ꎬ经过了三项关键的优化措施. 首先ꎬ引入了多特征融合ꎬ旨

在充分整合输入图像的多方面信息. 其次ꎬ在残差网络模块之后ꎬ巧妙地加入了注意力机制ꎬ使模型能够

有针对性地聚焦于对分类至关重要的区域ꎬ从而实现更为准确的特征提取. 最终ꎬ联合使用 Ｓｏｆｔｍａｘ ｌｏｓｓ 和
Ｃｅｎｔｅｒ ｌｏｓｓ 函数进行网络参数的优化ꎬ增强了网络的性能和鲁棒性. 这些改进共同构筑了一个更为高效和

精密的模型.

图 ５　 Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ 结构的流程图

Ｆｉｇ􀆰 ５　 Ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ ｓｔｒｕｃｔｕｒｅ

３　 实验结果与分析

３.１　 实验环境与评价指标

实验阶段ꎬ本文选择在一台服务器上进行研究ꎬ主要运用了深度学习框架 ＰｙＴｏｒｃｈ 进行实验. 具体的

软硬件配置细节如表 ２ 所示.
在评估深度学习以及机器学习模型的性能时ꎬ常用的指标有很多. 本研究着重使用准确度、召回率和

Ｆ１ 分数三项指标ꎬ以全面、多角度地评估所构建模型的性能表现. 这些指标能够提供模型在图像分类任务

中整体表现的量化度量.
—５２１—
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表 ２　 实验配置参数

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃｏｎｆｉｇｕｒａｔｉｏｎ ｐａｒａｍｅｔｅｒｓ

环境 组成 配置

软件环境

操作系统

编程语言

深度学习框架

Ｕｂｕｎｔｕ
Ｐｙｔｈｏｎ３.７

Ｐｙｔｏｒｃｈ １.１０.１

硬件环境

ＣＰＵ
显卡

显存

ＣＵＤＡ

Ｉｎｔｅｌ Ｃｏｒｅ ｉ９－１３９００Ｋ
ＧＴＸ ４０９０
２４ ＧＢ
１１.４

　 　 (１)准确度是用来度量模型在图像分类任务中预

测正确的能力的指标. 它以正确预测的图像数量占总

图像数量的比例来衡量模型的整体性能ꎬ如下所示:

Ａｃｃｕｒａｃｙ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

ꎬ (１６)

式中ꎬＴＰ 表示混淆矩阵中成功识别为正例的样本数

量ꎬＴＮ表示成功识别为负例的样本数量ꎬＦＰ 表示将负

例错误地识别为正例的样本数量ꎬＦＮ 表示将正例错误

地识别为负例的样本数量. 这些指标是评估深度学习

模型性能的关键要素ꎬ帮助更全面地了解模型在不同情境下的表现.
(２)召回率是评估模型识别出真正正例的能力ꎬ计算方式为真正例的数量除以实际为真的样本总数

量ꎬ如下所示:

Ｒｅｃａｌｌ＝ ＴＰ
ＴＰ＋ＦＮ

. (１７)

(３)Ｆ１ 分数是综合考虑了精确度和召回率的评价指标ꎬ具有平衡性能的优势. 通过 Ｐ－Ｒ曲线ꎬ可以调

整分类阈值ꎬ观察模型在不同条件下的表现ꎬ从而更全面地了解其性能. Ｆ１ 分数和 Ｐ－Ｒ 曲线为评估模型

在图像分类任务中的有效性提供了有力的工具ꎬ如下所示:

Ｆ１＝ ２×Ａｃｃｕｒａｃｙ×Ｒｅｃａｌｌ
Ａｃｃｕｒａｃｙ＋Ｒｅｃａｌｌ

. (１８)

３.２　 实验数据与对比实验

本文使用公开 ＣＵＢ－２００－２０１１ 鸟类数据集[２４]ꎬ对提出的网络模型进行实验验证. ＣＵＢ－２００－２０１１ 鸟

类数据集是细粒度图像分类研究中的重要数据集. 总计包含 １１ ７８８ 张图像ꎬ分为 ２００ 个子类ꎬ其中训练集

和测试集分别包含 ５ ９９４ 和 ５ ７９４ 张图像. 该数据集不仅为每张图像提供了边界框和关键点信息的详细注

释ꎬ还附带了有关鸟类个体属性的额外信息ꎬ为研究者提供了更全面的数据资源.
本研究通过在输入层引入三条并行支路的多特征融合策略ꎬ有效将多尺度特征汇聚在一起ꎬ显著提升

了模型对复杂特征的提取和拟合能力. 为了确定最优的特征融合情况ꎬ比较了单一支路、两条并行支路、
三条并行支路以及四条并行支路这四种方案在准确度和 Ｆ１ 分数上的表现.

在实验中ꎬ对四种特征融合情况进行 ２ ４００ 步的迭代训练. 从图 ６ 和图 ７ 的结果来看ꎬ随着并行支路

的增加ꎬ模型的准确度逐渐提高ꎬ在并行三条支路时最高达到 ９９.７％的峰值. 然后ꎬ准确度呈下降趋势. 类

似地ꎬＦ１ 分数在并行三条支路时达到最大值. 因此ꎬ实验证明在输入层采用三条并行支路进行多特征融

合ꎬ能够显著提高图像分类模型的准确性和综合性能.

图 ６　 特征融合四种情况的准确度比较

Ｆｉｇ􀆰 ６　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｕｒ ｃａｓｅｓ ｏｆ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ
图 ７　 特征融合四种情况的 Ｆ１ 分数比较

Ｆｉｇ􀆰 ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｆ１ ｓｃｏｒｅｓ ｉｎ ｆｏｕｒ ｃａｓｅｓ ｏｆ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ

通过在 ＲｅｓＮｅｔ￣１５２ 模型中嵌入格拉姆矩阵构建的注意力机制ꎬ本文进行了一系列实验ꎬ旨在评估其

对图像分类模型性能的影响. 实验结果如图 ８ 所示. 显然ꎬ在迭代次数达到 ２００ 次时ꎬ优化后的模型明显

超越了传统的 ＲｅｓＮｅｔ￣１５２ 模型. 随着迭代次数的增加ꎬ两者之间的性能差距趋于稳定. 值得指出的是ꎬ传
统的 ＲｅｓＮｅｔ 模型在应对图像数据集方面显示出相对有限的性能ꎬ整体表现并不令人满意. 因此ꎬ经综合考

虑ꎬ引入格拉姆矩阵注意力机制的 ＲｅｓＮｅｔ￣１５２ 模型在准确度方面展现出卓越的分类效果.

—６２１—
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在鸟类数据集上ꎬ比较了 ＲｅｓＮｅｔ￣１５２ 基础模型和经过注意力机制优化后的网络模型 Ａｌｌ￣ＲｅｓＮｅｔ￣１５２
的损失曲线ꎬ如图 ９ 所示. 查看图中曲线的走势ꎬ可以发现两个模型的初始损失值大致在 ２ 左右ꎬ并且都呈

现出急剧减小的趋势. 随着迭代次数的增加ꎬ损失值逐渐接近于零ꎬ并在约 １ ２００ 次迭代后趋于稳定. 值得

注意的是ꎬ添加了注意力机制的网络模型始终保持较低的损失值ꎬ呈现出更为乐观的整体下降趋势.

图 ８　 添加注意力机制准确率对比图

Ｆｉｇ􀆰 ８　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ａｃｃｕｒａｃｙ ｏｆ ａｄｄｉｎｇ
ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

图 ９　 添加注意力机制损失曲线对比图

Ｆｉｇ􀆰 ９　 Ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ｌｏｓｓ ｃｕｒｖｅ ｏｆ ａｄｄｉｎｇ
ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

表 ３　 不同模型的分类时间对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｔｉｍｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 分类时间 / ｍｉｎ

Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ ０.９８

ＧＣＮｅｔ[２５] １.０２

ＣａｆｆｅＮｅｔ[２６] １.２０

表 ４　 多个图像分类算法的对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｕｌｔｉｐｌｅ ｉｍａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

模型
准确度 / ％

ＣＵＢ－２００－２０１１ Ｓｔａｎｆｏｒｄ￣ｃａｒｓ Ｓｔａｎｆｏｒｄ￣ｄｏｇｓ

ＲｅｓＮｅｔ￣５０ ７６.３ ８７.４ ７３.８

ＭＡＭＣ[２７] ８６.１ ９２.７ ８４.７

ＭＡＣＮＮ[２８] ８８.４ ９２.１ ８４.６

ＣＡＴＮｅｔ[２９] ９０.７ ９４.２ ９０.４

Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ ９５.６ ９７.３ ９４.５

　 　 在 ＣＵＢ－２００－２０１１ 鸟类公共数据集上ꎬ进行了模

型对比实验ꎬ包括 ＧＣＮｅｔ、 ＣａｆｆｅＮｅｔ 和提出的 Ａｌｌ￣
ＲｅｓＮｅｔ￣１５２ 模型. 通过进行 ５００ 步的迭代训练ꎬ对这

些模型的分类时间进行了比较ꎬ结果如表 ３ 所示. 从

结果可以明显看出ꎬＡｌｌ￣ＲｅｓＮｅｔ￣１５２ 模型在评价分类

时间上表现最优ꎬ同时成功将图像准确分类到其对应

类别. 这表明所引入的优化能够有效提取图像的分

类特征ꎬ使得分类时间显著变快.
在三种经典分类数据集 ( ＣＵＢ － ２００ － ２０１１、

Ｓｔａｎｆｏｒｄ￣ｃａｒｓ 和 Ｓｔａｎｆｏｒｄ￣ｄｏｇｓ)上与多个不同图像分类

算法进行比较的表现如表 ４ 所示. 结果显示ꎬ新提出

的 Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ 模型在图像分类性能方面取得了

显著的改进. 相较于最新的细粒度图像分类算法

ＣＡＴＮｅｔꎬ在实验结果上ꎬ提出的 Ａｌｌ￣ＲｅｓＮｅｔ￣１５２ 模型

表现更为出色. 这表明ꎬＡｌｌ￣ＲｅｓＮｅｔ￣１５２ 模型所引入的

优化能够有效提取图像的分类特征ꎬ显著增强模型的鲁棒性ꎬ使得分类结果更为精确.

４　 结论

本研究创新性地将经典的卷积神经网络模型与新方法相结合ꎬ提出了一种基于优化后的 ＲｅｓＮｅｔ￣１５２ 的

算法ꎬ为解决研究问题提供了重要参考和借鉴. 优化主要集中在对 ＲｅｓＮｅｔ￣１５２ 网络模型的改进ꎬ包括在输入

部分引入特征融合和构建新型注意力机制. 通过在公共图像数据集上的一系列实验ꎬ证明该方法相较于传统

方法在图像分类任务中具有更高的性能. 实验结果显示ꎬ经过优化后的模型在分类准确度方面取得了显著提

升ꎬ从最初的 ９６.６８％ 提高到 ９８.８７％. 期望该方法在未来的研究和应用中得到进一步验证和推广.
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