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基于局部邻接图的半监督稀疏回归算法
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[摘要] 　 半监督回归算法可以利用少量有标签样本和大量无标签样本进行回归建模ꎬ进而在一定程度上解决

了获取标签样本成本高的问题. 目前ꎬ已经提出了能利用邻接矩阵来挖掘数据潜在结构的图半监督回归算法.
然而ꎬ这些方法存在两个问题. 第一ꎬ现有半监督回归算法多使用全连接的图生成方式ꎬ很容易受到噪声或离群

点的影响ꎻ第二ꎬ现有图半监督回归算法的稀疏性不足. 为了解决上述问题ꎬ本文提出了一种新的半监督回归学

习算法———基于局部邻接图的半监督稀疏回归算法. 该算法构建了一种新的局部邻接图ꎬ在生成邻接矩阵时仅

关注样本的局部信息ꎬ从而保留了数据的局部流形结构ꎬ缓解噪声样本对算法的影响. 另外ꎬ利用 １ 范数正则能

诱导稀疏性的特性ꎬ本文在优化问题中引入模型系数的 １ 范数正则项ꎬ有效地提高了模型的稀疏性. 本文在 ９ 个

真实数据集上对算法的半监督回归性能和稀疏性进行了实验验证. 实验结果表明ꎬ本文所提算法在不同实验设

置下均能获得较好的回归性能.
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半监督学习作为机器学习的重要分支ꎬ有效地融合了全监督与无监督学习的优势ꎬ通过结合少量标注

数据和大量未标注数据的训练ꎬ旨在提升模型的泛化性能[１－４] . 该学习模式在打标签成本高或难以获取标

签的场景下显得尤为重要. 对于回归任务而言ꎬ半监督学习通过挖掘未标注数据的内在结构信息ꎬ有助于

模型更精准地预测连续变量ꎬ从而优化了模型的预测精度和泛化能力[５－６] . 这一策略为处理标签稀缺的回
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归问题提供了一种高效的解决路径ꎬ显著提升了模型在实际应用中的性能表现[７－９] .
已有的半监督回归算法可以大致分为两类:基于协同训练的和基于图的方法. 协同训练采用两个或

多个模型从不同视角学习ꎬ通过互相学习来提高各自的预测能力ꎬ其代表算法为协同训练回归器

(ｃｏ￣ｔｒａｉｎｉｎｇ ｒｅｇｒｅｓｓｏｒꎬＣＯＲＥＧ) [１０－１１] . 基于图的半监督回归算法通过构建数据点之间的图表示ꎬ利用图的

结构信息来指导模型学习ꎬ使得模型能够更好地捕捉数据的内在结构和分布ꎬ其常见的算法有拉普拉斯支

持向量回归机 ( Ｌａｐｌａｃｉａｎ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｅｇｒｅｓｓｉｏｎꎬＬａｐＳＶＲ) [１２] 以及拉普拉斯正则化最小二乘回归机

(Ｌａｐｌａｃｉａｎ ｒｅｇｕｌａｒｉｚｅｄ ｌｅａｓｔ ｓｑｕａｒｅｓ ｒｅｇｒｅｓｓｉｏｎꎬＬａｐＲＬＳＲ) [１３] . 这些半监督回归算法各有侧重ꎬ但都旨在利用

未标记数据的潜在信息ꎬ以达到更优的学习效果. 本文主要关注的是基于图的半监督回归算法.
尽管上述算法在处理半监督回归任务时展现出了一定的优势ꎬ但是它们普遍缺乏稀疏性ꎬ这限制了其

在特定场景下的应用效率和性能. 稀疏性是指在模型的表示中ꎬ大多数的模型系数为零或接近零ꎬ这一特

性能带来诸多优势[１４－１７] . 具备稀疏性的算法能显著降低模型的复杂度ꎬ提高计算效率ꎬ同时减少内存消

耗. 更重要的是ꎬ稀疏性有助于增强模型的泛化能力ꎬ通过消除不必要的数据干扰ꎬ使模型更专注于关键

数据ꎬ从而提升算法的性能. 此外ꎬ稀疏模型更易于解释ꎬ有利于理解模型的决策过程和提升模型的透明

度. 因此ꎬ在设计和选择算法时ꎬ考虑稀疏性对算法性能的提升具有重要的意义.
另一方面ꎬ邻接图的质量在很大程度上决定了算法性能的优劣[１８－２１] . 邻接图通过描绘数据点间的连接

性、距离及其他相互作用ꎬ为算法提供了一种直观的数据关系表示. 这种表示的准确性直接关联到算法能否

有效识别数据的内部结构ꎬ进而影响其在分类、聚类、回归任务中的准确性和效率. 不准确的邻接图可能会误

导算法ꎬ忽视关键的结构信息ꎬ从而降低结果的准确度. 另外ꎬ常见的基于图的半监督回归算法多使用全连接

图来表示训练数据的结构信息[１３－１４] . 在存在噪声或离群点时ꎬ采用全连接图会使得算法性能变差.
为了解决上述问题ꎬ本文提出了一种新的基于局部邻接图的半监督稀疏回归( ｓｅｍｉ￣ｓｕｐｅｒｖｉｓｅｄ ｓｐａｒｓｅ

ｒｅｇｒｅｓｓｉｏｎ ｂａｓｅｄ ｏｎ ｌｏｃａｌ ａｄｊａｃｅｎｃｙ ｇｒａｐｈꎬＬＡＧ￣Ｓ３Ｒ)算法. 本文的主要贡献包括 ２ 个方面:
(１)本文提出了一种新的图生成方法:局部邻接图. 该图生成方法是对每个样本用其近邻的线性加权

来表示ꎬ进而保留了数据的局部流形结构ꎬ减少噪声样本或离群点对算法性能的影响ꎻ
(２)在局部邻接图基础上ꎬ本文提出了 ＬＡＧ￣Ｓ３Ｒ 算法. 通过引入 １ 范数正则来提高回归模型的稀疏

性ꎬ并且在原空间而非对偶空间中求解 ＬＡＧ￣Ｓ３Ｒ 的优化问题ꎬ以保证模型的稀疏性不会在求解过程中丢

失. 值得注意的是ꎬＬＡＧ￣Ｓ３Ｒ 可以同时实现回归预测和样本约减的任务.

１　 相关工作

在此ꎬ首先给出本文相关的符号定义. 令训练样本矩阵为 Ｘ ＝ [ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ] Ｔ∈Ｒｎ×ｍꎬ这里 ｘｉ 是训练

样本ꎬｎ和 ｍ分别表示矩阵 Ｘ 的行和列ꎬ也就是样本个数和样本特征数. 对于半监督回归学习ꎬ我们定义

矩阵 Ｘ 中前 ｌ行是有标签样本ꎬ其标签向量表示为 ｙ∈Ｒｌꎻ剩余 ｕ行是无标签样本ꎬ且有 ｌ＋ｕ ＝ ｎ. 对于任意

矩阵 Ａ∈Ｒｎ×ｎꎬ令 ａｉｊ、ａｉ ＝[ａｉ１ꎬａｉ２ꎬ􀆺ꎬａｉｎ] Ｔ、ＡＴ 分别表示矩阵 Ａ 的第 ｉ行第 ｊ 列、Ａ 的第 ｉ 行元素组成的列

向量、Ａ 的转置矩阵. ０ 和 １ 分别表示适当维度的全 ０ 或全 １ 向量.
１.１　 图的生成

图方法需要将样本点与图的顶点之间建立起一一对应关系ꎬ并以样本点之间的某种相似度作为图的

边. 这样就根据样本点构建了一个与之对应的图. 如何构造合适的图是图方法的核心步骤. 不失一般性ꎬ
用矩阵 Ｇ 来描述邻接矩阵.

图方法中采用得最多的是 Ｌａｐｌａｃｉａｎ 矩阵. 令 Ｌａｐｌａｃｉａｎ 矩阵为 Ｌ＝Ｄ－Ｇꎬ其中 Ｄ 是对角矩阵ꎬ其对角元

素为 Ｄｉｉ ＝ ∑
ｌ

ｊ ＝ １
ｇｉｊꎬｇｉｊ表示矩阵 Ｇ 的第 ｉ行第 ｊ列. 目前ꎬ基于图的半监督回归方法通过构造全连接图来体

现不同样本的相似关系ꎬ用样本之间的距离来表示相似度ꎬ计算方式如下:

Ｇｆ ＝ｅｘｐ －
‖ｘｉ－ｘ ｊ‖２

σ{ } ꎬ (１)

式中ꎬσ为预定义的热核参数. 可以看到ꎬ全连接图考虑了所有可能样本对之间的相似性信息. 如果数据

集存在噪声或离群点ꎬ全连接图的生成质量可能会受到影响ꎬ进而降低学习算法的性能.
—７９—
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１.２　 拉普拉斯支持向量回归机

ＬａｐＳＶＲ 是通过向支持向量回归机( ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｅｇｒｅｓｓｉｏｎꎬＳＶＲ) [２２] 中添加了流形正则项而被提出

的. 利用该流形正则项ꎬＬａｐＳＶＲ 可以实现半监督回归ꎬ其决策函数为:

ｆ(ｘ)＝ ∑
ｎ

ｉ ＝ １
αｉκ(ｘｉꎬｘ)＋ｂꎬ (２)

式中ꎬκ(􀅰ꎬ􀅰)表示核函数ꎬα＝[α１ꎬα２ꎬ􀆺ꎬαｎ] Ｔ 和 ｂ表示权重向量和阈值.
为了确定决策函数ꎬＬａｐＳＶＲ 构造了如下的优化问题:

ｍｉｎ
αꎬξ(∗)

１
２
αＴＫα＋Ｃ１αＴＫＴＬＫα＋Ｃ２ ∑

ｌ

ｉ ＝ １
(ξｉ＋ξ∗ｉ )ꎬ

ｓ.ｔ. ｙｉ－ ∑
ｎ

ｊ ＝ １
αｉκ(ｘｉꎬｘ ｊ)－ｂ≤ε＋ξｉꎬ

　 　 ∑
ｎ

ｊ ＝ １
αｉκ(ｘｉꎬｘ ｊ)＋ｂ－ｙｉ≤ε＋ξ∗ｉ ꎬ

　 　 ξｉꎬξ∗ｉ >０ꎬｉ＝ １ꎬ􀆺ꎬｌ.

(３)

式中ꎬ核 Ｇｒａｍ 矩阵 Ｋ 的第 ｉ 行可以表示 κｉ ＝ [κ(ｘ１ꎬｘｉ)ꎬκ(ｘ２ꎬｘｉ)ꎬ􀆺ꎬκ(ｘｎꎬｘｉ)] Ｔꎬξ(∗) 表示松弛向量ꎬ
Ｃ１ꎬＣ２>０ 为两个预定义的正则化参数ꎬε为 ε不敏感损失函数的参数.

优化问题中的第一项旨在降低模型复杂度ꎻ第二项为流形正则项ꎬ最小化这一项可以使所求流形空间

尽可能地光滑ꎬ同时将有标签样本与无标签样本联系起来ꎻ第三项是 ε 不敏感损失函数. 然而ꎬＬａｐＳＶＲ 缺

乏稀疏性且不具有特征约减的能力. 另外ꎬ该算法使用式(１)生成邻接矩阵ꎬ这会在一定程度上降低算法

的鲁棒性.

２　 本文算法

本节首先设计了一种新的图生成方法ꎬ生成的图名为局部邻接图. 接着ꎬ利用该图生成方法以及 １ 范

数正则化项ꎬ我们提出了一个新的半监督回归算法———基于局部邻接图的稀疏半监督回归算法. 本节将

深入探讨该算法的优化问题及其求解策略ꎬ提供详细的算法设计和实现细节.
２.１　 局部邻接图

定义 １(局部邻接图) 　 已知训练样本集合{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬｎ 是样本个数ꎬ则局部邻接图 Ｇ 需要通过

求解如下优化问题获得:

ｍｉｎ
Ｇ

∑
ｎ

ｉ ＝ １
ｘｉ － ∑

ｘｉｊ∈πｋ(ｘｉ)
ｘｉ ｊｇｉｉ ｊ

２
( ) ꎬ

ｓ.ｔ. ∑
ｘｉｊ∈πｋ(ｘｉ)

ｇｉｉ ｊ ＝ １ꎬｉ＝ １ꎬ􀆺ꎬｎꎬ (４)

式中ꎬπｋ(ｘｉ)表示 ｘｉ 的 ｋ近邻集合ꎬｇｉｉ ｊ是样本点 ｘｉ ｊ重构 ｘｉ 的加权系数ꎬ且若 ｘｉ ｊ∈πｋ(ｘｉ)ꎬ则 ｇｉｉ ｊ≠０ꎻ若 ｘｉ ｊ∉
πｋ(ｘｉ)ꎬ则 ｇｉｉ ｊ ＝ ０.

优化问题的构造受局部线性嵌入( ｌｏｃａｌｌｙ Ｌｉｎｅａｒ ｅｍｂｅｅｄｉｎｇꎬＬＬＥ) [２３] 算法的启发ꎬ其暗含的意义是让

每个样本点可以通过其近邻的线性加权来表示. 这意味着只需要求解 ｋ 个权值ꎬ不需要求 ｌ＋ｕ 个权值ꎬ进
而可以提高邻接矩阵的稀疏程度.
２.２　 优化问题

对于半监督回归任务ꎬＬＡＧ￣Ｓ３Ｒ 的学习目标是确定如下的决策函数:
ｆ(ｘ)＝ ϕ(ｘ) Ｔｗ＋ｂꎬ (５)

式中ꎬｗ 和 ｂ分别表示假设函数的权重向量和阈值ꎬϕ(ｘ)表示对 ｘ 的非线性映射ꎬ令 ϕ(ｘ)＝ κ(ｘꎬ􀅰) . 此时

特征空间维度和样本个数相同. 由于高斯核函数的泛化能力较强ꎬ所以被广泛使用ꎬ本文实验部分也采用

了该核函数. 高斯核函数的表达式为:κ(ｘｉꎬｘ ｊ)＝ ｅｘｐ(－ρ‖ｘｉ－ｘ ｊ‖２)ꎬ其中 ρ>０ 是高斯核参数.
为了提高算法的稀疏性ꎬ我们向 ＬＡＧ￣Ｓ３Ｒ 中增加了 １ 范数正则项. 稀疏正则是一种常见的诱导稀疏

性的技术. 目前已证明 ｐ 范数(０≤ｐ≤１)可以诱导稀疏性ꎬ其中 ０ 范数是实现稀疏解的最理想正则化手

—８９—
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段. 然而ꎬ求解含有 ０ 范数正则项的优化问题极为复杂. 相比之下ꎬ１ 范数正则由于能够近似 ０ 范数并且具

备分段可微性质ꎬ使得优化包含 １ 范数的函数变得可行[１４－１６ꎬ２４] . 因此ꎬ１ 范数正则作为所有稀疏性正则中

唯一具有凸性的正则而被广泛使用. 相关的算法有:１ 范数支持向量机[１４]ꎬ基于 １ 范数的最大化主成分分

析[２５]ꎬ基于 １ 范数的 Ｆｉｓｈｅｒ 判别分析[２６]ꎬ基于 １ 范数度量的聚类算法[２７]等.
基于局部邻接图和 １ 范数正则技术ꎬＬＡＧ￣Ｓ３Ｒ 构造了如下的优化问题:

ｍｉｎ
ｗꎬｂꎬξ(∗)

　 １
ｌ ∑

ｌ

ｉ ＝ １
(ξｉ＋ξ∗ｉ )＋Ｃ１(‖ｗ‖１＋ｂ)＋Ｃ２ ∑

ｎ

ｉꎬｊ ＝ １
( ｆ(ｘｉ)－ｆ(ｘ ｊ)) ２ｇｉｊꎬ

ｓ.ｔ.　 　 ｆ(ｘｉ)－ｙｉ≤ε＋ξｉꎬ

　 　 　 ｙｉ－ｆ(ｘｉ)≤ε＋ξ∗ｉ ꎬ

　 　 　 ξｉꎬξ∗ｉ ≥０ꎬ ｉ＝ １ꎬ􀆺ꎬｌꎬ

(６)

式中ꎬ‖ｗ‖１ 表示 ｗ 的 １ 范数. 优化问题(６)中共有 ３ 项:第一项是损失函数项ꎬ用来控制经验风险ꎻ第二

项是模型稀疏的 １ 范数正则项ꎬ控制了学习机的复杂度ꎻ第三项是图正则项ꎬ其中的局部邻接图 Ｇ 通过求

解优化问题(４)计算得到.
２.３　 求解算法

２.３.１　 优化问题(４)的求解

虽然优化问题(４)是求一个邻接图ꎬ但是邻接矩阵 Ｇ 的每一行是独立的. 因此ꎬ可以分别求解其每一

行. 以 Ｇ 中的第 ｉ行为例来考虑 ｇｉ 的求解.

令 Ｊ１(ｇｉ)＝ ｘｉ － ∑
ｘｉｊ∈πｋ(ｘｉ)

ｘｉ ｊｇｉｉ ｊ
２
ꎬ 于是有:

Ｊ１(ｇｉ)＝ ∑
ｘｉｊ∈πｋ(ｘｉ)

ｇｉｉ ｊｘｉ － ∑
ｘｉｊ∈πｋ(ｘｉ)

ｘｉ ｊｇｉｉ ｊ
２ ＝ ∑

ｘｉｊ∈πｋ(ｘｉ)
ｇｉｉ ｊ(ｘｉ － ｘｉ ｊ)

２ ＝ ｓＴｉ ｑｉｑＴ
ｉ ｓｉꎬ (７)

式中ꎬｑｉ ＝[(ｘｉ－ｘｉ１)ꎬ􀆺ꎬ(ｘｉ－ｘｉｋ)]
ＴꎻＳ∈Ｒｎ×ｋ中第 ｉ行第 ｊ列( ｉ＝ １ꎬ􀆺ꎬｎꎬｊ ＝ １ꎬ􀆺ꎬｋ)的元素 ｓｉｊ分别表示第 ｉ

个样本与其第 ｊ个近邻样本的相似度ꎬ该矩阵可由邻接矩阵 Ｇ 删除其中的 ０ 元素得到ꎻ且有 ｓｉ ＝ [ ｓｉ１ꎬｓｉ２ꎬ
􀆺ꎬｓｉｋ] Ｔ .

因此ꎬ优化问题(４)可以表示为:
ｍｉｎ
ｓｉ

ｓＴｉ ｑｉｑＴ
ｉ ｓｉꎬ

ｓ.ｔ.∑
ｋ

ｊ ＝ １
ｓｉｊ ＝ １. (８)

利用拉格朗日乘子法求解上述优化问题ꎬ可得到其对应的拉格朗日函数:
Ｌ(ｓｉ)＝ ｓＴｉ ｑｉｑＴ

ｉ ｓｉ＋βｉ(１Ｔｓｉ－１)ꎬ (９)
式中ꎬβｉ 为拉格朗日乘子. 对上式(９)求偏导ꎬ并令其偏导值为 ０ꎬ得到:

∂Ｌ(ｓｉ)
∂ｓｉ

＝ ２ｑｉｑＴ
ｉ ｓｉ＋βｉ１＝０ꎬ (１０)

进而可将 ｓｉ 表示为:

ｓｉ ＝ －
βｉ
２
(ｑｉｑＴ

ｉ )
－１１. (１１)

利用 ∑
ｋ

ｊ ＝ １
ｓｉｊ ＝ １ 对 ｓｉ 归一化ꎬ可得最终的 ｓｉ 计算公式:

ｓｉ ＝
(ｑｉｑＴ

ｉ )
－１１

１Ｔ(ｑｉｑＴ
ｉ )

－１１
. (１２)

利用上式求出矩阵 Ｓ 后ꎬ通过在该矩阵对应位置添加 ０ 元素即可获得我们所需的邻接矩阵 Ｇ.
２.３.２　 优化问题(６)的求解

为了方便对优化问题(６)的求解ꎬ引入两个非负的辅助向量(ｗ＋及 ｗ－)和两个非负的辅助常数变量

(ｂ＋及 ｂ－)ꎬ进而可以将 ｗ 和 ｂ分别表示为:

—９９—
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ｗ＝ｗ＋－ｗ－ ｗ＋≥０ꎬｗ－≥０
ｂ＝ ｂ＋－ｂ－ ｂ＋≥０ꎬｂ－≥０{ ꎬ (１３)

将式(１３)代入式(５)ꎬ可以得到:
ｆ(ｘ)＝ ϕ(ｘ) Ｔ(ｗ＋－ｗ－)＋(ｂ＋－ｂ－)ꎬ (１４)

同时ꎬ优化问题(６)可以表示为:

ｍｉｎ
ｗ±ꎬｂ±ꎬξ(∗)

１
ｌ ∑

ｌ

ｉ ＝ １
(ξｉ＋ξ∗ｉ )＋Ｃ１((ｗ＋＋ｗ－)＋(ｂ＋＋ｂ－))＋Ｃ２ ∑

ｎ

ｉꎬｊ ＝ １
( ｆ(ｘｉ)－ｆ(ｘ ｊ)) ２ｇｉｊꎬ

ｓ.ｔ. ｆ(ｘｉ)－ｙｉ≤ε＋ξｉꎬ

ｙｉ－ｆ(ｘｉ)≤ε＋ξ∗ｉ ꎬ

ξｉꎬξ∗ｉ ≥０ꎬ ｉ＝ １ꎬ􀆺ꎬｌꎬ
ｗ＋ ｊꎬｗ－ ｊ≥０ꎬ ｊ＝ １ꎬ􀆺ꎬｎꎬ

ｂ＋ꎬｂ－≥０.

(１５)

为了避免模型的稀疏性在求解过程中丢失ꎬ我们在原空间直接求解优化问题(１５) . 这样才可能保证

模型系数 ｗ 具有稀疏性ꎬ也就是说该向量中含有为零的分量.
定义

ｕ＝[(ｗ＋) Ｔꎬ(ｗ－) Ｔꎬｂ＋ꎬｂ－ꎬξＴꎬ(ξ∗) Ｔ] Ｔꎬ (１６)

ｐ＝ Ｃ１１ＴꎬＣ１１ＴꎬＣ１ꎬＣ１ꎬ
１Ｔ

ｌ
ꎬ１

Ｔ

ｌ
é

ë
êê

ù

û
úú

Ｔ

ꎬ (１７)

Ａ１ ＝[Ｋｌꎬ－Ｋｌꎬ１ꎬ－１ꎬ－１ꎬ０]ꎬ (１８)
Ａ２ ＝[－Ｋｌꎬ－Ｋｌꎬ－１ꎬ１ꎬ０ꎬ－１]ꎬ (１９)

Ａ＝[ＡＴ
１ꎬＡＴ

２] Ｔꎬ (２０)
ｈ＝[ε＋ｙＴꎬε－ｙＴ] Ｔꎬ (２１)

Ｖ＝
２Ｃ２ＫＴＬＫ －２Ｃ２ＫＴＬＫ ０
－２Ｃ２ＫＴＬＫ ２Ｃ２ＫＴＬＫ ０

０ ０ ０

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

ꎬ (２２)

式中ꎬ矩阵 Ｋｌ 中的第 ｉ 行( ｉ ＝ １ꎬ􀆺ꎬｌ)为 κｉ ＝ [κ(ｘ１ꎬｘｉ)ꎬκ(ｘ２ꎬｘｉ)ꎬ􀆺ꎬκ(ｘｎꎬｘｉ)] Ｔ . 进而可将优化问题

(１５)表示为:

ｍｉｎ
ｕ

１
２
ｕＴＶｕ＋ｐＴｕꎬ

ｓ.ｔ. ＡＴｕ≥ｈꎬｕ≥０. (２３)
直接求解优化问题(２３)ꎬ便可获得 ＬＡＧ￣Ｓ３Ｒ 的决策函数. 对于一个不在 Ｘ 中的新样本 ｘꎬ便可通过该

决策函数对 ｘ 进行回归预测. ＬＡＧ￣Ｓ３Ｒ 的稀疏性体现在权重向量 ｗ 上ꎬ也就是说ꎬ该算法得到的 ｗ 中有较

多的零元素. ｗ 中元素值的大小表示对应样本对建模的重要程度. 通过剔除 ｗ 中零元素对应的样本ꎬ即可

完成样本约简. 算法 １ 为 ＬＡＧ￣Ｓ３Ｒ 的具体步骤.

算法 １　 ＬＡＧ￣Ｓ３Ｒ

输入:训练样本矩阵 Ｘ∈Ｒｎ×ｍꎬ其前 ｌ个样本对应的标签向量 ｙ∈Ｒｌꎬ正则化参数 Ｃ１ 和 Ｃ２ꎬ最近邻参数 ｋꎻ
输出:ｗ 和 ｂ.
１.　 计算式(１２)得到矩阵 Ｓꎻ
２.　 通过向 Ｓ 中对应位置添加 ０ 元素ꎬ进而获得邻接矩阵 Ｇꎻ
３.　 通过 Ｌ＝Ｄ－Ｇ 计算得到拉普拉斯矩阵 Ｌꎻ
４.　 通过式(１７) ~式(２２)得到 ｐ、Ａ、ｈ 和 Ｖꎻ
５.　 求解优化问题(２３)ꎬ得到 ｕꎻ
６.　 通过式(１６)得到 ｗ＋、ｗ－、ｂ＋及 ｂ－的值ꎻ
７.　 通过式(１３)求出 ｗ 和 ｂ.

—００１—
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３　 实验分析

为了验证 ＬＡＧ￣Ｓ３Ｒ 算法的回归预测和样本约简性能ꎬ我们在 ９ 个真实数据集上进行了实验. 实验在

配备有 ２.８ ＧＨｚ Ｉｎｔｅｌ 核与 １６ＧＢ 内存的 ＭａｃＯＳ 系统的个人电脑上完成ꎬ并使用 Ｍａｔｌａｂ Ｒ２０１６ｂ 软件编程.
３.１　 实验设置

３.１.１　 评价指标

实验部分我们使用了两种评价指标:均方根误差( ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒꎬＲＭＳＥ)和稀疏度(ｄｅｇｒｅｅ ｏｆ
ｓｐａｒｓｉｔｙꎬＳＤ) . 前一个指标用来衡量回归算法的预测性能ꎬ指标的值越小表示模型性能越好ꎻ后一个指标用

来计算模型的稀疏程度ꎬ稀疏度的值越大表示模型越稀疏. 下面分别对这两个指标进行介绍.
均方根误差:该指标可以表示真实值与预测结果之间的平均平方差ꎬ用公式表示为:

ＲＭＳＥ(ｙｉꎬｆ(ｘｉ))＝
１
ｎ′∑

ｎ′

ｉ ＝ １
(ｙｉ － ｆ(ｘｉ)) ２ ꎬ (２４)

式中ꎬｎ′是测试样本的个数.
稀疏度:该指标用来衡量模型的权重向量 ｗ 中零元素的个数. 用公式表示为:

ＳＤ(ｗ)＝
ｌｅｎｇｔｈ(ｗ)－‖ｗ‖０

ｌｅｎｇｔｈ(ｗ)
ꎬ (２５)

式中ꎬｌｅｎｇｔｈ(ｗ)表示向量 ｗ 的长度ꎬ也就是其元素的个数ꎬ‖ｗ‖０ 表示 ｗ 的 ０ 范数.
３.１.２　 对比方法

本文将所提算法与 ６ 种相关算法进行了比较ꎬ包括:
•ＣＯＲＥＧ[１１]

ｋＮＮ 和 ＣＯＲＥＧ[１０]
ＳＶＲ :这两种算法都是基于 ＣＯＲＥＧ 的半监督回归算法. 它们的不同之处在于

ＣＯＲＥＧｋＮＮ和 ＣＯＲＥＧＳＶＲ分别使用了 ｋＮＮ 和 ＳＶＲ 进行回归预测.
•ＳＳ￣ＳＶＲ[２８]:ＳＳ￣ＳＶＲ(ｓｅｍｉ￣ｓｕｐｅｒｖｉｓｅｄ ＳＶＲ)是半监督支持向量回归机的简称. 该算法同 ＣＯＲＥＧ 一

样ꎬ都是基于协同训练的半监督回归算法.
•ＬａｐＳＶＲ[１２]和 ＬａｐＲＬＳＲ[１３]:这两种算法都是基于图的半监督回归算法. 两种算法的主要不同点:

ＬａｐＳＶＲ 使用了 ε不敏感损失函数ꎬ而 ＬａｐＲＬＳＲ 使用了最小二乘损失.
•ＮＩＬＰ [２９]:ＮＩＬＰ(Ｎｏｄｅ ｉｎｆｌｕｅｎｃｅ￣ｂａｓｅｄ ｌａｂｅｌ ｐｒｏｐａｇａｔｉｏｎ)是基于节点影响标签传播算法的简称. 利用

该标签传播算法ꎬ可以为训练集中的无标签样本提供标签值ꎬ然后使用 ＳＶＲ 进行回归学习.
３.１.３　 数据集

实验中我们共采用了来自于 ４ 个网站的 ９ 个公开数据集ꎬ包括来自 Ｋａｇｇｌｅ 网站的 Ｂｏｓｔｏｎ ｈｏｕｓｉｎｇ、
Ｇａｒｍｅｎｔｓ ｗｏｒｋｅｒ ｐｒｏｄｕｃｔｉｖｉｔｙ、Ｈａｐｐｉｎｅｓｓ Ｉｎｄｅｘ ２０１８－２０１９、Ｍａｒｋｅｔｉｎｇꎬ来自 ＳｔａｔＬｉｂ 网站的 Ｂｏｄｙｆａｔꎬ来自 Ｈａｓｔｉｅ
教授个人主页的 Ｌｏｓ Ａｎｇｅｌｅｓ ｏｚｏｎｅꎬ以及来自 ＵＣＩ 数据集库的 Ｃｏｎｃｒｅｔｅ ｓｌｕｍｐ ｔｅｓｔ、Ｒｅａｌ ｅｓｔａｔｅ ｖａｌｕａｔｉｏｎ、
Ｓｅｒｖｏ. 这些数据集的详细信息如表 １ 所示.

表 １　 ９ 个真实数据集的信息

Ｔａｂｌｅ １　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｎｉｎｅ ｂｅｎｃｈｍａｒｋ ｄａｔａｓｅｔｓ

数据集 数据集名称 样本数 特征数 数据集 数据集名称 样本数 特征数

Ｄａｔａｓｅｔ １ Ｂｏｓｔｏｎ ｈｏｕｓｉｎｇ[ａ] ５０６ １３ Ｄａｔａｓｅｔ ６ Ｓｅｒｖｏ[ｄ] １６７ ４
Ｄａｔａｓｅｔ ２ Ｂｏｄｙｆａｔ[ｂ] ２５２ １４ Ｄａｔａｓｅｔ ７ Ｇａｒｍｅｎｔｓ ｗｏｒｋｅｒ ｐｒｏｄｕｃｔｉｖｉｔｙ[ａ] ６９１ １３
Ｄａｔａｓｅｔ ３ Ｌｏｓ Ａｎｇｅｌｅｓ ｏｚｏｎｅ[ｃ] ３３０ ９ Ｄａｔａｓｅｔ ８ Ｈａｐｐｉｎｅｓｓ Ｉｎｄｅｘ ２０１８－２０１９[ａ] ３１２ ９
Ｄａｔａｓｅｔ ４ Ｃｏｎｃｒｅｔｅ ｓｌｕｍｐ ｔｅｓｔ[ｄ] １０３ １０ Ｄａｔａｓｅｔ ９ Ｍａｒｋｅｔｉｎｇ[ａ] １７１ ３
Ｄａｔａｓｅｔ ５ Ｒｅａｌ ｅｓｔａｔｅ ｖａｌｕａｔｉｏｎ[ｄ] ４１４ ６

　 　 [ａ]下载自 ｈｔｔｐｓ: / / ｗｗｗ. ｋａｇｇｌｅ. ｃｏｍꎻ[ｂ] 下载自 ｈｔｔｐｓ: / / ｌｉｂ. ｓｔａｔ. ｃｍｕ. ｅｄｕ / ｄａｔａｓｅｔｓ / ꎻ[ｃ] 下载自 ｈｔｔｐｓ: / / ｈａｓｔｉｅ. ｓｕ. ｄｏｍａｉｎｓ / ＥｌｅｍＳｔａｔＬｅａｒｎ /
ｄａｔａ.ｈｔｍｌꎻ[ｄ]下载自 ｈｔｔｐｓ: / / ａｒｃｈｉｖｅ.ｉｃｓ.ｕｃｉ.ｅｄｕ / ｍｌ / ｉｎｄｅｘ.ｐｈｐ.

３.１.４　 参数设置

ＬＡＧ￣Ｓ３Ｒ 一共包含了 ４ 类参数:正则化参数、最近邻个数 ｋ、ε不敏感损失函数的参数 ε和高斯核参数 ρ.
对于 ＬＡＧ￣Ｓ３Ｒ 和其他几种算法ꎬ我们皆在 {１０－６ꎬ１０－５ꎬ􀆺ꎬ１０６ } 的范围内确定其正则化参数的取值ꎻ
ＬＡＧ￣Ｓ３Ｒ 的最近邻个数 ｋ在{３ꎬ７ꎬ１５ꎬ２０}的范围内选取ꎻ对于所有使用 ε不敏感损失函数的算法ꎬ我们都
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令 ε＝ ０.０１ꎻ高斯核参数根据中值法[３０]确定.
对比算法中涉及的其他参数均根据各自相应文献所推荐的方法进行设定. 对所有算法ꎬ本文均采用 ５

倍交叉验证方法进行实验ꎬ取 ５ 次最优结果的平均值作为最终结果.
３.２　 实验结果分析

３.２.１　 半监督性能比较

为了验证算法在半监督回归任务上的性能ꎬ我们从训练集中随机挑选 １０％的样本作为有标签样本ꎬ
从剩余的训练样本中分别随机挑选 ３０％、６０％、９０％的样本为无标签样本.

图 １ 展示了 ＬＡＧ￣Ｓ３Ｒ 及其他 ６ 种相关算法在数据集中含有 ３０％、６０％、９０％无标签样本情况下获得的

ＲＭＳＥ 变化曲线. 从图中可以得到如下结论:
(１)随着无标签比例的增加ꎬ算法的 ＲＭＳＥ 曲线在大部分情况下呈现出下降趋势ꎬ这也说明了标签信

息对于回归预测算法性能的影响是正面的ꎻ
(２)ＮＩＬＰ 算法的性能较差ꎬ这可能是因为该算法使用的邻接矩阵不能很好地表示数据的结构信息ꎻ
(３)ＬａｐＳＶＲ 和 ＬａｐＲＬＳＲ 的表现相当ꎬ且优于 ＮＩＬＰ. 在某些情况下ꎬ这两个算法能获得最优或次优的

结果ꎬ但其总体性稍差于 ＣＯＲＥＧ 和 ＬＡＧ￣Ｓ３Ｒꎻ
(４)两种 ＣＯＲＥＧ 算法虽然在一些数据集上表现出了最优的回归预测性能ꎬ但总体来说仍稍逊于本文

提出的 ＬＡＧ￣Ｓ３Ｒ 算法ꎻ
(５)ＬＡＧ￣Ｓ３Ｒ 算法在大部分情况下都获得了最优的回归预测结果ꎬ这也表明了局部邻接图和 １ 范数

正则项的引入ꎬ对算法的性能提升是有帮助的.

图 １　 ７ 种方法在 ９ 个含有不同无标签比例的真实数据集上获得的 ＲＭＳＥ 值

Ｆｉｇ􀆰 １　 ＲＭＳＥ ｏｂｔａｉｎｅｄ ｂｙ ｓｅｖｅｎ ｍｅｔｈｏｄｓ ｏｖｅｒ ｎｉｎｅ ｂｅｎｃｈｍａｒｋ ｄａｔａｓｅｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｕｎｌａｂｅｌｅｄ ｒａｔｅｓ
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３.２.２　 稀疏性能比较

为了验证回归算法的稀疏性ꎬ我们在训练样本中含有 ９０％无标签样本情况下ꎬ向训练样本中增加等

同于有标签样本数量的 ２０％、４０％、６０％的样本作为噪声样本. 这些噪声样本服从均值为 ０.５ 方差为 ０.２５
的高斯分布. 对于这些噪声特征ꎬ其中一半数量的样本为有标签样本(其标签值服从[ｙｍｉｎꎬｙｍａｘ]的均匀分

布ꎬ其中 ｙｍｉｎ和 ｙｍａｘ分别表示原有有标签样本的最小和最大标签值)ꎬ剩余一半数量的样本为无标签样本.
图 ２ 显示了几种算法在含有不同比例噪声样本情况下获得的 ＲＭＳＥ 结果. 从图 ２ 可以看出:(１)ＬａｐＳＶＲ

性能受噪声影响较大ꎬ在 Ｄａｔａｓｅｔ ３ 和 Ｄａｔａｓｅｔ ５ 上表现出了最差的回归性能. 这在一定程度上也暗示了一个

稀疏的模型或更合理的图生成方法对模型的重要性ꎻ(２)ＮＩＬＰ 的总体性能较差ꎬ其次是 ＬａｐＳＶＲ 和 ＬａｐＲＬＳＲꎻ
(３)ＬＡＧ￣Ｓ３Ｒ 的性能最优ꎬ两种 ＣＯＲＥＧ 算法的性能次之.

图 ２　 ７ 种方法在 ９ 个含有不同比例的样本噪声的真实数据集上获得的 ＲＭＳＥ 值

Ｆｉｇ􀆰 ２　 ＲＭＳＥ ｏｂｔａｉｎｅｄ ｂｙ ｓｅｖｅｎ ｍｅｔｈｏｄｓ ｏｖｅｒ ｎｉｎｅ ｂｅｎｃｈｍａｒｋ ｄａｔａｓｅｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｓａｍｐｌｅ ｎｏｉｓｅ ｒａｔｅｓ

为了更直观地显示模型的稀疏程度ꎬ我们定义了如式(２５)所示的稀疏度评价指标. 在实验中ꎬ如果模

型的权重向量中某一元素的绝对值小于 １０－７ꎬ则将其值设置为 ０. 表 ２ 显示了几种算法在数据集中含有

６０％噪声样本的情况下表现出的稀疏度ꎬ表中加粗的数字显示了在每个数据集上的最优稀疏度. 从表中可

以看到:(１)ＣＯＲＥＧｋＮＮ在所有数据集上都没有表现出稀疏性ꎬ这是因为该方法使用 ｋＮＮ 进行回归预测ꎬ而
ｋＮＮ 算法不具有稀疏性ꎻ(２)ＣＯＲＥＧＳＶＲ、ＳＳ￣ＳＶＲ 和 ＮＩＬＰ 表现出了较弱的稀疏性ꎬ这些算法使用 ＳＶＲ 算法

进行回归预测ꎬ而 ＳＶＲ 模型的建立和支持向量有关ꎬ具有一定的稀疏性ꎻ(３)ＬａｐＳＶＲ 和 ＬａｐＲＬＳＲ 的稀疏

性较差ꎬ而本文提出的 ＬＡＧ￣Ｓ３Ｒ 具有最优的稀疏性ꎬ这也验证了 １ 范数正则的引入能有效提高模型的稀

疏性.

—３０１—
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表 ２　 ７ 种算法在 ９ 个含有 ６０％样本噪声的真实数据集上获得的稀疏度及其方差

Ｔａｂｌｅ ２　 ＤＳ ｏｂｔａｉｎｅｄ ｂｙ ｓｅｖｅｎ ｍｅｔｈｏｄｓ ｏｖｅｒ ｎｉｎｅ ｂｅｎｃｈｍａｒｋ ｄａｔａｓｅｔｓ ｗｉｔｈ ６０％ ｓａｍｐｌｅ ｎｏｉｓｅ ｒａｔｅ

数据集名称 ＣＯＲＥＧｋＮＮ ＣＯＲＥＧＳＶＲ ＳＳ￣ＳＶＲ ＬａｐＳＶＲ ＬａｐＲＬＳＲ ＮＩＬＰ ＬＡＧ￣Ｓ３Ｒ

Ｄａｔａｓｅｔ １ ０.００±０.００ ０.０３±０.０１ ０.０９±０.０６ ０.００±０.００ ０.００±０.００ ０.０６±０.１４ ０.３５±０.４８
Ｄａｔａｓｅｔ ２ ０.００±０.００ ０.０３±０.０４ ０.１５±０.０８ ０.００±０.００ ０.００±０.００ ０.００±０.００ ０.８６±０.０８
Ｄａｔａｓｅｔ ３ ０.００±０.００ ０.０１±０.０１ ０.０２±０.０３ ０.００±０.００ ０.１１±０.２５ ０.０１±０.１３ ０.２９±０.１５
Ｄａｔａｓｅｔ ４ ０.００±０.００ ０.０６±００.０４ ０.００±０.００ ０.００±０.００ ０.００±０.００ ０.０１±０.０１ ０.４５±０.３９
Ｄａｔａｓｅｔ ５ ０.００±０.００ ０.０４±０.０３ ０.０２±０.０４ ０.００±０.００ ０.００±０.００ ０.０１±０.０１ ０.１９±０.１６
Ｄａｔａｓｅｔ ６ ０.００±０.００ ０.０３±０.０４ ０.１２±０.０８ ０.２０±０.４５ ０.００±０.００ ０.０１±０.０１ ０.７７±０.０６
Ｄａｔａｓｅｔ ７ ０.００±０.００ ０.０８±００.０１ ０.４３±０.２９ ０.０１±０.０１ ０.０１±０.０１ ０.２４±０.２６ ０.９１±０.０３
Ｄａｔａｓｅｔ ８ ０.００±０.００ ０.０２±０.０２ ０.１１±０.０５ ０.００±０.００ ０.０３±０.０５ ０.００±０.００ ０.１１±０.０１
Ｄａｔａｓｅｔ ９ ０.００±０.００ ０.０４±０.０３ ０.０８±０.０２ ０.００±０.００ ０.００±０.００ ０.０１±０.０１ ０.５７±０.２３

４　 结论

本文设计了一种新的图生成方法———局部邻接图. 该方法在构造邻接矩阵时保留了样本的局部流形

结构ꎬ可以在一定程度上减少噪声或离群点对算法性能的影响. 在该图生成方法的基础上ꎬ我们使用了 １
范数正则项ꎬ进而提出了一种新的半监督回归学习算法:基于局部邻接图的半监督稀疏回归算法. 该算法

利用 １ 范数能诱导稀疏的特性ꎬ使得学习得到的模型具有良好的稀疏性. 我们在 ９ 个真实数据集上将

ＬＡＧ￣Ｓ３Ｒ 与其他 ６ 种相关算法进行了比较. 为了验证算法的半监督回归学习性能ꎬ我们使得每个数据集

中分别仅有 ３０％、６０％、９０％的无标签样本ꎻ为了验证算法的稀疏性ꎬ我们随机对每个数据集增加了 ２０％、
４０％、６０％的噪声样本. 实验结果均验证了所提算法的有效性和良好的稀疏性.
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