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FireLight-YOLO：面向森林火灾实时监测的轻量化模型

李敏学      张晓宇      程英杰      霍光煜      许    福
（北京林业大学信息学院，北京 100083）

摘要:【目的】为应对森林火灾频发对生态安全构成的严峻挑战，构建轻量化实时智能监测体系以提升生态风险防控能力

具有重要现实意义。针对现有火灾检测方法易受环境干扰，且模型复杂度与实时性难以兼顾的问题，本研究旨在开发一

种无需外部预训练权重即可从零训练的高效轻量化检测模型。【方法】研究首先构建了涵盖 1万余张高质量图像的森林

火灾监测数据集并开源发布。在此基础上，基于 YOLOv8提出 FireLight-YOLO轻量化架构：引入幽灵卷积压缩冗余计

算，设计融合部分卷积与点态卷积的 FasterC2fBlock构建 T形感受野以增强关键区域感知，并优化 SPPF模块提出特征

金字塔共享卷积机制实现高效跨尺度特征融合。模型通过交叉验证、独立测试、消融实验及多噪声场景鲁棒性检验完成

性能评估。【结果】FireLight-YOLO在未使用预训练权重条件下实现 mAP@0.5达 0.491，仅需约 2.26 × 106 参数与 5.9

GFLOPs计算量，在精度、轻量化与实时性间达到有效平衡。相较于原始 YOLOv8，模型计算量减少 2.2 GFLOPs，参数量

降低了 25%，推理速度提升 15%，并在复杂干扰场景中展现出优异的鲁棒性。【结论】FireLight-YOLO实现了轻量化条件

下对森林火灾的精准检测。该研究不仅为森林火灾智能监测提供了低成本、高效率的技术方案，其轻量化特性亦显著增

强了模型在移动终端的部署适应性。研究成果可为森林生态系统的保护与修复提供坚实的智能化支撑。
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FireLight-YOLO: a lightweight model for real-time forest fire detection

Li Minxue　Zhang Xiaoyu　Cheng Yingjie　Huo Guangyu　Xu Fu
(School of Information Science and Technology, Beijing Forestry University, Beijing 100083, China)

Abstract: [Objective] In response to the increasingly frequent forest fires that threaten ecological security,
developing  a  lightweight  real-time  intelligent  monitoring  system  is  of  crucial  importance  for  enhancing
ecological  risk prevention and control.  However,  existing fire-detection methods tend to be easily affected
by  environmental  disturbances,  and  it  remains  difficult  to  balance  model  complexity  with  real-time
performance.  Therefore,  this  study  aims  to  develop  an  efficient  lightweight  detection  model  that  can  be
trained  from  scratch  without  relying  on  external  pre-trained  weights. [Method] We  first  constructed  and
publicly released a high-quality forest wildfire monitoring dataset containing more than 10 000 images. On
this  basis,  we  proposed  FireLight-YOLO,  a  lightweight  architecture  based  on  YOLOv8.  The  model
incorporates  Ghost  Convolution  to  compress  redundant  computation  and  introduces  the  FasterC2fBlock,
which integrates partial convolution and point-wise convolution to form a T-shaped receptive field, thereby
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strengthening key region perception. Additionally, we optimized the SPPF module and proposed a Feature
Pyramid  Shared  Convolution  (FPSC)  mechanism  to  achieve  efficient  cross-scale  feature  fusion.
Comprehensive  evaluations,  including  cross-validation,  independent  testing,  ablation  studies,  and  multi-
noise  robustness  experiments,  were  conducted  to  assess  performance.  [Result]  Without  using  any  pre-
trained weights, FireLight-YOLO achieves an mAP@0.5 of 0.491 with only 2.26 × 106 parameters and 5.9
GFLOPs.  The  model  effectively  balances  accuracy,  lightweight  design,  and  real-time  performance.
Compared  with  the  original  YOLOv8,  computational  cost  is  reduced  by  2.2  GFLOPs,  parameter  quantity
decreases  by  25%,  inference  speed  improves  by  15%,  and  the  model  demonstrates  strong  robustness  in
complex  interference  scenes.  [Conclusion]  FireLight-YOLO  achieves  accurate  wildfire  detection  under
lightweight  constraints.  This  work  provides  a  low-cost  and  efficient  solution  for  intelligent  wildfire
monitoring,  and  its  lightweight  design  significantly  enhances  deployment  adaptability  on  mobile  edge
devices. The proposed approach offers promising support for forest ecosystem protection and restoration.
Key words: YOLOv8; Ghost Convolution; wildfire detection; real-time object detection; lightweight model;
Feature Pyramid Shared Convolution (FPSC); edge deployment; ecological security

目前，森林作为典型脆弱生态系统的重要组成

部分，其防灾减灾能力直接关系到国家生态安全与

区域可持续发展[1]。传统森林火灾监测主要依赖地

面巡逻、固定摄像头、卫星遥感及人工观测等方式[2]，

但这些方法均存在明显局限：人工巡逻成本高，效率

低；固定摄像头受视角与覆盖范围限制；卫星遥感虽

能实现大范围观测，却受制于天气条件与成像频率，

难以满足复杂环境下的实时监测需求；基于规则的

视频分析则易受光照变化、云层遮挡等环境干扰，导

致误报率高、检测精度低。随着人工智能、遥感技术

与生态大数据的快速发展，探索高效、智能、低成本

的森林火灾实时监测与预警方法[3]，已成为典型脆弱

生态系统保护与修复工作的重要方向。提升森林火

灾检测的智能化与自动化水平，对于加强生态环境

保护[4]，支撑国家“双碳”战略目标[5]的实现，具有重

要意义。

现有森林火灾检测方法可归纳为 5条技术路线：

传感器监测、遥感探测、视频规则分析、传统机器学

习及深度学习。基于温度、烟雾、气体等传感器的方

法响应速度快、硬件成本低，但监测范围有限，且易

受风向、湿度等环境因素干扰而产生漏检或误报。

遥感方法利用卫星或无人机红外成像实现大范围全

天候监测：卫星遥感可提供宏观动态观测，但受空间

分辨率、成像频率及云层遮挡限制，难以实现早期火

灾的精准定位；无人机虽具备低空灵活巡航优势，但

续航能力有限，在大规模林区部署成本较高。视频

规则检测依赖颜色阈值、纹理特征、运动检测（帧差

法、光流法）等先验知识，实现简单且实时性好，但在

光照变化、阴影扰动或复杂背景下误报率较高。传

统机器学习方法采用 SVM[6]、随机森林、Adaboost[7]

等分类器对人工提取的火灾特征（如 YCbCr或 HSV

颜色特征、LBP纹理特征、Gabor滤波器响应等）进

行识别，特征判别能力优于规则方法，但泛化性能有

限，难以适应多变的森林环境。深度学习技术的发

展显著提升了火灾检测的精度与鲁棒性：早期研究

将 AlexNet[8]、VGG[9]等分类网络用于火灾判别，但

缺乏目标定位能力；后续引入 Faster R-CNN[10]、SSD、
RetinaNet等目标检测框架，实现了火焰与烟雾的精

确定位。近年来，YOLO（You Only Look Once）系列

因兼具高精度、高速度与部署灵活性，在火灾检测领

域应用广泛，研究者们通过多尺度特征融合、注意力

机制和轻量化设计持续优化其性能。例如：李永福

等[11] 在 YOLOv7中引入 EPSANet与 SANet注意力

机制增强多尺度特征表达；Han等 [12]采用 Ghost卷
积模块减少冗余计算，优化 YOLOv9结构；曲英伟

等 [13]将轻量级网络 MobileNetV3引入 YOLOv5，并
结合自适应非极大值抑制（Adaptive-EIoU-NMS）优
化目标框筛选过程，显著降低模型复杂度并提升性

能。综上所述，森林火灾检测技术正从传统传感器

与基于低级视觉特征的传统图像处理方法逐步向基

于深度学习的多源融合、高精度、低延迟的智能检测

方向发展，但在早期火灾特征识别、复杂背景干扰抑

制以及模型轻量化部署方面仍面临挑战。

在模型轻量化方面，深度可分离卷积（depthwise
separable convolution, DWConv）在移动端部署中虽

被广泛应用，但其频繁的内存访问可能制约推理效

率[14]。针对这一问题，Chen等[15]提出的 FasterNet框
架，通过极简网络结构设计实现跨平台的高效推理，

显著提升了模型在工业级应用场景下的可行性与部

署性能。这表明，高效的轻量化设计对于满足森林

火灾检测等实时性要求极高的任务具有重要意义。

在此背景下，YOLOv8作为近年来广泛应用的目标
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检测模型，凭借其优异的检测精度与高速推理能力，

在火灾检测等实时性要求较高的任务中展现出应用

潜力。然而，由于森林火灾在早期阶段特征复杂、易

与背景混淆，同时 YOLOv8在训练与推理过程中计

算资源消耗较大，加载时间较长，导致其在实际部署

和实时检测中仍面临一定挑战。因此，如何在保持

检测精度与实时性的前提下实现模型轻量化，已成

为森林火灾实时监测亟待解决的关键问题[16]。

针对上述问题，本文拟提出一种改进的轻量化

检测模型 FireLight-YOLO，通过构建高质量火灾数据

集、引入 Ghost卷积（Ghost Convolution, GhostConv）
降低计算冗余、融合 FasterNet框架优化推理效率、

设计特征金字塔共享卷积（Feature Pyramid Shared
Convolution, FPSC）模块 [17]增强多尺度特征表达等

策略，在保持检测精度的同时降低误报率与计算复

杂度。本研究旨在为森林火灾实时智能监测提供一

种高效、可部署的解决方案，并为工业场景落地奠定

基础。

 1   FireLight-YOLO 模型构建

 1.1    总体架构设计

本研究在 YOLOv8框架的基础上提出一种轻量

化、高效的森林火灾检测模型——FireLight-YOLO。
该模型针对 YOLOv8的 Backbone、Neck和 Head三

大结构进行了系统性改进，旨在提升特征提取能力

与检测精度的同时，有效降低模型复杂度与计算成

本，从而增强其在实际部署环境下的可行性与实时

性。FireLight-YOLO的整体架构如图 1所示。

 1.2    轻量化改进策略

FireLight-YOLO通 过 设 置 GhostConv、
FasterC2fBlock与 FPSC等关键模块，不仅有效降低

了模型的计算量与误报率，还提升了检测精度与模

型推理速度，整体推理速率相较原始 YOLOv8提升

超过 15%。本研究所提出的模型为森林火灾的智能

监测与预警提供了一种高效、轻量、可部署的技术路

径，并为后续工业化场景中的应用奠定了坚实基础。

 1.2.1    引入 GhostConv 卷积模块降低计算冗余

GhostNet由华为诺亚方舟实验室提出，其核心

思想是以极低的计算成本生成与标准卷积相当的特

征表达，在轻量化视觉任务中表现突出。本研究

借鉴其思想，将 GhostConv引入 FireLight-YOLO的

Backbone中，用以替代标准卷积结构，旨在在不显

著牺牲特征表达能力的情况下减少参数量并提升推

理效率。

Xt Fprimary (X)

GhostConv的特征生成方式可概括为“主特征 +
廉价扩展”，即先通过少量主卷积获得基础特征，再

利用 GroupConv生成额外冗余特征，并拼接得到最

终输出。记输入特征为 ，主卷积为 ，组
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图 1    FireLight-YOLO的整体架构

Fig. 1    Overall architecture of FireLight-YOLO
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Fgroup (X)卷积为 ，则输出 Y 可表示为

Y = Fprimary (Xt)⊕Fgroup
(
Fprimary(Xt)

)
(1)

本研究将 GhostConv融入 FireLight-YOLO的

骨干网络，实现了对森林火灾场景中烟焰、火色纹理

等多尺度模式的轻量化建模。在保证检测精度基本

不下降的前提下，GhostConv有效减少了卷积层冗

余计算，并在整体结构中带来了更快的推理速度与

更低的显存占用，使网络更适用于实时监控场景下

的早期火灾识别需求。

 1.2.2    FasterC2fBlock 提升模型推理速度

为提升 YOLOv8在森林火灾早期烟雾与火焰弱

特征提取场景下的效率与表达能力，本文在 C2f结
构基础上构建模块 FasterC2fBlock。不同于原 C2f
主要依赖标准卷积进行特征混合，本研究借鉴

FasterNet中 PConv的局部通道处理思想，将部分卷

积替代为 PConv以降低空间卷积量，并保留未卷积

通道用于信息旁路传递，从而在保持表达能力的同

时显著提高推理效率。

FasterC2fBlock的整体结构如图 2所示，模块首

尾分别设置 1 × 1 PWConv层，用于完成输入特征的

初始映射与输出阶段的特征融合；中间由多个可按

深度调节的 FasterBlock堆叠构成，以实现多层次、

多尺度的特征提取。在完成内部特征编码后，模块

输出端进行全局残差融合，并最终通过尾部的 1 × 1
PWConv完成通道压缩与特征重整。

与 YOLOv8原生的 C2f结构相比，本文提出的

FasterC2fBlock在保持跨阶段特征融合思想的基础

上进行轻量化改造。C2f通过分支卷积与 Concat融
合实现特征增强，但标准卷积计算开销较大；而

FasterC2fBlock中的 FasterBlock引入 PConv对输入

特征进行部分卷积处理，仅对核心通道执行空间卷

积，未卷积通道以旁路形式直接参与后续融合，从而

有效减少冗余计算。其中，FasterBlock内部采用双

1 × 1 PWConv构建瓶颈结构，完成通道扩张与压缩，

既提升了特征表达能力，又进一步提高了特征混合

效率。该策略使特征形成类似 T形感受野的传递路

径，对烟雾淡化、火焰边界模糊等复杂场景具有更强

的响应能力。实验结果表明，FasterC2fBlock在接近

甚至优于 C2f精度的前提下显著降低了参数规模与

推理延迟，更适用于森林火灾检测中的实时部署

场景。

 1.2.3    构建 FPSC 模块增强多尺度火灾特征表达

为增强 YOLOv8在多尺度特征提取方面的表现，

本文对原有的快速空间金字塔池化模块（spatial
pyramid pooling fast，SPPF）进行优化，提出了一种更

高效的结构——特征金字塔共享卷积模块（feature
pyramid shared convolution，FPSC），如图 3 所示。

X ∈ Rc×h×w

在整体结构上，FPSC首先使用一层 1 × 1卷积

（Conv1 × 1）对输入特征图 进行初步压缩

与特征编码，随后引入 3层具有不同膨胀率（dilation
rates 分别为 1、3、5）的共享卷积层，用于提取多尺度

特征。为进一步减少冗余计算，前两层共享卷积的

输出不直接融合，而是在第三层共享卷积完成后与

输入特征图进行特征拼接（concatenation），实现特征

增强与信息整合。最后通过一层 1 × 1卷积进行通
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FasterBlock

FasterBlock

FasterBlock

FasterC2fBlock
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0.5cout × h × w
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1 × 1
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图 2    FasterC2fBlock结构图

Fig. 2    Architecture of FasterC2fBlock
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道数压缩，降低计算复杂度并保持特征一致性。该

模块计算公式可表示为

Y = FPSC(X) = Fout (Concat(O1,O3,O5 )) (2)

Or Or =

C(r)
shared (Fin( X )) Fin Fout

式中： 表示膨胀率为 r 的共享卷积输出，

； 和 分别表示高效通道变换的

输入和输出处理函数。

FPSC模块集成了 3种关键策略，具体如下。

（1）多尺度特征提取

通过引入具有递增膨胀率的共享卷积核，FPSC
能够同时关注局部细节（如小范围火焰、烟雾边缘）

与全局结构（如火势扩散趋势），提升模型对不同尺

度火灾目标的感知能力，增强小目标检测的鲁棒性。

Or =Ws∗rX+bs,r ∈ 1,3,5 (3)

∗r Ws

bs

minlocal ||∇O1 ||
maxglobalO5

式中： 表示膨胀率为 r 的卷积运算； 为共享权重

矩阵， 为共享偏置；低膨胀率（r = 1）聚焦局部细

节 ；高膨胀率（r  =  5）聚焦局部细节

。

（2）参数共享机制

为进一步提升计算效率并降低模型冗余，FPSC
采用参数共享的卷积层替代传统多分支卷积路径。

该机制相较于 SPPF中的池化操作，不仅有效保留了

关键空间特征信息，也显著减少了卷积操作中的权

重数量，实现了模型的轻量化。

W(r=1)
s =W(r=3)

s =W(r=5)
s (4)

O(3× k2× c2) O(k2× c2)参数复杂度从 降为 ，有效

减少冗余参数。其中，k 表示卷积核尺寸（kernel
size），c 表示特征通道数（channels）。

（3）高效通道变换与非线性表达

模块前后均引入 1 × 1卷积进行通道数调整，结

合 Batch Normalization与 ReLU激活函数，不仅提

升了特征表达的非线性能力，也有效缓解了梯度消

失问题，从而增强模型在复杂环境下（如烟雾遮挡、

光照不均等）的适应性与稳定性。

Fout (Z) = ReLU(BN(Wo ∗Z+bo )) (5)

Z = Concat(O1,O3,O5) ∈ R3c×h×w Wo

BN ReLU

max(0, x)

式中： ， 为降维卷

积核 ， 表示批量归一化 ， 为激活函数

。

综上所述，FPSC通过不同膨胀率的共享卷积实

现多尺度建模，兼顾了局部与全局信息的融合，相较

于传统 SPPF有效地降低了冗余计算与特征信息损

失，提升了火灾检测模型在多样化场景中的泛化能

力与计算效率。

 1.3    模型实现细节

FireLight-YOLO的整体网络结构如图 1 所示。

模型在 YOLOv8框架基础上进行了系统性轻量化重

构，通过在 Backbone与 Head中引入 FasterC2fBlock，
在 Neck中采用特征金字塔共享卷积（FPSC）模块，

在无预训练权重的情况下仍能实现高效特征提取与

实时检测。本节介绍模型结构配置与核心模块参数

设计。

模型输入尺寸为 640 × 640 × 3。Backbone负责

逐层构建多尺度特征，采用 GhostConv替代原始卷

积，以降低早期特征提取阶段的冗余计算。主干深

层结构使用 FasterC2fBlock替换标准 C2f模块，通

过多堆叠增强语义建模能力，其堆叠数 n 设置为 3、
6、6、3以实现浅层高效率、深层强表达的平衡。

Backbone最终生成 3组特征图（示例维度：64 × 80 ×
80、128 × 40 × 40、256 × 20 × 20），为多尺度目标检

测提供表征基础。

Neck部分采用 FPSC模块  替代 YOLOv8的
SPPF，用于跨尺度感受野融合。FPSC内含 3个膨胀

率分别为 1、3、5的 3 × 3卷积，所有卷积层共享一

组权重，通过膨胀卷积构建多尺度视野，在极低参数

量下保持上下文特征提取能力。

Head采用轻量化的 FPN + PAN结构进行双向

特征融合，在 3个输出尺度上均嵌入 FasterC2fBlock
（n = 3） 以整合多尺度语义信息，并通过解耦检测头

（decoupled head）分别执行分类与回归任务，缓解目

标定位与语义识别冲突。最终模型在 80 × 80、40 ×
40、20 × 20三尺度特征图上完成预测，可适应火灾
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图 3    FPSC结构图

Fig. 3    Architecture of FPSC
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场景中火焰、小尺度烟雾及远距离微弱目标的检测

需求。

 2   实验验证

本实验采用团队收集并标注好的森林火灾数据

集，结合烟雾数据（环境背景）以增强模型的适应性。

数据标注使用 labelimg工具，并在数据处理中应用

多种数据增强策略，以提升模型的泛化能力。为验

证 FireLight-YOLO的有效性，本研究将其与原始

YOLOv8模型及多种现有目标检测模型进行对比实

验。实验重点评估在测试精度保持不变的前提下，

FireLight-YOLO是否能够实现模型轻量化、提高计

算效率，并增强模型的泛化能力。

 2.1    数据集构建与预处理

 2.1.1    数据集采集与标注

鉴于公开网络中森林火灾数据集资源有限，本

研究从 Paddle、GitHub、Hugging Face、Kaggle等平

台共收集约 3万张火灾相关图像。为确保数据质量

与实验的可重复性，首先进行数据清洗与筛选，剔除

分辨率低于 400 × 400像素、存在严重模糊、曝光异

常或标注不准确的图像，并去除重复样本。优先保

留分辨率较高、场景多样（包括不同季节、天气、光

照和拍摄角度）、识别难度适中的图像。最终数据集

包含两类样本：①林火与烟雾的精确标注数据；②额

外采集的 2 200张未标注背景图像，用于提升模型

对非火灾场景的判别能力、降低误判率。所有图像

分辨率统一调整至 640 × 640像素，并使用 LabelImg
工具进行标注。数据按 14∶3∶3比例划分为训练集、

验证集与测试集（见表 1）；为验证数据集在不同规

模下的适应性与通用性，另从中筛选 9 000张图像

按 4∶1∶1比例划分（见表 1）。此外，在数据预处理阶

段引入等比例的多种噪声增强，以模拟复杂环境下

的火灾特征，提高模型的鲁棒性。

最终，经过严格筛选与精确标注，构建了约 1万
张高质量火灾图像数据集、9 000张适应性数据集，

并在此基础上为每类图像生成等比例的噪声增强数

据集及单一噪声数据集（图 4）。整理后的数据集将

作为模型训练和评估的主要依据，同时，为推动火灾

检测研究的发展，本研究将该数据集上传至 Hugging
Face和 Github平台，供全球科研人员免费使用。

由表 1可见，不同数据集划分比例下的mAP@0.5
变化幅度较小。综合适应性与稳定性考虑，后续实

验统一采用表现较优的 4∶1∶1比例。

 2.1.2    数据增强

为了提升 FireLight-YOLO在复杂场景下的泛

化能力，本研究采用 YOLOv8提供的数据增强技术，

以扩展数据分布，并提高模型在不同光照、视角、尺

度变化及背景干扰下的鲁棒性。图 5 直观展示了关

键增强方法的效果。数据增强不仅提升了训练数据

的多样性，还降低了模型对特定数据模式的依赖，从

而优化目标检测性能。

为评估不同数据增强策略对模型性能的影响，

表 2展示了 5组对比实验结果，分别测试了自动增

强、混合增强、几何变换、随机翻转和颜色增强的效

果。实验关键参数包括引入 RandAugment作为自动

增强策略，并结合随机擦除（random erasing），该方法

以 40% 概率遮挡图像局部区域，以模拟烟雾干扰或目

标部分缺失的情况。马赛克增强（mosaic augmentation）
以 100% 概率应用，以提升模型对多尺度目标的检

测能力。随机平移（ ± 10%）和缩放（ ± 50%）用于增

强模型对尺度变化的适应性，同时，通过以 50% 的

概率随机水平翻转增加数据多样性。此外，色调变化

（ ± 0.015）、饱和度变化（ ± 70%）和亮度变化（ ± 40%）
用于提升模型在不同光照条件下的鲁棒性。

实验结果表明，同时使用随机翻转、几何变换、

混合增强和自动增强能有效提升 FireLight-YOLO

 

表 1    实验图像数据分组

Tab. 1    Experimental image data grouping

数据集 类别 14∶3∶3数据量/张 4∶1∶1数据量/张

训练集
火灾和烟雾 5 500 4 500

背景 1 500 1 500

验证集
火灾和烟雾 1 250 1 250

背景 250 250

测试集
火灾和烟雾 1 250 1 250

背景 250 250

mAP@0.5 0.491 6 0.491 3

 

图 4    自建数据集

Fig. 4    Self-built dataset

注：数据集开源，下载地址：https://github.com/LOIIIIIII/FireData/tree/
main。
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的检测性能，但颜色增强会影响火灾识别的准确性。

分析表明，其主要原因在于颜色增强改变了火焰的

原始色彩特征，从而影响识别效果，同时，过大的色

调变化可能导致烟雾、火焰和背景之间的混淆，增加

误判风险。因此，在火灾检测任务中，应谨慎使用颜

色增强，以避免影响模型的识别能力。

 2.2    实验环境与参数配置

本实验采用团队收集并精确标注的森林火灾数

据集，结合烟雾及环境背景数据以增强模型的适应

性，所有标注均通过 LabelImg工具完成。数据处理

中引入多种数据增强策略，以提升模型的泛化性能。

实验在 Ubuntu 22.04系统、NVIDIA RTX 4090（显存

24 GB）硬件环境下进行，软件配置包括 Python 3.12、
PyTorch 2.8.0与CUDA 12.1。模型训练基于Ultralytics
YOLOv8框架，设置训练轮数 300、批量大小 32，以

及优化器为 SGD（初始学习率 0.01、动量 0.937、权
重衰减 0.000  5），数据加载线程数为 8。为验证

FireLight-YOLO的有效性，将其与原始 YOLOv8模
型及多种现有目标检测模型进行对比实验，重点评

估在保持测试精度的同时，是否能够实现模型轻量

化，提升计算效率并增强泛化能力。

 2.3    评价指标体系

为了全面评估本研究提出的 FireLight-YOLO
模型在森林火灾烟雾检测任务中的性能，从模型检

测精度、模型规模、计算复杂度以及推理效率等多维

度构建了评价指标体系，既关注模型对火源与烟雾

特征的识别效果，也兼顾其在终端边缘设备部署场

景下的轻量化与实时性表现。本节将从检测精度与

模型轻量化两个方面展开说明，为后续实验对比与

性能分析提供依据。

 

饱和度增加 翻转 马赛克增强

噪声干扰 原图 亮度增强

剪切 色调降低 平移

图 5    数据增强火灾图像

Fig. 5    Fire images with data augmentation

 

表 2    不同数据增强策略对模型性能的影响对比

Tab. 2    Comparison of model performance under different data augmentation strategies

序号 图像尺寸 批量大小 迭代次数 自动增强 混合增强 随机翻转 几何变化 颜色变换 召回率 mAP@0.5

1 640 × 640 32 300 √ 0.388 0.332

2 640 × 640 32 300 √ √ 0.454 0.437

3 640 × 640 32 300 √ √ √ 0.468 0.437

4 640 × 640 32 300 √ √ √ √ 0.476 0.491

5 640 × 640 32 300 √ √ √ √ √ 0.463 0.48

注： FireLight-YOLO模型实际使用序号4的数据增强方法，具体为：自动增强采用RandAugment策略，并以40%概率进行随机擦除；混合增强包括
100%马赛克增强；几何变换包括随机平移（ ± 10%）和缩放（ ± 50%）；随机翻转以50%概率进行水平翻转。粗体代表模型训练测试时实际使用的
数据增强方法。
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 2.3.1    检测精度评价指标

模型检测精度是衡量火灾烟雾检测能力的重要

标准。本文采用目标检测领域常用的平均精度均值

（mean average precision，mAP）作为核心性能指标，

通过计算不同类别在不同 IoU判定阈值下的查全率−
查准率（precision-recall）曲线下的面积实现综合评价。

其中，mAP@0.5表示 IoU ≥ 0.5下的平均精度，用

于衡量模型在目标定位与分类方面的整体准确性，

更适用于火灾早期烟雾目标边界不稳定、形态模糊

的场景。其计算公式如下。

mAP =
1
N

N∑
i=1

APi (6)

式中：APᵢ 代表第 i 个类别的平均精确率。

为进一步衡量模型对真实火灾目标的检出能力，

本文同时计算召回率（Recall）指标。

Recall =
NTP

NTP+NFN
(7)

式中：NTP 为检测到的目标数量，NFN 为漏检数量。

高召回率意味着模型对潜在火情具有更强的敏

感性，可减少漏检风险。此外，引入预测框质量指标

Box（P）用于反映边界框回归精度，综合衡量检测框

的定位偏差与重叠程度。上述检测精度指标共同构

成模型在火灾烟雾数据集上的检测性能评估基准。

 2.3.2    模型轻量化评价指标

考虑到森林火灾监测多数运行于边缘终端设备、

无人值守摄像头或低功耗节点，本研究同样关注模

型结构的轻量化表现。为此，采用以下 3类轻量化

度量指标进行评估。

（1） 模型参数量（Parameters）用于衡量模型规模

与存储资源占用情况，参数量越低，部署成本越小，

模型越适合在嵌入式与移动端运行。

（2） 浮点运算量（FLOPs）表示模型单次前向推

理所需的总计算量，以吉次浮点运算（GFLOPs，1
GFLOPs = 109 次运算）为单位。FLOPs能反映推理

开销与硬件需求。

（3） 模型推理速度以帧率（FPS，frames per second）
为量化指标，该值为平均推理时延的倒数。FPS数值

越高，反映火灾监测系统的实时检测能力越强，是评

价系统响应速度的关键指标。

 2.4    对比实验设计

为验证 FireLight-YOLO模型的整体性能优势，

本研究构建了系统性的对比实验方案。实验设置覆

盖主流目标检测模型及多种轻量化 YOLO变体，包

括 YOLOv5、YOLOv8、YOLOv10、YOLOv12以及

EfficientDet、RTDETR等代表性检测框架，同时选取

若干改进型 YOLOv8网络作为横向对比，保障实

验结果的全面性与客观性。对比内容包括检测精

度指标（mAP@0.5、Recall、Box（P））和轻量化指标

（Parameters、FLOPs）。
实验环境、训练设置及数据划分保持一致，训练

轮数、优化器参数、数据增强策略统一采用相同配置，

以排除训练策略差异引入的偏差。对比实验结果将

基于数值分析，综合分析模型在精度与轻量化之间

的权衡表现。

 2.5    消融实验设计

为探究各结构模块在 FireLight-YOLO中的贡

献程度，本研究设计了模块级消融实验，以评估

GhostConv、FasterC2fBlock与 FPSC模块在检测任

务中的作用。实验策略为逐一移除或替换改进模块，

并保持其余配置不变，统计对应模型在火灾与烟

雾数据集上的性能变化。实验关注以下问题 ：

GhostConv是否有效降低卷积冗余并提升轻量化表

现，FasterC2fBlock对弱烟、细小火焰特征表达能力

的影响，FPSC模块在多尺度信息融合与全局感受野

构建中的贡献，模块组合是否具有协同效果而非独

立叠加。

消融实验将量化各模块对精度、参数量及推理

速度的贡献率，为模型结构设计合理性提供依据。

 2.6    模型性能评估指标

本文在 FireLight-YOLO模型的训练与验证过

程中，使用多种指标对模型性能进行全面评估。训

练与验证阶段的损失变化是评价模型性能的重要参

考，本文记录了 3类主要损失函数：边界框损失（Box
Loss）、分类损失（Cls Loss）以及分布焦点损失（DFL
Loss）。通过对比“原始采样结果”与指数移动平均

（EMA）平滑曲线，可以直观反映模型训练过程中的

收敛性与稳定性。

同时，引入预测框质量指标 Box（P）用于衡量边

界框回归精度，综合反映检测框的定位偏差与重叠

程度，从而评估模型的空间定位能力。

此外，本文进一步绘制了 Precision 与 Recall 随
训练 Epoch 变化的曲线，用于观察 FireLight-YOLO
在训练过程中检测性能的动态变化趋势。通过对比

Precision 和 Recall 的迭代收敛情况，可直观反映模

型在训练阶段的稳定性、泛化能力及对正负样本识

别能力的提升过程，从而为模型收敛情况和超参数

调整提供参考依据。

结合召回率与检测精度，可计算 F1 分数，用于

衡量模型在不同置信度阈值下的整体性能表现。通

过 F1–置信度曲线，可以观察模型在不同阈值设置下

精度与召回率的平衡情况，为实际部署场景下的适
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用性提供参考。

 2.7    模型环境适应性设计

在实际火灾监测和数据采集过程中，图像质量

往往会受到各种外部因素影响，例如传感器精度限

制、数据传输过程的干扰、环境光照变化以及压缩编

码带来的信息损失等。这些干扰会在图像中引入不

同类型的噪声，从而影响目标检测模型的识别性能。

为了系统评估 FireLight-YOLO在多种噪声条件下

的鲁棒性与泛化能力，本研究针对原始数据集构建

了多种噪声版本，并在 4∶1∶1数据集比例的条件下

进行测试。

本研究模拟并加入了以下 5种典型噪声（如

图 6），覆盖了从传感器噪声到图像退化的多种场景：

高斯噪声（gaussian noise）通过在图像像素值上叠加

符合高斯分布的随机噪声，模拟传感器电子干扰或

高感光度拍摄下的颗粒感，该噪声均匀分布于整幅

图像，对低对比度区域影响尤为明显；椒盐噪声（salt-
and-pepper noise）随机将部分像素替换为纯白（盐）

或纯黑（椒），模拟传输错误、坏点或灰尘遮挡，此类

噪声对边缘检测和小目标识别破坏性较大；模糊噪

声（blur noise）采用高斯模糊核对图像进行平滑处理，

模拟摄像设备对焦不准、运动抖动或低质量成像导

致的细节丢失，显著削弱边缘特征，对基于纹理和形

状的检测任务有负面影响；压缩伪影（compression
artifacts）通过降低 JPEG压缩质量引入块状和色彩

失真，模拟视频流或图片在多次压缩传输中的劣化

情况，在长距离无线传输或视频监控中非常常见；光

照噪声（illumination noise）通过调整 HSV空间亮度

通道模拟拍摄环境中的光照变化或曝光偏差，此噪

声影响颜色敏感型特征提取，对依赖火焰色彩识别

的模型影响显著。

为确保实验的可重复性与公平性，本研究在训

练与测试阶段均采用固定参数生成噪声：高斯噪声

服从均值 0、方差 10的正态分布；椒盐噪声将 1% 像

素替换为纯白（“盐”），1% 替换为纯黑（“椒”）；模

糊噪声使用 5 × 5高斯模糊核；压缩伪影采用 JPEG
质量因子 30；光照噪声在 HSV空间亮度通道上增

加 50（裁剪至 0 ~ 255范围）。

此外，本研究还在同一数据集内进行了等比例

多噪声混合实验，即将数据集中不同样本分别添加

上述 5类噪声中的不同组合，以构造多噪声并存的

训练与测试环境，从而更贴近真实监控中复杂多变

的干扰场景。

 3   结果与分析

为全面评估 FireLight-YOLO在森林火灾（火焰

与烟雾）检测任务中的性能，本文从与现有模型对比

（精度与轻量化）、模块有效性（消融）、鲁棒性与泛化

（噪声测试），以及精度−轻量化权衡和实时性这 5个
角度展开分析。主要评价指标包括mAP@0.5、Recall、
预测框质量 Box（P）、模型参数量、FLOPs及推理时

间。下文结果均基于同一训练/验证/测试协议与硬

件环境下得到，确保可比性。

 3.1    与现有模型对比

实 验 结 果 （表 3）表 明 ， FireLight-YOLO在

mAP@0.5上取得 0.491，较 YOLOv5（0.485）提升约

1.2%，高于 YOLOv8（0.483）与 YOLOv10（0.472），与
YOLOv12（0.492）接近，并优于多数改进型 YOLOv8
变体。在预测框质量方面，Box（P）=0.573，为所有对

比模型中最高，体现出更优的目标定位与边界框

精度。在轻量化表现上，参数量 2.26  ×  106、 5.9
GFLOPs，分别较 YOLOv8降低了约 25% 和 27%，同
时低于 YOLOv5（2.50 × 106、7.1 GFLOPs）YOLOv10
（2.27  ×  106、 6.5  GFLOPs），并较 YOLOv12（2.51  ×

 

原图 高斯噪声 椒盐噪声

模糊噪声 压缩伪影 光照噪声

图 6    添加噪声的火灾图像

Fig. 6    Fire images with added noise
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106、6.0 GFLOPs）减少 0.25 × 106，带来更快的训练

与推理速度。其召回率（0.476）与 YOLOv5持平，说

明在提升精度与预测框质量的同时，未牺牲检出能

力。与主流高性能检测模型进一步对比发现，

EfficientDet （efficientdet_d0）虽在 mAP@0.5上略高

（0.501），但其参数量高达 3.79 × 106，训练开销显著

增加，经实测单个 epoch 的训练时间超过 1 min，而
FireLight-YOLO仅需 20  s。 RTDETR（mAP@0.5  =
0.510）和 RTDETRv2（mAP@0.5  =  0.496）在精度上

虽略优，但参数量和计算复杂度远高于 FireLight-
YOLO，难以满足实时部署需求。在推理层面，

FireLight-YOLO模型的平均推理时间为 1.35 ms，而
基准 YOLOv8模型的平均推理时间为 1.6 ms，推理

速度提高了约 15%。综上所述，FireLight-YOLO在

保持甚至提升检测精度的同时，实现了参数量、计算

量、推理时间的大幅削减，兼具准确性与高效性，展

现出极高的工程实用价值与部署潜力。

 3.2    模块有效性分析

为了直观展示 FireLight-YOLO中各关键模块

对森林火灾烟雾检测性能的具体影响，本研究通过

模块级消融实验对 GhostConv、FasterC2fBlock和

FPSC的作用进行了评估。表 4总结了各实验模型

在火灾、烟雾及整体检测任务中的 mAP@0.5指标，

以及模型参数量和计算复杂度（FLOPs）变化。

 3.2.1    FPSC 模块对多尺度特征表达的重要性

当移除 FPSC模块后，模型在整体检测任务的

mAP@0.5下降至 0.483，其中烟雾检测下降最为明

显（0.52），火灾检测下降至 0.445。相比完整模型，这

一变化表明 FPSC在多尺度特征融合和全局感受野

构建中发挥了核心作用，有效提升了模型对弱烟、细

小火焰的辨识能力。

 3.2.2    GhostConv 模块的轻量化贡献

去掉 GhostConv后，虽然整体 mAP@0.5略有上

升至 0.495，但模型参数量从 2.26 × 106 增加到 2.45 ×
106，浮点运算量从 5.9  GFLOPs升至 6.3  GFLOPs。
说明 GhostConv能够通过部分特征图提取与组卷积

生成冗余特征，有效压缩模型参数和计算开销，在保

证性能的同时显著提升轻量化效果。

 3.2.3    FasterC2fBlock 对特征流通和推理效率的影响

移除 FasterC2fBlock后，整体 mAP@0.5轻微下

降至 0.489，火灾检测任务下降至 0.442，但参数量和

浮点运算量分别上升至 2.94 × 106 和 7.5 GFLOPs。

 

表 3    不同模型网络的对比

Tab. 3    Comparison of different model networks

模型名称 mAP@0.5 模型参数量 浮点运算量/GFLOPs Box（P） 召回率

YOLOv5 0.485 2.50 × 106 7.1 0.569 0.476

YOLOv8 0.483 3.01 × 106 8.1 0.559 0.489

YOLOv10 0.472 2.27 × 106 6.5 0.551 0.46

YOLOv12 0.492 2.51 × 106 6.0 0.553 0.486

EfficientDet （efficientdet_d0） 0.501 3.79 × 106 2.3 0.570 0.488

RTDETR 0.510 3.28 × 106 108.0 0.569 0.497

RTDETRv2 0.496 4.27 × 106 137.7 0.576 0.485

YOLOv8-SPPF-LSKA 0.483 3.29 × 106 8.3 0.558 0.482

YOLOv8-FocalModulation 0.482 3.11 × 106 8.2 0.569 0.467

YOLOv8-C2f-EMSCP 0.476 2.87 × 106 7.9 0.558 0.472

本文FireLight-YOLO 0.491 2.26 × 106 5.9 0.573 0.476

注：mAP@0.5表示IoU ≥ 0.5下的平均精度，GFLOPs为吉次浮点运算，Box（P）为预测框质量。

 

表 4    消融实验结果

Tab. 4    Results of fusion experiments

模型名称
mAP@0.5

模型参数量 浮点运算量/GFLOPs
整体检测 烟雾检测 火灾检测

FireLight-YOLO 0.491 0.531 0.450 2.26 × 106 5.9

去掉GhostConv 0.495 0.529 0.462 2.45 × 106 6.3

去掉FasterC2fBlock 0.489 0.535 0.442 2.94 × 106 7.5

去掉FPSC 0.483 0.52 0.445 2.11 × 106 5.9
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可见 FasterC2fBlock通过优化的倒残差结构重构特

征流通路径，在保持表达能力的基础上大幅提升推

理效率。

 3.2.4    模块协同效果

完整的 FireLight-YOLO在保持较低参数量

（2.26 × 106）和浮点运算量（5.9 GFLOPs）的同时，实

现了整体 mAP@0.5为 0.491，烟雾和火灾检测任务

分别为 0.531和 0.450，充分证明各模块在提升检测

性能、保证轻量化和计算效率方面具有协同作用，而

非简单的独立叠加。

 3.3    模型性能评估

基于 FireLight-YOLO在火灾烟雾数据集上的

推理结果，模型在不同复杂环境下均表现出稳定的

检测能力。尤其在森林火灾场景中，模型能够准确

识别火焰与烟雾目标，同时有效抑制背景噪声，避免

误检与漏检，并对不同尺度和形态的目标提供清晰

的检测框与正确类别标签（见图 7）。
该结果表明，FireLight-YOLO不仅在训练数据

分布良好的情况下具备优秀的泛化能力，在面对多

变、复杂甚至非结构化场景时，仍能保持较高的检测

精度和鲁棒性。得益于模型结构中轻量化与特征提

取机制的优化设计，其对多尺度特征和模糊边缘区

域的感知能力得到了增强，从而提升了对火灾早期

信号（如微弱烟雾或远距离火光）的识别能力。

从训练与验证阶段的损失变化曲线（图 8）可以

看出，FireLight-YOLO在训练过程中表现出良好的

收敛趋势和稳定的优化过程；  3类主要损失（Box
Loss、Cls Loss、DFL Loss）均呈显著下降并逐渐收敛，

训练损失与验证损失整体变化同步且稳定，反映出

模型在特征提取与目标识别能力方面的持续增强。

随着训练轮次的增加，3种损失函数的值均呈显著

下降并逐渐收敛的趋势。例如：Box Loss从约 3.5降
至接近 2.0，Cls Loss从接近 3.5降至约 0，而 DFL
Loss 则从 3.0降至约 2.0。训练损失与验证损失整体

变化同步，差距较小且稳定，最终分别稳定在 0.55
和 0.48左右，反映出模型在特征提取与目标识别能

力方面的持续增强。同时，精确率与召回率也随

Epoch增长逐渐提高，并分别逼近 0.51和 0.48，且曲

 

a 火灾 b 整体 c 整体

d 火灾 e 烟雾 f 整体

g 火灾 h 火灾 i 整体

图 7    不同环境下 FireLight-YOLO模型的表现

Fig. 7    Performance of FireLight-YOLO model under different
environmental conditions
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图 8    FireLight-YOLO模型在训练与验证阶段的损失变化曲线

Fig. 8    Loss variation curves of FireLight-YOLO model during training and validation phases

注：图中红色散点表示原始数据中每隔 5个 Epoch采样的结果，平滑曲线基于指数移动平均（EMA）方法处理，能够更直观地反映损失随训练

轮次的整体变化趋势。
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线趋于稳定（见图 9）。与此同时，mAP@0.5 指标在

训练过程中呈现持续上升趋势，由初始的约 0.05稳
步提升至接近 0.49（见图 10）。这一结果表明模型在

训练过程中不断学习并优化特征表达，性能逐步收

敛，验证了 FireLight-YOLO在火灾检测任务中的有

效性与鲁棒性。综上可见，FireLight-YOLO模型在

训练过程中具备良好的收敛性与泛化能力，训练集

与验证集的各项指标表现一致，未出现“验证损失反

弹”或“训练精度提升而验证精度停滞或下降”的典

型过拟合现象，说明模型所学习到的特征具有较强

的泛化能力，为其在实际火灾监测中的应用奠定了

坚实基础。

根据召回率−置信度曲线（图 11）和 F1-置信度

曲线（图 12）可以观察到，当置信度阈值设为 0时，
模型在火灾和烟雾类别上均达到了 0.88的召回率，

表明其对正样本的敏感性较强，能够最大程度地覆

盖潜在火情。这在森林火灾烟雾检测任务中尤为关

键，因为在实际应用中，漏检任何潜在火源都可能导

致严重后果。此外，F1 随置信度阈值的变化呈现先

升后稳的趋势，说明模型在提升召回率的同时，亦保
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Fig. 9    Convergence trends of precision and recall of FireLight-YOLO model in the training phase
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Fig. 11    Recall-confidence curves of FireLight-YOLO model
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持了良好的检测精度。该特性充分体现了 FireLight-
YOLO在处理森林火灾烟雾图像时，不仅具备较强

的识别能力，还能在不同阈值设置下实现精确与全

面性的平衡。这进一步验证了此模型在实际火灾监

测场景中的实用性与鲁棒性。

 3.4    模型环境适应性与实时性

为评估 FireLight-YOLO在复杂环境下的适应

能力与部署可行性，本研究在火灾烟雾数据集上进

行了多噪声混合实验及实时性分析。在多噪声实验

中，本研究在不同样本上叠加光照噪声、高斯噪声、

椒盐噪声、模糊噪声和压缩伪影，构建更贴近真实监

控的复杂干扰场景。实验结果（表 5）显示不同噪声

类型对检测性能影响存在差异：光照噪声导致精度

下降最为明显，椒盐噪声与模糊噪声处于中等水平，而

压缩伪影和高斯噪声影响相对较小。值得注意的是，

在多种噪声混合的情况下，模型仍能保持 mAP@0.5
达到 0.487，体现出较强的噪声鲁棒性和环境适应

能力。
  

表 5    复杂噪声环境下的 FireLight-YOLO模型评估

Tab. 5    Evaluation of FireLight-YOLO model under
complex noise environments

序号 噪声类型 召回率 mAP@0.5

1 原图 0.476 0.491

2 高斯噪声 0.468 0.489

3 椒盐噪声 0.479 0.475

4 模糊噪声 0.469 0.473

5 压缩伪影 0.470 0.480

6 光照噪声 0.453 0.458

7 混合噪声 0.477 0.487
 

在实时性方面，FireLight-YOLO针对终端摄像

头传感器进行了优化，可用于森林、农田、废弃区域

以及居民区的火灾监测。模型在保证检测精度

（mAP@0.5 = 0.491）的前提下，仅需 2.26 × 106 参数

量和 5.9 GFLOPs，即可完成推理，显著降低存储与

计算成本。模型平均推理时延为 15.82 ms/帧，对应

帧率为 63.21 帧/s，显著高于普通终端摄像头的 30
帧/s 视频采集速率（表 6），能够满足实时视频监测

需求。

 4   结　　论

针对当前森林火灾监测中存在的环境干扰敏感、

模型复杂度高与实时性不足等挑战，本文提出了一

种极轻量化且适用于复杂野外场景的智能检测模

型——FireLight-YOLO。该模型在结构设计上引入

GhostConv替代传统卷积，有效减少冗余计算；基于

C2f架构提出融合倒残差结构的 FasterC2fBlock，引
入 PConv与 PWConv实现特征路径重构，显著提升

特征表达效率与残差信息传递能力，从而实现模型

推理速度提升 15%。此外，设计的 FPSC模块利用多

膨胀率共享卷积机制增强跨尺度特征融合能力，有

效提升模型在光照变化、烟雾遮挡等复杂环境下的

检测稳定性与适应性。实验表明，FireLight-YOLO
在保持 mAP@0.5 = 0.491的精度下，参数量减少约

25%，模型计算量减少 2.2 GFLOPs，在火灾初期烟雾

遮挡及火焰扩散趋势识别方面表现出更优的鲁棒性

和响应效率，具有较强的工程应用潜力。

未来研究将进一步聚焦“双碳”目标和“山水林

田湖草沙冰”一体化保护修复任务[18]，持续优化数据

集构建，通过实地采样、精准标注及多样化增强策略

提升模型泛化性能。同时，将探索融合红外热成像

与可见光图像的跨模态特征提取网络，增强模型在

夜间和高烟雾环境下的检测能力。在算法层面，计

划引入三维卷积与 Transformer时序注意力机制[19−20]，

建模火焰扩散的时空演化过程，提升对动态灾害特

征的理解与识别能力。结合边缘计算平台与 TensorRT
量化压缩技术[21−22]，FireLight-YOLO有望在无人机、

巡护机器人等移动终端上实现低功耗、低延迟的实

时部署，为森林火灾等生态灾害的智能监测与快速

响应提供技术基础。

部分数据集下载地址 ： https://github.com/LOIIIIIII/FireData/tree/
main。
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