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摘 要：【【目的】】针对分布式发电领域光伏发电的最大功率点跟踪问题，提出基于智能优化

算法的控制方法。【【方法】】探讨的牛顿-拉夫逊优化算法主要分为牛顿拉夫逊搜索规则和陷阱避

免算子的引入，经过局部强化学习策略和变螺旋搜索策略改进后将其应用于光伏发电最大功

率追踪问题。在三种实验环境下进行仿真，每种仿真环境设置了三次参数变化以改变光伏组

件的最大发电功率，将改进后的算法与传统以及常见的最大功率控制技术在仿真结果中进行

对比。【【结果】】结果表明本控制方法具有较好的全局收敛能力、收敛速度表现和鲁棒性。
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Abstract： 【【Purposes】】  Aiming at the maximum power point tracking (MPPT) problem of photo⁃
voltaic power generation, a strong control method based on intelligent optimization algorithm is pro⁃
posed. 【【Methods】】  The Newton-Raphson-based optimizer discussed in this paper was mainly divided 
into Newton-Raphson search rules and trap avoidance operators, which were applied to the maximum 
power tracking problem of photovoltaic power generation after being improved by the partial reinforce⁃
ment learning strategy and variable spiral search strategy. The simulation was carried out in three ex⁃
perimental environments. Three parameter changes were set in each simulation environment to change 
the maximum power generation of photovoltaic modules. The improved Newton-Raphson-based opti⁃
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mizer (INRBO) was compared with the traditional and common maximum power control technologies 
in the simulation results. 【【Results】】  The results show that there are excellent global convergence abili⁃
ty, convergence speed performance and robustness in INRBO for MPPT.

Keywords：photovoltaic power generation； maximum power point tracking； Newton-Raphson-
based optimizer； partial reinforcement learning； variable spiral search

光伏发电作为国家大力提倡的可再生能源发

电方式，具有低成本和高可普及性的特点。影响光

伏发电能力的因素有很多，如光照强度（辐照度）、

温度、环境湿度、组件质量等。其中最主要的因素

就是辐照度和温度。由于地球自转等因素的影响，

光伏发电组件接收的辐照度会在一天内发生变化，

其工作温度也会随之改变，光伏发出的光生电流也

相应变化［1］。此时光伏组件输出的电压-功率特性

曲线呈现多峰值的现象，其中只有一个是全局最大

功 率 点（Global Maximum Power Point， GMPP）。

在大规模分布式发电中，为了在当时当地的条件下

产生尽可能多的发电功率以创造最大的经济效益，

最 大 功 率 点 跟 踪 技 术（Maximum Power Point 
Tracking， MPPT）应运而生［2］。光伏组件的最大功

率点（MPP）位于电流-电压（I-V）特性曲线某一峰

值的拐点处，该最大功率拐点对于每个组件是唯一

的，并且随着周围或环境干扰而变化。因此通常运

用各种方法跟踪实时的最大功率点，如扰动观察法

（P&O）［3］、增量电导法（IncCond）［4］以及智能优化算

法［5］。扰动观察法和增量电导法作为传统的 MPPT
控制方法，因其简单性和较低的计算需求而被广泛

使用。然而，这些方法在部分阴影和快速变化的光

照条件下，易于陷入局部最大功率点，从而导致能量

损失。近年来，智能控制方法在 MPPT 中的应用得

到了广泛研究，如模糊逻辑控制［6］、神经网络控制［7］

和遗传算法［8］等。这些方法具有自适应性强、响应

速度快等优势，但也存在计算复杂度高、实现难度

大等问题。特别是在复杂环境下，智能控制方法能

够更好地适应多变的光照条件，提高系统的整体

性能。

本文首先介绍了光伏发电 MPPT 的原理和数

学模型，其次采用强化学习策略对牛顿-拉夫逊优

化算法进行改进。在仿真部分中将上述改进算法

和多个控制方法应用于 MPPT 的跟踪中，经过对比

仿真，最终得出了结论。

1 光伏发电组件的数学模型

光伏电池能够将太阳能直接转变成电能，光伏

电池与二极管具有相似的特性，即太阳照射后由光

子激发出“电子-空穴对”，经分离会产生电动势［9］。

由电子学知识可知，光伏电池的外特性模型可以看

作是一个恒流源和正激二极管的并联电路。光伏

电池单二极管等效电路［10］如图 1 所示。在光伏组件

的光生电流发生变化时，为了调节输出电压最终使

其输出最大功率，通常采用 BOOST 电路或 BUCK
电路对其输出电压进行调节。本文采用的 BOOST
升压电路如图 2 所示。  

其中，Iph 为光生电流，ID 为通过二极管的电流，

VD 为二极管两端的电压，Rs 和 Rsh 分别为光伏组件

的串联电阻和并联电阻，Vpv和 Ipv分别表示光伏电池

输出的电压和电流。

根 据 基 尔 霍 夫 定 律 ，光 伏 电 池 输 出 特 性

如下［11］：

Ipv = Iph - ID - Ish . （1）

ID = I0
é

ë
ê
êê
êe

qV D

nN s k2T - 1ù
û
úúúú . （2）

图 1　光伏组件的单二极管模型

Fig. 1　Single diode model of photovoltaic module

Iph ID Ish Rs Ipv

VpvRshD

图 2　MPPT的 BOOST电路

Fig. 2　BOOST circuit of MPPT
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Ish = V D

R sh
 . （3）

V D = V pv + Ipv R s . （4）
式中：Ipv为光伏电池的输出电流，Vpv为光伏电池的输出

电压，I0为二极管反向饱和电流，取值为 2. 139 9e-10 A，

q为电子电荷，取值为 1. 602 176 46×10-19 C，k2为玻

尔兹曼常数，取值为 1. 380 650 3×10-23 J/K，T 为光

伏电池工作的绝对温度。n 为二极管品质因子。为

保证本文技术验证阶段不受其他因素干扰，本文仅

在单光伏电池环境下进行仿真。Ns 作为光伏电池

数量，取值为 1。负载被简化为 R，其两端电压为 V。

基于以上模型，端口电路的电流-电压的非线性关

系可被建模为如下公式：

Ipv = Iph - ID - V pv + Ipv R s

R sh
 . （5）

当光伏电池向负载输出最大功率 Pm时，此时 Ipv

=Im，Vpv=Vm。

Pm = V m Im = V m ( Iph - ID - V m + Im R s

R sh
) . （6）

根据公式（6）搭建光伏电池的数学模型。在光

伏电池 MPPT 数学模型中，不同的辐照度条件下改

变变换器的占空比 d，最终实现最大功率点跟踪［12］。

2 局部强化改进的牛顿-拉夫逊优化

算法
2. 1　牛顿-拉夫逊优化算法

牛 顿 ⁃ 拉 夫 逊 优 化 算 法（Newton-Raphson 
Based Optimizer， NRBO）［13］是 受 到 牛 顿 ⁃ 拉 夫 逊

（Newton-Raphson）方法启发的一种新型群智能优

化算法。它使用两个规则来促使搜索种群进行整个

搜索过程：牛顿-拉夫逊搜索规则（Newton-Raphson 
Search rule， NRSR）和陷阱避免算子（Trap Avoid⁃
ance Operator， TAO）。初始化公式如下所示。

xj
i = lb + rand × (ub - lb) . （7）

其中，xi
j表示搜索种群某个体的位置。lb，ub 分别表

示种群搜索位置的上下限，i=1，2，…，Np表示种群

中的第 i 个个体，Np表示搜索种群的个体数。 j=1，
2，…，dim 表示第 j 个维度，dim 表示该种群的维

度数。

牛顿-拉夫逊搜索规则（NRSR）的过程如下所

示：从一个假定的初始解开始，并在一个确定的方

向上进行到下一个位置，用函数 f（x）的泰勒级数的

前几个分量在假定根的区域中来定位函数的根。

因此可由公式（8）推导得出迭代公式（10）。

xi+ 1 = xi -
( )f ( )xn + Δx - f ( )x- Δx × Δx

2× ( )f ( )xn + Δx + f ( )xn - Δx - 2× f ( )xn

.

（8）
xn，xn+1分别表示泰勒级数中第 n，n+1 项解，Δx

表示已知解和实际解的差并被引申到算法中。

Δx = rand (1,dim )× | xb - xt
i | . （9）

NRSR = randn × ( )yw - yb × Δx

2 × ( )yw + yb - 2 × xi

 .（10）

yw = r1 × (Mean ( zi + 1 + xi)+ r1 × Δx) .（11）
yb = r1 × (Mean ( zi + 1 + xi)- r1 × Δx) .（12）

zn + 1 = xi - randn × ( )xw - xb × Δx
2 × ( )xw + xb - 2 × xi

 .（13）

randn 表示均值为 0、方差为 1 的正态分布随机

数，xw 表示最差位置，xb 表示最佳位置，xi 表示当前

位置，randn（1，dim）表示和 dim 有关的随机数。yw

和 yb是根据 zi+1和 xi生成的两个向量的位置，r1表示

0 到 1 之间的随机数。

δ = (1 - ( 2 × t
Max_t ) ) 5

 . （14）

δ 作为自适应系数，在多样化和集约化之间起

到平衡作用。 t 表示当前迭代次数，max_t 表示最大

迭代次数。为了保持探索阶段和开发阶段之间的

平衡，参数 δ 在迭代过程中从 1 到−1 之间自适应变

化。NRSR 与自适应参数 ρ 一起在优化过程中考虑

随机动作、增加多样化和避免局部最优的同时显著

减少迭代次数，实现了牛顿-拉夫逊方法在智能优

化算法领域的改进。

ρ = a × ( x b - xt
i)+ b × ( xt

r1 - xt
r2) . （15）

a 和 b 分别代表 0 到 1 之间的随机数，r1 和 r2 表

示 1 到 Np 之间不相等的两个随机整数。公式（16）
表示根据牛顿 -拉夫逊方法构造 x1n

t 的方法，公式

（17）表示根据当前最优位置 xb构造 x2i
t的方法。x1i

t

和 x2i
t 分别是根据已知量构造的探索和开发参数，

各自具有较强的全局探索性能和局部开发性能，在

牛顿-拉夫逊搜索规则中，利用这两者的特性构建

了公式（18-19）。其中，r2表示 0 到 1 之间的随机数。

x1 t
i = xt

i - NRSR + ρ . （16）
x2 t

i = xb - NRSR + ρ . （17）
x3 t

i = xt
i - δ × ( x2 t

i - x1 t
i) . （18）

xt + 1
i = r 2

2 × x1 t
i + (1 - r2)× ( r2 × x2 t

i + x3 t
i) .（19）

陷阱避免算子（TAO）的逻辑如下所示。当 0
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到 1 之间的随机数 rand 的值小于 0. 6 时，TAO 通过

组合最优位置 xb 和当前位置 xn
t 生成 xt

TAO 来改变

xn
t+1 的位置。这可以有效提高 NRBO 处理实际问

题的有效性，避免陷入局部最优。

xt + 1
i = xt

TAO . （20）

ì
í
î

ïïïï

ïïïï

xt
TAO = xt + 1

i + θ1 × ( )μ1 × xb - μ2 × xt
i + θ2 × δ × ( )μ1 × Mean ( )xt - μ2 × xt

i ,if μ1 < 0.5

xt
TAO = xb + θ1 × ( )μ1 × xb - μ2 × xt

i + θ2 × δ × ( )μ1 × Mean ( )xt - μ2 × xt
i ,if μ1 ≥ 0.5

 . （21）

其中 θ1 和 θ2 分别是-1 到 1 之间的随机数和-0. 5 到

0. 5 之间的随机数。μ1和 μ2分别是由如下公式生成

的随机数。

μ1 = β × 3 × rand + (1 - β ) . （22）
μ2 = β × rand + (1 - β ) . （23）

β =ì
í
î

0,δ ≥ 0.5
1,δ < 0.5

 . （24）

式中：rand 表示 0 到 1 之间的随机数，δ 表示 0 到 1 之

间的数。由于参数 μ1和 μ2的选择具有随机性，种群

多样性变得更加丰富，进一步有助于避免陷入局部

最优解。

2. 2　局部强化学习策略

局部强化理论解释了不同的强化计划如何以

不同的方式影响生物体的行为［14］。研究表明，强化

的时机和方法极大地影响了行为的强度和一致性。

将局部强化理论的规则和概念映射到优化算法［15］，

有如下变量假设。

强化变量（schedule）：强化变量 Schedule 的意

义是确定如何以及何时需要采取强化行为，在不同

的时刻为学习者提供不同的优化参考。每个学习

者都有一个特定的强化变量。由于每个强化变量

表示该学习者在本种群中的优先级，因此强化变量

表示了学习者在下一次迭代中被选择的可能性。

此外，可变间隔调度方案［16］在公式（25）—（27）中被

建模成为一个用于随机分析的动态机制。强化学

习的使用时机和方式在搜索过程中是可变的，因

此，在每次迭代时学习者会选取在强化变量中具有

最高优先级的行为子集 μ∈｛1，2，3，…，N｝。先将学

习者按强化变量的优先级按降序排序，然后使用公

式（27）将学习者的行为选择为候选行为。

SR = e-( )1 - τ （25）
μ ∈{1,2,3,…,N }| ∀j ∈ μ,schedulej ≥ schedule*,λ .

（26）
λ ={μ = U (1,N × SR ) } . （27）

式中，τ 是当前迭代次数和总迭代次数的比值时间

因子，SR 是选择率，μ 是基于调度方案的行为子集，

λ 是所选子集的大小，N 是行为（决策变量）的总数。

Schdule*表示具有排序优先级的强化变量，Schd⁃
ule*，λ表示 Schdule*中第 λ 个强化变量。

刺激（stimulation）：任何试图改变学习者行为

的方式都是刺激。在局部强化理论中，利用以下方

式来生成新的解，如等式（28）—（31）中所示。

SF i = τ + U (0,β ) . （28）

Sμ
i =

ì
í
î

( X μ
best - X μ

i ),rand < 0.5
( X μ

i - X μ
j ),rand ≥ 0.5

（29）

X μ
i,new = X μ

i + SF i × Sμ
i （30）

γ = ∑j ∈ μ
( Schedule i,j

Max ( Schedule i )
) （31）

其中，SFi是激励因子，Si
μ 表示刺激行为；γ 是第 i 个

学习者在第 j 维时强化变量归一化处理后在全部维

度中的平均值；X μ
best 表示子集中的最优个体，Xi

μ表示

子集中的第 i个个体，Xj
μ表示子集中的第 j个个体。

学习者（learner）：学习者是优化种群中的个体，

其行为需要使用局部强化学习理论进行改进，最终

作为解决方案。

行为（behavior）：学习者的行为被认为是个体

在优化过程中得到的适应度值。每个学习者 Xi 的

适应度值是使用问题所定义的目标函数 fXi′←F（Xi）

得到的{ }fX 1，fX 2，…，fXN - 1，fXN
。换句话说，行为是学

习者的函数。

响应（response）：响应是指刺激后学习者新的

行为。 fX 1 ′是响应代表的适应度值。在这项研究中，

若 fX 1 ′<fX 1，响应则被用来更新行为。

强化（reinforcement）：为了使强化概念化，使用

以下机制来实现强化学习机制。当刺激后的响应

优于原行为时，接受该响应并采取正强化机制来增

加该个体的强化变量。当刺激后的响应差于原行

为时，拒绝该响应并采取负强化机制来减少该个体

的强化变量。强化变量较好的个体将被选择用于

下一次迭代中的刺激和强化。其过程如下公式所

示。R 表示强化率，Schdulei
μ表示第 i 个学习者的行

为的强化变量。

Scheduleμ
i = Scheduleμ

i +( Scheduleμ
i × R ) .（32）

Scheduleμ
i = Scheduleμ

i -( Scheduleμ
i × R ) .（33）
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恢复（reschedule）：恢复是指在训练过程中当学

习者持续接受所有行为的负强化时，重置该学习者

及其强化变量的过程。在这种情况下，利用标准差

（Std）作为度量来确定是否需要恢复该学习者的强

化变量。其过程如下公式所示。

Schedule i =
ì
í
î

U ( 0,1 ),Std( Schedule i )= 0
Schedule i,Std( Schedule i )≠ 0

 .（34）

Xi =
ì
í
î

U ( lb,ub ),Std( Schedule i )= 0
Xi,Std( Schedule i )≠ 0

 . （35）

其中，Std（Schdulei）表示第 i个学习者不同维度的强

化变量的标准差，lb 和 ub 分别是下限和上限。此

外，U（a，b）是指在（a，b）之间均匀分布的随机值。

迭代：每两个刺激—评估—强化过程之间的时

间间隔称为一次迭代。它改变了学习者在优化过

程中的行为，被认为是一个时间间隔。在两段时间

间隔之间使用评估机制可以使具有较高优先级的

学习者在下一次迭代中有更多机会被利用。

局部强化学习的一次迭代逻辑具体如下所示：

（1）在初始化阶段随机生成强化变量、种群及其行

为；（2）在每次迭代中根据强化变量选择学习者及

其对应行为；（3）刺激每个学习者产生响应，利用适

应度函数生成新的适应度值并与行为做比较；（4）
根据响应施加正/负强化；（5）根据表现更新每个学

习者的强化变量及行为。全部迭代结束后，历史最

优适应度值将作为结果输出。

2. 3　变螺旋搜索机制

鲸 鱼 优 化 算 法（Whales Optimization Algo⁃
rithm， WOA）包括 3 个阶段：包围猎物、气泡网攻击

方式和搜索猎物。在搜索猎物时，鲸鱼根据目标位

置和当前位置进行螺旋式位置更新搜索时间，以缓

慢向上盘旋的方式寻找猎物并接近目标，如下公式

所示。

ì
í
î

ïï
ïï

x ( t + 1 )= xb + D ⋅ ebl ⋅ cos ( 2πl )
D = ||C ⋅ xb - X ( t )

 . （36）

其中，b 是可以改变螺旋形状的常数，l是在-1 到 1 之

间均匀分布的随机数。在变螺旋搜索机制中，b 被

设计为随迭代过程变化的变量以动态调节螺旋形

状，最终提高种群前期对未知区域的探索能力和后

期对最优位置附近的开发。改进后的公式被用来

替代原算法的公式（18），如下所示。

ì
í
î

ïï

ïïïï

x3 t
n = xb + b ⋅ D ⋅ el ⋅ cos ( 2πl )

b = e
-5 ⋅ cos ( π ⋅ ( 1 - t

tmax
) )

 . （37）

2. 4　改进算法

基于牛顿-拉夫逊优化算法的迭代逻辑加入局

部强化学习策略进行改进，构建改进的牛顿-拉夫

逊优化算法（INRBO）。在 INRBO 中，局部强化学

习策略中的学习者即牛顿-拉夫逊优化算法中种群

的个体，牛顿-拉夫逊优化算法的位置更新过程即

局部强化学习中的刺激过程。改进算法的控制流

程如图 3 所示。

牛顿-拉夫逊法是一种基于导数的迭代优化方

法，适用于快速找到非线性系统的极值点。在光伏

系统中，输出功率 P 与电压 V 的关系通常是非线性

的，该问题的目标是改变电压 V 使输出功率 P 最大

化，满足公式（6）的要求。牛顿-拉夫逊法通过计算

功率对电压的导数来更新电压值：

V n + 1 = V n - f (V n )
f ′ (V n )

 . （38）

f (V n )= dP
dV

 . （39）

f ′ (V n )= d2 P
dV 2  . （40）

图 3　部分强化学习改进的牛顿-拉夫逊算法控制流程

Fig. 3　Partial reinforcement learning improving newton-raphson 
algorithm control flow
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通过这种迭代，系统可以快速逼近最大功率

点。局部强化学习是一种基于试错的算法，通过奖

励机制来引导控制器的学习。在结合变螺旋搜索

机制优势的前期探索和后期开发能力后，该算法最

终能实现快速响应环境变化，适应复杂的光伏系统

动态特性。

INRBO 算法的伪代码如下所示。

3 仿真实验

3. 1　基准测试函数的仿真

CEC 基准测试函数作为用于验证优化算法的

常规优化能力的测试工具，被广泛应用于智能算法

的仿真实验中。在这一节中，本文所提出的 INRBO
算法在 CEC2021 基准函数的基础函数中与 NRBO
和改进的粒子群算法（IPSO）［17］进行仿真测试，以验

证 INRBO 在改进后寻优方面的有效性。其中 f1是

单峰函数，f2—f4是基础函数，f5—f7是混合函数，f8—f10

是组合函数。仿真次数为 30 次，其中平均值表示 30
次实验中每个算法寻到最优值的平均数，标准差表

示这些最优值的标准差，最优值表示每个算法在 30
次实验中的最优值。仿真结果如表 1 所示。

3. 2　模型搭建

本文根据光伏发电及其 MPPT 控制过程的原

理在 Simulink 中建模，如图 4 所示。

本文的研究对象是光伏发电系统的最大功率

跟踪，因此优化目标应该是光伏发电系统的有功功

率输出，优化问题是寻找最大值。结合 BOOST 升

压电路的电压关系，可得该光伏发电组件模型的最

优化目标函数 maxP=f（d）。

P =
V 2

pv ( 1
1 - d

)2

R
 . （41）

为了模拟光照、温度变化条件下的光伏发电功

率控制曲线，在不同的光照和温度条件下将所提出

的改进算法和传统的扰动观察法、电导增量法、近

期提出的信息获取优化算法（IAO）［18］以及 IPSO 进

行仿真模拟。该仿真组件的输入为光伏阵列输出

的电流电压，输出为占空比 d。当达到全局最优即

最大功率点时，输出的占空比趋于稳定，经脉冲宽

度调制（PWM）信号发生器控制绝缘栅双极晶体管

（IGBT）完成最终控制。

本文以型号为 Aavid Solar ASMS-185M 的多

晶硅光伏电池为例进行仿真建模，其标准测试参数

如表 2 所示。

初始化参数、种群及强化变量 Schedule，挑选最优个体 xb、最差个

体 xw

While t <  max_t
更新强化变量 Schedule；
利用公式（10）（15）生成 NRSR， ρ；
利用公式（16-18）（37）生成 x1n

t， x2n
t， x3n

t；

利用公式（18）更新个体的位置；

If rand<0.6
利用公式（21）生成陷阱避免算子取代现有位置

Else
更新最优个体 xb、最差个体 xw

End
If fx′<fx

接受响应，将 fx′赋值给 fx；利用公式（32）进行正强化学习；

Else
拒绝响应，利用公式（33）进行负强化学习，利用公式（34）（35）对强

化变量 Schdule和个体位置完成恢复过程；

End
End

表 1　基准测试函数仿真结果

Table 1　Results in benchmark test functions

函数

f1

f2

f3

f4

f5

f6

f7

f8

f9

f10

指标

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

平均值

标准差

最优值

IRBNO
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
1.42E-94
4.50E-94
0.00E-00

0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00
0.00E+00

RBNO
0.00E+00
0.00E+00
0.00E+00
6.46E+00
7.46E+00
4.12E-06

7.30E+00
6.68E+00
5.55E-28
1.28E-02
3.77E-02

0.00E+00
5.45E+01
7.02E+01
2.02E-33

3.88E+00
6.90E+00
7.65E-06

5.42E+01
6.62E+01
1.36E-06

9.26E+00
1.86E+01
0.00E+00
0.00E+00
0.00E+00
0.00E+00
1.06E+01
1.82E+01
1.44E-03

IPSO
4.00E+03
5.16E+03
7.21E-10

3.65E+02
3.63E+02
3.66E+00
2.87E+01
7.39E+00
1.84E+01
1.12E+00
5.08E-01
3.83E-01

2.02E+02
2.37E+02
2.26E+01
3.02E+01
4.31E+01
1.19E+00
6.04E+01
1.36E+02
5.11E-01

3.42E+02
3.50E+02
2.08E+01
9.87E-01

2.08E+00
8.77E-08

4.94E+01
1.24E+00
4.82E+01
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Boost 电 路 的 仿 真 参 数 为 ：C1=500 μ F，L=
7 mH，C2=10 F，R=20 Ω，开关频率 f=20 kHz，算
法迭代次数 max_t=20，种群数量 N=5。光伏组件

通过控制辐照度和环境温度，在 3 种不同环境下对 5
种 MPPT 方法进行仿真。

环境 1：温度 t=20 ℃，辐照度 S1=1 000 W/m2，S2

=500 W/m2，S3=800 W/m2。在该环境下，温度保

持不变，分别在 0 s，0. 3 s，0. 6 s 时设置光伏组件受

到光照的强度，观察 MPPT 控制系统的功率追踪

表现。

环境 2：辐照度 S=800 W/m2，温度 t1=25 ℃，t2

=40 ℃，t3=15 ℃。在该环境下，辐照度保持不变，

在 0 s，0. 3 s，0. 6 s 时调整光伏组件的温度，观察

MPPT 控制系统的功率追踪表现。

环境 3：辐照度 S1=500 W/m2，S2=1 000 W/m2，

S3=300 W/m2，温度 t1=25 ℃，t2=40 ℃，t3=20 ℃。

在仿真时间维度下粗略模拟光伏组件在中国北方

高原地区夏季晴朗白天的实际运行环境。在该环

境下，分别在 0 s，0. 3 s，0. 6 s 时设置光伏组件的辐

照度和温度，代表早晨、正午和傍晚，观察 MPPT 控

制系统的功率追踪表现。

该光伏电池在温度为 25 ℃时不同辐照度的电

压-电流曲线和功率-电压曲线如图 5 所示。

3. 3　结果分析

5 种 MPPT 算法的功率-时间波形如图 6-8 所

示，其中纵坐标表示电路输出的实时功率 P（W），横

坐标表示时间 t（s）。由图中可以看出，扰动观察法

和电导增量法作为传统的 MPPT 控制方法，不同的

环境条件对其控制产生的功率变化影响较小且难

以达到最大功率。鲁棒性作为这一领域的重要评

价指标，明显影响着设备的稳定和经济效益。 IAO
虽然能达到较好的寻优效果，但其鲁棒性表现极

差。 IPSO 在 MPPT 控制中的鲁棒性表现一般，尤

其是在初始阶段的持续震荡表现，难以维持稳定的

控制状态。环境条件发生变化后，INRBO 能迅速控

制输出占空比，在短时间内达到稳定状态。与 IP⁃
SO 相比，INRBO 鲜明地展示了智能算法的寻优特

图 4　光伏发电及其 MPPT控制模型

Fig. 4　Photovoltaic power generation and its MPPT control model
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表 2　Aavid Solar ASMS-185M 光伏电池的标准参数

Table 2　Standard parameters of Aavid Solar ASMS-185M 
photovoltaic cell

参数/单位

最大功率/W
最大功率点电压/V
最大功率点电流/A

开路电压/V
短路电流/A
光生电流/A

二极管饱和电流/A
二极管理想因数

并联电阻/Ω
串联电阻/Ω

值

184.68
36

5.13
45

5.55
5.563 8

2.139 9e-10

1.015 7
274.186 4
0.683 11

图 5　25 ℃下不同辐照度的电流-电压曲线和功率-电压曲线

Fig. 5　Current-voltage curves and power-voltage curves for 
different irradiances at 25 ℃

C
ur

en
t/

A

Voltage/V

6

4

2

0
5  10 15 20 25 30 35 40 45

1 kW/m2

0.85 kW/m2

0.7 kW/m2

200

150

100

50

0
5  10 15 20 25 30 35 40 45

1 kW/m2

0.85 kW/m2

0.7 kW/m2

P
/k

W

u/V

1109



第  57 卷太 原 理 工 大 学 学 报

性。忽略光伏组件在仿真环境中模拟不稳定，INR⁃
BO 输出的最大功率均优于 IPSO。

从图 6 中可以看出，INRBO 在仿真前期能以较

快速度稳定在最大功率附近。在 0~0. 3 s 时，温度

保持 t=20 ℃不变且辐照度减弱至 S2=500 W/m2，

INRBO 依然能迅速稳定工作，鲁棒性显著强于其他

两个算法。0. 6 s 后当温度保持不变辐照度变为 S3

=800 W/m2时，INRBO 发出的功率基本保持最大。

而 IAO 虽然在寻优能力方面良好，但在第一和第三

阶段的结果持续震荡，鲁棒性较差。

图 7 显示了在环境 2 下 5 种 MPPT 控制方法的

仿真表现。在环境 2 中辐照度保持 S=800 W/m2不

变。0~0. 3 s 时环境温度为 t1=25 ℃，此时 INRBO
的表现最好，几乎全程输出最大发电功率且无明显

影响发电效率的功率震荡出现。0. 3~0. 6 s 时环境

温度变为 t2=40 ℃，INRBO 保持稳定的高功率输

出。0. 6 s 后 t3=15 ℃，此时 INRBO 的输出功率趋

于稳定且能控制输出更大功率，效果显著。而 IAO
全程虽然能输出较好的功率，但鲁棒性表现最差。

图 8 显示了在环境 3 下 5 种 MPPT 控制方法的

仿真表现。环境 3 模拟了更为严苛的环境变化。0 
~0. 3 s 时环境温度为 t1=25 ℃，辐照度为 S=500 
W/m2。此时 INRBO 的表现依然最好，几乎全程输

出最大的发电功率且基本无明显影响发电效率的

功率震荡出现。 0. 3~0. 6 s 时环境温度变为 T2=
40 ℃，辐照度为 S=1 000 W/m2，INRBO 保持高效

的功率输出和优秀的鲁棒性。0. 6 s 后 t3=20 ℃，S3

=300 W/m2，此时 INRBO 的表现保持显著。 IAO
全程虽然能输出较好的功率，但整体表现持续震

荡，难以维持稳定输出。

表 3—5 展示了不同环境下两种智能算法在稳

定后的跟踪结果。从中可以看出，INRBO 在响应能

力和寻优能力方面表现均明显优于 IPSO。即使在

短时间内的突变环境下，INRBO 依然表现出优秀的

收敛精度和鲁棒性。作为鲁棒性较差的技术手段，

IAO 不进入本次仿真的范畴。   

4 结论

本研究主要针对光伏组件在实际发电过程中

的 MPPT 问题，对控制方法进行深入探究。本文介

绍并研究了光伏组件的输出特性并建立相应数学
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图 6　环境 1条件下 5种 MPPT算法的仿真结果

Fig. 6　Simulation results of five MPPT algorithms under 
condition 1
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图 7　环境 2下 5种 MPPT算法的仿真结果

Fig. 7　Simulation results of five MPPT algorithms under 
condition 2
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图 8　环境 3下 5种 MPPT算法的仿真结果

Fig. 8　Simulation results of five MPPT algorithms under 
condition 3

表 3　环境 1下稳定后的 MPPT智能算法跟踪结果

Table 3　MPPT intelligent algorithm tracking results after 
stabilization in condition 1

环境 1

时段 1

时段 2

时段 3

MPPT 算法

IPSO
INRBO
IPSO

INRBO
IPSO

INRBO

时刻/s
N\A
0.034
0.333
0.304
0.701
0.603

功率/W
N\A
141.4
106.3
109.3
129.9
166.3

电压/V
N\A
53.17
46.11
46.75
54.85
58.45

电流/A
N\A
2.659
2.307
2.884
2.743
2.922
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模型，提出了局部强化策略和变螺旋搜索策略改进

的 牛 顿 -拉 夫 逊 优 化 算 法 ，并 将 其 应 用 于 光 伏

MPPT 问题中。实验阶段在仿真电路里设置 3 种仿

真环境，每种仿真环境设置了三次参数变化以改变

光伏组件的最大发电功率［19］。在上述仿真条件下，

将 INRBO 与传统的扰动观察法、电导增量法以及

常见的粒子群算法进行了比较。仿真结果证明了

INRBO 具有较好的寻优能力且强大的鲁棒性，在

MPPT 优化问题中表现良好。得出如下结论：

1）INRBO 针对光伏发电 MPPT 问题中能得到

更准确的结果，这表明了 INRBO 在该问题中能寻

找到更符合要求的全局最优值，具有较好的全局收

敛能力。

2）INRBO 可以在复杂环境下以更快的速度解

决光伏发电的 MPPT 问题，这表明了 INRBO 有更

快的收敛速度，能适应复杂的工作环境，这为本研

究的实践化应用奠定了坚实的技术基础。

3）考虑在仿真过程中光伏发电组件本身的输

出震荡问题，INRBO 在仿真中表现出了更少的功率

震荡，这表明了 INRBO 具有较强的鲁棒性，能降低

震荡带来的功率损耗，具有更高的经济实用价值。

INRBO 作为一种专用的光伏发电 MPPT 算

法，控制表现良好。在未来的研究中，本算法依然

具有较大的改进潜力，可以与其他改进策略结合以

进一步提升其 MPPT 控制能力。

参考文献：
［1］ 孟青，杨智菲，许超，等 .基于离网型微电网系统的光伏逆变控制策略研究［J］.电工技术，2024（4）：4-9.
［2］ 李凯，姜新正 .基于改进粒子群区间二型模糊神经网络的 MPPT 控制研究［J］.太阳能学报，2024，45（5）：556-564.
［3］ 高浩田，李东喜，陈泽华，等 .基于交互式多特征融合算法的药物靶标预测［J］.太原理工大学学报，2024，55（4）：751-758.
［4］ 付光杰，王柏松 .基于改进 SCSO 算法的光伏 MPPT 研究［J］.现代电子技术，2024，47（10）：143-150.
［5］ 许守东，毕书奇，李世伟，等 . 考虑锁相暂态响应的光伏发电系统三相短路电流计算方法［J］. 电工电能新技术，2024，43（7）：

32-40.
［6］ Pandey A K，Singh V，Jain S.Maximum power point tracking algorithm based on fuzzy logic control using P-V and I-V charac⁃

teristics for PV array［J］.IEEE Transactions on Industry Applications，2023，59（4）：4572-4583.
［7］ Zhang Y，Wang Y J，Zhang Y，et al.Photovoltaic fuzzy logical control mppt based on adaptive genetic simulated annealing algo⁃

rithm optimized bp neural network［J］.Processes，2022，10（7）：1411.
［8］ Edara D C，Vanukuri LP，Sistla V，et al.Sentiment analysis and text categorization of cancer medical records with lstm［J］.Jour⁃

nal of Ambient Intelligence and Humanized Computing，2023，14（5）：5309-5325.
［9］ Raza A，Ans M，Khera A R，et al.Designing efficient materials for high-performance of non-fullerene organic solar cells through 

side-chain engineering on DBT-4F derivatives by non-fused-ring electron acceptors［J］.Journal of Molecular Modeling，2024，
30（6）：190-198.

［10］ Mudgal S，Dubey K P，Glasser Z，et al.Large optoelectronic chromatic dispersion in PN-type silicon photodiodes and photovol⁃
taic cells［J］.Optics Letters，2024，49（8）：2185-2188.

［11］ 葛津铭，尹贻波，李赫，等 . 基于直流侧电压等效补偿的光伏并网系统间谐波电流抑制策略［J］. 电网技术，2022，48（12）：
4886-4895.

［12］ 任志玲，毛奕栋 .基于改进黏菌算法的光伏多峰值 MPPT 控制［J］.太阳能学报，2024，45（2）：421-428.
［13］ Ravichandran S，Manoharan P，Pradeep J.Newton-Raphson-based optimizer：A new population-based metaheuristic algorithm 

for continuous optimization problems［J］.Engineering Applications of Artificial Intelligence，2024，134：108976.
［14］ Ida L M.Learning analytics as modes of anticipation：enacting time in actor-networks［J］.Scandinavian Journal of Educational 

Research，2024，68（2）：218-232.

表 4　环境 2下稳定后的 MPPT智能算法跟踪结果

Table 4　MPPT intelligent algorithm tracking results after 
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表 5　环境 3下稳定后的 MPPT智能算法跟踪结果
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46.4
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2.32

2.484
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