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基于增强FPN的Vision Transformer在文档布局分析
任务中的应用研究
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摘 要 相较于传统基于卷积神经网络（CNN）的方法，基于视觉变换器（Vision Transformer）的文档布局分析模型

通过多模态预训练机制，能够为下游任务提供鲁棒的语义与视觉表征 .当前，多尺度特征生成模块以及跨分辨率特

征融合过程，容易引发类别属性与边界细节的丢失，进而引发类别混淆与边界模糊问题 .针对这一瓶颈，提出了局

部特征增强生成（LFEG）和全局到局部特征增强融合（GLEF）技术，用于构建增强的特征金字塔网络（FPN）结构，以

实现新型的特征优化 .其中，局部特征增强生成模块优化 4个分辨率修改模块，生成多尺度特征，全局特征增强融合

则对传统自顶向下的融合方式进行了优化 .实验结果表明：所提出的增强FPN结构能够有效提升多尺度特征图的

类别一致性与边界清晰度，为基于Vision Transformer的文档布局分析的精度优化提供关键技术支撑 .
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Application research of Vision Transformer with enhanced FPN in 
document layout analysis tasks

Zhang Fa，Li Yanhong*，Wu Longyu，Long Han
（College of Computer Science， South-Central Minzu University， Wuhan 430074， Hubei China）

Abstract Compared with traditional methods based on Convolutional Neural Networks（CNN）， the document layout 
analysis model based on Vision Transformer can provide robust semantic and visual representations for downstream tasks 
through multi-modal pre-training mechanisms. However， the current multi-scale feature generation module and cross-

resolution feature fusion process are prone to causing the loss of category attributes and boundary details， which in turn 
leads to issues such as category confusion and blurred boundaries.To address this bottleneck，Local Feature Enhancement 
Generation （LFEG） and Global-to-Local Feature Enhancement Fusion （GLEF） techniques are proposed to construct an 
enhanced Feature Pyramid Network （FPN） structure for achieving novel feature optimization. Specifically， the LFEG 
module optimizes four resolution modification modules to generate the multi-scale feature， while the GLEF module 
optimizes the traditional top-down fusion approach. Experimental results demonstrate that the proposed enhanced FPN 
structure can effectively improve the category consistency and boundary clarity of multi-scale feature maps， providing key 
technical support for optimizing the accuracy of document layout analysis based on Vision Transformer. 
Keywords Vision Transformer； FPN； feature fusion； document layout analysis

文档是用于记录信息、传递思想的重要工具 . 同时，伴随着大型语言模型和检索增强生成系统的
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进步，自动读取、解析和理解高质量文档的技术变

得越来越重要 .然而，由于本身的特点，文档通常具

有复杂的结构 .
文档布局分析（Document Layout Analysis，DLA）

是一项旨在识别和理解文档中不同元素及其空间

与逻辑关系的技术任务，其核心目标是将文档内容

分割为具有语义意义的区域（如文本块、表格、图像

等，如图 1所示），并分析这些区域的布局结构和层

次关系 . 其最终目的是将非结构化的文档（如扫描

件、PDF）转化为结构化数据，便于后续大型语言模

型或检索增强生成等系统理解 .

然而，在实际场景中开展文档布局分析任务面

临着许多挑战：不同类型的文档具有不同的格式和

排版规则，这会增加元素识别的难度；文档可能存

在复杂的布局，如多层嵌套、图文混排等，可能导致

区域分割不准确；低质量的图像，其文本和图像元

素难以清晰辨识，从而影响布局分析的结果 .
在面对众多挑战时，需要模型提供更加精细的

特征来表示复杂的文档页面 . 目前，研究人员为了

充分利用文档中的丰富资源来表示复杂的文档页

面，提出了多种方法，这些方法可以分为基于单模

态特征和基于多模态特征的方法 .通常的单模态方

法对于复杂的页面表现不佳，为了能够实现更高的

准确率，在过去的几年中，DLA 算法逐渐倾向于基

于 CNN 融合［1］和基于 Vision Tranformer 融合［2-5］的多

模态方法 .
为了比较两种方式在布局分析任务中的性能

差异，本文总结了几种重要模型的实验结果，如表1所
示 .相较于基于CNN的方式，基于Vision Transformer［6］

的文档布局分析方法展现出了显著优势 .得益于其

架构中的注意力机制，Vision Transformer 能够在大

量未标注的数据集上预训练，这种预训练模型能够

高效且鲁棒地学习文档中复杂的多模态信息 .因此

当基于 Vision Transformer 的方法作为文档布局分

析任务的主干网络时，其蕴含的丰富语义和视觉上

下文信息能够显著提升模型的性能 .
为了能够进一步提升模型的检测精度，本文发

现，基于 Vision Transformer 的现代文档布局分析模

型通常使用 4 个分辨率修改模块来生成多尺度特

征，然后通过特征金字塔网络（FPN）［7］融合不同尺

度的特征图 .但是，4个分辨率修改模块在生成多尺

度特征和后续的融合阶段中，通常会导致部分特征

信息的丢失 . 在文档图像中，一些重要的边界信息

图1 文档布局分析任务可视化

Fig.  1　Visual representation of document layout analysis task
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和类别特征能够较大程度地影响检测的准确性 .具
体来说，在原始特征金字塔的自顶向下方式中，往

往通过上采样方式扩大高层特征图，再与低层特征

相融 . 但是，简单的上采样粗特征融合会严重导致

类别不一致、特征边界模糊问题，使得特征图丢失

大量至关重要的信息 .
在Chen提供的方法中［8］，使用自适应低通滤波

器（ALPF）生成器、偏移生成器、自适应高通滤波器

（AHPF）生成器 3 个组件能够有效地解决类别内不

一致和边界位移问题 . 所以，为了进一步提高文档

的特征表示，结合CHEN提供的方法，本文在分辨率

修改模块扩大特征图时，恰当地加入融合策略，使

得各个尺度的特征图更清晰地表示出各个类别和

边界；同时，文档中每个元素的大小有着不小的差

异，比如单个标题与大段的文段或者整页的图像、

表格 . 为了使各个尺度的特征图能够适应这些差

异，本文在特征金字塔网络的融合阶段使用不同的

参数，控制模型在不同大小的特征图中有不同的感

受野，这样模型能够在不同的尺度下捕捉图像的特

征，使模型能够有效地检测不同尺度的目标 . 本文

的贡献如下：

（1）本文提出使用局部特征增强生成来缓解生

成FPN输入时的特征图信息丢失；

（2）在 FPN 融合阶段设计融合器有不同参数，

使整个结构能感受到不同尺度的元素，增强了模型

检测不同尺度元素的能力的同时，使得特征图更加

清晰地表示类别特征和边界；

（3）融入本文的基于 Vision Transformer 文档布

局方法后，现有模型的检测精度均有不同程度的

提高 .

1　相关工作

1.1　文档布局分析方法

文档布局分析方法已被广泛研究 .早期基于规

则的方法［9-13］一般只能用来处理版面相对固定并清

晰的文档图像 . 随着文档越来越复杂，传统方法面

临难以设计和容易出错的问题 . 随后，深度学习被

引入文档布局分析任务中 .基于深度学习的方法大

致可以分为基于单模态特征的方法和基于多模态

特征的方法 . 对于基于单模态特征，早期工作直接

使用卷积神经网络（CNN）［14］编码的视觉特征进行布

局单元检测，并已被证明是有效的 . Faster-RCNN架

构［15］的提出成为文档目标检测领域的重要里程碑，

其创新的区域建议网络（RPN）机制显著提升了页面

分割任务的处理效率与定位精度 . 随后发展的

Mask-RCNN［16］架构通过集成掩膜预测模块实现了

创新性改进，在应对复杂版面布局（如具有密集多

栏排版结构的报纸版面）时展现出卓越的像素级分

割精度，为文档图像解析技术树立了新的性能标杆 .
Saha 团队［17］在 ICDAR2017 POD 基准测试中构建了

基于迁移学习的 Faster-RCNN 改进框架，专门用于

检测数学公式、表格和图表等细粒度页面元素 .
YOLO［18］是一种在物体检测方法中领先的算法，在

自然图像上的准确性和速度方面都表现出色 .为了

进一步提高 YOLO 在文档图像处理上的性能，Zhao
等［19］将网络调整为适合文档数据的特定特征，同时

引入了全局到局部可控感受野模块（GL-CRM），使

模型能够有效地检测不同尺度的目标 .
然而，仅依靠视觉特征可能会忽略文本语义和

全局结构信息，导致对复杂排版（如多栏混杂、嵌套

表格）的解析能力有限 . 为了克服仅依靠视觉特征

的不足，研究人员开始探索同时考虑视觉和语义特

征的方法，这就是基于多模态特征的方法 .Zhang
等［1］结合计算机视觉和自然语言处理的方法，为文

档布局分析提出了一个统一的框架 VSR.VSR 通过

文档图像引入视觉，通过文本嵌入映射引入语义；

然后，使用双流网络提取特定于模态的视觉和语义

特征，这些特征被自适应融合以充分利用互补信息 .
为了融合两个模态，李玉腾［20］提出一种单粒级文本

特征与视觉特征的融合方法，即将文本特征和视觉

特征相加，然后将融合后的多模态特征输入骨干网

络，提取多尺度特征，并在提取过程中多次融入文

本特征，以丰富特征信息，实现多模态特征的深度

融合，该方式把文本特征同时融入到低层和高层特

征中，可以使特征图中的信息更加丰富 . 两个模态

的特征信息互补，有效利用了不同模态的特征 . 该
方式被证明性能大大优于以前的单模态模型 .

近年来，文档预训练已取得显著成功 . 其中

表1　DLA任务中基于CNN与基于Transformer方式结果对比

Tab. 1　Comparison of CNN-based andTransformer-based approaches 
in DLA Tasks

model
ResNeXt-101

DiT-Base
LayoutLMv3-Base

VGT
DoPTA-HR

PubLayNet
93.5
94.5
95.1
96.2
94.9

DocBank
77.4
79.6
78.3
84.1

-

D4LA
65.1
67.7
60.5
68.8
70.7
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Document Image Transformer（DiT）［2］使用图像进行预

训练，不依赖于任何人工标记的文档图像，仅从大

规模未标记数据中学习每个文档图像内的全局补

丁关系；同时，它在DLA上也获得了良好的性能 .但
是，该方式仅依赖图像的像素信息，仍然只能利用

视觉信息进行文档布局分析的微调 .为了更大程度

地利用文档中有价值的信息，LayoutLMv3［3］首次在

没有 CNN 的情况下统一文本和图像两个不同的模

态，降低了时间和空间复杂度，构建了一个简单而

高效的统一多模态框架；同时，针对文本和图像模

态的预训练目标存在嵌入不对齐以及模型参数量

大等问题，温绍杰等［21］提出了一种基于 Transformer
的多模态级联文档布局分析网络（MCOD-Net），使用

了 3种预训练目标即掩码语言建模、掩码图像建模

和词块对齐，以促进模型在文本和图像模态上的表

征学习能力 .Da 等［4］提出了 VGT，一种双流多模态

Vision Grid Transformer 文档布局分析模型，其中

Vision Transformer 用于视觉流，Grid Transformer 被
用来直接建模 2D 语言信息 .为了增强 token 级和段

级别的语义理解，提出了用于 GiT 预训练的掩码网

格语言建模（MGLM）和段语言建模（SLM）目标；同

时，GiT 将语言信息渲染为 2D 网格特征，这些特征

在空间位置上与图像信息自然对齐 .为了更好地融

合图像特征与文本特征，DoPTA［5］提出了一种新颖

的图像-文本对齐技术，专门用于利用文档图像中的

文本信息来提高视觉任务的性能 . 最终，两个模态

信息的互补提升了DLA任务性能 .
1.2　特征金字塔网络（FPN）

文档元素的大小差异显著——从简短的标题

到长篇的段落，甚至整页的图像和表格 . 准确检测

出这些不同大小的组件要求网络学习丰富且语义

上有意义的多尺度特征表示 .一种广泛采用的解决

方案是使用特征金字塔网络（FPN）［7］，该网络是专

门为解决目标检测中的尺度变化挑战而设计的 .
FPN于 2017年提出，它以最小的额外计算成本增强

了多尺度特征表示 .这是通过引入一个带有横向连

接的、自顶向下的路径来实现的，该路径融合了来

自网络不同深度的特征 .具体来说，较高层次（语义

丰富但分辨率较低）的特征图通过最近邻插值等方

法进行上采样，然后通过横向连接与较低层次（高

分辨率但语义较少）的特征进行合并 . 这些横向连

接使用卷积层来匹配较低层次特征的通道维度与

上采样后的较高层次特征的通道维度，从而实现逐

元素的融合 .通过结合浅层网络的空间细节信息和

深层网络的丰富语义信息，FPN能够有效地捕捉多

尺度的目标特征，从而显著提升检测性能——特别

是在处理文档图像中的小型元素和可变大小元

素时 .

2　方法论

2.1　局部特征增强生成

目前大多数Vision Transformer文档布局分析模

型基于 VIT-Base［6］、采用了 12 层的 Transformer 编码

器构建，使用第［3，5，7，11］ Transformer块输出构建

特征金字塔网络 .将第 3层、第 5层分别使用反卷积

进行两次上采样，一次上采样，使得对应特征图分

辨率扩大为原始编码块输出的四倍、两倍，用来当

作特征金字塔网络的下两层 .使第 7层分辨率保持

不变，第 11层使用最大池化将对应特征图分辨率缩

小两倍，用来当作特征金字塔网络的上两层 . 通过

观察变化的特征图，发现该过程通常会导致部分特

征信息的丢失 .如图 2所示，首先观察子图 2（a）中的

作者信息栏，进行特征提取后能够获取到具有代表

性的特征图（图 2（b）），发现该部分特征图能够清晰

地表示作者信息栏板块 .但后续使用原始上采样进

行操作后，观察子图 2（c）可以看出信息丢失十分严

重，已经无法清晰反应出作者信息栏板块 . 在文档

图像中，一些重要的边界信息和类别特征，往往能

够较大程度地影响检测的准确性 .
因此，本文在 Vision Transformer 中重构了特征

金字塔网络的生成过程，如图3所示 .
具体来说，首先重新处理第［3，5，7，11］ Transformer

编码器输出 .为了能够最大程度地减少特征图在变

化过程中的信息丢失，本文提出局部特征增强生成

模块（LFEG）.局部特征增强生成模块的核心是使用

融合策略，恰当的融合方式，能够同时捕捉到低级

高分辨率特征和高级初略特征特有的细节和语义

信息 . 对于融合模块，本文采用了频率感知特征融

合模块，该模块通过自适应地平滑高层特征、在附

近重采样类别一致的特征以及增强低层特征的高

频分量，有效解决信息丢失的问题 . 对于需要扩大

分辨率的特征图，首先使用反卷积进行初始扩张 .
将原始分辨率特征图送入自适应低通滤波器生成

器（ALPF Generator），用于平滑高级特征，减轻特征

不一致；然后，对该特征图进行上采样，并使其与扩

展后的特征图对齐 .将扩大分辨率的特征图送入自
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适应高通滤波器生成器（AHPF Generator），以增强

详细边界信息；之后，将其与发送到自适应高通滤

波器前的特征图进行融和；最后，将通过自适应低

通滤波器生成器和自适应高通滤波器处理后的特

征进行相加，得到最终的融合特征 .通过观察图 2中

使用局部特征增强模块后的特征图 d），可以看出，

使用该模块后，特征图分辨率的扩大能够最大程度

地保留原始特征信息 .这使得本文可以构建出综合

的金字塔网络输入特征集合 X，它包含了一组保留

了大量原始特征信息的输入特征，具体见下式：

X = { XTDlayer3 - up4 ×，XTDlayer5 - up2 ×，XTDlayer7，
XTDlayer11 - dw2 × } . （1）

以下讨论第［3，5，7，11］ Transformer 编码器

输出 .
第 3 层 Transformer 块输出处理：使用该层构建

特征金字塔网络的最底层，需要把特征图分辨率扩

大四倍，即对原始特征图进行两次反卷积上采样操

作，所以需要进行两次融合，具体实现如下：

Xup2 × = ConvT2D(XTDlayer3 )， （2）
X͂ = FUP (FLP (XTDlayer3 ) )，X͂up = FHP (Xup2 × ) + Xup2 ×，（3）

X fusion = GELU(BN( X͂ + X͂up ) )， （4）
Xup4 × = ConvT2D(X fusion )， （5）

XTDlayer3 - up4 × = { FUP (FLP (X fusion ) ) } +
{ FHP (Xup4 × ) + Xup4 × } . （6）

第 5 层 Transformer 块输出处理：该层只需要扩

大两倍，只需进行一次融合，具体实现如下：

图2 原始特征图、上采样后的特征图、局部增强后的特征图可视化

Fig.  2　Visualization of original feature maps， upsampled feature maps， and locally enhanced feature maps

2×2
Trans ConvNorm FreqFusion

GELU

GELU

Block Block

Block

MaxPool

Block

TDlayer3

TDlayer5

TDlayer7

TDlayer11

LFEG

Xi

Xi

X up
i

X fusion
i

X fusion
i

X fusion
i

(C, 2H, 2W)

(C, 4H, 4W)

(C, 2H, 2W)

(C, 2H, 2W)

(C, H, W)

(C, H, W)

(C, H, W)

图3 使用局部特征增强生成模块生成特征金字塔网络

Fig.  3　Generating a feature Pyramid network using a local feature enhancement generation module
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Xup2 × = ConvT2D(XTDlayer5 )， （7）
XTDlayer5 - up2 × = { FUP (FLP (XTDlayer5 ) ) } +

{ FHP (Xup2 × ) + Xup2 × } . （8）
第 7 层 Transformer 块输出处理：该层需要保持

分辨率，无需进一步处理，与 Transformer 块输出

一致：

XTDlayer7 = XTDlayer7. （9）
第 11层Transformer块输出处理：该层构建特征

金字塔最顶层，为最小分辨率，因此需要使用最大

池化将分辨率进行缩小，具体实现如下：

XTDlayer11 - dw2 × = MaxPool (XTDlayer11 )， （10）
其中，FUP 表示上采样，FLP 表示由 ALPF生成器通过

3 × 3卷积层和 Softmax层对初步融合特征Zl进行预

测，得到空间变化的低通滤波器，其过程表示为：

V̄ l = Conv3 × 3 (Zl )， （11）
W̄ l，p，q

i，j = Softmax (V̄ l
i，j )， （12）

式中 V̄ l ∈ Rk̄2 × 2H × 2W 表示空间变化的滤波器权重；k̄
表示低通滤波器的内核大小，l表示层级索引，q表

示位置索引，( i，j ) 表示坐标信息 . 其中，FHP 表示由 
AHPF 生成器通过3 × 3卷积层、Softmax层和滤波器

反转操作对初步融合特征Zl进行预测，得到空间变

化的高通滤波器，其过程表示为：

V̂ l = Conv3 × 3 (Zl )， （13）
Ŵ l，p，q

i，j = E - Softmax (V̂ l
i，j )， （14）

式中 V̂ l ∈ Rk̄2 × H × W表示高通滤波器，E表示基础权重 .
2.2　全局到局部特征增强融合

在原始特征金字塔的自顶向下方式中，往往通

过上采样方式扩大高层特征图再与低层特征相融

合，可以表述为：

X fusion = FUP (Xj ) + Xi， （15）
其中 Xi ∈ RC × 2H × 2W，Xj ∈ RC × H × W，分别为主干网第 i
层和第 j层的输出特征，在 VIT 中，能够确保它们有

相同的通道数 .
尽管这类方法在学术界和工业界得到广泛采

用，但其采用的基础特征融合范式仍存在两个制约

密集预测性能的关键缺陷：类别内不一致和边界位

移 .标准融合在纠正这些不一致的特征方面存在不

足，并且其中的简单插值甚至可能通过将单个不一

致的特征上采样到多个不一致的像素而加剧问题 .
已有研究进一步揭示［22-24］，直接插值方法容易引发

预测边界的过度平滑效应，应用到文档图像时这种

伪影会显著降低几何敏感区域（如文字行边缘、表

格交线）的定位精度 .此外，当前方法对浅层特征中

蕴含的高分辨率边界线索缺乏有效的跨层级整合

机制，导致细粒度结构信息的利用率不足 .
图 4展示了一个文档图像中不同元素在尺寸上

相差较大的案例，所以不同于自然图像，处理文档

图像时金字塔融合阶段需要处理这种尺寸差异

问题 .

针对上述两个问题，本文首先把原始特征金字

塔的自顶向下方式中的标准融合范式替换为频率

感知特征融合模块 . 具体来说，当上层特征处理结

束后不使用传统的上采样操作，直接与低层经过侧

向卷积后的特征一起送入频率感知特征融合模块

进行处理，如图 5所示，这在图 1的中间层特征图可

视化中可以证明是有效的；其次为了更好地处理文

档中的尺度变化挑战，在融合模块的编码器中，本

文定义了不同的核大小来控制编码器的感受野大

小，k = [ k1，k2，...，kn ].这种方法可以获得一组不同编

码器表示：
Encoder = { E (k1 )，E (k2 )，...，E (kn ) }， （16）

其中E表示编码器，ki表示不同大小核 .
为了使用不同参数的编码器处理元素变化，本

文使用了全局到局部的设计思想［19］，如图 6所示，该

方法把整个文档页面定义为 3个级别：全局级别-块

图4 文档图像中的元素大小差异对比

Fig.  4　Comparison of element size differences in document images
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级别-局部级别 .该架构能够从全局上下文到子块区

域再到局部语义信息感知不同级别的特征表示 .
对于全局级别，本文使用特征金字塔网络上层

表示，该层捕获全局语义 . 所以在上层的融合模块

中使用 k = 7 参数控制编码器，对于低分辨率特征

图，大内核通常能够覆盖整个特征图，因此能够做

到全局信息聚合，保留整个页面元素细节 .
对于块级别，本文使用特征金字塔网络中间层

表示，同时使用 k = 5参数控制编码器，适当的核大

小能够感知类似文档子块的中尺度元素 .
对于局部级别，本文使用特征金字塔网络底层

表示，对于高分辨率特征图，包含丰富的细节信息 .
较小的卷积核能更精细地处理局部区域，避免过度

平滑，因此使用 k = 3的参数控制编码器捕获更多纹

理细节 .
通过这种方法能使整个金字塔特征网络结构

具有从全局上下文到局部语义信息的层次感知能

力 .本文把上述整个过程定义为全局到局部特征增

强融合（GLEF），具体表现为：

X = FreqFusion(ki ) (Xi，Conv(Xj ) )， （17）
以自顶向下为例，其中Xi，Xj分别表示特征金字

塔网络中前一层输出的特征和后一层经过横向卷

积输出的特征 .k表示对应级别的参数值 .FreqFusion

表示频率感知特征融合模块 .

3　实验

3.1　数据集和评估标准

为了评估本文方法的有效性，在目前最复杂的

公开数据集D4LA（https：//www.modelscope.cn/datasets/
iic/D4LA）上进行实验，该数据集由 VGT 作者公布，

包含 11092张带噪声图像，涵盖了 12种不同的文档

类型，包含了 27 个类别，训练集包含 8868 张图像，

测试集包含 2224 张图像 .为了评估指标，本文使用

了 COCO［25］风格的标准平均精度（mAP）指标来评

估，采用交并比（IoU）阈值区间来评估检测精度，该

区间覆盖从 0.50到 0.95的范围，以 0.05为间隔逐步

递增 .然后计算这些 IoU 层级上平均精度的算术平

均值，确保与其他模型的对比具有规范性和可比性 .
变量及公式定义如下：

（1） True Positives（TP）：文档元素中的正例被正

确地划分为正例的样本数量；

（2） False Positives（FP）：文档元素中的负例被

错误地划分为正例的样本数量；

（3） False Negatives（FN）：文档元素中的正例被

错误地划分为负例的样本数量；

（4） True Negatives（TN）：文档元素中的负例被

正确地划分为负例的样本数量 .
精确率P表示被预测为正样本中实际为正样本

的概率，计算公式为：

P = TP
TP + FP . （18）

召回率R表示预测结果中正样本被正确预测的

概率，计算公式为：

R = TP
TP + FN . （19）

AP指处于不同置信度时，不同的P和R组成的点

连起来所构成曲线围成的面积；AP50指交并比为0.5
时，由不同的P和R组成的点所构成曲线围成的面积 .

全局级别
k=7

块级别
k=5

局部级别
k=3

图6 全局到局部设计思想示意图

Fig.  6　Illustration of the global-to-local design philosophy

2× up 

1×1 conv + 1×1 conv FreqFusion

a) 原始FPN融合 b) FreqFusionFPN融合
 

图5 原始FPN融合结构与FreqFusionFPN融合结构

Fig.  5　Original FPN fusion structure and FreqFusionFPN fusion structure
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mAP就是文档所有元素类别的AP之和除以类

别数目 .mAP作为衡量文档布局分析任务的精度的

重要指标，计算公式为：

mAP = 1
|classes| ∑

c ∈ classes
|TPc||FPc| + |TPc| . （20）

3.2　实施细节

本文整个实验基于 Detectron2 框架［26］，使用

Cascade R-CNN［27］作为检测器，采用 AdamW 算法进

行优化 . 为了测验本文方法的有效性，分别使用

目前现有开源的基于 Vison Tranformer 的文档布

局方法作为主干网络，比如 VGT［4］、DiT-Base［2］、

LayoutLMv3-Base［3］，沿用其基本配置：采用 12 层

Transformer 编码器，12 头注意力，输入图像尺寸为

224×224，编码维度 D=768，patch 大小为 16，然后替

换其中的FPN为本文的方式 .在整个D4LA数据集下

进行的实验，采用批量大小为 6，学习率设置为

0.0001，进行35000次迭代 .实验环境如表2所示 .

4　主要结果

表 3 和 图 7 总 结 了 本 文 在 VGT、DiT-Base、

表2　实验环境

Tab.  2　Experimental environment
名称

操作系统

框架

CPU
GPU

配置信息

Ubuntu 22.04
Pytroch 2.0.1+Cuda 11.7

Intel（R） Xeon（R） Silver 4108
RTX A6000

表3　D4LA 验证集上mAP @ IOU ［0. 50：0. 95］
Tab. 3　mAP @ IOU ［0. 50：0. 95］ on D4LA validation set

Model
LayoutLMv3-Base

DiT-Base
VGT

LayoutLMv3-Base-EnFPN
DiT-Base-EnFPN

VGT-EnFPN
Model

LayoutLMv3-Base
DiT-Base

VGT
LayoutLMv3-Base-EnFPN

DiT-Base-EnFPN
VGT-EnFPN

Model
LayoutLMv3-Base

DiT-Base
VGT

LayoutLMv3-Base-EnFPN
DiT-Base-EnFPN

VGT-EnFPN
Model

LayoutLMv3-Base
DiT-Base

VGT
LayoutLMv3-Base-EnFPN

DiT-Base-EnFPN
VGT-EnFPN

Model
LayoutLMv3-Base

DiT-Base
VGT

LayoutLMv3-Base-EnFPN
DiT-Base-EnFPN

VGT-EnFPN

DocTitle
67.2
73.1
72.6
68.8
73.9
72.7

FigureName
34.8
51.8
46.6
41.4
52.1
54.6

OtherText
50.9
59.2
60.0
54.2
60.2
60.9

ParaText
80.4
86.4
86.2
82.8
86.4
85.7

Reference
77.4
83.4
85.6
78.6
83.5
84.6

ListText
56.0
70.6
71.3
62.2
70.7
71.4

Footer
73.9
81.2
79.7
75.3
79.6
80.6

Abstract
64.9
73.8
80.4
67.1
73.5
81.4
Date
62.6
69.7
71.3
64.3
68.9
70.2

PageFooter
61.6
65.5
66.5
64.3
66.8
66.7

LetterHead
80.4
82.2
82.3
78.5
81.0
84.5

Number
82.1
83.2
83.2
82.8
83.6
83.0
Table
82.1
86.2
86.0
82.5
87.3
87.7

LetterSign
60.4
71.6
75.5
62.1
72.4
74.7

PageNumber
51.3
58.3
58.7
54.8
58.2
58.9

Question
38.3
55.0
63.9
48.3
66.7
72.1

ParaTitle
54.2
63.2
63.0
58.0
62.9
64.1

Equation
12.1

9.2
19.9

5.6
23.5
19.1

RegionKV
59.2
68.8
70.1
61.9
68.5
69.9
mAP
60.9
67.7
68.8
62.8
68.5
70.0

RegionList
72.1
80.1
80.2
72.9
80.1
80.7

RegionTitle
59.6
67.5
67.2
60.5
66.6
67.0

PageHeader
52.8
56.5
56.9
56.2
57.2
57.1

Author
56.6
66.0
67.6
60.5
66.5
66.7

TableName
63.1
68.4
68.4
67.7
67.8
67.6

LetterDear
69.6
74.5
76.7
70.6
73.7
75.7

Catalog
48.6
44.8
40.9
38.9
41.5
56.7

Figure
72.5
77.2
76.7
74.5
77.3
76.8
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LayoutLMv3-Base 中结合增强 FPN 之后与原始 FPN
性能的对比，结果以不同文档元素的平均精度

（mAP）来衡量 .

根据表 3 和图 7 可以得出，通过本文方法进行

特征金字塔网络的增强后，能够在现有基于 Vision 
Transformer 的文档布局分析方法中实现 mAP 以及

AP50 指标的显著改进 . 对于 LayoutLMv3-Base 实现

了 1.9 的 mAP 和 1.5 的 AP50 提升，DiT-Base 实现了

0.8 的 mAP 和 1.2 的 AP50 提升，VGT 实现了 1.2 的

mAP和0.6的AP50提升 .
为了更直观地展现出本文方法的提升效果，实验

中对经过整个FPN结构的特征图部分通道进行了可

视化，如图8所示，可以观察到，文档在经过传统FPN
中的上采样扩大分辨率融合后，一定程度上造成了

类别特征不一致和边界位移导致的信息丢失，而本

文方法在经过局部特征增强生成和全局到局部增

强融合后，能够有效地解决文档中信息丢失的问

题，维持了相同类别特征的一致性，获得更为清晰

的边界，使得整个特征图具有更为精细的特征表示 .

5　消融实验

最后对提出的整个增强结构在 LayoutLMv3-

Base中进行消融实验，结果如表4所示 .

基于消融实验分析，本研究验证了局部特征增

强生成（LFEG）和全局到局部特征增强融合（GLEF）

两个模块对基于Vision Transformer的文档布局分析

模型具有性能优化的作用 . 实验表明，独立引入

LFEG 或 GLEF 均能显著提升基准模型的平均精度

（mAP）与交并比为 0.5 的精度（AP50）. 进一步联合

两个模块后，性能增益效果显著超越单模块，表明

LFEG与GLEF在特征学习层面具有互补性，二者的

协同作用实现了多尺度特征生成与跨层次特征融

合的联合优化，从而能够在复杂文档页面中显著提

升综合检测精度 .

6　可视化案例

图 9 展示了使用 VGT 在原始 FPN（a）和增强

FPN（b）两种情形下的检测结果，相较于原始的FPN
结构，本文的方法能够对表格、公式这些具有复杂

结构的文档元素进行高置信度的检测，不会产生漏

图7 各模型FPN和增强FPN中mAP和AP50变化趋势

Fig. 7　The change trend of mAP and AP50 in FPN and enhanced FPN 
of various models

图8 特征图可视化

Fig.  8　Feature map visualization

表4　消融实验结果

Tab.  4　Ablation experiment results
Ablation

LFEG

√

√

GLEF

√

√

D4LA
mAP
60.9
62.4

↑1.5
62.7

↑1.8
62.8

↑1.9

AP50
74.5
75.9

↑1.4
75.8

↑1.3
76.0

↑1.5
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检情况；同时观察文档中类似文段标题的元素，因

为夹杂在大段文段文字中间，原始方式通常会因为

无法适应这种程度的尺度变化而出现无法识别 .而
本文方法得益于特征图的增强，同样能够在高置信

度的情况下预测出该部分精确的检测框 .这些定性

结果证明了本文方法对这些基于Vision Transformer
的文档布局方法具有很强的特征增强效果 .

7　结论

以往文档布局分析任务中使用Vision Transformer
方式时易出现特征信息丢失的问题，对此本文使用

了局部特征增强生成和全局到局部特征增强融合

方式来加强特征金字塔网络在处理文档时生成多

尺度特征的效果 . 实验结果和特征图可视化表明：

本文方法能够为Vision Transformer用于文档布局分

析任务时实现更为精细的特征表示，为提升检测精

度提供了支撑 .
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