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基于图滤波与自表示的无监督特征选择算法
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摘要:针对现有方法未考虑数据的高阶邻域信息而不能完全捕捉数据内在结构的问题,提出

一种基于图滤波与自表示的无监督特征选择算法.首先,将高阶图滤波器应用于数据获得其

平滑表示,并设计一个正则化器联合高阶图信息进行自表示矩阵学习以捕捉数据的内在结

构;其次,应用l2,1范数重建误差项和特征选择矩阵,以增强模型的鲁棒性与稀疏性选择判别

的特征;最后,用一个迭代算法有效地求解所提出的目标函数,并进行仿真实验以验证该算

法的有效性.
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处理大量高维数据不但需要花费大量的计算资源,而且包含许多噪声特征会降低算法的学习性



能.为选择最有价值的特征提升数据处理效率,特征选择近年来备受关注,并在文本分类[1]、图像处

理[2]和生物信息学[3]等领域广泛应用.根据是否使用标签信息,特征选择方法可分为有监督特征选

择、半监督特征选择和无监督特征选择[4].根据特征选择策略的不同,特征选择方法又可分为过滤式

方法、包装式方法和嵌入式方法[5].由于无法使用标签信息,无监督特征选择更具有挑战性,因此本

文主要考虑无监督特征选择算法.
在无监督场景中,特征选择的关键是如何从原始特征空间中估计数据的内在结构,并识别准确保

留结构的特征子集.为估计潜在的结构信息,不同类型的图结构与数据的自表示学习得到广泛研究.
Chen等[6]将学习灵活最优图用于特征选择;Yuan等[7]通过具有自适应图约束的凸非负矩阵分解进行

选择特征;You等[8]使用多组自适应图进行特征选择;Zhang等[9]提出了一种基于自适应图学习和约

束的无监督特征选择算法;Du等[10]通过保持全局和局部结构,学习了用于特征选择的自适应图;Nie
等[11]结合l2,0范数约束与优化图进行特征选择;Zhu等[12]选择了能很好重建原始数据的特征;Zhao
等[13]提出了一种带有数据重构的图正则化特征选择;Li等[14]将重构函数学习过程嵌入到特征选择中.

尽管上述方法取得了很好的性能,但仍存在一定的局限性:1)数据不是平滑的,易受噪声异常值

的影响;2)在建模时忽略了图结构的高阶邻域信息,不能实现更细致聚类结构的识别.针对这些不

足,本文提出一种基于图滤波与自表示的无监督特征选择算法.首先构造k近邻图,通过其不同阶邻

域图的加权组合得到一个富含高阶邻域信息的图滤波器,并将图滤波器作用于数据得到其平滑表示,
然后同时执行自表示学习和特征选择.为更细致地捕捉数据的内在结构,设计一个正则化器以最小化

自表示矩阵与图滤波器之间的差异,利用其高阶邻域信息实现更好的数据重建.此外,将l2,1范数应用

于重建误差项和特征选择项,以增强其鲁棒性与行稀疏性,实现更好的特征选择性能.本文算法将图

滤波器作用于原始数据获得其平滑表示,聚类假设相邻较近的点更可能位于同一簇中,因此平滑后数

据有助于后续的特征选择任务;将数据图结构的高阶邻域信息融入自表示学习中以实现对数据内在结

构更好的重构.

1 预备知识

1.1 基本概念

对数据X∈ℝn×d,n表示样本数量,d表示特征维度,其中X 的第i行表示为Xi∈ℝ1×d,l2,1范数

定义为

‖X‖2,1=∑
n

i=1
∑
d

j=1
X2

ij .

1.2 图滤波器

真实世界的信号通常是平滑的,图滤波器可在尽量保留图像细节特征的基础上对目标图像的噪声

进行抑制,是图像处理中不可或缺的操作.数据的图结构作为表示数据局部结构的一种重要方式在无

监督特征选择任务中具有重要作用,本文采用的k近邻图具体形式可表示为

Sij =
exp-‖Xi-Xj‖2

δ{ }2 ,Xi 与Xj 是邻居,

0, 其他

ì

î

í
ïï

ïï ,
(1)

其中δ为高斯函数中带宽,其值为不同样本间欧氏距离的中值.尽管直接使用相似性图S∈ℝn×n可获

得良好的结果,但仍存在一定的局限性.相似性图S不是光滑的,图中元素大部分为0.相似性图仅考

虑一阶邻域关系,这样的权重不能完全捕捉样本与簇之间的联系.
根据相似性图S可得到其对应的对角矩阵DS∈ℝn×n、对称转换矩阵G=D-1/2

S SD-1/2
S 和归一化

Laplace矩阵L=I-G,DS 中第i个对角元素为∑
d

j=1
Sij.样本之间的二阶关系可通过G2=G×G 获得.

类似地,可使用一系列矩阵G2,G3,…,G∞获得样本的不同高阶邻域信息.将这些矩阵以如下形式聚合

获得图滤波器:
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A=∑
∞

t=0
wtGt, (2)

其中wt 为权重系数,G0 为单位矩阵.采用热核扩散过程确定不同图聚合的权重系数,即

wt=e-ηηt

t!
, (3)

其中η表示温度的非负值,且∑
∞

t=0
wt=1,wt∈[0,1].通过合并式(2)与式(3),可得图滤波器的具体形

式为

A=e-η∑
∞

t=0

ηt

t!G
t=∑

∞

t=0

(-η)t
t! Lt=exp{-ηL}. (4)

其中最后两个方程根据矩阵指数的定义成立.基于此图滤波器可获得数据的平滑表示,有助于更细致

地捕捉数据的内在结构以提升选择特征的质量.
1.3 自表示学习

自表示学习的核心思想是数据中每个样本都可以表示为其相关样本的线性组合.如果一个样本很

重要,则它将参与大多数其他样本的表示,从而产生一行重要的表示系数,反之亦然.如果每个样本

Xi 可通过其他样本的线性组合重建,则可得以下基于自表示的重建误差模型:

min∑
n

i=1
Xi-∑

n

j=1
ZijXj

2

2
, (5)

其中Z∈ℝn×n为自表示矩阵,用来度量第j个样本对第i个样本重构的贡献.此外,为保证概率分布

与非负性,本文对矩阵Z施加约束Z1n=1n,Z≥0,其中1n 为全为1的向量.Z1n=1n 表示矩阵Z 中每

行求和为1使得数据点位于仿射子空间的并集中,Z≥0使得自表示矩阵的自表示系数为非负值.
实际应用中的数据通常包含许多噪声,由于重建误差采用平方损失,上述模型对数据异常值非常

敏感.如果存在较大的偏差值,它将占据主导地位并严重降低模型的性能.为提高模型(5)的鲁棒性,
本文将其重写为

min∑
n

i=1
di Xi-∑

n

j=1
ZijXj 2

, (6)

其中di=12 Xi-∑
n

j=1
ZijXj 2

是衡量数据重建重要性的自适应权重.当数据重建误差大时di 较小,当

数据重建误差小时di 较大.为简便,模型(6)可改写为矩阵形式:

min‖X-ZX‖2,1,

s.t.Z1n =1n, Z≥0.
(7)

对重建误差项采用l2,1范数可有效增强其鲁棒性以得到更可靠的自表示矩阵Z.

2 算法框架

2.1 模型的建立

通过将多维数据点视为多个图信号,图滤波器可应用于数据矩阵X:
췍X=exp{-ηL}X, (8)

得到的췍X 为数据平滑表示,其有助于后续的聚类任务.与此同时,在式(7)的基础上添加一个新的正则

化器以进一步利用图滤波器A的高阶邻域信息指导自表示矩阵Z 的学习:

min‖췍X-Z췍X‖2,1+α‖Z-A‖2F,

s.t.Z1n =1n, Z≥0.
(9)

  为同时执行特征选择任务与自表示学习,本文结合模型(9)得到基于图滤波与自表示的无监督特

征选择算法(GFASR)的目标函数:

min‖췍XW -Z췍XW‖2,1+α‖Z-A‖2F+λ‖W‖2,1,
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s.t.WTW =I, Z1n =1n, Z≥0, (10)
其中:W∈ℝd×c是将高维数据投影到低维子空间的投影矩阵,也是用于特征选择的权重矩阵;Z∈
ℝn×n为自表示矩阵,用于测量理想邻居对重建每个样本的贡献;A∈ℝn×n是根据相似性矩阵S∈ℝn×n

得到的图滤波矩阵;目标函数第一项表示投影后每个样本与其邻居线性组合之间的重建误差;第二项

用于将图滤波器与自表示矩阵联系起来,以利用数据高阶邻域信息进行自表示学习;第三项为正则化

项,强制投影矩阵W 为行稀疏以进行特征选择;α和λ为平衡第一项、第二项和第三项的正则化参数.
2.2 模型的求解

由于模型同时包含两个变量W 和Z,直接求解非常困难,因此本文采用交替变量优化的方式解决

该问题.
若固定Z更新W,则式(10)可转化为如下问题:

min‖췍XW -Z췍XW‖2,1+λ‖W‖2,1,

s.t.WTW =I.
(11)

受Nie等[15]提出重加权方法的启发,式(11)可转换为

mintr((췍XW -Z췍XW)TD(췍XW -Z췍XW))+λtr(WTQW),

s.t.WTW =I,
(12)

其中D∈ℝn×n为对角矩阵且Dii= 1
2‖췍XiW-Zi췍XW‖2

,Q∈ℝd×d 为对角矩阵且Qii= 1
2 ‖Wi‖22

.

进一步模型可简化为

mintr(WT(P+λQ)W)

s.t.WTW =I,
(13)

其中P=췍XT(In-Z)TD(In-Z)췍X.通过式(13)可轻松得到W 的最优解为(P+λQ)的c个最小特征值所

对应的特征向量.
若固定W 更新Z,则式(10)可转化为

min‖췍XW -Z췍XW‖2,1+α‖Z-A‖2F,

s.t.Z1n =1n, Z≥0.
(14)

根据重加权方法,式(14)可转化为

mintr((췍XW -Z췍XW)TD(췍XW -Z췍XW))+αtr((Z-A)T(Z-A)),

s.t.Z1n =1n, Z≥0,
(15)

其中D∈ℝn×n为对角矩阵且Dii= 1
2‖췍XiW-Zi췍XW‖2.

进一步式(15)可简化为

mintr(ZTDZC)+αtr(ZTZ)-2tr(ZTE),

s.t.Z1n =1n, Z≥0,
(16)

其中C=췍XWWT췍XT,E=D췍XWWT췍XT+αA.显然式(16)是一个具有非负和线性约束的二次规划问题,
很难直接求解,因此可借助ADMM 算法解决该问题.首先引入Lagrange乘子H=Z,μ,Σ 得到以下

问题:

mintr(ZTDHC)+αtr(ZTH)-2tr(ZTE)+μ
2‖Z-H+1

μ
Σ‖2F,

s.t.Z1n =1n, Z≥0, H ≥0,
(17)

其中μ为正则系数,矩阵Σ∈ℝn×n用于刻画目标变量与辅助变量之间的差异.由于式(17)包含多个变

量,因此本文采用交替变量优化方法求解该问题.
1)固定其他变量更新Z,式(17)可转化为

min‖Z-M‖2F,

s.t.Z1n =1n, Z≥0,
(18)

其中M=H-1
μ
Σ-12

(DHC+αH-2E).该问题为具有基数约束的单纯性上欧氏投影问题,可通过已
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有的算法[16]有效解决.
2)固定其他变量更新H,式(17)可转化为

min‖H-N‖2F,

s.t.H ≥0,
(19)

其中N=Z+1
μ
Σ-1

μ
(BTZCT+αZ),可得H 的解为

Hij =max{Nij,0}. (20)

  3)在更新变量Z和H 后,需要更新ADMM算法参数μ和Σ:

Σ=Σ+μ(Z-H), (21)

μ=pμ, (22)
其中p>1是控制收敛速度的参数,p值越大,需要更少的迭代次数便可收敛,但可能降低最终目标函

数的精度.
综上,可得:
算法1 用ADMM算法求解式(16).
输入:自表示矩阵Z∈ℝn×n,对角矩阵D∈ℝn×n,矩阵C∈ℝn×n,矩阵E∈ℝn×n,参数α;
输出:自表示矩阵Z∈ℝn×n;

1)初始化u=1,p=1.01,Σ=0n×n,H=Z;

2)whilenotdoconvergence
3)利用式(18)更新Z;

4)利用式(20)更新H;

5)利用式(21)更新Σ;

6)利用式(22)更新μ;

7)endwhile.
根据上述描述,本文提出的基于图滤波与自表示的无监督特征选择算法描述如下.
算法2 基于图滤波与自表示的无监督特征选择算法.
输入:数据矩阵X,簇个数c,参数α,λ;
输出:特征选择矩阵W,计算特征权重fi=‖Wi‖2(i=1,2,…,d),并以降序排序,然后选取排

名前m 个特征作为特征选择的结果;

1)随机初始化:投影矩阵W∈ℝd×c,自表示矩阵Z∈ℝn×n;

2)构造k近邻图并利用式(4)计算图滤波器A∈ℝn×n;

3)whilenotdoconvergence
4)求解式(13)更新W,W 最优解为(A+λQ)的c个最小特征值对应的c个最小特征向量;

5)通过算法1更新Z;

6)更新对角矩阵D,其对角元素为Dii= 1
2‖췍XiW-Zi췍XW‖2

;

7)更新对角矩阵Q,其对角元素为Qii= 1
2 ‖Wi‖22

;

8)判断收敛 F(t-1)-F(t)
F(t) ≤10-4,F 为式(10)的目标函数;

9)endwhile.

3 实验结果分析

3.1 数据集

为衡量本文提出的基于图滤波与自表示的无监督特征选择算法的性能,本文将在9个基准数据集

上进行实验,这些数据集都是特征选择算法常用的数据集,各数据集信息列于表1.
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表1 数据集信息

Table1 Informationofdatasets 个

数据集 样本数 特征数 类别数 数据集 样本数 特征数 类别数

GARBER 66 4553 4 YALE 165 1024 15
LUNG_DISCRETE 73 325 7 CSTR 476 1000 4

KHAN 83 1069 4 MADELON 2600 500 2
LYMPHOMA 96 4026 9 AR2600 2600 2200 100
WARPAR10P 130 2400 10

3.2 实验对比方法及参数设置

为验证本文算法的有效性,将其与一个基线(ALLFEA)和7种具有代表性的无监督特征选择算法

进行对 比 分 析,对 比 算 法 包 括 LapScore(Laplacianscore)[17],MCFS(multi-clusterunsupervised
featureselection)[18],SOGFS(structuredoptimalgraphfeatureselection)[19],LLEScore[20],SRCFS
(subspacerandomizationandcollaborationfeatureselection)[21],UDPFS(unsuperviseddiscriminative
projectionforfeatureselection)[22]和BSFS(balancedspectralfeatureselection)[23].构造k近邻图时设

置k=5.对于本文涉及的两个平衡参数α和λ,通过网格搜索在[10-3,10-2,…,103]内选定其值进行

特征选择.对其他比较算法,按照原文献中的原则调整参数,并且将所有算法中类簇数量设置为类的

真实数量.
3.3 实验结果分析

对选择的特征,本文通过3个广泛使用的聚类性能度量评估k 均值聚类的性能,即准确率

(ACC)、归一化互信息(NMI)和纯度(Purity).为降低k均值聚类受初始化的影响,随机初始化重复

聚类20次并记录平均结果.由于特征选择的最优数量未知,因此为更合理地评估本文无监督特征选择

算法,本文记录了选择不同数量特征[10∶10∶100]的平均聚类性能,结果分别列于表2~表4.
表2 不同算法的ACC实验结果对比

Table2 ComparisonofACCexperimentalresultsofdifferentalgorithms

数据集及平均值 ALLFEA LapScore MCFS SOGFS LLEScore SRCFS UDPFS BSFS GFASR
GARBER 59.09 58.91 55.71 59.04 54.84 58.67 65.02 68.19 71.79

LUNG_DISCRETE 63.42 54.93 64.73 64.84 58.29 56.08 64.91 65.86 70.14
KHAN 62.35 74.52 70.48 53.10 50.49 65.85 65.08 70.69 76.94

LYMPHOMA 53.39 50.27 52.99 53.86 44.78 50.14 48.92 48.53 55.77
WARPAR10P 24.38 29.84 22.76 25.43 30.56 28.42 34.73 31.05 36.00
YALE 38.94 39.12 40.63 43.63 31.74 34.35 41.10 34.28 43.88
CSTR 45.68 40.95 41.41 41.13 39.09 45.01 41.47 44.79 46.67

MADELON 52.48 51.92 50.83 56.03 52.04 51.76 54.04 58.63 61.21
AR2600 13.21 10.99 13.05 16.10 17.03 12.22 12.60 13.21 18.25
平均值 45.88 45.72 45.84 45.91 42.10 44.72 47.54 48.36 53.40

表3 不同算法的NMI实验结果对比

Table3 ComparisonofNMIexperimentalresultsofdifferentalgorithms

数据集及平均值 ALLFEA LapScore MCFS SOGFS LLEScore SRCFS UDPFS BSFS GFASR
GARBER 15.85 33.93 32.87 22.08 19.14 37.98 30.40 47.70 48.08

LUNG_DISCRETE 60.11 51.25 61.00 60.61 53.93 52.78 61.30 61.89 66.42
KHAN 46.11 63.74 59.38 37.12 63.74 53.41 49.83 58.51 66.29

LYMPHOMA 56.01 55.69 55.87 58.71 48.39 55.47 49.22 47.74 59.25
WARPAR10P 20.36 29.94 18.57 22.33 31.22 28.38 34.32 27.03 37.36
YALE 44.36 44.52 46.30 50.71 37.97 40.76 47.33 40.11 50.57
CSTR 19.83 18.58 18.68 11.43 12.62 22.39 11.74 21.04 24.08

MADELON 0.56 0.41 0.17 1.08 0.22 0.37 0.96 2.37 3.71
AR2600 41.36 36.54 40.58 43.76 45.47 39.05 39.41 40.56 48.33
平均值 33.84 37.18 37.05 34.20 34.74 36.73 36.06 38.55 44.90
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表4 不同算法的Purity实验结果对比

Table4 ComparisonofPurityexperimentalresultsofdifferentalgorithms

数据集及平均值 ALLFEA LapScore MCFS SOGFS LLEScore SRCFS UDPFS BSFS GFASR
GARBER 67.80 80.30 78.12 71.09 68.25 82.27 77.05 84.32 84.64

LUNG_DISCRETE 70.68 63.08 71.36 71.10 66.00 63.34 71.71 72.21 76.06
KHAN 65.18 77.03 74.63 55.65 53.87 69.16 71.15 73.78 78.98

LYMPHOMA 74.53 73.26 76.56 76.82 70.71 72.83 70.96 70.43 79.04
WARPAR10P 25.35 30.91 24.01 26.30 31.83 29.20 36.62 32.76 38.30
YALE 40.55 41.46 42.58 45.09 34.46 36.50 43.03 36.59 45.90
CSTR 48.87 47.17 47.44 43.80 43.23 50.39 43.71 50.81 52.71

MADELON 52.48 51.92 50.83 56.03 52.04 51.76 54.04 58.63 61.21
AR2600 13.81 11.93 13.77 17.50 19.32 13.33 13.78 14.07 20.36
平均值 51.03 53.01 53.25 51.49 48.86 52.09 53.56 54.85 59.69

  表2~表4中最后一行显示了在9个基准数据集上所有算法的平均结果.由表2~表4可见:与使

用所有特征的聚类相比,本文算法可以在少于100个特征的情况下获得类似甚至更优的结果;本文算

法始终比其他无监督特征选择算法的性能更好.本文算法在ACC,NMI和Purity指标上与第二最佳算

法相比分别提高了10.42%,16.47%,8.82%.实验结果很好地说明了本文算法的有效性,不仅可以极

大减少特征数量,减少计算负担,而且可以在一定程度上提高聚类性能.

图1 不同算法在不同数据集上特征选择的聚类准确率(ACC)

Fig.1 Clusteringaccuracy(ACC)offeatureselectionbydifferentalgorithmsondifferentdatasets

图1~图3为不同特征选择算法在每个数据集上对应于不同选择特征数量[10∶10∶100]的ACC,
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NMI和Purity的实验结果.

图2 不同算法在不同数据集上特征选择的归一化互信息(NMI)

Fig.2 Normalizedmutualinformation(NMI)offeatureselectionbydifferentalgorithmsondifferentdatasets

图中红线表示本文方法,黑色水平虚线表示使用所有特征的聚类结果.由图1~图3可见,在所有

数据集上本文算法都优于ALLFEA,表明本文算法不仅可以极大减少用于聚类的特征数量,而且可提

高聚类性能.虽然本文算法不能在每个特征选择数量上都超过对比算法,但在大多数数据集上都优于

所对比的特征选择算法,表明本文提出对数据应用图滤波获得其平滑表示以及数据的高阶邻域信息有

助于选择高质量鉴别特征.

本文参数敏感性实验在数据集LUNG_DISCRETE上进行可视化展示,如图4所示,其他数据集

的结果类似.由图4可见,本文算法在较宽的范围内性能相对稳定,因此,参数α和λ的选择在实践中

并不困难.

综上所述,针对现有方法未考虑数据的高阶邻域信息而不能完全捕捉数据内在结构的问题,本文

提出了一种基于图滤波与自表示的无监督特征选择算法.首先将图滤波器作用于原始数据获得其平滑

表示,并设计一个正则化器利用隐藏在原始图中的高阶邻域信息,然后同时执行自表示学习与特征选

择.为增强重建误差项与特征选择项的鲁棒性和行稀疏性,用l1,2范数重建误差项和特征选择项.在多

个基准数据集上与多个先进的特征选择算法进行实验对比分析的结果表明,本文算法性能良好,验证

了图滤波器作用于数据产生的平滑表示与原始图中隐藏的高阶邻域信息有助于特征选择任务.
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图3 不同算法在不同数据集上特征选择的聚类纯度(Purity)

Fig.3 Clusteringpurity(Purity)offeatureselectionbydifferentalgorithmsondifferentdatasets

图4 在数据集LUNG_DISCRETE上参数选择对算法2的影响

Fig.4 Effectofparametersselectiontoalgorithm2onLUNG_DISCRETEdataset
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