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深度学习在林木全基因组选择中的应用与挑战：

从高维特征到多目标优化

韩富川1,2      高    暝1      赵耘霄1,2      陈益存1,2      汪阳东1,2

（1. 中国林业科学研究院亚热带林业研究所，浙江 杭州 311400；2. 中国林业科学研究院林木遗传育种国家重点实验室，北京 100091）

摘要:林木育种具有周期长、杂合度高以及受基因型与环境互作影响显著等特点，传统全基因组选择（GS）模型在处理高

维小样本、复杂非加性效应时存在局限。深度学习凭借多层神经网络的非线性建模能力，为解析基因型与表型之间的复

杂关系提供了新途径。该技术在作物 GS中已广泛应用，并衍生出多种融合注意力机制和轻量化设计的模型。此外，多

组学与环境数据的联合建模，以及面向多性状协同优化的选择指数构建，正逐渐成为研究热点。然而，针对林木育种中

长周期环境互作、高杂合基因组背景及多目标选择需求，深度学习技术的适配性与整合框架尚缺乏系统梳理。本文综述

了深度学习在林木 GS中的应用，主要内容包括：（1）基因组输入特征由单核苷酸多态性向 k-mer及图泛基因组节点类型

的演变及其计算挑战；（2）多组学与环境数据的建模方法；（3）主流深度学习模型的结构特点、适用场景及超参数调优策

略；（4）从单性状基因组估计育种值预测到多性状选择指数的理论演进。本文还分析了当前面临的数据稀疏、模型过拟

合和可解释性不足等问题，指出迁移学习、半监督学习以及融合生物学先验的机制建模是潜在的解决方向。最后，展望

了高通量表型技术与深度学习的进一步融合，提出构建集多组学数据管理、自动化分析流程和育种决策支持于一体的智

慧育种平台，以推动林木育种向全基因组智能设计转变。
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Abstract: Forest tree breeding is characterized by long cycles, high heterozygosity, and significant genotype-
by-environment interactions. Traditional genomic selection (GS) models face limitations when dealing with
high-dimensional  small-sample  data  and  complex  non-additive  effects.  Deep  learning,  with  its  nonlinear
modeling capability based on multi-layer neural networks, offers new approaches for dissecting the complex
relationships  between  genotype  and  phenotype.  This  technology  has  been  widely  applied  in  crop  GS,  and
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various  models  incorporating  attention  mechanisms  and  lightweight  designs  have  been  developed.  In
addition,  joint  modeling  of  multi-omics  and  environmental  data,  as  well  as  the  construction  of  selection
indices for multi-trait  synergistic optimization,  are emerging as research hotspots.  However,  for forest  tree
breeding—characterized  by  long-term  environmental  interactions,  highly  heterozygous  genomic
backgrounds, and multi-objective selection demands—the adaptability of deep learning techniques and their
integrative frameworks have not been systematically reviewed. This paper reviews the applications of deep
learning in forest tree GS. The main contents include: (1) the evolution of genomic input features from single
nucleotide  polymorphisms  to  k-mer  and  graphical  pan-genome  node  types,  along  with  associated
computational  challenges;  (2)  modeling  methods  for  multi-omics  and  environmental  data;  (3)  structural
characteristics,  applicable  scenarios,  and  hyperparameter  tuning  strategies  of  mainstream  deep  learning
models;  (4)  the  theoretical  progression  from  single-trait  genomic  estimated  breeding  value  prediction  to
multi-trait  selection  indices.  This  review  also  analyzes  current  major  challenges,  including  data  sparsity,
model overfitting, and insufficient interpretability, and identifies transfer learning, semi-supervised learning,
and mechanism-guided modeling incorporating biological priors as potential solutions. Finally, we envision
the further integration of high-throughput phenotyping with deep learning and propose the construction of a
smart  breeding  platform  that  integrates  multi-omics  data  management,  automated  analysis  pipelines,  and
breeding  decision  support,  thereby  facilitating  the  transformation  of  forest  tree  breeding  toward  genome-
wide intelligent design.
Key words: forest tree breeding; genomic selection; deep learning; multi-omics integration; selection index;
intelligent breeding

林木作为可再生自然资源，在维持生态平衡和

支撑林产工业方面具有重要的战略价值[1]。面对全

球气候变化引发的环境胁迫与病虫害频发，定向培

育高产、优质且抗逆性强的林木新品种，已成为保障

生态安全与产业可持续发展的迫切需求[2]。然而，林

木普遍具有世代间隔长、树体高大及童期漫长等特

征。此外，林木基因组通常较大且杂合度高，自然群

体内连锁不平衡（linkage disequilibrium，LD）衰减迅

速，导致遗传变异解析相对困难[3]。林木的主要经济

性状（如生长速率、木材理化特性）多属复杂的数量

性状，受微效多基因联合调控，并在漫长的发育周期

中受到基因型与环境互作及潜在上位性效应的影响[4]。

基于表型或谱系的选择策略对低遗传力复杂性状的

选择效率较低，难以满足快速定向育种的需求。

为突破林木漫长育种周期的限制，分子标记辅

助选择（marker-assisted selection，MAS）曾用于早期

筛选，即通过定位与目标性状相关的数量性状位点

（quantitative trait locus，QTL）进行辅助选择[5]。但在

林木育种实践中，控制复杂性状的微效位点在不同

作图群体和环境中难以重复验证，导致MAS难以有

效推动林木遗传改良。严格的显著性检验标准往往

会遗漏大量具有较小加性效应的基因座，使得依赖

少数标记的传统分析方法难以准确解析林木复杂表

型的遗传基础。针对这一技术瓶颈，全基因组选择

（genomic selection，GS）作为一种极具潜力的育种策

略被提出[6]。GS摒弃了预先定位 QTL的步骤，直接

利用覆盖全基因组的高密度遗传标记对复杂数量性

状进行预测[7]。通过在幼苗期估算个体的基因组估

计育种值（genomic estimated breeding value，GEBV），
GS能够更充分地利用微效多基因的遗传信息，从

而提高遗传增益并加速育种进程[8−9]。目前，GS技

术体系已较为成熟，在牛（Bos  taurus）[10]、猪（Sus
scrofa）[11−14]等畜禽以及大豆（Glycine max）[15−16]、玉米

（Zea mays）[17−19]、水稻（Oryza sativa）[20]、花生（Arachis
hypogaea）[21]等农作物育种中取得了显著进展。近年

来，GS技术逐渐应用于林木育种领域，已在桉树

（Eucalyptus spp.）[22]、火炬松（Pinus taeda）[23]、挪威云

杉（Picea abies）[24]、美洲黑杨（Populus deltoides）[25−26]、
马尾松（Pinus massoniana）[27]等主要用材树种[28]，以及

油棕（Elaeis guineensis）[29]、山茶（Camellia japonica）[30]、
山苍子（Litsea cubeba）[31]等经济树种中成功构建了

育种模型。研究表明，桉树木材密度和纤维素含量

等性状的预测准确度可达 0.55 ~ 0.88[22]，火炬松生

长性状的预测精度多介于 0.20 ~ 0.50之间[23]。在针

叶树中，挪威云杉的跨世代独立验证研究证实了

GS对木材密度等高遗传力性状的预测可行性 [32]。

在美洲黑杨的 GS研究中，模型对胸径的预测精度

最高达 0.73[26]。此外，在山苍子的 GS研究[31]中，基

于深度学习模型对萜类化合物的预测准确性最高达

到 0.78。
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传统基于显式加性效应假设的线性统计模型

（如 GBLUP及贝叶斯系列算法），在林木育种中面

临 3个瓶颈：（1）林木基因组杂合度高、LD衰减快，

在标记数远超样本量的“高维小样本”条件下，难以

准确捕捉显性和上位性等非加性效应[33]；（2）传统模

型将环境简化为地点等分类变量，无法有效利用长

时间序列的气候与土壤数据，难以刻画多年生林木

跨数十年的基因型与环境动态互作；（3）生长、材性、

抗逆等多性状之间存在遗传负相关，且经济权重常

呈非线性，线性选择指数难以实现多目标协同改良。

深度学习[34−35]凭借非线性映射、卷积架构的局

部特征提取和注意力机制的异质数据对齐能力，为

解决上述问题提供了重要方法。本文系统综述了深

度学习在林木 GS中的研究进展，主要围绕以下 4
个方面展开（图 1）：（1）特征表征层，分析输入数据

从单核苷酸多态性（single nucleotide polymorphism，
SNP）向 k-mer及图泛基因组节点演变的趋势与计算

挑战；（2）模型层，探讨时序网络与多分支架构如何

将静态基因组与动态环境、多组学数据进行联合建

模；（3）验证层，评述 CNN、Transformer等模型在林

木小样本条件下的超参数调优与泛化能力局限；（4）育
种决策层，阐述如何将多性状 GEBV转化为线性基

因组选择指数（linear genomic selection index，LGSI）、
二次选择指数 （quadratic  genomic  selection  index，

QGSI）及最优贡献选择（optimal contribution selection，
OCS），以平衡生长、材质与抗逆的协同改良。最后，

本文分析了模型稳健性与可解释性面临的挑战，旨

在为构建林木全基因组智能设计育种平台提供方法

学参考。

 1   文献检索与筛选方法

本文以Web of Science、PubMed、Google Scholar
及中国知网为主要检索数据库，检索时间范围为

2015年 1月至 2026年 3月。英文检索关键词包括

“forest tree genomic selection”“deep learning genomic
prediction”“multi-omics  genomic  prediction”“k-mer
genomic  prediction”“graph  pangenome  in  plant
breeding”“genomic  selection  index”及 “optimal
contribution selection in forest trees”；中文检索关键

词包括“林木全基因组选择”“深度学习基因组预测”

“多组学整合育种”及“基因组选择指数”。初检共

获得文献 564篇，经去重后剩余 428篇。经阅读标

题和摘要，排除与主题无关的文献 226篇；进一步阅

读全文后，最终纳入文献 81篇。
文献纳入标准如下：（1）以林木或多年生木本植

物为对象的全基因组选择实证研究；（2）以农作物或

畜禽为对象，且所提方法对林木 GS具有可迁移参

考价值的研究；（3）涉及深度学习、多组学整合、k-
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2. 智慧育种平台
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图 1    基于深度学习的林木全基因组选择多模态融合框架

Fig. 1    A deep learning-based multimodal fusion framework for genomic selection in forest trees
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mer特征或图泛基因组在全基因组选择中应用的

研究；（4）关于多性状选择指数及多目标优化方法的

研究；（5）同行评审论文、正式发表的综述，以及

2024—2026年间的代表性预印本。鉴于深度学习在

林木 GS中的直接实证研究目前仍较为有限，本文

纳入了部分已在作物中验证的模型（如 DNNGP、
GPformer、Cropformer等），以期为林木 GS提供可

借鉴的技术路线。

 2   基因组特征的类型

基因型数据的类型和质量是影响 GS模型预测

准确性的重要因素。随着长读长测序技术的发展和

林木泛基因组研究的深入，GS模型的输入特征已从

依赖单一参考基因组的 SNP，逐步扩展至结构变异

（structural variation，SV）以及基于图泛基因组节点

信息的序列特征。

 2.1    基于参考基因组的 SNP 标记及其局限

长期以来，基于单一参考序列比对的 SNP标记

一直是林木 GS模型的主要输入特征。获取高质量

SNP数据，需要将短读长测序片段准确比对到参考

基因组上。然而，林木通常具有较高的遗传杂合性

和复杂的群体结构，个体间存在大量大片段基因组

重排、插入和缺失[36]。传统分析方法在比对过程中，

通常将群体中差异较大的非参考序列作为未映射读

段予以剔除。这种由参考基因组偏差导致的多态性

信息丢失，致使常规 SNP矩阵无法全面反映群体的

遗传多样性[37−38]。尤其对于基因组高度杂合且结构

变异丰富的林木，单一线性参考基因组难以完整表

征群体水平的泛基因组序列多样性，这已成为限制

复杂数量性状预测精度的潜在因素[39−40]。

 2.2    基于 k-mer 的无参策略

针对常规 SNP序列比对固有的参考系偏差，基

于 k-mer的无参分析策略在复杂变异表征方面展现

出显著优势。k-mer算法将原始测序读段直接切割

为固定长度的核苷酸序列，无需依赖线性参考基因

组比对，从而无偏地保留群体特有的非参考序列、大

型结构变异以及微小插入/缺失信息[37,39,41−42]。在 GS
的特征提取阶段，海量 k-mer序列通常被转化为存

在/缺失二元矩阵作为模型输入。该编码方式侧重于

表征特定序列片段在不同个体基因组中的有无，对

捕获存在/缺失变异和非同源重组片段尤为敏感。

尽管 k-mer二元矩阵极大地丰富了变异维度，

但其特征空间通常高达数千万至亿级。若将此类高

维矩阵直接用于模型训练，不仅面临计算瓶颈，更易

引发严重过拟合。在降维策略上，除利用主成分分析或

深度自编码器将高维稀疏矩阵压缩为低维连续向量

外，基于表型关联的特征筛选提供了另一种思路。例

如，通过全基因组关联分析（genome-wide association
study，GWAS）预先计算各 k-mer与目标性状的关联

显著性，将 k-mer划分为显著关联集与全基因组背

景集，再借助双路径卷积神经网络分别提取两类信

号。这一策略能有效压缩输入维度降低噪声干扰，

但需注意，GWAS预筛更适用于加性效应主导的性

状；对于非加性效应贡献较高的性状，过于严格的显

著性阈值可能导致有互作价值的微效 k-mer丢失，

从而削弱网络捕捉上位性效应的能力。研究表明，

引入 k-mer特征的深度预测框架在农作物（如预测

小麦品质、玉米花期）中已被证实能够达到或略优于

常规 GBLUP模型的预测精度[41−42]。目前，在杂合度

较高的林木中，基于 k-mer的 GS研究仍相对有限，

但将更丰富的序列变异整合到预测模型中，是提高

复杂表型预测准确性的可行方向。

 2.3    图泛基因组节点：GS 模型的图结构输入特征

k-mer策略丰富了变异信息，但其丢失了序列

的物理位置信息。近年来，杨属（Populus）、橡胶树

（Hevea brasiliensis）等 [43−44]林木的图泛基因组相继

发表，进一步弥补了这一缺陷。图泛基因组将群体

遗传多态性构建为由节点（代表非冗余、变长核苷酸

片段）和连线（物理相邻关系）组成的拓扑网络，能够

在无偏比对个体的同时，保留变异的序列拓扑关系

和相对于参考基因组的位置信息[38]。目前，直接将

图结构应用于全基因组预测的研究较少，但其在全

基因组关联分析中的前沿探索为预测模型提供了重

要的方法学参考。现有方法主要通过将重测序读段

比对至泛基因组图，提取多态性节点的存在或缺失

状态以构建群体基因型矩阵。这种节点特征矩阵展

现出显著的数据表征优势：相较于无参 k-mer方法

中单一变异产生大量冗余序列的局限，以多态性节

点为单位的特征表示有效降低了信号冗余，在提升

变异检测敏感性的同时实现了更优的假阳性控制；

此外，由于图泛基因组在构建时保留了节点与线性

参考坐标的映射关系，多态性节点可直接对应至参

考基因组上的物理位置，不仅增强了下游功能解析

的可解释性，还有效缓解了单一直线参考在处理高

杂合复杂基因组时的比对偏差。

尽管节点的存在或缺失状态显著优化了变异表

征，但将其应用于林木 GS仍面临基础资源与计算

适配的双重挑战。受限于林木基因组的高杂合度、

庞大基因组及丰富的重复序列，获取大规模高质量

单倍型组装并构建泛基因组图的成本极高，导致目

前可用的林木图泛基因组资源十分匮乏。此外，即

使在现有图结构中，大型插入片段内部嵌套的小型
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气泡（bubble）等复杂变异，也易干扰真实结构变异的

精准提取。图节点矩阵的维度通常极高且数据高度

稀疏，常规线性统计模型难以直接处理。在此背景

下，深度学习方法为发挥图泛基因组的结构优势提

供了潜在途径。图神经网络等模型不仅能处理高维

多态性节点特征，还能直接利用节点间的连线拓扑

信息，在隐空间中学习变异位点间的非线性互作组

合。鉴于林木育种群体规模普遍较小且家系结构复

杂，直接引入全量图节点易加剧网络过拟合风险。

因此，随着林木泛基因组资源的逐步丰富，预筛选高

质量多态性节点并结合深度学习模型挖掘非加性遗

传效应，将是该领域具有前瞻性且亟待深入探究的

技术方向。

 3   多组学与环境数据在全基因组选择
中的整合

传统 GS模型通常直接建立 DNA变异与表型

间的关联，默认遗传变异可线性解释表型差异。然

而，林木重要性状多受多基因控制及复杂调控过程

影响。单一基因组数据难以反映表观修饰、基因表

达变化及代谢调控等信息[45]。从 DNA到表型的表

达过程中存在多层级非线性调控，致使传统模型难以

捕获上位性等复杂遗传效应，从而限制了预测精度[46]。

 3.1    多组学整合与多模态融合策略

整合转录组、代谢组和蛋白组等中间分子表型，

有助于从调控层面解析 DNA变异与复杂性状之间

的非线性关系[1,45,47]。然而，在林木育种中，多组学数

据整合面临由林木生物学特性引发的时空异质性及

样本匹配难题。

与一年生作物不同，林木具有显著的组织特异

性和发育阶段差异。受取样可行性及成本限制，转

录组或代谢组数据多采集于苗期叶片或幼嫩形成层，

而目标经济性状（如材积、木材密度和纤维长度）通

常需在数年至数十年后测定。这种组学测定时间与

目标性状形成期的时间错位，导致早期分子表型与

成树期性状之间的生物学关联不完整。同一基因型

在不同发育阶段的表达模式可能存在显著差异，苗

期获得的组学信号在成树期未必具有相同的调控权

重。此外，多地点、多年份的组学采样会引入环境响

应差异与批次效应；若缺乏标准化校正流程，模型可

能将非遗传变异误判为遗传效应。

林木多组学研究还面临样本配对困难与数据缺

失问题。受限于群体规模和测定成本，不同组学数

据往往来自不完全重叠的个体集合，非配对样本现

象较为常见 [48]。这进一步增加了联合建模的难度，

尤其在高维小样本条件下，配对样本的稀缺可能制

约模型对组学间互作关系的学习。

在融合策略方面，直接拼接多组学矩阵的早期

融合在林木小样本条件下易引发维度灾难与过拟合。

后期融合策略先分别建立单组学模型再集成结果，

虽稳健性较好，但可能忽略组学间的生物学互作。

基于深度学习的模型级融合通过共享隐层表示或注

意力机制联合学习多源特征，允许网络为不同组学

数据动态分配权重，可在一定程度上缓解单一发育

阶段采样带来的偏差[48]。然而，这类方法对配对样

本和训练数据量的要求更高，在林木中的应用仍处

于探索阶段。

总体而言，不同融合策略在林木 GS中的适用

性存在明显差异。对于当前样本规模有限的林木育

种群体，信息增益并不必然转化为预测性能的稳定

提升；如何在模型复杂度与泛化能力之间取得平衡，

仍是林木多组学 GS研究的核心问题。未来研究需

发展适用于小样本、非配对数据和长期动态表型场

景的多模态融合方法，并加强对模型可解释性与生

物学一致性的验证。

 3.2    环境数据整合与 G × E 时序建模

林木复杂性状的形成是基因型与长期环境互作

共同作用的结果。与一年生作物相比，林木在长达

数十年的生长过程中持续暴露于不同立地条件、气

候波动和经营措施影响之下，因此其遗传效应往往

具有显著的时间动态性与环境依赖性[46,49−50]。如何

在复杂环境背景下实现稳定的全基因组预测，是林

木 GS面临的核心挑战之一。

近年来，循环神经网络（RNN）、长短期记忆网

络 （long  short-term  memory， LSTM）和 Transformer
等时序深度学习模型逐渐被应用于 G × E建模[48]。

这类模型能够整合温度、降水、光照及土壤等环境协

变量，从连续时间序列中提取环境动态变化特征，从

而提升复杂环境条件下的预测能力[51]。然而，当前

多数研究仍主要依赖同一群体内部的交叉验证，其

预测性能往往建立在训练群体与测试群体高度相关

的基础之上。模型在林木育种中的实际价值，取决

于其能否在跨地点、跨年份和跨世代的独立验证中

维持稳定的预测能力。由于林木性状表达具有明显

年龄依赖性，苗期性状与成熟期经济性状之间通常

存在年龄相关性衰减现象，即随着年龄间隔增加，早

期表型与成树期目标性状之间的遗传相关性可能逐

渐降低。因此，即便模型在幼龄阶段获得较高预测

精度，其长期育种价值仍需通过成树期及后续轮伐

周期中的独立验证加以确认。此外，林木群体通常

具有半同胞或全同胞家系结构，且有效群体大小相

对有限，导致群体内 LD结构在不同世代间可能发
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生明显变化。当模型容量较大而训练样本不足时，

模型可能过度拟合训练集的家系结构，而非捕捉个

体的因果遗传变异，导致在独立群体中的预测精度

明显下降。在此情况下，当模型应用于遗传背景差

异较大的独立群体、后续世代或不同生态区时，其预

测精度往往会显著下降。

除遗传背景差异外，长期环境异质性也进一步

加剧了模型的泛化难度。林木长期生长于不同的立

地与气候梯度下，同一基因型在不同生态区域中可

能表现出差异化的遗传效应。因此，林木 GS模型不

仅需要在统计意义上实现跨环境泛化，更需具备跨

立地迁移能力，以满足实际区域化育种部署需求。

在评估模型性能时，不应仅关注随机交叉验证结果，

还应综合考量训练群体与候选群体之间的遗传距离、

环境差异、LD衰减程度，以及表型测定年龄与目标

选择年龄之间的关系。

未来研究需进一步加强跨环境、跨地点和跨世

代的独立验证，并结合环境协变量、群体结构校正、

迁移学习及领域自适应等方法，提高模型在长期育

种场景中的稳健性与可迁移性。同时，应更加关注

模型是否真正学习到稳定的生物学关联，而非仅仅

拟合训练数据中的群体结构特征，从而推动深度学

习模型由“高拟合预测”向“可泛化育种决策工具”

转变。

 4   面向全基因组选择的深度学习模型
结构设计

随着林木基因组数据维度的增加和多源信息的

引入，GS的计算复杂度显著上升。传统线性模型在

高维数据场景下面临局限，而深度学习通过灵活的

网络结构，为解析复杂的基因型–表型关系提供了新

途径。

目前，GBLUP和贝叶斯方法仍是林木 GS的主

流工具。此类模型通过估计方差组分和设定先验分

布实现参数收缩，能较好地估计加性遗传方差，且在

样本量有限时表现较为稳定。然而，线性模型对遗

传效应的描述存在两方面局限。（1）上位性和显性效

应通常被归入残差项。林木生长、抗逆等性状中非

加性效应占比较高，若直接在模型中引入交互项，参

数数量将随标记数呈指数增加，现有群体规模难以

支持有效求解。（2）当标记密度远大于样本量时，线

性模型对微效多基因位点的效应区分能力有限，且

高维标记矩阵中的共线性问题进一步降低了估计

精度。

 4.1    主流深度网络架构

多层感知机（MLP）是 GS中较早应用的深度网

络结构[52]。该网络以全基因组标记向量为输入，经

全连接层与非线性激活函数变换后输出预测值。全

连接结构能够拟合任意非线性映射，在不预先设定

交互项具体形式的情况下捕捉全基因组范围内的上

位性效应。对于受基因互作影响明显的性状，MLP
具备自动学习特征组合的潜力。因此，MLP更适用

于标记数量中等、群体规模相对有限的常规 SNP数

据集，可作为林木 GS的基础非线性预测框架。然而，

由于网络为全连接结构，对于超高维 k-mer或泛基

因组特征，其参数规模增长较快，应用受到一定限制

（表 1）。
一维卷积神经网络（1D-CNN）利用局部感受野

沿染色体坐标扫描标记序列，能够对相邻变异进行

分组处理[31,34,53]。该算法能够有效利用由连锁不平衡

（LD）导致的相邻位点非独立分离特性。此外，卷积

核的参数共享机制减少了模型参数量，有助于提取

局部单倍型组合特征。研究表明，对于受连续基因

组区域调控的数量性状，1D-CNN的预测性能常优

于仅依赖单个位点独立效应的模型。然而，卷积核

尺寸限制了单次运算覆盖的物理距离，导致跨较长

物理区间或不同染色体之间的基因互作难以被直接

建模。鉴于其能有效利用局部 LD结构，CNN特别

适用于高密度 SNP矩阵、单倍型区块及 k-mer等具

有局部序列特征的数据，在当前林木 GS研究中具

有较高的应用潜力。

Transformer算法依靠自注意力机制计算序列内

 

表 1    不同深度学习架构在林木 GS中的潜在应用场景

Tab. 1    Potential application scenarios of different deep learning architectures in forest tree GS

网络架构 主要优势 主要局限 潜在应用场景

MLP 可拟合复杂非线性关系 参数量大，难利用位置信息 中等规模SNP数据

CNN 利用局部LD和单倍型结构 难建模远距离位点互作 高密度SNP、k-mer

Transformer 捕获长程依赖关系 计算开销较大 多组学整合、G × E建模

LSTM 适合时序信息建模 依赖连续观测数据 生长轨迹、环境序列

CNN-LSTM 联合建模空间与时间特征 模型复杂度较高 多时期表型与G × E分析

CNN-Transformer 兼顾局部与全局特征 对样本和算力要求较高 复杂数量性状预测

 14 北    京    林    业    大    学    学    报 第 48 卷    



任意两个变异位点之间的关联权重，不需要依赖位

点在染色体上的邻近关系[54−55]。在 GS建模时，自注

意力可用于捕捉相距较远的位点间的上位性作用。

在多组学数据整合场景下，交叉注意力模块能够对

齐标记效应与环境、转录表达等变量间的依赖关系。

但自注意力的计算复杂度与输入序列长度的平方成

正比。直接将大量的变异位点作为序列输入，会极

大消耗计算资源并增加显存占用，因此通常需要在

建模前对标记进行筛选或降维。因此，Transformer
更适用于需要建模远距离位点互作、多组学融合或

环境协变量整合的复杂预测任务。然而，其对训练

样本规模和计算资源要求较高，在当前多数林木育

种群体中的应用仍受到一定限制。

长短期记忆网络（LSTM）等循环结构适用于处

理具有时间序列特征的观测数据。林木生长周期

长，树高、胸径等性状的观测值随时间动态变化。

LSTM模型可接收早期观测序列、历史气象数据与

固定基因型信息，学习性状随时间推移和环境波动

轨迹。该结构为利用早期记录预测后期性状，或在

跨年度环境下评估基因型表现提供了方法支持。但

LSTM的应用依赖连续多年的表型记录，对于仅具

备单次测定数据的育种项目，并不适用此类时序建

模方法。对于包含多年连续观测数据、环境时间序

列或生长轨迹记录的林木育种群体，LSTM能够提

供比静态模型更丰富的动态信息表征。然而，目前

大多数林木试验尚缺乏长期连续观测数据，其应用

范围仍相对有限。

 4.2    面向基因组选择的深度学习模型

随着 GS中标记维度提升与多源数据融合需求

的增加，深度学习模型的设计已从直接套用基础架

构，转向针对基因组数据特征的结构优化。目前，已

有多种模型在卷积神经网络或 Transformer基础上

进行了专门改进（表 2）。
DeepGS采用轻量化的一维卷积结构，依次包含

卷积层、采样层、3个 Dropout层及两个全连接层[56]。

DNNGP则加深了网络层数，设置 3个卷积层、一个

批归一化层、两个 Dropout层与一个全连接层，并支

持多组学特征的联合输入 [34]。SoyDNGP面向大豆

育种任务设计，其网络由 12个卷积层和一个全连接

层组成，并在起始与末尾卷积层后嵌入坐标注意力

机制，以强化对标记位置信息的利用[57]。GPformer
基于 Transformer编码器构建，依靠自注意力机制捕

获全基因组范围内位点间的依赖关系，并引入知识

引导模块融合 GWAS结果等先验知识[58]。DeepCCR
将一维卷积网络与双向长短期记忆网络进行组

合，在处理基因型空间结构的同时，将种植环境信

息纳入联合建模，提升了跨环境预测的稳健性 [59]。

Cropformer进一步集成了卷积操作与多头自注意力，

在多个物种的独立测试集中维持了相对一致的预测

精度[54]。DPCFormer则在卷积与多头注意力的混合

结构基础上，增设了基于最大信息系数的特征筛选

模块，在输入维度压缩与模型表征能力之间取得平

衡[55]。针对复杂的基因型−环境互作与群体特殊结

构，近期模型展现出更深度的架构融合。GEFormer
构建了多模态学习框架，利用全维动态卷积提取环

境时间序列特征，并通过跨模态门控机制实现基因

型与环境特征的深度融合[60]。MeNet是一种混合效

应深度神经网络，通过对比学习分支提取样本间遗

 

表 2    面向全基因组选择的代表性深度学习模型汇总

Tab. 2    Summary of representative deep learning models for genomic selection

模型名称 核心架构 多组学 G × E 计算成本 林木适用性 参考文献/PMID

DeepGS 1D CNN + FC 否 否 较低 作物证据为主 PMID: 30101399[56]

DNNGP CNN + BN + FC 是 否 中等 已有林木实证 PMID: 36366781[34]

SoyDNGP CNN + CA 否 否 较高 作物证据为主 PMID: 37824739[57]

GPformer CNN + Transformer + KGM 否 否 高 作物证据为主 PMID: 38058185[58]

DeepCCR 1D CNN + BiLSTM + FC 否 是 中等 作物证据为主 PMID: 38805625[59]

Cropformer CNN + MHSA 否 否 较高 作物证据为主 PMID: 39690739[54]

DPCformer Res-CNN + MHSA 否 否 高 预印本证据 arXiv:2510.08662[55]

GEFormer gMLP + ODConv + CrossGatedMLP 否 是 高 作物证据为主 PMID: 39881541[60]

MeNet RepGeno + VE + CIFF 否 是 较高 作物证据为主 PMID: 41267404[61]

PKDP Dual-path CNN + FC 否 否 中等 已有林木实证 PMID: 41229065[31]

注：1D CNN.一维卷积神经网络；FC.全连接层；BN.批量归一化；CA.坐标注意力机制；KGM.知识引导模块；BiLSTM.双向长短期记忆网络；
MHSA.多头自注意力机制；Res-CNN.残差卷积神经网络；gMLP.门控多层感知机；ODConv.全维动态卷积；CrossGatedMLP.跨模态交叉门控层；
RepGeno.基于对比学习的基因型表征模块；VE.变异嵌入模块；CIFF.交叉信息特征融合单元；Dual-path CNN.双路径卷积神经网络。DPCFormer
为预印本状态（2025年发布于arXiv）。
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传亲缘关系，并利用残差网络分支捕捉变异的非线

性累积效应[61]。

针对林木基因组高杂合度、群体规模有限等特

性，已有研究者开展了模型结构的针对性调整。例

如，PKDP模型采用双路径卷积架构，分别对 GWAS
筛选出的显著位点与全基因组背景 SNP进行独立

特征提取，旨在样本量受限条件下提升关键信号的

贡献权重[31]。

目前多数深度学习 GS模型主要在作物群体中

开发与验证，其训练数据通常具有样本量较大、世代

周期短、环境条件相对可控等特点。相比之下，林木

GS具有明显不同的数据结构特征，包括群体规模有

限、家系结构明显、长期环境暴露以及高杂合基因组

背景。因此，作物模型在林木中的迁移应用仍面临

若干限制。第一，深度网络通常依赖较大的训练样

本规模，而林木育种群体规模往往仅为数百至数千

个体，复杂模型容易出现过拟合。第二，林木群体中

较强的亲缘结构可能使模型学习到家系关系而非稳

定的标记−性状关联，从而降低跨群体预测能力。第

三，林木性状具有长期动态变化特征，多数作物模型

缺乏对多年生发育过程和环境时序效应的建模能力。

第四，高杂合基因组及丰富的结构变异增加了标记

编码和序列表示的复杂性。因此，当前作物领域的

深度学习模型更适合作为林木 GS的方法参考，而

非可直接迁移的通用方案。未来需结合林木群体结

构、长期环境数据和复杂基因组特征，对模型结构进

行针对性调整。

 4.3    超参数调优

深度学习模型的预测性能高度依赖于超参数的

选择，包括隐藏层数量、神经元个数、激活函数类型、

学习率、Dropout率以及训练轮次等。为避免信息泄

露并确保最终模型的泛化能力，通常将数据划分为

训练集、调优集与测试集。其中，训练集用于拟合模

型参数；调优集用于超参数选择与模型结构调整，即

模型在训练集学习后，依据其在调优集上的表现更

新超参数；测试集则用于评估模型对未知数据的预

测性能[52]。当样本量有限时，可采用嵌套交叉验证

替代上述固定划分：外层循环负责测试集轮换，内层

循环完成训练集与调优集的划分及超参数搜索。针

对林木 GS场景样本量有限的特点，建议采用 k折
交叉验证结合早停机制来控制过拟合。在正则化策

略上，宜优先采用小批量训练与较高 Dropout率配

置，以增强模型泛化能力。此外，应适当收窄超参数

搜索空间，避免因数据量不足导致调优过程引入额

外方差。实际操作中，可通过网格搜索或随机搜索

遍历超参数空间，并以验证集上的均方误差（MSE）

或平均绝对百分比误差（MAPE）作为优化目标。

 4.4    深度学习的应用挑战

在 GS预测任务中，深度学习并非普遍优于

GBLUP。其精度优势主要体现在训练样本量较大或

目标性状上位性方差占比较高的场景，此时深度网

络的预测误差相对较低。反之，当性状遗传力较高

且主要由加性效应控制时，GBLUP凭借卓越的抗过

拟合能力往往表现更优[62]。因此，深度学习应定位

为特定复杂场景下的补充方法，而非传统线性模型

的通用替代方案。

林木高维特征及小样本训练集导致的模型不稳

定性是当前突出的瓶颈之一。由于林木育种群体规

模通常较小，面对百万级特征输入，网络极易过拟合

训练集中的噪音[63]。尽管引入了 Dropout、早期停止

及数据增强等正则化策略，深度模型的验证集方差

通常仍高于线性模型。此外，超参数的微小扰动可

能导致 GEBV排名出现明显波动。模型解释性与生

物学意义的缺失也是主要挑战：育种家不仅需要高

准确度的 GEBV，还需解析驱动表型变异的生物学

通路。尽管目前可借助 SHAP或积分梯度等特征归

因算法进行事后解释，但受限于林木功能基因组学

基础相对薄弱，从非线性权重中准确追溯关键基因

并验证其功能仍较为困难[64]。

最后，跨群体与跨环境泛化能力不足限制了

GS模型的推广应用。深度模型极易对训练数据的

分布特性产生过拟合。当测试群体与训练群体存在

显著的数据分布差异时，其预测准确度往往大幅衰

减。如何结合迁移学习与领域自适应技术，提升模

型在复杂林木群体结构与强 G × E条件下的跨群体

泛化能力，是未来亟待解决的关键技术问题[50,65]。

 5   从全基因组预测到多目标优化决策

在利用 GS模型获得个体 GEBV后，如何将预

测结果转化为兼顾多性状改良、长期遗传增益与群

体健康的育种决策，是 GS技术实现实际应用的关

键环节。对于林木而言，育种目标通常涉及生长量、

木材品质、抗逆性、环境适应性以及遗传多样性等多

个维度，因此林木遗传改良本质上属于多目标优化

问题。随着深度学习模型逐渐应用于复杂性状预测，

如何将单性状或多性状预测结果进一步整合至多目

标选择体系，已成为智能育种研究的重要方向。

 5.1    多性状 GEBV 与选择指数的整合

林木重要经济性状之间广泛存在由基因多效性

或 LD引起的遗传相关性，且部分性状间常表现为

遗传负相关[66−67]。例如，生长速率提高往往伴随着

木材密度下降，仅依据单一性状进行定向选择，容易
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导致其他关键性状退化。因此，无论是基于传统统

计模型，还是基于深度学习的单性状预测模型或多

任务联合预测模型，最终均需要将多个目标性状的

GEBV进行综合评价，以服务于实际育种决策[68]。

基因组选择指数是连接 GEBV预测与育种决策

的基础框架 [69−70]。其中，LGSI通过对不同性状

GEBV赋予经济权重并进行线性加权，实现对候选

个体综合遗传价值的评价[71−72]。

I = wT ĝ

w
ĝ

式中：I 表示综合选择指数， 表示性状经济权重向

量， 表示由 GS模型输出的多性状 GEBV向量。该

方法能够在苗期对无表型个体进行早期综合评价，

目前仍是林木多性状选择的主要方法。例如，在桉

树和火炬松等育种项目中，常依据材积、生长量与木

材密度等性状的重要性设定权重，以筛选综合表现

较优的候选无性系或亲本材料[73]。

然而，LGSI建立在线性可加假设基础之上，难

以充分反映复杂性状之间的非线性关系。为此，研

究者进一步提出了 QGSI，通过引入二次项描述性状

间的非线性经济效应与非加性遗传互作[74]。

I = wT
1 ĝ+ ĝTW2 ĝ

w1 W2式中： 为线性权重向量， 为反映性状间非线性

经济价值及非加性效应的对称权重矩阵。尽管该方

法在部分作物研究中表现出较高的理论选择响应，

但其在林木中的应用仍受到一定限制。一方面，林

木训练群体规模通常较小，而二次参数数量随性状

数快速增加，易导致参数估计不稳定；另一方面，长

期环境异质性使性状间协方差结构随时间和立地条

件变化，从而降低非线性指数的稳定性与泛化能力。

 5.2    基于帕累托最优的多目标选择

传统选择指数需要预先设定固定经济权重，然

而实际林木育种目标常随造林区域、经营模式及市

场需求动态调整。因此，多目标优化方法逐渐被引

入林木 GS决策体系。其中，以帕累托最优（pareto
optimality）为基础的多目标进化算法受到广泛关注。

在该框架下，生长量、木材密度、抗逆性和适应性等

多个性状 GEBV可同时作为优化目标，而不再被预

先压缩为单一综合指标。以非支配排序遗传算法-
II（NSGA-II）为代表的方法，通过迭代搜索获得一组

互不支配的候选解，即帕累托前沿（pareto front）[75−76]。
该结果可为育种者提供不同目标权衡下的候选个体

组合（图 1）。例如，在特定立地条件下可优先选择生

长量较高的材料；而在干旱区域，则可适当提高抗逆

性与材性权重。相较于固定权重指数，帕累托优化

提升了林木多目标决策的灵活性，更适用于复杂环

境下的区域化育种部署。

 5.3    遗传多样性约束与最优贡献选择

在长期林木改良过程中，持续的高强度定向选

择可能导致群体近交水平上升和有效群体大小下降，

从而影响长期遗传增益与群体适应能力 [77]。因此，

在多目标育种决策中，仅关注短期遗传增益是不够

的，还需兼顾遗传多样性维持与近交控制。最优贡

献选择（OCS）是目前重要的群体优化策略之一[78]。

该方法在最大化群体综合遗传增益的同时，对候选

个体间的基因组亲缘关系施加约束，以限制近交积

累速度并维持群体遗传多样性。近年来，OCS逐渐

与 GS和多目标优化方法相结合，用于平衡短期

选择响应与长期育种可持续性。在云杉和杨树等林

木的模拟研究中，结合多性状基因组估计育种值

（GEBV）、帕累托优化与 OCS的方法，已显示出在

控制近交水平的同时维持长期遗传增益的潜力[78−80]。

总体而言，林木 GS正由单性状预测逐步发展

为多目标综合决策体系。未来的发展重点不仅在于

提高预测精度，更在于构建能够兼顾复杂性状协同

改良、环境适应性和长期群体健康的智能育种决策

框架。

 6   当前面临的挑战与未来展望

深度学习在林木 GS中的应用前景，取决于能

否在以下场景中展现传统方法难以替代的价值：一

是多性状协同预测，尤其是性状间存在遗传负相关

或非线性经济权重的情形；二是跨环境 G × E建模，

需整合长期气候时序数据以提升不同立地条件下的

预测稳定性。在上述场景中，深度学习的非线性映

射和多源数据融合能力具有明显优势。

然而，当前林木 GS面临四方面关键瓶颈。第一，

高质量表型数据的获取效率远滞后于基因分型能力。

林木世代周期长、表型测定成本高，大规模训练群体

难以建立，高维小样本问题普遍存在[3,9]。第二，模型

的跨群体泛化能力不足。林木育种群体多由半同胞

或全同胞家系构成，训练集与候选集之间的亲缘关

系、LD衰减模式和环境背景存在差异，导致模型在

独立验证中精度显著下降[81]。第三，多组学与环境

数据的整合仍面临较大挑战。由于不同组织、发育

阶段和环境条件下的数据难以完全匹配，多组学数

据容易受到批次效应、时间尺度差异及数据缺失等

因素影响，尚未形成成熟的标准化融合框架[45]。第

四，林木群体中丰富的复等位变异尚未在 GS模型

中得到充分利用。林木多为异交物种，基因组高度

杂合，单个位点常存在多个等位基因。然而，现有

GS方法多基于双等位 SNP标记，难以完整表征复
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等位结构及其连锁信息，可能降低 GEBV的预测精

度，尤其在显性或上位性效应显著的情况下。

未来研究应优先推进以下工作：一是建立涵盖

多地点、多年份的林木 GS独立验证群体，为模型在

跨世代、跨环境条件下的泛化能力提供严格评估基

准；二是将基因功能注释和调控网络等生物学先验

融入模型结构，在降低过拟合风险的同时增强可解

释性；三是构建集多组学数据管理、动态预测和育种

决策支持于一体的智能化平台，将多性状 GEBV预

测与选择指数、最优贡献选择等方法衔接，实现从预

测到决策的闭环。
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