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面向计算机生成兵力的战术决策行为建模方法
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摘   要： 在作战仿真中，建立指挥人员战术行为决策模型至关重要 . 然而，计算机生成兵力（CGF）在决

策过程中面临状态动作搜索空间大、决策时间有限等挑战 . 为此，提出一种基于蒙特卡罗树搜索（MCTS）的

战术决策方法，并引入分层任务网（HTN），利用领域知识引导 MCTS 节点扩展 . 此外，传统 MCTS 在选择对手

行动时采用等概率策略，导致对手行为不确定 . 针对这一问题，构建隐式对手建模方法，通过粒子滤波识别对

手策略，并将预测结果整合至 MCTS 决策过程中，以增强决策的针对性 . 仿真结果表明，在不同时间约束与地

图条件下，该方法均能有效预测对手行动并实施针对性决策，从而显著提高胜率 .
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Abstract： In combat simulation， establishing tactical behavior decision-making models for 
commanders is crucial.  However， challenges such as a large state-action search space and limited 
decision-making time are faced by computer generated forces （CGF） during the decision-making 
process.  To address this issue， a tactical decision-making method based on Monte Carlo tree 
search （MCTS） was proposed， and a hierarchical task network （HTN） was introduced to guide 
MCTS node expansion using domain knowledge.  Furthermore， an equal-probability strategy was 
employed by traditional MCTS when selecting opponent actions， resulting in uncertain opponent 
behaviors.  In view of this issue， an implicit opponent modeling method was constructed， in 
which opponent strategies were identified through particle filtering， and the prediction results 
were integrated into the MCTS decision-making process to enhance decision-making relevance.  
Simulation results indicate that under different time constraints and map conditions， opponent 
actions can be effectively predicted， and targeted decisions can be implemented by this method， 
thereby significantly improving the winning rate.
Key words： combat simulation； computer generated forces； implicit opponent modeling； Monte 
Carlo tree search； particle filtering

“从战争中学习战争”自古以来都被视为学习

与研究战争规律的重要方法［1］. 然而，旧式的作战

理念与理论分析方案已越来越难以适应当下军队

信息化建设的需求 . 现今作战仿真技术通过计算

机平台实现了在虚拟战场上模拟特定的场景与对

象，从而满足“在实验室学习战争”［2-3］的要求 .

计算机生成兵力（computer generated forces，

CGF）是由计算机生成和控制的虚拟作战兵力对
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象［4-6］. 随着计算机平台算力性能的不断提升，机

器学习算法被应用于行为建模领域，并在作战仿

真系统中获得日益增长的关注 .2015 年，加拿大

空军实验室在 ITSEC 会议上发出利用机器学习

进行计算机生成兵力行为建模的倡议，并阐述了

引 入 机 器 学 习 的 前 景 与 挑 战［7-8］. 2016 年 ，

DeepMind 公司开发的 AlphaGo［9］计算机程序首

次 在 围 棋 对 弈 中 战 胜 顶 尖 职 业 选 手 .2017 年 ，

AlphaGo 被升级为 AlphaGo Zero［10］，该程序完全

基于自我对弈和强化学习，在短时间内就达到了

世界顶尖水平，并在围棋领域刷新了一系列记

录 .2018 年，OpenAI Five［11］与世界顶尖 DOTA2 选

手进行了一系列对抗赛，并在多场比赛中取得了

胜利，标志着基于学习的任务规划决策由单人对

抗转变为多人对抗决策 .2020 年，DeepMind 提出

了 AlphaStar［12］，这是一个在《星际争霸 II》中击败

人类职业选手的多智能体系统，展示了强化学习

在复杂战场环境中的潜力 .2021 年，美国空军利

用边缘 AI 技术开发了基于无人机的 CGF 系统，

能够在复杂环境中快速响应 .2023 年，元宇宙概

念被应用于军事训练和仿真，CGF 在虚拟战场中

的行为建模和决策能力得到进一步提升［13］.

近年来，随着人工智能技术的发展，隐式对

手建模在军事仿真、智能博弈等领域取得了显著

进展 . 徐浩添等［14-15］将基于深度强化学习的对手

建模方法分为显式建模和隐式建模两类 . 其中，隐

式建模通过将对手行为特征嵌入智能体的策略网

络中，使得模型在训练过程中自动学习对手的行

为模式，无需显式构建对手模型，从而提高了模型

的泛化能力和适应性 .

本文将针对 CGF 状态动作搜索空间大、决策

时间有限等问题，提出一种基于蒙特卡罗树搜索

（MCTS）的战术决策方法 . 同时，针对传统 MCTS

在决策过程中对手行为不确定的问题，构建隐式

对手建模方法，增强决策的针对性，从而在不同

时间约束下提升搜索效率与胜率 .

1　战术任务规划与决策

1. 1　基于分层任务网的战术任务规划

分层任务网利用先验知识将复杂综合问题

迭代分解为简单的子任务，迭代过程在所有任务

均被分解为子任务或达到算法约束时间时截止 .

与分层任务网思想类似，战术任务规划过程中，

复合任务总是被优先分解为各种子任务，在此基

础上继续分解为原子任务以执行战术，两者均含

有逐级分层解决问题的思想［16-18］.

HTN 规划的数学模型如式（1）所示：

P = (Ds I c I ). (1)

式中：D = (FC I AM )表示任务规划时的领域知

识，其中 F 是一组状态变量，C I 表示复合任务集

合，A 表示原子任务集合，M 表示任务分解方法集

合 ；s I Î F 表 示 初 始 状 态 ；c I ÎC I 表 示 要 执 行 的

任务 .

当给定需要规划的任务、初始状态和领域知

识 后 ，HTN 将 根 据 领 域 知 识 对 初 始 任 务 进 行

分解［19-20］.

以 HTN 算法为基础，结合战术任务规划知

识，提出基于 HTN 的战术任务规划方案如下：

1） 根据战术条例与专家经验构建作战任务、

环境状态与需要执行的原子任务之间的关系，将

此关系作为先验知识进行存储 .

2） 确定任务网络中任务间的关系和任务分

解的前置条件 .

3） 将制定好的先验知识与环境初始状态输

入 HTN，对战术任务进行分解规划 .

4） 针对规划方案利用战场态势预测进行效

果评估，对于效果较差的方案进行重新规划 .

1. 2　基于蒙特卡罗树搜索的战术行为决策

1. 2. 1　蒙特卡罗树搜索

蒙特卡罗树搜索（MCTS）是一种通过随机抽

样构建搜索树以寻找最优决策的算法，其核心在

于 对 特 定 状 态 下 可 行 动 作 的 博 弈 值 进 行 近

似［21-23］.MCTS 是一种典型的马尔可夫决策过程

（MDP），其中未来状态只取决于当前状态及所采

取的动作［24-25］. 在有限决策预算下，MCTS 通过设

置时间或迭代次数限制搜索 . 在迭代过程中，树

策略和推演策略共同影响动作选择，树策略选择

估值高的节点，而推演策略则通常采用随机选择 .

1. 2. 2　战术行为决策过程构建

针对作战小队级别的战术任务规划与行为

决策，更加关注对抗双方指挥实体进行作战推

演，指挥多个实体进行对抗 . 将前向模型定义为
B ={CSAT r Te U}. (2)

其中：C ={IY}表示对抗双方的不同决策者，通常

情况下，令 I 表示我方，Y 表示敌方 .S 表示环境状

态集合，通常指对抗双方实体在地图中的位置 .

T r( sa)：S ´ A® S 表示状态转移函数，a 表示状态

s 下双方实体执行的合法动作，执行 a 后状态转移

函数返回下一个状态 .Te (s)={truefalse}表示状态
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s 情况下，模型是否停止运行 .U (s)® R 表示状态 s

的价值评估函数 .

2　HTN 规划引导的蒙特卡罗树搜索

2. 1　考虑同时持续行动的UCTCD算法

树搜索是经典对抗游戏常用的方法，其中 α -

β搜索和 UCT 搜索最为流行 . 针对对抗双方同时

行动的问题，常用解决方法是依次执行双方连续

两步移动，并延迟动作效果到第二步完成后，以

此保证公平性，该方法在小规模战斗脚本决策中

表现良好 . 传统对弈游戏（如围棋）中，双方交替

行动且动作时长相同，可用 UCT 树建模玩家行

为 . 然而在作战仿真环境里，基本 MCTS 算法难以

解决双方同时行动、行动时长不确定的问题 . 因

此 ，Churchill 等［26］将 UCT 扩 展 为 UCTCD（UCT 

considering durations），在《星际争霸》中完成战术

行为决策 .

UCTCD 算法中加入了等待节点用于对搜索

过程进行控制 . 在 UCT 算法的搜索树中，树节点

与环境状态相对应，节点之间不存在类型差异 .

UCTCD 将树节点分为 3 种类型：FIRST，SECOND

和 SOLO. 其中 FIRST 和 SECOND 节点在双方同

时进行决策的情况下使用，此时将双方行动决策

分为两个选择阶段，生成两层树节点 .SOLO 节点

对应只有一方进行行动决策的情况，此时选择出

的行动能够直接执行［27-28］.

2. 2　结合HTN改进UCTCD树搜索

由 于 任 务 规 划 与 行 为 决 策 的 相 似 性 ，将

UCTCD 与 HTN 相结合，构建复合战术规划行为

决策模型 HTN-UCTCD. 引入 HTN 后，算法的主

体仍是 UCTCD，由 MCTS 完成行动选择 .HTN 在

合成算法中的作用是约束和引导 UCTCD 的行动

选择和扩展过程，该过程基于 HTN 中包含的规划

领域知识 .

基于HTN的节点生成算法如表1所示 .算法中

增加了维护待分解复合任务的任务网络堆栈 T 和

当前正在执行的任务 t两种元素 .当任务 t是不能再

分解的原子任务时，能够直接执行该任务对应的行

动 .对抗环境中包含己方和对手共两个虚拟指挥实

体，在对抗开始阶段会将双方各自的任务目标存入

任务堆栈中，此时由于输入的复合任务尚未分解，

故不存在当前执行的原子任务 .在执行算法到扩展

阶段时，为对复合任务进行持续分解，会采用

GenerateNode对新生成节点的T和 t赋值 .

GenerateChildNode 函数以当前搜索所在节

点 n 和对应状态 s 作为输入，首先判断当前节点

对应的子任务是否已经完成，若没有完成则调用

GenerateNode 函数选出相应的动作分支执行以

产生新的状态节点 . 若节点对应子任务已经完

成，则转入 BreakdownTasks函数，从任务堆栈中获

取新复合任务进行分解 . 分解过程中取出栈顶元

素 T0 进行判定，若该任务是复合任务则对该任务

下包含的所有可用方法进行探索，并生成所有对

应的分解子任务 . 之后递归调用该函数直至所有

复合任务全部被分解为原子任务 . 若该任务为原

子任务，则直接执行其对应动作后扩展新的节点 .

执行 GetAction 函数能够在获取下一个行动

的同时，将 HTN 规划的原子任务转换为对应的能

够实际执行的实体行动，从而实现环境、任务规

划和实体行动之间的闭环连接 .

3　面向 MCTS 的对手建模方法

3. 1　基于改进粒子滤波的策略拟合方法

3. 1. 1　粒子滤波（PF）算法

粒子滤波算法也称为蒙特卡罗滤波（Monte 

表1　基于HTN的节点生成算法
Table 1　Node generation algorithm based on HTN 

算法：基于 HTN 的节点生成算法

1 Procedure

GenerateChildNode(Node n, State s)

2  if n. t ¹NullÙ !n. t. Completed ( ) then

3   GenerateNode(nsReplicate (n. T ) )
4   return

5  BreakdownTasks(nsReplicate (n. T ) )
6 Procedure

BreakdownTasks(Node n, State s, TaskStack T)

7  if T =Æ then

8   return

9  T0 ¬ T [0]
10  if T0 is compound then

11   for each methodÎ T0 do

12    if method. Available ( s) then

13     T '¬method. T include + T [1:]
14     BreakdownTasks(nsT ')
15 else if T0 is primative then

16  n. t¬ T0

17  GenerateNode (nsT )
18 Procedure

GenerateNode(Node n, State s, TaskStack T)

19  move¬GetAction ( p (n. s) sn. t )
20  n. AddChild(new Node(moveTn. t ))
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Carlo filter，MCF），是一种用于状态估计的贝叶

斯滤波算法［29-30］. 它通过使用一组随机样本（粒

子）来近似状态空间的后验概率分布，从而对系

统状态进行估计 . 粒子滤波算法的状态预估模型

如式（3）和式（4）所示：

xj = f ( xj - 1 uj - 1 ) + vj, (3)

yj = h ( xj uj) + η j. (4)

其中：xj 表示 j 时刻的系统状态；yj 表示 j 时刻的环

境观测值；uj 表示 j 时刻的系统输入；f 和 h 分别表

示状态转移函数和观测函数；vj 和η j 表示噪声 .

通过预测和更新两步来计算 xj 的后验概率

密度 p(xj|y1：j )，预测步如式（5）所示：

p ( xj|y1:j - 1 ) = ∫p(xj|xj - 1 )p(xj - 1|y1:j - 1 )dxj - 1. (5)

式中：y1：j - 1 为从第 1 时刻到第 j - 1 时刻的观测集

合；p(xj|xj - 1 )描述系统从 j - 1 时刻状态 xj - 1 演化到

j 时刻状态 xj 的概率规律；p(xj - 1|y1：j - 1 )表示仅基于

历史观测 y1：j - 1 对 xj - 1 的概率估计 . 更新步采用贝

叶斯滤波，如式（6）所示：

p ( xj|y1:j) = p(yj|xj )p(xj|y1:j - 1 )

∫p(yi|xj )p(xj|y1:j - 1 )dxj

. (6)

为消除积分运算、降低复杂度，采用一组加

权随机粒子 χ j 对 p(xj|y1：j ) 进行近似，加权随机粒

子 χ j 的表达式如式（7）所示：

χ j ={xi
j wi

j }. (7)

故后验概率密度函数为

p ( xj|y1:j) »∑i = 1

H wi
jδ ( )xj - xi

j . (8)

式中：xi
j 表示粒子群中第 i 个粒子；wi

j 表示 j时刻第

i个粒子的权重；H 表示粒子总数；δ表示狄拉克函

数 .p(xj|y1：j )中难以进行粒子集合抽取，故定义重

要性概率密度函数 q(xi
j )，并在 q(xi

j ) 中抽取粒子 .

重要性概率密度函数如式（9）所示：

q ( xi
j) = p(xi

j|x
i
j - 1 ). (9)

式中：p(xi
j|x

i
j - 1 )描述从 j - 1 时刻的父粒子 xi

j - 1 转移

到 j 时刻粒子 xi
j 的概率 . 故粒子权重 wi

j 表达式如

式（10）所示：

wi
j µwi

j - 1 p(yj|x
i
j ). (10)

式中：wi
j-1 表示 j- 1时刻第 i 个粒子的权重；p(yj|x

i
j )

表示在粒子状态 xi
j 下，实际观测值 yj 的概率 . 权重

归一化表达式如式（11）所示：

wi
j =wi

j - 1 /∑i = 1

H wi
j. (11)

重采样后 j 时刻的状态预估值由粒子群加权

表示，如式（12）所示：

x͂ =∑i = 1

H wi
j x

i
j. (12)

3. 1. 2　策略拟合匹配过程

仿真系统中 t 时刻的环境状态可以表示为

式（13）［31-32］：

S (t ) = f (S (t - 1) a+a- ). (13)

式中：a+ 和 a- 分别表示 t - 1 时刻双方执行的动

作；S 表示环境状态 .

基于改进 PF 的策略匹配算法执行过程如图

1 所示 .

1） 初始化粒子 . 初始化阶段给出 N 个粒子均

代表 m 种已知的对手策略集合，每种策略拥有的

粒子数为 N/m. 对手策略即系统的状态转移函数，

策略集合如式（14）所示：
fs ={ fs1

fs2
fsm

}. (14)

式中，sm 代表第 m 种对手策略 .

观测值 y（t）表示为 n 维向量，如式（15）：

y (t ) ={yk(t ) k = 12n}. (15)

式中，yk(t )表示 t 时刻观测向量的第 k 个分量 .

2） 状态预测 . 在 t - 1 时刻，m 种策略对应的

状态值由式（16）表示：

X (t - 1) ={X e(t - 1) e = 12m}. (16)

式 中 ，第 e 种 策 略 的 状 态 值 X e(t - 1) 如 式（17）

所示：

X e(t - 1) ={x e
l (t - 1) l = 12N/m}. (17)

式中，第 e 种策略中第 l 个粒子的状态向量 x e
l (t -

1)如式（18）所示：

图1　基于改进PF的策略匹配算法执行示意图

Fig. 1　Schematic diagram of strategy matching 
algorithm execution based on improved PF
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x e
l (t - 1) ={xe

lk
(t - 1) k = 12n}. (18)

式中，xe
lk
(t - 1)表示第 e 类策略第 l 个粒子的第 k 个

分量 .

采用 m 种策略分别对对应的状态值进行预

测，求出 t 时刻的预估状态值 Xp (t). 相应得出第 e

种策略的状态预测值如式（19）所示：

X e
p (t ) ={x e

p l(t ) l = 12N/m}. (19)

式中，x e
p l(t )为第 e 类策略预测的第 l 个粒子状态 .

3） 权重校正 . 将 t 时刻的预估状态值输入观

测函数 f，求出所有粒子在 t 时刻的预估观测值

Yp (t)，相应表达式如式（20）所示：

Y e
p (t ) ={ye

p l(t ) l = 12m}. (20)

式中：Y e
p (t )为第 e 种策略的预估观测集；ye

p l(t )为

第 e 种策略中第 l 个粒子的预估观测值 .

4） 策略匹配 . 计算第 e 种策略中所含粒子的

排序值总和如式（21）所示：

Re
sum(t ) =∑l = 1

N m
r e

l (t). (21)

式中，r e
l (t) 表示第 e 种策略中第 l 个粒子的排序

值 . 选出粒子权重排序值总和最大的策略即为当

前对手策略 .

5） 重要性重采样 . 这里采用残差重采样策

略，具体步骤如下：

①计算粒子复制子代个数 . 将每个粒子的权

重乘以粒子数量 N 后取整，得到每个粒子应该被

复制的次数 . 第 e 种策略中第 l 个粒子的子代个数

如式（22）所示：

ne
l = Int(N ×we

l ). (22)

式中，we
l 为每个粒子的权重 .

将所有粒子产生的后代粒子组成新粒子集

合，其总数如式（23）所示：

O =∑e = 1

m ∑l = 1

N m
ne

l . (23)

②残差粒子采样 . 由于 O <N，故存在 O* 个粒

子由于权重过低无法进行复制，这里 O* =N -O >

0. 针对这部分粒子，将其权重与粒子数量相乘后

的小数部分作为抽样概率，然后在旧粒子集中进

行抽样，最终抽样出 O* 个残差粒子 .

③合成新粒子集 . 将①和②中得到的新粒子

集合成，然后设置每个粒子权重为 1/N.

6） 阈值判断 . 在粒子重采样后进行判断，若

没有任何一种策略的粒子数超过设定阈值，则返

回第 2）步重新进行迭代 .

3. 2　基于隐式对手建模的博弈树构建

3. 2. 1　隐式对手建模

基于策略匹配的隐式对手建模算法具体步

骤如下：

1） 环境信息与对手动作采集 . 利用信息数据

采集器获取当前时刻的全局环境信息观测值以

及对手的动作序列 .

2） 建立对手策略集 . 根据对手的历史动作信

息和军事经验知识建立对手所有已知的策略集 .

3） 策略集合初始化 . 设置粒子总数为 N，将

粒子均分为 m 份分别代表不同对手策略，并为每

个粒子赋值一个随机的合法开局状态 .

4） 策略预测状态动作生成 . 在完成粒子初始

化后，通过策略匹配算法预测出对手在下一时刻

t 可能采取的动作状态集合 .

5） 不同对手策略权重计算 . 通过对比前 t 个

时刻环境信息观测预估值与实际观测值的相似

度，可以为代表不同策略的粒子赋予不同的权

重，相似度越高权重越大 .

6） 选出当前对手策略 . 当前时刻进行权重赋

值后会按照数值大小对粒子进行排序，排序后进

行同类粒子序号求和，将求和数值最大的策略作

为当前对手策略 .

7） 不同策略重要性重采样 . 为解决粒子退化

问题，在策略匹配算法中引入残差重采样算法，

对拟合度高的策略粒子进行复制，拟合度低的粒

子则按一定概率予以保留 . 设定占比阈值和迭代

次数作为算法终止条件，初始阶段循环步骤 4）到

7），当满足条件时跳出循环，并在之后的一段时

间内将选出的策略作为稳定的对手策略 .

3. 2. 2　博弈对抗蒙特卡罗树搜索

基于提出的 MCTS 战术规划与行为决策算

法，将隐式对手建模加入其中，构建博弈对抗蒙

特卡罗树搜索算法，算法流程图如图 2 所示 .

算法可以分为两个部分，即对手模型构建和

我方动作决策 . 在第一部分中，当我方需要进行

动作规划时，需要先进行隐式对手建模，通过构

建对手策略集合并用不同粒子群分别代表后进

行动作预测，得出执行预测动作后的预测环境信

息；将预测环境信息与实际环境信息对比得到不

同策略与实际对手行为模型的相似度，进行粒子

的残差重采样 . 在多次迭代使得某种策略对应粒

子数超过设定阈值或超出最大迭代次数后停止

迭代，并将粒子比重最大的策略作为当前对手行

为模型 . 在第二部分中，将对手行为模型和环境
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信息输入蒙特卡罗树执行博弈搜索过程，过程中

基于确定的对手下一步行为和环境信息在我方

合法行为集合中进行搜索评估；在向前进行多步

的态势推演达到约束时间或最大深度后，采用评

估函数对我方合法动作进行评估，选出评估值最

大的动作作为下一步执行动作 .

4　仿真实验与性能分析

4. 1　仿真平台

为专注于相关问题的研究，选择 µRTS 作为

仿真平台 .µRTS 是一个开源的简化 RTS 游戏，该

平台具备挑战性的基本功能，包括同时和持续的

动作、组合分支因素和实时决策［33-36］. 图 3 显示了

在 8×8 地图上进行比赛的 µRTS 状态截图 . 图中带

有短虚线或长虚线轮廓的方形或圆形实体分别表

示可以由玩家 I（我方）和玩家 Y（敌方）控制的实

体 . 斜线方块表示资源，方块中的数字表示剩余资

源的数量 . 资源默认分布在地图的左上角和右下

角，未着色的方块是地图上可遍历的区域 .

游戏中所有实体单位的定义如下［37-38］：

1） 工人（worker）：最小的深灰色圆形单位，

负责采集资源到特定位置建造基地和兵营，之后

采集资源运向基地进行存储；

2） 轻型攻击者（light）：中等大小深色圆形单

位，攻击力和防御力中等，速度最快的近战单位；

3） 重型攻击者（heavy）：浅色圆形单位，攻击

力和防御力最高，速度最慢的近战单位；

4） 远程攻击者（range）：短虚线圆形单位，攻

击范围最大，防御最弱的远程消耗单位；

5） 基地（base）：浅灰色正方形单位，基地利

用工人运回的资源生产新的工人，方块中的数字

表示当前玩家可用的资源数量；

6） 兵营（barrack）：深灰色正方形单位，能够

训练轻型、重型和远程攻击者，训练需要消耗基

地中存储的资源 .

4. 2　HTN领域知识仿真实验

4. 2. 1　仿真设置

为验证 HTN 中领域知识对 HTN-UCTCD 算

法性能的影响，设置了4种知识复杂度不同的HTN

模型，并与 UCTCD 结合，生成 4 个指挥型实体 AI

模型 .4种指挥策略模型的运行方式如下［39］：

低级策略模型（low level，LL）：仅包含游戏

中的低级原子任务，如移动（任意方向）、攻击（射

程内敌方单位）、基地和工人产生新单位、采集资

源和闲置 .

低 级 寻 路 策 略 模 型 （low level with 

pathfinding，LLPF）：与低级策略相似，但单位移

动采用路径查找算法确定最短路径 . 该模型包含

4 个不同任务和 12 种方法 .

灵活模型（Flexible）：一种更复杂的策略模型，

具有非原子任务，用于获取资源、训练不同单位和

攻击敌人 .该模型包含19种任务和49种方法 .

灵 活 单 一 目 标 模 型（flexible single target，

FST）：类似于灵活模型，但命令所有攻击单位针

对同一目标，从而降低分支因子 . 该模型包含 21

种任务和 51 种方法 .

这 4 种策略所包含的原子任务均为 12 种，为

便于描述，统一将上述 4 种策略的 HTN-UCTCD

算法简写为 LL，LLPF，Flexible 和 FST.

为评估 HTN-UCTCD 算法的性能，将其与 11

种 AI 模型进行循环对抗比赛 . 每个算法在 3 个不

同大小的地图（8×8，12×12 和 16×16）中各进行 20

场比赛，总计进行 60 场比赛，胜者得 1 分，败者得

0 分 . 若达到最大对抗时间（4 000 个游戏帧），则

图2　博弈对抗MCTS战术行为决策过程

Fig. 2　Tactical behavior decision-making process of 
adversarial game MCTS

图3　μμRTS对局状态截图

Fig. 3　Screenshot of game state in μμRTS
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视为平局，双方各获 0.5 分 . 所有对局均从一个基

地和两名工人开始 . 实验结果如表 2 所示，RTS-
AI 代表对手 AI 模型 .

4. 2. 2　仿真结果与分析

如图 4 所示，胜率最高的两种算法是采用灵

活策略（Flexible）和灵活单一目标策略（FST）的

HTN-UCTCD 算法，随后是灵活单一目标策略的

AHTN 算法 . 这 3 种算法在不同尺寸地图中保持

稳定的优势，因其采用了复杂的领域知识生成策

略，能够执行更高级的任务 . 在小尺寸地图中，节

奏较快，算法优势不明显，但随着地图增大，优势

逐渐显现 . 尽管 HTN-UCTCD 和 AHTN 都使用

FST 策 略 ，HTN-UCTCD 在 胜 率 上 均 优 于

AHTN，因为 AHTN 的搜索过程依赖于固定策略

顺序，未能充分利用领域知识 .HTN-UCTCD 算

法能并行搜索同一任务下的不同分解方法，决策

更加灵活 .

为深入了解 HTN-UCTCD 的性能，固定每个

游 戏 帧 的 时 间 预 算 为 100 ms，采 用 LL，LLPF，

Flexible 和 FST 策略的 HTN-UCTCD 算法与所有

地图上的其他 AI 进行对抗，并记录生成的游戏

树 . 表 3 显示了采用不同策略的 HTN-UCTCD 所

能达到的平均深度、叶节点数量和前瞻度 . 前瞻

度是指根节点状态与叶节点状态之间的差值 . 结

果表明，策略中方法和任务数量越多，复合任务

越抽象，HTN 对 UCTCD 的搜索约束程度越高，因

此 FST 策略在较小决策空间中能够搜索到更大

的深度和前瞻度 .

4. 3　隐式对手建模算法仿真实验

4. 3. 1　仿真设置

为验证隐式对手建模算法与 MCTS 算法结

合的可行性，在 μRTS 游戏平台上进行仿真对比 .

为减少无关变量的影响，所有对局开局时双方均

拥有一个工人、一个基地和相同的资源数量 . 比

赛在 3 种尺寸的地图上进行，分别为 8×8，12×12

和 16×16，其中前两种地图的最大对局时间设置

为 3 000 帧，16×16 地图的最大对局时间设置为

4 000 帧 . 每局比赛结束后记录双方得分，获胜一

方得 1 分，失败方不得分，平局双方各得 0.5 分 .

为测试隐式对手建模方案与 UCTCD 算法结

合后的 AI 性能，采用硬编码脚本机器人作为对

手，同时，极大极小树搜索与 HTN 规划结合生成

的 AHTN 也使用领域知识作为规划策略，可作为

对手进行测试 . 初始粒子数设置为 50，迭代阈值

为粒子总数的某一比例 .

4. 3. 2　仿真结果与分析

为 了 验 证 组 合 隐 式 对 手 建 模 方 法 后 ，

UCTCD 算法能够通过对手策略匹配算法选出对

手策略并做出针对性行动决策，从而实现决策算

表2　对手AI模型及相应策略
Table 2　Opponent AI models and corresponding strategies 

RTS-AI

Random

重型冲击（HR）

轻型冲击（LR）

ABCD

NaiveMCTS

AHTN

AHTN-FST

AI 策略

随机策略，随机生成合法动作并执行

采用 1 个工人收集资源，将资源全部用于训练重型攻击者并发起攻击

与 HR 类似，该策略只训练轻型攻击者

考虑动作持续时间的α - β搜索算法

采用 CMAB 建模 MCTS，具有特定采样策略

对抗分层任务网，结合最大最小搜索树与 HTN 规划

采用灵活单一目标模型的对抗分层任务网

表3　不同策略HTN-UCTCD玩家的搜索树统计数据
Table 3　Statistical data of search tree for HTN-

UCTCD players with different strategies 
不同策略

LL

LLPF

Flexible

FST

深度

1. 69（6）

2. 48（28）

4. 63（13）

5. 92（20）

叶节点数量

3 171. 23（12 020）

3 056. 14（9 415）

1 245. 63（11 140）

476. 65（2 355）

前瞻度

14. 58（40）

36. 94（1 001）

49. 38（210）

59. 17（200）

注：括号内表示最大值，括号外表示平均值 .

图4　3种地图中不同AI的胜率对比

Fig. 4　Comparison of winning rates of different AI 
in three maps
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法性能的提升 . 采用加入隐式对手建模博弈的

UCTCD（G-UCTCD）算法和传统 UCTCD 算法作

为 AI，在 μRTS 平台的 3 种不同尺寸地图上，与表

4 中的所有 AI 进行循环对抗 . 每个算法都与其余

所有算法进行 20 场比赛 . 在所有比赛结束后，将

总得分除以对局数得到相应胜率，通过比较胜率

分析算法性能 .

1） 不同决策时间约束 . 为探究一个游戏帧内

不同决策时间约束对提出算法性能的影响，在每

张地图上设置约束时间从 50 ms 至 400 ms，间隔

为 50 ms，共 8 组仿真 . 图 5~图 7 分别展示了在 3

种尺寸地图下进行 8 组仿真后各 AI 获得的胜率 .

综合来看，G-UCTCD 算法和 G-AHTN 算法

在 3 种地图上的胜率均位于前两名，特别是 G-
UCTCD 算法的胜率总体上均优于 G-AHTN 算

法 . 在前两种小尺寸地图中，胜率处于 50% 左右

的 是 基 础 AHTN 算 法 和 UCTCD 算 法 ，相 比 于

WR，HR 和 RR 算法存在明显优势，在 16×16 地图

上 情 况 发 生 反 转 . 在 全 部 的 仿 真 设 置 状 态 下

Random 算法均取得最低胜率，在小尺寸地图中

由于双方距离较近，其获胜概率相对较高 .

在各地图中，从横向上看，不同决策时间约

束下各算法胜率保持相对稳定 . 与 G-UCTCD 算

法 相 比 ，没 有 隐 式 对 手 建 模 方 法 辅 助 决 策 的

UCTCD 算法在所有地图上均与改进算法存在较

大差距，这很好地表明了改进算法在辅助决策方

面的有效性 .

2） 相同决策时间约束 . 在不同决策时间约束

条件下，所有算法的胜率保持相对稳定，为进一

表4　对手AI模型及相应策略
Table 4　Opponent AI model and corresponding strategies 

RTS-AI

工人冲击（WR）

重型冲击（HR）

远程冲击（RR）

PortfolioAI

AHTN

G-AHTN

Random

AI 策略

只训练工人并发起攻击

采用 1 个工人收集资源，将资源全部用于训练重型攻击者并发起攻击

与 HR 类似，该策略只训练远程攻击者

对 WR，LR，RR 和 Random 策略评估后选择一种最佳策略

对抗分层任务网，结合最大最小搜索树与 HTN 规划

结合隐式对手建模的 AHTN

随机策略，随机生成合法动作并执行

图5　8×8地图中不同算法的胜率对比

Fig. 5　Comparison of winning rates of different 
algorithms in 8×8 map

图6　12×12地图中不同算法的胜率对比

Fig. 6　Comparison of winning rates of different 
algorithms in 12×12 map

图7　16×16地图中不同算法的胜率对比

Fig. 7　Comparison of winning rates of different 
algorithms in 16×16 map
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步探究不同算法在不同地图上的综合表现，选取

每帧决策时间限定为 200 ms，计算所有 AI 在 3 种

地图下的胜率 .

在图 8 中可以更直观地看出，采用隐式对手

建模方案的 G-UCTCD 算法和 G-AHTN 算法在 3

种地图中始终处于胜率的前两位 . 在 3 种地图中，

UCTCD 的综合胜率约为 45%，G-UCTCD 算法综

合胜率约为 78%，加入隐式对手建模方法后，行

为决策算法的性能获得很大提升 . 这同样能通过

另一组 G-AHTN 算法和 AHTN 算法的对比体现

出来 .

5　结  论

1） 针对状态动作搜索空间大，决策时间有限

等问题，采用 HTN 将复合任务分解为原子任务引

导 MCTS 搜索过程，基于 HTN 中蕴含的领域知识

限制其搜索空间，提高决策效率 . 在不同尺寸地

图对抗仿真环境中，不同领域知识复杂度下的结

果表明，HTN 能够利用领域知识约束 MCTS 搜索

空间，提高搜索效率 .

2） 针对传统 MCTS 在决策过程中等概率选

择对手可能行动，导致对手行为不确定的问题，

构建隐式对手模型以识别对手当前策略并纳入

己方行为决策考虑中 . 首先提出基于粒子滤波的

策略识别方法，在明确对手可选策略集合后，根

据不同策略预测值与对手实际动作的拟合度更

新相应策略表征粒子的数量 . 在数次迭代识别出

对手策略后，将该策略作为对手模型进行对手动

作预测 . 之后将预测对手动作加入 MCTS 博弈

树，用于辅助己方针对性行为决策 . 仿真结果表

明，在不同时间约束下的所有地图中，结合隐式

对手模型的 MCTS 算法均能通过预测对手行动

进行针对性行为决策，从而获得最高胜率 .
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