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摘   要： 传统钢铁材料金相分析高度依赖人工经验，难以对晶界及细小第二相等实现精准量化 . 因此，

提出一种基于多尺度卷积注意力网络（multi-scale convolutional attention network，MSCA-Net）的显微组织智

能识别与定量表征方法 . 该方法融合多尺度卷积与注意力机制，显著提升了显微组织识别精度 . 相较于全卷

积网络（fully convolutional network，FCN），MSCA-Net 在测试集上的像素准确率（pixel accuracy，PA）和频权

交并比（frequency weighted intersection over union，FWIoU）分别提升 2. 71% 和 5. 07%. 此外，应用 OpenCV 对

显微组织特征进行定量分析 . 结果表明，MSCA-Net 显著降低了测量误差，实现了显微组织特征的高精度自

动化表征，为材料显微组织结构分析提供了智能化新方法 .
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Recognition and Quantitative Characterization of Steel 
Microstructure Based on MSCA-Net
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Abstract： Traditional metallographic analysis of steel materials is highly dependent on manual 
experience， and it is difficult to accurately quantify grain boundaries and fine secondary phases.  
Therefore， a method for intelligent recognition and quantitative characterization of microstructure 
based on a multi-scale convolutional attention network （MSCA-Net） was proposed.  This method 
integrated multi-scale convolution and attention mechanisms， which significantly improved the 
accuracy of microstructure recognition.  Compared with those of the fully convolutional network 

（FCN）， the pixel accuracy （PA） and frequency weighted intersection over union （FWIoU） of 
MSCA-Net on the test set were improved by 2. 71% and 5. 07%， respectively.  In addition， 
OpenCV was applied to quantitatively analyze microstructure features.  The results demonstrate 
that MSCA-Net significantly reduces measurement errors， achieves high-precision automated 
characterization of microstructure features， and provides a new intelligent method for the analysis 
of material microstructure.
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钢铁材料的力学性能依赖于其显微组织的

形态与空间分布，因此，实现显微组织的精准识

别与定量表征，对于调控材料组织演化与指导高

质量钢铁产品的可控化生产具有重要意义［1-3］. 目

前，钢铁材料的显微组织表征多基于 Image J， 

Image-Pro Plus 6.0 等图像处理软件，该过程需要

具备专业知识的研究者手动标定晶粒并计算特

征参数［4-6］. 这种依赖人工统计的方法不仅耗时耗

力，且测量结果受研究者经验的影响，导致数据

可重复性差 .
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为解决上述问题，首先要实现对显微组织结

构的精细化识别 . 然而，显微组织的识别是整个

分析过程中最困难且最耗时的关键步骤［7-9］. 近年

来，深度学习算法的迅速发展引起了研究者的广

泛关注，其优势在于能够直接从原始数据中自动

学习深层特征，从而有效避免了传统方法中烦琐

的人工特征提取过程［10-12］. 目前，显微组织的自动

识别已成为材料科学领域的研究热点 .Jang 等［13］

提出了一种基于全卷积网络的语义分割模型，采

用 ResNet 作为编码器来识别显微组织中的针状

铁素体，该模型在测试集上的平均交并比超过

85%.Banerjee 等［14］提出了一种用于自动分割双相

钢扫描电子显微镜图像中相的方法，有效克服了

传统基于简单阈值分割方法在处理复杂组织时

的局限性，显著提升了模型的准确性与鲁棒性 .

Azimi 等［15］基于一种全卷积神经网络模型，实现

了低碳钢显微组织的像素级语义分割，并引入最

大投票机制以提升分割结果的准确性与一致性 .

虽然当前方法在显微组织的识别任务中已取得

较高的识别精度，但在识别晶界和占比较少的第

二相等关键显微组织结构时仍存在不足，其通常

被简单归类为基体相或第二相，没有将其单独归

为一类 . 此外，由于第二相占比较少，模型难以充

分学习其特征，使识别精度偏低以及显微组织特

征测量结果的准确性下降 .

此外，显微组织结构的精确表征是研究材料

性能的基础 . 目前，针对晶粒尺寸的测量主要采

用截距法［16］或等效圆直径法［17］等几何测量方法

进行量化分析 .Gajalakshmi 等［18］通过边缘检测结

合截距法对晶粒数量和尺寸进行测量，并将所得

结果作为支持向量回归模型的训练目标值 . 该模

型的预测结果与人工晶粒计数相比，均方根误差

最高约为 5%.Banerjee 等［19］通过应用边缘检测算

法及形态学等图像处理技术得到封闭的晶粒轮

廓，并在显微组织图像上绘制一组水平和垂直线

以获取晶粒度及面积等特征 .Flipon 等［20］使用计

数、截距和相交的方法来评估晶粒尺寸分布 . 在

计算平均晶粒尺寸方面，与基于整体计数的方法

相比，该方法具有良好的统计代表性 . 然而，传统

的显微组织表征方法仅能对平均晶粒尺寸和相

占比进行粗略估算，难以深入揭示显微组织特征

对材料性能的影响规律 . 此外，对于单位面积晶

界长度及第二相单位面积相界长度等精细结构

特征，目前仍缺乏有效的数字化定量表征手段，

从 而 限 制 了 显 微 组 织 与 性 能 之 间 关 系 的 精 确

解析 .

针对上述问题，本文以具有典型“铁素体-珠

光体”组织的 C-Mn 钢为研究对象，提出一种基于

多尺度卷积注意力网络的显微组织识别与定量

表征方法 . 该方法实现了对各相的精细化识别与

定量表征 . 同时，该方法具备良好的可扩展性，可

推广应用于其他钢铁材料，如“铁素体-马氏体”

双相钢和复相高强钢等 .

1　实验方法

1. 1　数据集

本文采用奥林巴斯（Olympus）光学金相显微

镜对经 4% 硝酸酒精溶液腐蚀的 C-Mn 钢试样进

行显微组织观察，在 1 000 倍放大下共获取 21 幅

具有代表性的金相显微图像，其中每幅图像的分

辨率为 5 472 像素×3 648 像素 . 由于本文采用的特

征提取网络的标准输入图像尺寸为 1 024 像素×

1 024 像素，因此需对原始图像进行裁剪，裁剪过

程如图 1 所示 . 经过裁剪后，共获得 315 幅图像，

随后，从中随机选择 60 幅作为测试数据，其余作

为训练数据 . 为提升模型的识别性能，对训练集

进行了数据增强处理 . 数据增强方法包括水平翻

转和垂直翻转，以及分别旋转 90°，180°和 270°，

最终使显微组织图像的数据量扩充至原始训练

集规模的 5 倍 . 此外，在模型训练过程中从训练集

中随机选择 20% 的数据作为验证集，用于监控训

练过程，防止模型出现过拟合或欠拟合现象 .

1. 2　多尺度卷积注意力网络模型

1. 2. 1　多尺度卷积注意力模块

多尺度卷积注意力（multi-scale convolutional 

attention， MSCA）模块是一种专为语义分割任务

设计的轻量级和高效率的注意力机制，其目的在

于提升模型对复杂场景中多尺度上下文信息的

感知与建模能力［21］. 与传统的自注意力机制相

比，MSCA 避免了计算复杂度随特征图尺寸平方

增长的问题，更适合部署于资源受限或对实时性

要求较高的工业应用场景 . 如图 2 所示，MSCA 模

块的核心结构采用了一种非对称的多尺度深度

可分离卷积［22］结构，通过应用不同大小的卷积

核，从而建立多个具有差异化感受野的分支 . 因

此，整个模块无需引入复杂的矩阵计算或额外的

参数学习机制，因而具有参数量少及计算资源消

耗低等优势 . 尤其重要的是，MSCA 模块具有良

好的通用性和扩展性，可以无缝嵌入于编码器-
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解码器结构中 . 在本文中，MSCA 被应用于编码

器的多个层级，从浅层到深层逐步增强网络的特

征提取能力，显著提升了模型对小目标、边缘细

节以及复杂背景干扰下的目标识别性能 .

1. 2. 2　MSCA-Net 模型结构

本文以多尺度卷积注意力模块为核心，构建

了一种具有层次化特征提取能力的显微组织结

构识别网络模型，从而实现钢铁显微组织图像的

精准识别 . 图 3 展示了 MSCA-Net 模型整体结构 .

与 FCN 模型相比，MSCA-Net 采用典型的编码

器-解码器结构，其中编码器的每个特征提取层

均使用 MSCA 模块，通过多尺度深度可分离卷积

共同获取局部细节与大范围上下文信息，从而增

强了特征的语义表达能力 . 此外，MSCA-Net 模

型在编码器与解码器之间引入跳跃连接，将浅层

特征与深层语义特征进行融合，以保证显微组织

特征解码过程中的精确定位能力，进而提升对复

杂显微组织结构的识别精度 .

此外，表 1 列出了 MSCA-Net 模型结构细节 .

编码器部分包含 5 个 MSCA 模块，其输出的特征

图尺寸为 64 像素´64 像素，通道数为 512. 随后，

该特征图依次通过 4 个上采样模块，每个模块由

1 个上采样层和 2 个 DSC 组成 . 最终，通过一个卷

积核尺寸为 1 ´ 1 的卷积层调整输出通道数，输出

图1　显微组织图像裁剪过程

Fig. 1　Microstructure image cropping process

图2　MSCA模块结构

Fig. 2　Structure of MSCA module

图3　MSCA-Net模型整体结构

Fig. 3　Overall structure of MSCA-Net model
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与输入图像尺寸一致的语义分割结果 .

1. 2. 3　提取标尺信息

为实现将显微组织特征从像素级单位转换

为具有实际物理意义的数据，首要步骤是检测标

尺长度和识别数字与单位，这不仅避免了传统人

工测量中因主观因素带来的误差，还提升了组织

特征测量结果的客观性和可重复性 . 图 4 显示了

标尺长度检测与数字及单位识别的主要过程 .

通过算法自动定位图像中的标尺区域，并进行

精准的像素长度测量，同时识别出与之相关的

数值和单位 . 从图 4 中可以看出，识别出的数值

为 10 μm，对应于 420 像素的长度 . 基于此，可以

计算出每个像素所代表的实际长度，即约等于

0.023 8 μm/像素 . 从而建立了像素尺度与真实物

理尺度之间的线性映射关系，确保了显微组织特

征测量值具有实际物理意义 .

2　实验配置

2. 1　模型超参数

本研究采用开源、可公开获取的 Python［23］编

程语言及主流深度学习与计算机视觉工具库建

立 模 型 ，包 括 PyTorch［24］深 度 学 习 框 架 、Scikit-
learn［25］机器学习库和 OpenCV［26］图像处理库 . 所

有模型的训练均在配备 24 GB 显存的 NVIDIA 

GeForce RTX 4090 GPU 上完成 . 训练参数的批大

小（batch size）设置为 2，学习率为 1.2 ´ 10-4，优化

函数为 RMSprop，激活函数为 ReLU. 此外，在网

络结构中引入批归一化（batch normalization）技

术，有效缓解了梯度消失问题，进一步提高了模

型的泛化性能与训练效率 .

2. 2　评价指标

本文采用像素准确率和频权交并比作为模

型性能的评估指标 . 像素准确率（PA）通过计算正

确预测的像素数占总像素数的比例，直观反映模

型对图像整体分类的准确性，其计算式为

PA =
∑
i = 0

k

pii

∑
i = 0

k ∑
j = 0

k

pij

. (1)

其中：pii 表示第 i 类像素被正确识别的概率；pij 表

示第 i类像素被识别为第 j类的概率；k为类别总数 .

然而，在类别像素分布不均衡的情况下，像

素准确率容易受占比较高的类别影响 . 因此，本

文引入频权交并比作为补充评价指标 . 该指标根

据各类别在数据集中出现的频率对交并比进行

加权平均，使结果更贴近实际数据分布，有效降

低类别不平衡带来的偏差，其计算式为

FWIoU=
1

∑
i=1

k ∑
j=1
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∑
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表1　MSCA-Net模型结构细节
Table 1　Details of MSCA-Net model structure 

层类型

MSCA_1

MaxPool2d_1

MSCA_2

MaxPool2d_2

MSCA_3

MaxPool2d_3

MSCA_4

MaxPool2d_4

MSCA_5

UpSample2d_1

DSC´2_1

UpSample2d_2

DSC´2_2

UpSample2d_3

DSC´2_3

UpSample2d_4

DSC´2_4

Conv2d

核尺寸

—

3 ´ 3

—

3 ´ 3

—

3 ´ 3

—

3 ´ 3

—

—

3 ´ 3

—

3 ´ 3

—

3 ´ 3

—

3 ´ 3

1 ´ 1

输出（C×W×H）

32 ´ 1 024 ´ 1 024

32 ´ 512 ´ 512

64 ´ 512 ´ 512

64 ´ 256 ´ 256

128 ´ 256 ´ 256

128 ´ 128 ´ 128

256 ´ 128 ´ 128

256 ´ 64 ´ 64

512 ´ 64 ´ 64

512 ´ 128 ´ 128

256 ´ 128 ´ 128

256 ´ 256 ´ 256

128 ´ 256 ´ 256

128 ´ 512 ´ 512

64 ´ 512 ´ 512

64 ´ 1 024 ´ 1 024

32 ´ 1 024 ´ 1 024

3 ´ 1 024 ´ 1 024

注：C为通道数；W为图像宽度（像素）；H为图像高度（像素）.

图4　标尺检测与数字及单位识别

Fig. 4　Ruler detection and recognition of numbers 
and units
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其中，pji 表示真实类别为 j，但被模型预测为类别 i

的像素数量 .

因此，本文通过结合上述两项指标，从全局

分类准确性和类别平衡敏感性 2 个维度综合评估

模型的性能 .

3　结果与讨论

3. 1　模型精度对比分析

为验证 MSCA-Net 模型在钢铁显微组织识

别 任 务 中 的 优 越 性 ，本 文 将 其 与 FCN［27］，

DANet［28］和 DeepLabV3+［29］模型在训练集、验证

集和测试集上的像素准确率和频权交并比进行

对比分析 . 图 5 显示了 MSCA-Net 模型与 FCN，

DANet 和 DeepLabV3+模型在训练集、验证集和

测试集上的像素准确率和频权交并比结果比较 .

从图 5 中可以看出，MSCA-Net 在各项指标上均

优于其余 3 种模型，展现出较高的识别精度 . 具体

而言，MSCA-Net 模型在测试集上的像素准确率

达到 0.963 2，频权交并比为 0.930 6，相比经典的

FCN 模型分别提升了 2.71% 和 5.07%. 这一提升

主要得益于 MSCA 模块对多尺度上下文信息的

有效建模以及对关键显微组织结构的注意力增

强，使模型能够更准确地区分形态相似但类别

不同的组织区域 . 此外，MSCA 模块不仅在训练

集和验证集上具有较高的识别精度，更在测试

集上展现出优异的识别性能，这表明模型具备

良好的泛化能力，能够有效适应未见过的显微

组织图像样本 . 上述分析表明，MSCA-Net 的识

别性能更加优异，且稳定性强，为材料显微组织

结构的高精度自动化识别提供了更加可靠的解

决方案 .

3. 2　模型识别效果分析

图 6 显示了训练完成的 MSCA-Net 模型在显

微组织图像上的识别结果 . 为进一步评估模型的

识 别 准 确 性 ，图 7 和 图 8 比 较 了 FCN，DANet，

DeepLabV3+与 MSCA-Net 模型的识别结果与真

实标注（ground truth，GT）图像之间的差异，更清

晰地揭示了各模型在晶界识别结果上的差异 . 结

果表明，这几种模型对铁素体区域均具备一定的

识别能力 . 然而，在实际金相制样过程中，由于抛

光不均或腐蚀程度控制不当，部分图像中晶界呈

现模糊、断裂甚至局部缺失，导致显微组织边界

不 完 整 . 在 这 些 图 像 质 量 较 差 的 复 杂 区 域 ，

MSCA-Net 展现出显著优于其他模型的识别准

确性和稳定性 . 从图中可以看出，MSCA-Net 模

型的识别结果与 GT 图像高度一致，晶界识别结

果连续且清晰，未出现明显断裂或错位现象 . 相

反，其他 3 种模型在晶界识别中易受局部噪声和

纹理干扰，尤其在相邻晶粒交汇处出现严重的识

别错误，具体表现为晶界断裂，从而导致晶界未

能被清晰地识别，出现晶粒合并或边界断裂等过

分割或欠分割情况，严重影响了显微组织结构的

几何完整性 . 因此，MSCA-Net 模型不仅能够更

精准地识别显微组织结构边界，有效抑制无关噪

声的干扰，实现更精准和连续的晶界识别，还为

后续显微组织的定量分析（如晶粒尺寸、单位面

积晶界长度等特征量化）提供了高精度的识别

结果 .

图 9 显示了 MSCA-Net 模型对占比较少的第

二相珠光体识别结果 . 为进一步分析模型在第二

相 细 节 上 的 识 别 差 异 ，图 10 和 图 11 对 FCN，

DANet，DeepLabV3+ 与 MSCA-Net 模 型 的 识 别

结果与 GT 图像中的珠光体区域进行了局部放大

比较 . 从图中可以看出，MSCA-Net 模型的识别

结果在组织形态完整性和边界清晰度方面均明

图5　FCN，DANet，DeepLabV3+和MSCA-Net模型在数据集上的结果比较

Fig. 5　Comparison of results for FCN, DANet, DeepLabV3+, and MSCA-Net models on datasets
（a）—模型像素准确率比较； （b）—模型频权交并比比较 .
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显优于其他模型，更加贴近实际显微组织的真实

分布 . 在珠光体与其他相交界的复杂边界区域，

FCN，DANet 与 DeepLabV3+模型表现出明显的

识别偏差，容易出现误分割或欠分割现象 . 尤其

在珠光体呈细小弥散分布或与铁素体边界交错

的区域，其识别能力明显下降 . 相反，MSCA-Net

模型由于其多尺度卷积注意力机制对上下文特

征的有效提取，从而能够更精确地识别相界边

缘，显著提升了珠光体区域的识别准确性 . 值得

注意的是，在处理含量较低的第二相时，MSCA-
Net 模型展现出更强的鲁棒性，其能够有效抑制

因制样过程中腐蚀不充分、图像对比度低或噪声

干扰等因素带来的影响 . 识别结果表明，该模型

在复杂显微组织结构的精细识别方面具有明显

优势，为后续晶粒统计和相占比计算等定量分析

提供了高精度的第二相识别结果 .

3. 3　噪声影响下的模型鲁棒性分析

为系统地评估模型对噪声的识别与抗干扰

能力，本研究在测试集的显微组织图像中人为添

加了噪声，并采用控制变量法固定噪声数量，以

客观、定量地评价模型的抗噪性能 . 图 12 显示了

对测试集中的显微组织图像添加随机斑点噪声

后的示例 . 所添加的随机斑点噪声在显微组织图

图8　图6c的晶界识别结果局部对比

Fig. 8　Local comparison of grain boundary 
recognition results in Fig. 6c

（a）—FCN 模型； （b）—DANet 模型； 

（c）—DeepLabV3+模型； （d）—MSCA-Net 模型； 

（e）—GT 图像 .

图6　MSCA-Net模型对显微组织图像数据1和2的
晶界识别结果

Fig. 6　Grain boundary recognition results of 
microstructure image data 1 and 2 
using MSCA-Net model

（a）—显微组织图像数据 1； （b）—MSCA-Net 模型对显微

组织图像数据 1 的识别结果； （c）—显微组织图像数据 2； 

（d）—MSCA-Net模型对显微组织图像数据 2的识别结果 .

图7　图6a的晶界识别结果局部对比

Fig. 7　Local comparison of grain boundary 
recognition results in Fig. 6a

（a）—FCN 模型； （b）—DANet 模型； 

（c）—DeepLabV3+模型； （d）—MSCA-Net 模型； 

（e）—GT 图像 .

图9　MSCA-Net模型对显微组织图像数据1和2的
珠光体识别结果

Fig. 9　Pearlite recognition results of microstructure 
image data 1 and 2 using MSCA-Net model

（a）—显微组织图像数据 1； （b）—MSCA-Net 模型对显微

组织图像数据 1 的识别结果； （c）—显微组织图像数据 2； 

（d）—MSCA-Net模型对显微组织图像数据 2的识别结果 .
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像上呈无规律分布，其中，每个噪声包含的像素

被控制在 100~200 像素之间，从而模拟了实际制

样过程中因腐蚀不均或试剂残留等因素引起的

局部干扰，该操作保证了添加噪声的可重复性 .

基于上述添加噪声后的测试集，本文对训练完成

的 FCN，DANet，DeepLabV3+与 MSCA-Net 模型

进行了鲁棒性测试 . 图 13 显示了 4 种模型在不同

数量噪声下的像素准确率和频权交并比变化趋

势 . 从图中可以看出，随着噪声数量的增加，模型

的性能均有所下降，说明噪声对模型的识别精度

具有一定的负面影响 . 然而，MSCA-Net 模型的

像素准确率和频权交并比仍保持在 0.95 和 0.91

以上 . 具体而言，在噪声包含的像素为 100 像素

时，MSCA-Net 模型的像素准确率和频权交并比

相较于无噪声情况分别下降了 0.87% 和 1.48%.

上述结果表明，MSCA-Net 模型能够有效抑制局

图11　图9c的珠光体识别结果局部对比

Fig. 11　Local comparison of pearlite recognition results in Fig. 9c
（a）—FCN 模型； （b）—DANet 模型； （c）—DeepLabV3+模型； （d）—MSCA-Net 模型； （e）—GT 图像 .

图12　添加随机噪声的显微组织图像示例

Fig. 12　Example of microstructure image with added random noise
（a）—未添加随机噪声； （b）—添加 20 个随机噪声； （c）—添加 40 个随机噪声； （d）—添加 60 个随机噪声； 

（e）—添加 80 个随机噪声； （f）—添加 100 个随机噪声 .

图10　图9a的珠光体识别结果局部对比

Fig. 10　Local comparison of pearlite recognition results in Fig. 9a
（a）—FCN 模型； （b）—DANet 模型； （c）—DeepLabV3+模型； （d）—MSCA-Net 模型； （e）—GT 图像 .
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部随机干扰，在复杂成像条件下仍保持较高的识

别精度 . 此外，MSCA-Net 模型在含噪声测试集

上的良好识别精度主要归功于其合理的网络结

构设计，该模型采用编码器-解码器结构，并且结

合多尺度卷积注意力机制，通过不同尺度的深度

可分离卷积获取多层级的空间上下文信息，并生

成通道一致的注意力权重，实现对特征图的动态

加权调制 . 因此，在对试样制备过程中由于腐蚀不

均或成像噪声等导致的显微组织图像进行识别

时，MSCA-Net展现出更强的鲁棒性和泛化能力 .

3. 4　显微组织精细化表征

为实现从像素级到实际物理尺度的精确转

换，本文使用 OpenCV 视觉库对经 FCN，DANet，

DeepLabV3+与 MSCA-Net 模型识别后的显微组

织图像进行了定量分析 . 具体而言，采用轮廓检

测算法自动提取 4 种模型输出图像中晶粒的边界

轮廓，获取包括晶粒面积与周长等在内的形态参

数，并将这些统计结果统一保存为 CSV 格式文

件，为后续的深入分析与模型性能比较提供可靠

的数据基础 . 图 14 展示了 2 个典型显微组织图像

所对应的晶粒尺寸分布直方图 . 从统计结果可以

明显看出，基于 MSCA-Net 模型输出的显微组织

图像识别结果统计的晶粒尺寸分布曲线与 GT 高

度吻合，峰值位置基本一致，表明其在晶粒尺寸

识别方面具有较高的精度 . 相反，其余 3 种模型的

分布曲线则存在显著的偏差，其峰值位置及整体

分布形态均与真实情况有所偏离 . 上述对比结果

充分说明，MSCA-Net 能够有效捕捉晶粒边界特

征与形态细节，在抑制图像噪声和减少误识别方

面具有良好的表现，从而在晶粒分割和定量统计

任务中实现了更加精准的识别效果 .

为实现对显微组织特征物理尺度的精细化

分析，本文依据晶粒尺寸进行了分类统计：将尺

寸小于 2 μm 的晶粒划分为小尺寸晶粒，2~4 μm

的晶粒定义为中等尺寸晶粒，大于 4 μm 的晶粒

则归类为大尺寸晶粒 . 图 15 展示了对识别结果

中晶粒按尺寸区间进行统计的分布情况 . 可以

看出，MSCA-Net 模型所识别出的晶粒尺寸分

布 与 真 实 数 据 高 度 一 致 . 具 体 来 看 ，在 数 据 1

图13　模型在不同噪声数量下的PA和FWIoU变化

Fig. 13　PA and FWIoU variations of model under different noise amounts
（a）—PA 变化趋势； （b）—FWIoU 变化趋势 .

图14　显微组织图像数据1和2的晶粒尺寸分布

Fig. 14　Grain size distribution of microstructure image data 1 and 2
（a）—显微组织图像数据 1 的晶粒尺寸分布； （b）—显微组织图像数据 2 的晶粒尺寸分布 .

126



第 6 期 刘建军等：基于MSCA-Net的钢铁显微组织识别与定量表征

中，MSCA-Net 识别得到的小、中、大尺寸晶粒

占比分别为 40%，36.36% 和 23.64%，其中小尺寸

晶粒比例与真实值完全吻合，中等尺寸和大尺

寸晶粒的绝对误差均为 0.018 1. 在数据 2 中，该

模型的分类结果与实际分布完全一致，3 种晶粒

的 占 比 分 别 为 29.73%，32.43% 和 37.84%. 上 述

分析表明，MSCA-Net 在显微组织的尺寸分类

与统计方面具备出色的准确性，其性能显著优

于其余 3 种模型，展现出更强的识别能力与应用

潜力 .

此外，为进一步评估 MSCA-Net 模型在显微

组织识别中的准确性，本文对测试集的显微组织特

征进行了精细化统计与对比分析 .所统计的精细化

显微组织特征包括铁素体面积分数、珠光体面积分

数、晶界面积分数、铁素体相平均尺寸、珠光体相平

均尺寸、单位面积相界长度和单位面积晶界长度 .

图 16 显 示 了 基 于 FCN，DANet，DeepLabV3+ 与

MSCA-Net 模型识别结果所提取的特征数据与真

实值之间的均方根误差（root mean square error，

RMSE）.

图15　晶粒尺寸分类统计结果对比

Fig. 15　Comparison of statistical results for grain size classification
（a）—显微组织图像数据 1 晶粒尺寸类别统计； （b）—显微组织图像数据 2 晶粒尺寸类别统计 .

图16　基于FCN，DANet，DeepLabV3+和MSCA-Net模型的显微组织特征和晶粒尺寸的均方根误差对比

Fig. 16　RMSE comparison of microstructural features and grain sizes based on FCN, DANet, 
DeepLabV3+ and MSCA-Net models

（a）—铁素体、珠光体和晶界面积分数误差对比； （b）—铁素体和珠光体相平均尺寸误差对比； 

（c）—晶粒尺寸分类占比误差对比； （d）—单位面积相界长度和单位面积晶界长度误差对比 .
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从图中可以看出，基于 MSCA-Net 模型提取

的各项特征参数的RMSE值总体上明显低于其余3

种模型，这表明其识别结果更接近真实情况 . 相比

之下，FCN，DANet 和 DeepLabV3+模型在复杂相

界和晶界区域的识别上存在明显的偏差，导致其计

算出的特征值与实际值之间误差较大 . 而 MSCA-
Net通过引入多尺度上下文注意力机制，增强了模

型对局部细节与全局结构的感知能力，有效提升了

特征表达的丰富性与融合能力 .这不仅优化了显微

组织边界的识别精度，也显著提高了各类定量特征

的计算准确性 .

上述结果充分验证了 MSCA-Net 在显微组

织图像识别任务中具有更高的精确度和更强的

鲁棒性 . 其优异的特征强化与多层次融合学习能

力，使其在处理具有复杂拓扑结构的显微图像时

表现出更优的泛化性能，为材料微观结构的自动

量化分析提供了更为可靠的技术支持 .

4　结  论

1） 通过引入 MSCA 模块和跳跃连接，构建了

MSCA-Net 模型，在测试集上的像素准确率和频

权交并比分别达到 0.963 2 和 0.930 6，相比经典

的 FCN 模型分别提升了 2.71% 和 5.07%，实现了

对复杂显微组织结构的较为准确识别 .

2） MSCA-Net 模型在不同噪声强度的测试

集上均表现出良好的性能，其像素准确率和频权

交并比始终高于 0.95 和 0.91. 这一结果表明，该模

型在处理含噪显微组织图像时仍能保持较高的

识 别 准 确 率 ，展 现 出 良 好 的 抗 干 扰 能 力 与 鲁

棒性 .

3） 本文结合 OpenCV 和 Tesseract-OCR 对已

识别的显微组织结构进行了定量表征 . 与基于

FCN，DANet 及 DeepLabV3+模型识别结果的定

量表征相比，基于 MSCA-Net 模型识别结果的定

量表征更接近真实值，这进一步验证了其在显微

组织精细化识别方面的优越性 .

4） 本文提出的 MSCA-Net 模型在“铁素体-
珠光体”显微组织结构的精细化识别任务中表现

出良好的性能 . 为扩展模型应用范围，后续研究

可针对“铁素体-马氏体”双相钢开展 .
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