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基于机器学习的奶牛发情识别方法研究

罗小娟，  王道龙，  胡鹏昊，  林佳旭，  管    磊

（华东理工大学信息科学与工程学院, 上海 200237）

摘要：针对奶牛发情监测中人工观察获取标签成本高、主观性强，以及模型特征维度高导致

的计算功耗大的问题，本文提出一种基于无监督聚类与可解释性特征选择的发情识别方法。该

方法通过 K-means 对奶牛颈部佩戴的加速度计采集的数据进行聚类，生成发情标签。通过对比

K 近邻（K-Nearest Neighbors, KNN）、支持向量机（Support Vector Machine, SVM）与随机森林

（Random Forest, RF）3 种模型在 10、30 s 和 50 s 窗口下的性能，结合 Friedman 检验和 Nemenyi
检验确定最佳模型。进一步结合沙普利加性解释（Shapely Additive Explanations,  SHAP）量化

模型特征贡献度，筛选出最优特征子集。研究结果表明，基于 10 s 时间窗口的随机森林模型性

能最优，经 SHAP 方法筛选后，特征从 25 维降至 3 维，且降维后的模型性能未出现显著性差

异，其准确率、精确率、召回率和 F1-score 分别达到 0.991  1、0.937  0、0.995  5、0.965  4。在

基于奶牛三轴加速度数据的独立泛化试验中，降维后 10 s 窗口的 RF 模型的发情检出准确率达

到 0.909  0。本文提出的方法实现了发情标签的生成与特征的降维，且模型具有可解释性，为研

发低功耗、长续航的奶牛发情监测设备提供了技术支撑。
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奶牛平均发情周期为 21 d左右 [1]，一旦错过则

需在下一个发情周期进行配种，增加了非繁殖饲养

成本，故发情检测对牧场管理至关重要。传统的发

情检测方法主要依靠人工进行观察，该方法存在人

工检测成本高、检出效率低、准确率低等问题，容易

漏检和发情时间鉴别不准，错过最佳配种时间 [2]，这

难以满足现代牧场需求。随着物联网与人工智能技术

的发展，自动化的发情检测方法已经成为研究热点。

目前，国内外关于奶牛发情的研究主要分为基

于奶牛活动量、体温等数据的直接接触方法和基于

图像、视频等数据的非接触式方法[3]。Wang等[4-5] 使

用可佩戴颈部声学标签获取奶牛声音，并提出一种

基于最优组合特征和最优时间窗的发情鉴定算法

和基于最佳特征组合的双 LSTM（Long Short-Term
Memory）模型来检测发情，证明了声音检测可以有效

检测出奶牛发情。但声学检测需要设备具备较高的

采样频率，会导致原始数据量庞大，同时声音信号容

易受到背景噪声的干扰。

基于图像与视频的奶牛发情检测主要围绕检测

爬跨行为展开。Arıkan等[6] 将增强现实技术应用于

奶牛发情检测和识别，提出基于深度学习的贴装检

测并使用 YOLO v5识别奶牛，该模型检测爬跨行为准

确率达到 99%。王政等[7] 提出了一种融合 YOLO v5n
与通道剪枝算法的轻量化奶牛发情行为识别方法，

在泛化性试验中，该模型实现了 84.62%的奶牛爬跨

行为检出率。Tsai等[8] 提出了一种针对奶牛爬跨行

为的图像识别算法，对爬跨行为检测的假阳性率为

0.33%。Wang等[9-10] 提出了一种基于YOLO v8n的改进

模型，以实现对发情奶牛的高效识别。Lodkaew等[11]

从视频中获取奶牛鼻子、身体和尾根的 3个键点，基
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于爬跨、嗅探等行为特征分析，提出了 CowXNet算
法。但这种方法受牧场环境影响，存在背光、弱光等

干扰因素，且在群体检测中易受检测距离以及奶牛

之间相互遮挡的影响，难以满足全天候、全方位的精

准监测需求。

基于三轴加速度计等穿戴式传感器的接触式监

测方法因其抗干扰能力强、具有全天候个体行为精

准捕捉的优势，是目前智慧牧场应用的重要研究方

向[12]。吴东霖等[13] 使用智慧项圈监测奶牛的健康情

况。Shahriar等 [14] 提出了一种基于 K-means聚类的

无监督方法，统计聚类标签并结合活动指数来检测

奶牛发情。Schweinzer等[15] 通过奶牛耳部佩戴三轴

加速度计监测数据，并运用算法和机器学习监测奶

牛发情。Wang等[16-17] 通过颈部可穿戴设备，运用支

持向量机（Support Vector Machine，SVM）、反向神经

网络 (Back Propagation Neural  Network，BPNN)等多

种机器学习方法监测奶牛发情行为。Benaissa等[18]、

Wang等[19] 和相关研究[20] 通过多传感器数据融合和

机器学习技术显著提高了发情监测的准确性和效

率。但当前关于奶牛发情的监督学习模型中发情标

签通常需人工长期观察获取，数据标注成本高昂且

具有主观性；且当前研究往往提取高维特征来训练

模型，但因模型黑盒而难以揭示表征发情行为的核

心特征，导致特征冗余，显著增加了设备进行数据处

理的功耗。近年来，可解释性分析开始应用于动物

行为研究[21-22]，这为量化模型特征重要性并指导特征

降维提供了思路。

针对上述接触式监测方法中标签获取困难与特

征冗余导致的功耗问题，本研究提出一种基于无监

督聚类与可解释性机器学习的奶牛发情识别方法。

该方法通过 K-means聚类对加速度传感器采集的数

据进行无监督聚类得到发情标签，然后对比 K近

邻 （K-Nearest  Neighbors， KNN） 、 SVM、 随 机 森 林

（Random Forest，RF）  3种模型在不同时间窗口下的

性能以选出最佳模型，在此基础上通过沙普利加性

解释（Shapely Additive Explanations，SHAP）对模型进

行全局解释性分析，量化特征贡献度，剔除冗余特征

以实现模型轻量化。

 1    数据采集与标签获取

 1.1    数据采集与预处理

研究数据采集自张家港梁丰牧场。通过颈挂式

可穿戴设备采集数据，其主要包含三轴加速度传感

器、微处理器，并通过 3.7 V的锂电池供电。设备通

过尼龙项圈佩戴在奶牛颈部左侧，同时为了确保设

备贴合牛体，避免因奶牛一些动作导致设备发生偏

移，安装时在项圈底部增加了配重。具体安装位置

如图 1所示，确保加速度计 X 轴平行于地面，表示奶

牛前后方向的运动；Y 轴垂直于地面，表示奶牛上下

方向的运动；Z 轴表示左右方向的运动。研究中共采

集 28头奶牛数据，采集时间为 2024年 12月 15日至

2025年 1月 15日，其中 6头用于发情标签获取与最

佳模型选择，22头用于泛化试验。
  

图 1    传感器安装位置示意图
Fig. 1    Sensor mounting position diagram

 

因传感器采集的加速度数据的重力分量占比

大，需滤除重力以保留动态的线性加速度数据。重

力滤波采用截止频率为 0.3 Hz、4阶的巴特沃斯高通

滤波器[23]。对滤波后的三轴加速度计算信号幅度矢

量（Signal Magnitude Vector，SMV）与信号幅度面积

（Signal Magnitude Area，SMA），具体计算公式分别见

式（1）、式（2）。 

SMV =
√

(ax)2+ (ay)2+ (az)2 (1)
 

SMA = |ax|+
∣∣∣ay

∣∣∣+ |az| (2)

式中，ax、ay、az 分别表示 x、y、z 三轴滤波后的加速度。

奶牛发情时的爬跨、嗅探等动作通常持续时间

较短。若时间窗口过长，这些短暂的剧烈活动信号

容易被日常平缓活动所平均，在提取特征时易导致

发情特征不明显；若时间窗口过短，窗口内的数据量

可能不足以提取有效的频域特征，故计算出 SMV与

SMA后，将窗口分别划分为 10、30、50 s，再对每个

窗口内的三轴加速度数据和 SMV、SMA进行特征提

取，提取标准差、幅度、能量和快速傅里叶变换的前

两个幅度，共 25个特征。

 1.2    基于无监督聚类的发情标签生成

已有研究表明，奶牛发情时会伴随生理指标的

显著变化，如体温升高、反刍时间和次数减少，以及

活动量显著增加[24]。发情初期和后期，奶牛表现为焦

躁不安、行走时间增加等中等强度活动；在发情期奶
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牛表现出爬跨与被爬跨这种高强度活动；非发情期间

奶牛活动量较低。因此，可通过 K-means聚类 [25] 算

法将活动量划分成 3组：低活动量、中活动量、高活

动量。K-means聚类的核心思想是将样本划分成

K 个不相交的簇，其目标函数定义如式 (3)所示。 

J =
K∑

k=1

∑
xi∈Ck

||xi−µk ||2 (3)

µk

其中，K 表示聚类簇数；Ck 表示第 k 个簇的集合；xi 表

示第 i 个数据样本；   表示第 k 个簇的质心。

试验中初始化方法采用“K-means++”以加速收

敛，最大迭代次数设定为 300，随机种子固定为 42。
K-means聚类会给所有窗口随机分配标签，为保证标

签的一致性，试验中选取信号幅度矢量的标准差作

为核心指标，该指标能够有效反映出奶牛颈部活动

的剧烈程度。通过对聚类中心在该特征上的值进行

排序，将最低值映射为标签“0”，表示低活动量；最高

值映射为标签“2”，表示高活动量；中间值为“1”，表示

中活动量。之后按照 2 h的时间段统计中活动量与

高活动量标签的数量，并结合牧场统计的发情时间

选取发情当天标签数量最多的时间段的标签打上标

签“1”，作为发情标签；随机选取距离发情时间一周的

相同时间段标签打上标签“0”，作为非发情标签。对

3种不同窗口的数据重复上述步骤得到 3套独立的

标签集，最终 3种不同窗口提取的非发情标签数量分

别是 7 886、5 783、3 974，发情标签数量分别是 1 120、
1 100、1 228。

 2    发情识别模型构建与特征选择

 2.1    发情识别算法

 2.1.1   KNN　KNN是一种基于邻近度的分类算法[26]。

其工作原理是在特征空间中寻找与新样本距离最近

的 K 个已知类别的样本，然后通过多数投票或加权

投票的方式来预测新样本的类别。本文使用 KNN
方法对奶牛的发情进行预测，距离测量函数设置为

欧几里得距离，其计算公式如式 (4)所示。 

D(x, x(i)) =

√√√ d∑
j=1

(x j− x(i)
j )

2 (4)

式中，d 表示特征维数；xj 表示第 j 个特征的取值。

在模型超参数选择方面，研究中采用网格搜索

法并结合 3折交叉验证，在 1~10范围内寻优，最终确

定最优邻居数。

 2.1.2   SVM　SVM是一种由 Vapnik等提出的高效

学习分类方法，可用于解决二分类或多分类问题[27]。

SVM在训练过程中在关注能否正确分类样本的同

时，还注重分类边界的“间隔最大化”，从而提升模型

的泛化能力，其通过引入核函数（如线性核、多项式

核或径向基核）将低维不可分问题映射到高维空间，

在高维空间中实现线性可分。研究中采用径向基函

数核（RBF），其定义如式 (5)所示。 

K(xi, x j) = exp(−γ
∣∣∣∣∣∣xi− x j

∣∣∣∣∣∣2) (5)

∥xi− x j∥2式中，xi、xj 表示输入空间的两个样本；   表示

欧氏距离的平方；γ 则依据特征数量与数据离散度自

适应取值。

 2.1.3   随机森林　随机森林是一种基于集成学习理

论的强大监督学习算法[28]。随机森林算法的基本思

想是其从原始训练集中有放回地随机抽样，生成多

个与原始数据集大小相同的自助样本集，每一个自

助样本集都被用来独立地训练一棵决策树。在构建

每棵树的过程中，随机森林在每次节点划分时并不

使用全部特征，而是从特征集中随机抽取一个子集，

其维度计算如式 (6)所示。 

|Fm| =
√
|F| (6)

式中，|Fm|表示从全集中抽取的特征子集中的特征数

量；|F|表示特征总数。

对于分类任务，节点分裂采用基尼指数作为评

价标准，其定义如式 (7)所示。 

Gini(t) =
K′∑

k′=1

pk′ (1− pk′ ) (7)

式中，t 表示当前决策树节点；K'表示分类问题的类别

总数；pk'表示属于 k'类样本的比例。

最终预测结果通过多数投票得到，具体计算如

式 (8)所示。 

∧
y = argmax

c∈C

M∑
m=1

1(hm(x) = c) (8)

式中，C 表示样本类别的集合；c 表示 C 中的一个类

别；M 表示决策树的总量；hm(x)表示第 m 棵树对样

本 x 的预测结果。

 2.2    模型训练与选择

研究按照 80%与 20%比例随机划分训练集与

测试集，训练集和测试集中发情与非发情的标签数

量分别如表 1和表 2所示。在模型训练、特征选择

阶段不采用划分的 20%测试集，该测试集仅用于最

终评估降维前、后的模型性能。在模型训练阶段采

用 80%的训练集，并在该数据集内部进行 5折交叉

验证。每轮使用其中 4折作为训练集，并仅对训练集
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进行少量合成过采样技术[29](Synthetic Minority Over-
sampling Technique, SMOTE)处理以平衡样本类别；

剩余 1折作为验证集，保持其原始数据分布；最后，计

算 5折交叉验证下 3种模型的平均性能指标。

为筛选出最佳模型，研究通过 Friedman检验分

析 10、30、50 s 3种窗口下的 KNN、SVM、RF 3种模

型是否存在显著性差异，在此基础上进一步采用

Nemenyi进行后续检验，量化模型间的性能差异，以

此筛选出最佳模型。

 2.3    模型性能评估

为评估模型在发情鉴别方面的性能，研究应用

混淆矩阵、准确率（Accuracy，Acc）、精确率（Precision，
Pr）、召回率（Recall，R）、F1-score以及 ROC（Receiver
Operating  Characteristic）曲线和 PR（Precision-Recall）
曲线来评估模型性能。其中 Acc、Pr、R、F1-score定

义如下： 

Acc =
TP+TN

TP+TN+FP+FN
(9)

 

Pr =
TP

TP+FP
(10)

 

R =
TP

TP+FN
(11)

 

F1-score =
2×TP

2×TP+FP+FN
(12)

式中，TP(True Positives)表示样本的真实标签是发

情，模型预测为发情；TN(True Negatives)表示样本的

真实标签是非发情，模型预测为非发情；FP(False
Positives)表示样本的真实标签是非发情，模型预测

为发情；FN(False Negatives)表示样本的真实标签是

发情，模型预测为非发情。

 2.4    基于 SHAP 的可解释性特征降维

筛选出的最佳模型目前仍依赖于提取的 25维

特征，但是在实际牧场监测应用中，高维特征会增加

设备的计算功耗，缩短设备续航时间。为此，本文引

入 SHAP[30] 分析以筛选出最佳的特征子集。SHAP
是一种基于合作博弈论中沙普利值的模型事后解

释方法，它能够量化每个特征对预测结果的贡献，

SHAP值定义如式 (13)所示。 

ϕi(x) =
∑

S⊆F\{i}

|S |! (|F| − |S | −1)!
|F|!

[
fx (S ∪{i})− fx (S )

]
(13)

ϕi(x)

F S i

fx(S ∪{i})

式中，    表示样本 x 中第 i 个特征对应的 SHAP
值；   表示所有特征集合；   表示特征   不在其中的

任意子集；|S|表示子集 S 中包含的特征数量；|F|表示

特征的总数量；fx(S)表示模型获得特征子集 S 时，对

样本的预测值；    表示模型获得子集 S 和特

征 i 时，对样本的预测值。

采用平均绝对 SHAP值作为衡量特征全局重要

性的核心指标，并以此进行特征降维，其定义如式 (14)
所示。 

Ii =
1
N

N∑
j=1

∣∣∣ϕi(x j)
∣∣∣ (14)

N Ii i式中，   表示样本总数；   表示特征   在所有样本中

对预测结果贡献的平均幅度。

平均绝对 SHAP值量化了单个特征在整个数据

集上对模型输出影响的平均幅度，通过计算并排序

所有特征的平均绝对 SHAP值，可以选择出对模型决

策贡献最大的关键特征子集。研究中还分析了蜂群

图，揭示了特征值与模型贡献之间的关系，同时还反

映了提取的特征是否有效，这为筛选特征提供了理

论依据。

本文对初始划分的 80%训练集进行 SMOTE
处理后训练选择出的最佳模型，并计算平均绝对

SHAP值，得到特征排名。试验中依据特征重要性排

序进行消融试验，逐步增加特征。在每一次新的特

征组合中，对该 80%训练集中进行 5折交叉验证并

评估模型性能，最终选择出最佳特征子集。同时，为

防止样本不平衡的影响，对每一轮的训练折进行

SMOTE处理。

 3    结果与分析

 3.1    聚类结果

为直观地展示聚类后三类标签在特征空间中的

分布情况，本文采用主成分分析将高维特征数据降

至三维进行可视化。研究随机选取一头奶牛，其聚

类结果如图 2所示，从三维散点图中可以看出，3类

标签均形成了分离的簇，这表明研究中使用的 K-

表 1    训练集样本数量

Table 1    Number of samples in the training set

Label
Number

Window of 10 s Window of 30 s Window of 50 s

0 6 308 4 626 3 179

1 896 880 982

表 2    测试集样本数量

Table 2    Number of samples in the testing set

Label
Number

Window of 10 s Window of 30 s Window of 50 s

0 1 578 1 157 795

1 224 220 246
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means聚类方法能够有效区分不同强度的活动量。

 3.2    模型性能对比

对比 RF、KNN及 SVM 3种模型在10、30 s和
50 s 3种时间窗口下的性能，结果如表 3所示。从表 3
中可以看出，3种模型均在 10 s窗口下性能最佳，其中

RF模型的 Acc、Pr、R 和 F1-score分别达到了 0.995 4、
0.968 5、0.995 5和 0.981 8；但当窗口增加到 30 s时，

模型的性能均出现了下滑 ，其中 KNN和 SVM的

Pr分别下降至 0.821 2和 0.809 9，可能是因为在较长

的时间窗口内，奶牛爬跨等剧烈活动被正常的活动

所平均，导致发情特征被弱化，从而降低了模型的精

确率。

为进一步量化模型之间的性能差异，研究采用

Friedman检验对 Acc、Pr、R 和 F1-score四项指标进

行统计分析。结果如表 4所示，4项指标对应的卡方

统计量分别为 36.630 8、37.333 3、35.297 2和 36.053 3，
其 P 值均小于 0.001，表明不同模型之间的性能差异

在统计上具有显著性。在 Friedman检验结果基础

上，采用 Nemenyi事后检验对模型进行比较，并绘制

临界差异（Critical  Difference,  CD）图，如图 3所示。

若 CD图中通过水平连接线将多个模型连接在一起，

表示这些模型之间的性能差异不显著。由图中水平

连线（粗横线）可看出，尽管 10 s窗口下的 RF模型与

部分模型之间无显著性差异，但其在 Acc、Pr及 F1-
score指标下均取得最低平均秩，表明该模型在整体

性能和稳定性上更优。对比不同时间窗口发现，10 s
窗口在各类模型中普遍性能更优，而 30 s和 50 s模
型的整体性能相对较弱。这表明较短的 10 s窗口能

够精准且有效地捕捉爬跨、嗅探等持续时间短的高

强度活动信号；而较长的时间窗口则容易稀释关键

的发情特征，进而削弱了模型的判别能力。因此，综

合模型性能与统计检验结果，试验选择 10 s窗口的 RF
模型作为最优模型，并基于此进行后续特征降维分析。

 3.3    特征重要性分析

为实现特征降维以降低计算功耗，本文采用

SHAP方法对 10 s窗口下的 RF模型进行了可解释性
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图 2    3种窗口聚类效果

Fig. 2    Clustering performance of three different windows

表 3    不同模型性能对比

Table 3    Performance comparison of different models

Time of window/s Model Acc Pr R F1-score

50 KNN 0.945 6 0.853 4 0.929 7 0.889 9

SVM 0.947 8 0.835 8 0.969 4 0.897 6

RF 0.956 2 0.879 5 0.944 0 0.910 5

30 KNN 0.956 0 0.821 2 0.928 4 0.871 2

SVM 0.959 6 0.809 9 0.978 4 0.886 0

RF 0.966 0 0.856 8 0.945 4 0.898 8

10 KNN 0.994 0 0.962 1 0.991 0 0.976 3

SVM 0.993 1 0.949 2 0.998 8 0.973 3

RF 0.995 4 0.968 5 0.995 5 0.981 8

表 4    各模型的 Friedman检验结果

Table 4    Friedman test results of models

Metric χ2_statistic P-value Significance

Acc 36.630 8 *** s

Pr 37.333 3 *** s

R 35.297 2 *** s

F1-score 36.053 3 *** s

***—p<0.001；s—Significant difference
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分析，结果如图 4所示。从图 4(a)可见，SMA_energy、
SMV_energy的平均绝对 SHAP值比其他特征高，表

明奶牛发情时颈部活动能量是区分发情状态的关键

依据。图 4(b)的蜂群图则进一步揭示了特征值对预
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图 3    Nemenyi检验 CD图

Fig. 3    Critical difference results of Nemenyi test
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图 4    基于 SHAP的模型特征重要性与贡献度分析

Fig. 4    SHAP analysis of model feature importance and contribution
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测结果的具体影响方向 ,可见 SMA_energy与 SMV_
enenrgy较高的特征值对应着正向的 SHAP值，表示

将预测推向“发情”；而其较低的特征值则对应负向

SHAP值，表示将预测推向“非发情”。故当一个时间

窗口的 SMA_energy值很高时，它会对模型将该窗口

判断为发情产生正向推动作用，可见模型的决策逻

辑与奶牛发情期活动量增加的行为特征一致。

为降低算法功耗，在边缘端设备中实现模型部

署，本文基于 SHAP特征重要性排名进行了特征消融

试验以选取最佳特征子集。从表 5可以看出，当特征

取前 3维时，其 F1-score的平均值达到 0.983 0，与原始

特征的模型性能基本一致。综合计算功耗与算法鲁

棒性，研究最终选取前 3维作为最佳特征子集。与

25维特征相比，采用 3维特征大幅减少了特征维度，

将会显著降低边缘端设备特征提取所需的计算功耗。

 3.4    降维效果验证

采用初始划分的 20%独立测试集对 10 s窗口的

RF模型降维前后的性能进行了对比，结果如表 6所

示。从表 6可以看出，当特征维度从 25降至 3时，模

型的准确率仅下降 0.001 1，召回率保持不变。

对比模型在独立测试集上的混淆矩阵，结果如

图 5所示。从混淆矩阵可以看出，发情标签的检出数

量在降维前后并未发生改变，降维后的模型也仅将

两个非发情标签误判为发情标签，模型精确率由 0.944 9
下降至 0.937 0，下降了0.007 9。

从图 6的 ROC曲线可以看出，降维前后模型性

能未发生显著衰减。由于本研究数据集中非发情样

本数量远多于发情样本，ROC 曲线可能会因非发情

样本数量大而呈现出较好的效果。因此，本文进一

步对比了 PR曲线。从图 6中的 PR曲线可以看出降

维后模型的 AP值仍保持在 0.96以上。

为排除单次数据集划分可能带来的误差，本文

对原始 10 s窗口数据集进行了 5次随机划分，并对

比了降维前后的 RF模型性能，结果如表 7所示。同

时，采用 Wilcoxon符号秩检验进行统计分析，结果如

表 8所示。从表中可以看出，降维前后模型性能无显

著性差异，且降维后的模型较为稳定。

为验证降维前后模型的泛化能力，分别用降维

前后的模型对奶牛原始数据提取特征，并打上是否

发情的标签，统计每两个小时的发情标签数量，并根

据发情标签数量来判断奶牛是否发情，最终统计模

型对奶牛发情检测的准确率。以编号为 20701的奶

牛为例，算法检测结果如图 7所示。可以看出，在大

部分时间里，奶牛的发情标签数量维持在一个相对

较低的水平；但在发情时，奶牛活动量增加，发情标

签的数量增加。

研究中分别使用降维前后模型对该 22头奶牛

表 5    基于 SHAP排序的消融试验模型性能对比

Table 5    Performance comparison of ablation testing model based
on SHAP ranking

Feature dimension Acc Pr R F1-score

1 0.994 4 0.967 3 0.988 9 0.972 1

3 0.995 7 0.967 6 0.998 9 0.983 0

5 0.995 6 0.966 5 0.998 9 0.982 4

10 0.995 7 0.968 6 0.997 8 0.983 0

25 0.995 6 0.969 6 0.995 5 0.982 4

表 6    独立测试集中降维前后模型性能对比

Table 6    Performance  comparison  before  and  after  reduction
based on the independent test set

Feature dimension Acc Pr R F1-score

25 0.992 2 0.944 9 0.995 5 0.969 6

3 0.991 1 0.937 0 0.995 5 0.965 4
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图 5    独立测试集上降维前后模型的混淆矩阵对比

Fig. 5    Comparison of confusion matrix before and after reduction based on the independent test set
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数据进行检测，发情检出准确率如图 8所示，从图 8
的统计图可以看出，降维前后模型对奶牛发情检测

的准确率相同，达到了 0.909 0。

 4    讨论与结论

实现奶牛发情监测设备的低功耗、长续航是目

前发展智慧牧场的迫切需求。传统的方法依赖于提

取的多维特征，计算复杂度高，难以在 MCU端进行

部署。本研究通过 SHAP分析筛选出 SMA_energy、
SMV_enenrgy、SMA_std这 3个特征子集。基于该特

征子集训练的模型在泛化性试验中保持了 0.909 0
的准确率（图 8），且与原始 25维模型无显著性差

异。该特征维度的降低，不仅减少了数据存储所需

空间，而且显著降低了计算功耗，为开发低成本、长

续航的智能监测设备提供了理论与技术支撑。

但本研究中，试验数据采集自统一牧场，基于

SHAP分析的特征重要性以及筛选出的最优特征子

集亦是基于此得出的。在实际应用中，受奶牛品种、

牧场环境或季节影响，奶牛发情行为特征可能存在

一定的差异，未来可将基于最优特征子集训练的模

型用于不同牧场奶牛的数据，检测模型性能，提高模

型泛化能力。

研究中采用降维后的 RF模型对 22头奶牛数据
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图 6    降维前后模型的 ROC 曲线与 PR 曲线对比

Fig. 6    Performance comparison of ROC curve and PR curve before and after reduction

表 7    5 次随机划分下降维前后 RF 模型性能

Table 7    Performance of RF models before and after feature reduction over five random splits

Feature dimension Acc Pr R F1-score

25 0.994 1 ± 0.001 0 0.962 7 ± 0.005 7 0.991 1 ± 0.004 0 0.976 7 ± 0.003 8

5 0.994 2 ±0.001 2 0.958 8 ± 0.008 4 0.996 4 ± 0.005 2 0.977 2 ± 0.004 9

表 8    Wilcoxon 符号秩检验结果

Table 8    Results of Wilcoxon signed-rank test

Metric P-value Result

Acc 1.0000 ns

Pr 0.2500 ns

R 0.1250 ns

F1-score 0.6250 ns

ns—Non-significant (p>0.05)
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图 7    降维前后模型预测奶牛发情的结果对比

Fig. 7    Model prediction results for cow estrus before and after reduction
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进行了泛化性测试，采用统计 2 h窗口内发情标签数

量的方法进行发情判定，其中有 2头奶牛漏检。后续

对这两头奶牛进行追溯得出，1头奶牛经人工判断发

情后进行受精并成功怀孕，但算法未检测出，可能原

因是该奶牛属于隐性发情或发情信号微弱，其发情

时并未出现显著的活动量增加的情况；另 1头奶牛经

人工判断发情并进行受精之后，其在下一个发情周

期内仍出现了发情行为，可能原因是人工观察出现

了误判或者奶牛发情时的活动强度低且持续时间短

暂，导致配种时机不对而未成功受孕。未来研究中

可引入多模态数据，结合体温、反刍时间等特征，提

高发情检测精度和对隐性发情的检出。

本研究提出了一种融合无监督聚类与可解释性

特征选择的奶牛发情检测方法。试验结果表明，利

用聚类标签训练的 RF模型在 10 s窗口下综合性能

最优。研究中基于该最优模型通过 SHAP方法对全

局可解释性分析，选出 SMA_energy、SMV_energy、
SMA_std 3个核心特征，将特征维数降至 3维。经

Wilcoxon检验后得出降维前后的 10 s窗口下的 RF
模型无显著性差异。泛化试验表明，降维后的 RF模

型在独立数据集上的发情检出率达 0.909 0，具有较

好的鲁棒性。本研究的方法实现了发情标签生成与

模型特征轻量化，为研发低功耗、长续航的奶牛发情

监测设备提供了理论依据与技术支撑。
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Machine Learning-Based for Detecting Estrus in Dairy Cows

LUO Xiaojuan, WANG Daolong, HU Penghao, LIN Jiaxu, GUAN Lei
(School of Information Science and Engineering, East China University of Science and Technology,

Shanghai 200237, China)

Abstract: To address the issues of high cost and strong subjectivity associated with manual observation in dairy
cow estrus detection, as well as the high computational power consumption caused by high-dimensional model features,
this  study  proposes  a  dairy  cow  estrus  detection  method  based  on  unsupervised  clustering  and  interpretable  feature
selection. The method utilizes the K-means algorithm to cluster raw activity time series data collected by neck-mounted
accelerometers on dairy cows to automatically generate estrus behavior labels. Three models are compared: K-Nearest
Neighbors (KNN), Support Vector Machine (SVM), and Random Forest (RF). These models are evaluated under time
windows of 10, 30 s, and 50 s. Finally, the optimal model is determined by the Friedman test and the Nemenyi post-hoc
test. The Shapley Additive Explanations (SHAP) method is introduced to quantify feature contributions and screen for
the key features. The results indicate that the RF model based on a 10 s time window achieves the best performance.
Through  SHAP  selection,  the  features  are  reduced  from  25  to  3.  The  performance  of  the  dimension-reduced  model
shows  no  significant  deviation,  with  accuracy,  precision,  recall,  and  F1  score  reaching 0.991 1,  0.937 0,  0.995 5,  and
0.965 4,  respectively.  In  independent  trials  based  on  three-axis  acceleration  data  from  dairy  cows,  the  RF  model
achieves an estrus detection accuracy of 0.909 0 using a 10 s window following dimensionality reduction. The proposed
method  enables  both  estrus  label  generation  and  feature  dimensionality  reduction,  while  maintaining  model
interpretability.  This  provides  technical  support  for  developing low-power,  long-endurance  estrus  monitoring  devices
for dairy cows.

Key words: machine learning；cow estrus detection；accelerometer；K-means clustering；SHAP

（责任编辑：李娟）

 734 华 东 理 工 大 学 学 报（自 然 科 学 版） 第 52 卷

https://doi.org/10.1016/j.compag.2019.105153
https://doi.org/10.1016/j.compag.2019.105153
https://doi.org/10.1016/j.compag.2025.110331
https://doi.org/10.1016/j.compag.2025.110331
https://doi.org/10.1016/j.compag.2025.110391
https://doi.org/10.1016/j.compag.2025.110391
https://doi.org/10.3390/ani16020204
https://doi.org/10.1109/TIT.1967.1053964
https://doi.org/10.14135/j.cnki.1006-3080.20220810001
https://doi.org/10.14135/j.cnki.1006-3080.20220810001
https://doi.org/10.14135/j.cnki.1006-3080.20220810001
https://doi.org/10.14135/j.cnki.1006-3080.20220810001
https://doi.org/10.14135/j.cnki.1006-3080.20220810001

	1 数据采集与标签获取
	1.1 数据采集与预处理
	1.2 基于无监督聚类的发情标签生成

	2 发情识别模型构建与特征选择
	2.1 发情识别算法
	2.1.1 KNN
	2.1.2 SVM
	2.1.3 随机森林

	2.2 模型训练与选择
	2.3 模型性能评估
	2.4 基于SHAP的可解释性特征降维

	3 结果与分析
	3.1 聚类结果
	3.2 模型性能对比
	3.3 特征重要性分析
	3.4 降维效果验证

	4 讨论与结论
	参考文献

