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摘 要：为解决已有基于深度强化学习的边缘计算任务调度面临的动作空间探索度固定

不变、样本效率低、内存需求量大、稳定性差等问题，更好地在计算资源相对有限的边缘计算

系统中进行有效的任务调度，在改进深度强化学习模型 D3DQN（Dueling Double DQN）的基础

上，提出了自适应边缘计算任务调度方法 D3DQN-CAA. 在任务卸载决策时，将任务与处理器

的对应关系看作一个多维背包问题，根据当前调度任务与计算节点的状态信息，为任务选择

与其匹配度最高的计算节点进行任务处理；为提高评估网络的参数更新效率，降低过估计的

影响，提出一种综合性 Q 值计算方法；为进一步加快神经网络的收敛速度，提出了一种自适应

动作空间动态探索度调整策略；为减少系统所需的存储资源，提高样本效率，提出一种自适应

轻量优先级回放机制 . 实验结果表明，和多种基准算法相比，D3DQN-CAA 方法能够有效地降

低深度强化学习网络的训练步数，能充分利用边缘计算资源提升任务处理的实时性，降低系

统能耗 .
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       D3DQN-CAA：a DRL-based Adaptive Edge Computing Task           
Scheduling Method
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Abstract：To solve the problems faced by the existing edge computing task scheduling based on deep 
reinforcement learning， such as fixed action space exploration， low sample efficiency， large memory demand and 
poor stability and to better carry out effective task scheduling in the edge computing system with relatively limited 
computing resources， an adaptive edge computing task scheduling method D3DQN-CAA is proposed based on the 
improved deep reinforcement learning model D3DQN （Dueling Double DQN）. In the task offloading decision， the 
corresponding relationship between the task and processor is regarded as a multidimensional knapsack problem， and 
the computing node with the highest matching degree is selected for task processing according to the state information 
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of the current scheduled task and the computing node； For improving the parameters updating efficiency of the 
evaluation network and reducing the influence of overestimation， a comprehensive Q-value calculation method is 
proposed； For accelerating the convergence speed of neural networks， an adaptive dynamic exploration degree of 
action space adjustment strategy is proposed； For reducing the storage resources required and improving the sample 
efficiency， an adaptive lightweight prioritized playback mechanism is proposed. Experimental results show that 
compared with multiple benchmark algorithms， the D3DQN-CAA algorithm can effectively reduce the number of 
training steps of deep reinforcement learning networks and make full use of edge computing resources to improve the 
real-time performance of task processing and reduce the system energy consumption.
  Key words：edge computing；task scheduling；deep Q-learning；deep reinforcement learning

近年来，随着智能终端设备和各种物联网设备

数目的激增，数据量呈现指数级的增长 .基于云计算

技术的集中数据处理方式，已经不能满足时延敏感

型任务的计算需求 ［1-2］. 相较于集中式数据处理，边

缘计算模式通过将计算节点部署在靠近用户的网络

边缘，传输时延将大幅度减小且可以提供远高于终

端设备的计算资源［2］.边缘计算应用环境下的计算任

务调度问题是边缘计算领域首要解决的问题 .近年

来出现了大量边缘计算环境下任务调度相关的研究

工作和具体的解决方案 .其中，机器学习算法由于其

在解决复杂问题上的优越性，吸引了大批的研究者

将机器学习算法与边缘计算进行结合 .一方面，边缘

计算下庞大的数据量，促进了机器学习算法的发展；

另一方面，机器学习算法为边缘计算下的各种问题

提供了强有力的解决方法，二者相辅相成［3-4］.
在机器学习算法中，深度学习具有很强的表达

能力，强化学习则具有很强的环境感知能力 .在边缘

环境下解决任务调度问题时，面对复杂的动态变化

的环境，需要同时具备以上两种能力 .而深度强化学

习算法则同时具有很强的表达能力和很强的环境感

知能力，所以深度强化学习可以有效地处理边缘计

算环境下的计算任务调度问题 .
DQN（Deep Q-learning）算法是解决复杂问题中

应用最广泛的深度强化学习算法之一，文献［5-11］
均基于 DQN 进行算法设计 . 文献［5］为解决移动边

缘计算下的任务调度问题，将DQN算法中的经验回

放机制替换为事后经验回放，随机抽取当前迭代后

的若干个状态为回放样本进行回放学习，同时为能

够更加准确地对当前环境状态进行评估，将 LSTM

（Long Short-Term Memory）与DQN结合，对当前的环

境状态进行评估，并以传统的贪婪策略给出相应的

卸载决策 .文献［6］为解决在复杂环境下多机器人任

务调度中出现的维度灾难问题，以神经网络代替传

统强化学习中的 Q 值；又尝试在动作选择策略中加

入探索因子以更好地进行动作空间的探索，但人为

设置探索因子需要大量的实验，开销较大 .文献［7］
注意到原始DQN的“过估计”问题，利用Double DQN
算法解决移动边缘网络下多终端多边缘节点多资源

分配问题，以最小化任务的平均能耗 .文献［8］致力

于优化任务完成时间与能耗的加权和，以获得最大

的奖励值，和传统深度 Q 学习不同之处是采用神经

网络来存储 Q 值而不是 Q 表，以达到节省内存空间

的目的，相较于 Local 和 Random 算法能够取得最优

的处理性能 .文献［9］为了解决边缘节点繁忙导致的

长处理时延和任务被频繁丢弃问题，将 LSTM 与

D3DQN（Dueling Double Dqn）组合，利用这一网络结

构保存历史负载信息，协助调度算法做出更加准确

的决策，但在动作选择策略和经验回放机制上仍为

传统策略或机制，动作空间的探索效率和样本效率

较低 .文献［10］为解决工业作业流程中多线程的工

作流调度问题，在D3DQN的基础上提出一种经验优

先回放机制，从环境中获取的样本经过神经网络之

后将其存储在经验池当中，再以 TD（Temporal-
Difference）误差作为优先级评判标准，优先选取对神

经网络参数更新影响最大即误差值最大的经验样本

进行优先经验回放，但这容易使神经网络远离最优

解 .文献［11］为了更有效地分配边缘计算系统中有

限的计算机资源，在 Double DQN 算法的基础上，将
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优化目标改为最小化长期平均完成时间和资源需求

量的加权和，算法中的经验回放机制被替换为多缓

存池的回放机制以便分别对不同计算资源进行记

录，但调度算法中的动作选择策略与回放机制仍使

用传统策略，效率较低 .又因任务调度问题的动作、

状态空间是连续的，而DQN适合处理离散空间问题 .
若使用DQN处理连续空间问题时不进行动作、状态

空间的离散化，则会造成准确度的损失 .因此，后续

出现了以DQN为基础，但适用于连续动作和状态空

间的算法，例如AC（Actor-Critic）、DDPG（Deep Deter⁃
ministic Policy Gradient） 、SARSA （State Action        
Reward State Action）等 . 文献［12-13］提出利用一种

多线程分布式 Actor-Critic 算法结构 A3C（Asynchro⁃
nous Advantage Actor-Critic），解决边缘环境下的任

务调度问题 . 文献［14］提出一种分布式的 DDPG 算

法，使得临近的边缘服务器可以进行合作处理任务，

同时对重复的任务进行存储以减少相应的传输时

延，获得最低的长期加权开销；同时文献［15-16］分

别在解决车联网中的任务调度问题和移动边缘计算

下多用户任务调度问题上，均以 DDPG 为基础算法

框架，并为动作值添加噪声，使动作值在均值周围一

定距离内浮动以增加动作空间的探索度，但在任务

调度问题中动作均值难以衡量 .文献［17］为提高无

人机避障和目标追踪算法的泛化性和抗干扰性，将

DDPG 与元学习算法结合设计了一个元强化学习算

法 .文献［18］将DDPG与记忆网络结合，设计了一个

基于策略记忆的内容推荐算法，使得算法具备历史

经验的记忆能力，从而提高算法对用户喜好的记忆

能力，提升推荐的准确性 .
以上工作中，待处理任务常被视为一个不可分

割的整体，同时在进行任务卸载决策时，基本上采用

贪婪策略或者相似策略，不利于计算资源的充分利

用；在进行经验回放时，抽样策略基本上为均匀抽样

（随机抽样），样本效率较低，在参数复制之后的一段

时间内，神经网络会出现波动，稳定性较差 .另外，上

述采用了各种适用于连续动作、状态空间调度算法

的工作中，无论采用何种算法，在神经网络的训练过

程中，进行神经网络参数更新时至少需要更新两个

神经网络，另外整个算法框架下包含较多的相同结

构的神经网络数目 .在有限计算资源的边缘服务器

上，同时更新多个神经网络和存储多个神经网络，会

产生较高的系统计算资源开销 .同时为了增加动作

空间的探索度，上述工作中多采用添加噪声，例如高

斯噪声、高斯白噪声、Ornstein-Uhlenbeck 噪声等，但

动作值均值难以衡量，无法保证经过噪声后动作值

的有效性 .
本文在分析上述工作中存在的动作空间探索度

固定不变、样本效率低、内存需求量大、稳定性差等

问题的基础上，通过改进Dueling Double DQN提出了

边缘计算任务调度方法D3DQN-CAA.为了充分利用

系统中的计算资源，将一个任务表示成由多个子任

务构成的有向无环图，子任务的处理顺序由它们之

间的依赖关系决定；在任务卸载决策上，将任务与处

理器的对应关系看作一个多维背包问题，调度决策

代理根据当前调度任务与处理器的状态信息，为任

务选择与其匹配度最高的处理器进行任务处理；由

目标网络的输出和评估网络的输出共同决定最终神

经网络的输出，以进一步降低“过估计”的影响，提高

算法的稳定性、减小参数复制后的波动幅度；以损失

值为基础，动态调整任务卸载时的空间探索度，同时

对学习经验进行优先级排序，将中间部分的经验存

储在经验池中进行回放，以提高样本效率、降低内存

需求 .

1   系统模型

在本文的边缘计算系统中，存在一组边缘计算

节点、一组终端设备和一个决策代理 .代理通过无线

网络收集终端设备提交的任务信息和计算节点信息

并进行任务卸载决策 .若卸载任务，则将任务数据上

传至边缘计算节点进行处理，并将处理结果返回至

终端设备；若本地处理则，在终端设备上处理任务 .
具体边缘计算系统框架如图1所示 .
1.1   任务模型

为了充分利用系统中的计算资源，将一个任务

表示成由多个子任务构成的有向无环图 DAG，如图

2所示（图中为一个由10个子任务组成的计算任务）.
各子任务被处理之前，必须确保不存在未被处

理的前趋子任务 .每个子任务都包含相同属性：所需

计算资源、内存大小、存储空间大小等 .例如第 i个任

务的第 j个子任务可表示为：

task ij = { cpu，memory，disk，⋯ }
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1.2   边缘计算节点和终端设备模型

设定在边缘计算系统中存在一个或多个边缘计

算节点和终端设备，每个边缘计算节点的计算资源

总量、储存资源总量都是相同的，每个终端设备的资

源总量也是相同的，边缘计算节点和终端设备的索

引分别表示为：

EN = {1，2，3，⋯，N }，ED = {1，2，3，⋯，D }
边缘计算节点和终端设备具体属性表示为：

EN i /ED j = { C，M，D，Cc，Mc，Dc }
式中：C、M、D表示各项资源的可用量；Cc、Mc、Dc表
示各项资源的总量 .当任务在节点 i或终端 j上处理

时，若可用量大于等于任务请求的计算资源量，则从

可用量中分配任务所需的各项资源给任务，直到任

务处理完成，再将所分配的资源归还计算节点；而当

可用量小于任务请求的计算资源量时任务将重新进

行调度决策 .一种特殊情况是，当边缘计算节点或终

端设备发生故障时，其可用量可以视作0.

1.3   任务调度优化模型

1.3.1   传输率

当任务被卸载到边缘计算节点进行处理时，任

务相关数据将通过无线网络上传至计算节点 .传输

时延受任务上传数据量和信道状态影响 .在实际传

输过程中，上传数据量由实际任务确定，而信道状态

服从衰落模型，即信道状态随时变化 . 根据香农定

律，信道数据传输率可表示为：

Tr = BD ⋅ log2
é
ë
êêêê

ù
û
úúúú1 + lg (Nakagami - m2 )

noise （1）
式中：BD 为带宽；noise 为高斯白噪声；Nakagami-m2

为信道衰落模型，其分布函数如下：

Pz ( z ) = 2mm z2m - 1

Γ(m ) Prm exp ( )- -mz2

Prm （2）
式中：Pr为平均功率；Γ（m）为伽马函数；m为衰落系

数 .m=1时，式（2）退化为Rayleigh衰落；m=∞时，代表

无衰落 . 改变 m 的值，Nakagami-m2可以转变为多种

衰落模型 .
1.3.2   计算时延

经代理给出任务卸载决策后，将任务调度至相

应计算节点上进行处理，而任务的计算时延，由任务

的计算量CPUtask和相应计算节点的计算能力CPUnode
决定，计算公式如下：

Lc = CPUtask /CPUnode （3）
1.3.3   传输时延

当待处理任务被调度至边缘端进行处理时，该

任务的处理时延由计算时延和传输时延组成 .传输

时延计算式为：

L t = Datatask /Tr （4）
式中：Datatask为任务卸载至边缘端时，需要上传的数

图1   边缘计算系统框架

Fig.1   The framework of edge computing system

图2   任务内部依赖关系

Fig.2   Job internal dependencies

76



第 6 期 巨涛等：D3DQN-CAA：一种基于DRL的自适应边缘计算任务调度方法

据总量；Tr表示当前信道数据传输率 .
1.3.4   能耗

一个任务从开始处理到处理完成，总能耗由传

输能耗和计算能耗组成 .传输能耗的决定因素有单

位时间的传输能耗、任务传输时延，计算公式如下：

NCt = NCunit ⋅ L t （5）
计算能耗的决定因素有单位时间的计算能耗、

任务计算时延，计算公式如下：

NCc = NCunit ⋅ Lc （6）
处理一个任务的总能耗可表示为：

NC = NCt + NCc （7）
1.3.5   累计加权开销

调度策略性能的综合评价指标为长期加权开销

Cost，即计算系统的计算时延、传输时延、能耗的加

权和 .整体加权开销表示为：

Cost i = ∑
a = 1

A ∑
b = 1

B

αLc + ∑
a = 1

A ∑
b = 1

B

βL t + ∑
a = 1

A ∑
b = 1

B

γNC （8）

Cost = ∑
i = 1

itr Cost i （9）
式中：α、β、γ分别为计算时延、传输时延和能耗的权

重，值越大表示对该部分开销越重视且 α+β+γ=1；
Costi表示第 i次迭代的开销；A表示每次迭代的任务

数目；B 表示每个任务包含的子任务数目 . 式（9）为

整个系统的整体加权开销，其中 itr表示总迭代次数 .

2   调度策略

在进行边缘计算下任务调度时，将任务调度问

题视为一个多维背包问题来求解 .每个计算节点看

作一个背包，每个任务是具有价值Costtaskij的物品，问

题的最优解求解过程可转化为如何为任务选择匹配

度最高的背包以获得最小累计加权开销 .本文先由

神经网络为任务输出其与每个计算节点的适配度，

再根据输出结果按照一定的选择策略进行具体计算

节点选择，从而充分利用计算节点的计算资源，实现

计算任务和计算节点的较好匹配 .
2.1   传统基于 D3DQN 的边缘计算任务调度算法

框架

传统基于 D3DQN 的边缘计算任务调度算法基

本框架如图3所示 .

图 3 中层的输出分为两部分 . 一部分为该状态

的状态值（V）函数，另外一部分为每个动作的优势

（A）函数 .其中状态值函数关注长期动作选择，而优

势函数关注当前动作选择，该结构适用于动态变化

的环境 .Q值由状态值函数和优势函数组成，其计算

公式表示为：

Q = V + A （10）
但 V 和 A 值的波动使得这两值不能唯一确定 Q

值，例如 Q 值为 10时，V和 A的值可能为 4、6或者 6、

4，这不利于神经网络的更新，所以对式（10）做出如

下处理：

Q = V + A - Mean( A) （11）
图 3 中目标网络根据环境状态信息获得输出

后，基于该输出以 ε-greedy策略进行卸载决策，再根

据卸载决策将任务卸载至对应的计算节点或直接在

本地进行处理，同时计算对应的加权开销，之后将本

次经验存储至经验池；然后随机抽取部分经验，将抽

取的经验进行回放，分别获得评估网络与目标网络

图3   基于D3DQN的边缘计算任务调度算法基本框架

Fig.3   The framework of job scheduling in edge computing algorithm based on D3DQN
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的输出，并基于两个输出计算损失值以更新评估网

络参数 .
2.2   D3DQN-CAA边缘计算任务调度框架

为了降低“过估计”的影响，同时为了增加对变

化环境的感知能力，本文在D3DQN算法框架的基础

上进行边缘计算任务调度算法设计 .在传统D3DQN
算法中，损失值由目标网络和评估网络输出的差值

组成，而目标网络参数的延迟更新会导致参数复制

后两个网络之间输出差异过大，从而使神经网络出

现波动，影响神经网络的稳定性；又采用 ε-greedy策
略进行卸载决策时，动作空间的探索度固定不变不

利于神经网络的收敛；另外，在训练初期，利用传统

经验回放机制抽取经验时可能会出现因经验数目较

少而导致某些经验被重复抽取，使得神经网络学习

效率低下的问题，且随机抽取的抽样策略会造成样

本效率较低 .为提高神经网络的收敛速度、稳定性以

及进一步降低“过估计”的影响，在以上D3DQN算法

框架的基础上，提出一种综合性Q值计算方法CQC，

根据上次迭代损失值衡量目标网络和评估网络输出

在最终输出中的占比，使得整个学习过程的输出由

目标网络输出为主逐渐转变为以评估网络输出为

主；为了增加动作空间探索度和进一步提高算法稳

定性，设计了一种能够自适应调整动作空间探索度

的动作选择策略 AGP，主要基于近几次迭代的损失

值均值对卸载动作进行选择，以自适应地调整动作

空间的探索度；为提高样本效率和适应资源有限的

边缘计算系统，设计了自适应轻量优先级回放机制

ALPR，在每次迭代中基于损失值对学习经验进行优

先级排序，再抽取中间部分的学习经验存储至经验

池，达到指定回放周期数时进行经验回放，以确保回

放经验的唯一性同时提高样本效率 .将以上方法和

传统 D3DQN 算法框架进行融合后，得到图 4所示的

本文D3DQN-CAA算法框架 .

图 4中目标网络和评估网络根据环境状态信息

分别获得输出，根据两个输出与上次迭代的损失值

在 CQC方法中计算获得最终输出；然后将输出值和

近期损失值均值输入 AGP中，获得当前任务的卸载

决策，再根据卸载决策将任务卸载至对应的计算节

点或直接在本地进行处理，同时计算对应的加权开

销；之后计算损失值并存储到近期损失值序列中，当

达到指定周期数时计算损失值均值，替换 AGP中的

均值并清空序列；接下来自适应轻量优先级回放机

制ALPR根据损失值对学习经验进行优先级排序，并

抽取中间部分的经验放入经验池中，当达到指定回

放周期数时，回放经验池中全部经验并清空经验池；

最后根据损失值进行参数更新 .

2.3   优化策略

2.3.1   综合性Q值计算方法

在传统 DQN算法中，根据环境状态信息输出所

有可能卸载动作的 Q 值，其大小表示了卸载动作被

选择的概率大小 .然后选择其中 Q 值最大值所对应

的卸载动作，作为当前待处理任务的调度决策 .但在

神经网络训练初期，选择最大 Q 值会导致神经网络

在进行参数更新时实际Q值将向着比真实Q值大的

方向更新，从而引起“过估计”问题 .为了降低“过估

计”的影响，文献［19］在 DQN 算法的基础上提出了

Double DQN算法，基于此，可以在对评估网络和目标

网络两个神经网络进行参数更新时，评估网络参数

实时更新，目标网络参数延迟更新，并基于目标网络

图4   D3DQN-CAA基本框架

Fig.4   The basic framework of D3DQN-CAA
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输出进行卸载动作选择 .虽然这样降低了“过估计”

的影响，但这不利于评估网络的参数更新，同时将评

估网络的参数复制到目标网络后会容易引起神经网

络的波动 .为解决上述问题，本文提出一种综合性Q

值计算方法 CQC，以降低“过估计”对神经网络的影

响、减小参数复制后的神经网络波动幅度 .具体计算

公式如下：

ì

í

î

ïïïï

ïïïï

OT = TNet (input )
OE = ENet (input )
O = OT ⋅ (1 - e^-Loss ) + OE ⋅ e^-Loss

（12）

式中：TNet、ENet 分别为目标网络和评估网络；OT、
OE分别为目标网络和评估网络的输出；Loss为上一

次迭代的损失；O 为当次迭代中神经网络的最终输

出 .损失值可以反映神经网络的学习程度，损失值越

大说明神经网络距离收敛越远，越难以对当前环境

状态做出准确评估，受“过估计”影响越大；反之距离

收敛越近，受“过估计”影响越小 .该方法的工作原理

及工作过程如图 5所示 .在学习初期，神经网络的损

失值较大，根据式（12）可知，整个神经网络的输出将

以目标神经网络的输出为主，以降低“过估计”的影

响，越接近收敛，则转变为以评估网络的输出为主，

从而让目标网络和评估网络共同决定最终网络输

出，以降低“过估计”的影响，保证神经网络的稳

定性 .

2.3.2   自适应动作空间动态探索度调整策略

为了增加动作空间的探索度，已有的工作常常

在动作选择上采用 ε-greedy 策略［5，7-11］，以固定概率

选择其他动作，反之选择最大Q值对应动作 .但在神

经网络的学习过程中不同阶段所需探索程度不同，

在神经网络学习初期，为了尽快向最优解靠近，应当

以更大的概率进行动作空间的探索即选择非最大值

对应的卸载动作，随着学习的进行再以更小的概率

选择非最大值对应的卸载动作 .损失值可以反映神

经网络的学习进度，损失值大则说明神经网络远未

收敛，还需要以较大的探索度对动作空间进行探索

以寻找最优解，损失值较小则相应地减小探索度 .为
防止损失值变化过大造成神经网络波动，本文提出

一种自适应动态动作空间探索度调整策略 AGP，以
近几次迭代的损失值均值作为设计动作选择策略概

率值的基础，实现对神经网络动作空间探索程度的

动态调整，其工作原理及工作过程如图 6所示 .具体

设计如下：

F =
ì

í

î

ïïïï

ï
ïï
ï

True，rd ≤ [1 - é
ë

ù
û

eE - ( )Loss1，2，⋯，n

2

False，rd > [1 - é
ë

ù
û

eE - ( )Loss1，2，⋯，n

2 （13）

式中：rd 为随机数生成函数，用于生成［0，1］范围内

的随机数；F值为 True，则为当前待处理任务选择非

最大值对应的卸载动作，为 False，则选择最大值对

应的卸载动作 .

图5   CQC工作原理及工作过程

Fig.5   Working principle and process of CQC

图6   AGP工作原理及工作过程

Fig.6   Working principle and process of AGP
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2.3.3   自适应轻量优先级回放机制

随着神经网络状态空间维度的增加，需要更多

的学习样本才能使神经网络达到满意的效果 .但实

际样本的数量往往是有限的，这时就需要考虑如何

提高有限数量样本效率 .经验回放机制不仅可以解

决学习样本效率低的问题，还能打破数据关联性，常

常配合 DQN 算法一起解决复杂高维问题 . 然而，在

有限计算资源的边缘环境下，传统经验回放机制保

存所有历史经验的做法会消耗大量的存储资源，且

从历史经验中随机抽取一定数目的样本进行回放不

能有效利用更高效的样本 .为了提高样本效率，更好

地适应资源有限的边缘计算系统下的任务调度，本

文提出一种对边缘计算环境更加友好、更注重高效

样本的自适应轻量优先级回放机制ALPR.
最近的学习经验才最有利于神经网络的学习，

与其关联性最大，同时为确保回放经验的唯一性，本

文回放机制 ALPR 在经验池中存储最近 m次迭代中

被抽取的学习经验 .该机制的工作原理及工作过程

如图 7所示，以损失值为基础对学习经验进行排序，

损失值小容易将神经网络引导向局部最优，损失值

大则远离最优解，所以将中间部分 x个的历史经验抽

取进行存储；当迭代次数达到指定经验回放周期数

时进行经验回放并清空经验池 .而 x值在神经网络学

习的不同阶段取值也不同，学习初期神经网络需要

注重新知识的学习，此时 x值应取一个较小值；随着

学习的深入，神经网络应当注重历史经验的回放，以

稳定性能，此时 x值应取一个较大值 .

3   处理过程

系统整体处理流程如图 8所示 .处理开始时，初

始化模型各项参数，itr为 1；若迭代次数满足条件 1：
itr mod N1=0 为参数复制周期（N1），则复制参数到目

标网络 .若迭代次数满足条件 2：itr mod N2=0为经验

回放周期（N2），则回放经验池中的学习经验并清空

经验池 .不满足以上条件，则获取环境状态信息 .获
得评估网络和目标网络的输出后，利用综合性 Q 值

计算方法 CQC获得最终输出；并通过自适应动作空

间动态探索度调整策略 AGP生成卸载决策；根据当

前任务的卸载决策将任务卸载至对应的计算节点进

行处理或本地处理，并计算相应的加权开销；再计算

损失值，启动自适应轻量优先级回放机制ALPR中的

存储经验功能，存储优先级最高的学习经验；将损失

值放入存储序列中，若满足条件 3：itr mod N3=0，为损

失值均值替换周期（N3），则计算存储序列中的损失

值均值，替换AGP中均值并清空序列；基于损失值更

新评估网络参数 .
3.1   环境状态信息及感知

边缘计算系统的环境状态信息可以由一组与计

算任务、计算节点、无线网络状况等相关的参数组

成 .本文的环境状态信息由计算任务数据大小、所需

计算资源数、所需存储资源数和所有计算节点可用

计算资源数、可用存储资源数等信息组成，即

state i = (task ds，tc，ts，⋯) + node i (nc，ns，⋯)
式中：statei表示计算任务与第 i个计算节点的状态信

息；ds、tc、ts分别为计算任务的数据大小、所需计算资

源数、所需存储资源数；nc、ns 分别为计算节点可用

计算资源数、可用存储资源数 .
在处理终端设备发来的调度请求时，代理需要

综合考虑当前待处理任务和所有计算节点的状态信

息，以做出当前最优的调度决策 .向下，代理接收终

图7   ALPR工作原理及工作过程

Fig.7   Working principle and process of ALPR
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端设备发送的调度请求中包含待处理任务的状态信

息与终端设备的状态信息；向上，代理向边缘服务器

请求所有边缘计算节点的状态信息 .代理在获取以

上所需的环境状态信息后即可开始调度决策 .
3.2   最终输出计算

代理获得环境状态进行正规化后即可作为神经

网络的输入 .在CQC方法中，需要同时获得评估网络

和目标网络的输出，以计算神经网络的最终输出 .因
此，环境状态同时作为评估网络和目标网络的输入，

得到各自的输出后，通过CQC方法获得最终输出，即
Output1
Output2 } ⇒CQC FinalOutput （14）

式中：Output1、Output2 分别为评估网络和目标网络

基于当前环境状态获得的输出 .
3.3   动作与动作选择

本文调度算法将依据环境状态信息获得当前待

处理任务与各个计算节点的适配度，并作为卸载决

策的依据，决定将任务放置在何处进行处理，即进行

动作选择 .通过神经网络和CQC方法后，获得任务与

每个计算节点的适配度，并按照 AGP机制选择计算

节点以承载计算任务 .
3.4   损失函数、损失计算及存储、回放学习经验

本文将任务调度问题视为多维背包问题，每次

调度时选择与任务匹配度最高的计算节点进行任务

处理 .因此，损失函数可使用在分类器中常用的损失

函数——交叉熵损失函数，具体计算如下：

Loss = CrossEntropy (output，action) （15）
式中：output 为评估网络的输出；action 为动作选择 .
ALPR 机制基于损失值对当前迭代的所有学习样本

进行排序，并通过ALPR机制的存储经验功能将位于

中间部分的学习样本存储在经验池中 .当迭代次数

满足特定条件时，通过ALPR机制中的经验回放功能

取出经验池中学习经验并回放，即：

F = ì
í
î

Condition1，Sort And Store
Condition2，replay （16）

[ ep1 ( task1，loss1 )，⋯，ep i ( task i，loss i )，⋯ ] ⇒sort

[ ep4 ( task4，loss4 )，⋯，epn ( taskn，lossn )，⋯ ] ⇒store

p [ epa ( taska，lossa )，⋯，epn ( taskn，lossn )，⋯ ]
（17）

式中：epi表示学习经验；p 表示经验池 . 通过式（16）
来判断使用 ALPR机制的排序存储学习经验功能还

是回放功能；通过式（17）完成排序并存储学习经验

功能 .
3.5   参数更新

获得学习样本的损失值后，计算梯度 grad：

图8   系统处理流程

Fig.8   System processing flow
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grad i = gradient ( loss i ) （18）
式中：gradient为梯度计算函数；lossi为第 i个学习样

本的损失值 .梯度值和学习率一起在特定的优化器

中用于参数 θ的更新，具体计算如下：

θ = Optimizer (grad i，lr|θ') （19）
式中：Optimizer 为优化器；gradi为第 i 个学习样本的

梯度；lr为学习率；θ'为神经网络参数 .
3.6   算法实现

通过以上处理过程，可以实现任务的最优调度

决策，达到降低系统开销、提升任务处理实时性、降

低系统能耗的目的 .具体算法实现如算法1所示 .
算法 1：基于改进 D3DQN 的自适应边缘计算任

务调度

输入：环境状态信息

输出：卸载决策

1：初始化经验池 ALPR-P、AGP 中的损失值

AGP-L、CQC中的损失值CQC-L
2：for iteration=1 to Iteration do
3： if iteration/N1==0 then
4： 复制评估网络的参数到目标网络

5： end if
6： if iteration /N2==0 then
7： 回放ALPR-P中的学习样本

8： end if
9： 正规化输入

10：获得评估网络和目标网络的输出P1、P2
11：计算最终输出 logits = CQC（P1， P2， CQC-L）
12：基于 logits生成卸载动作 action：
13：if random（） < AGP（AGP-L） then
14： 随机卸载动作

15：else
16： 最大Q值对应卸载动作

17：end if
18：计算损失值，赋值给CQC-L后存储至AGP-L中

19：if iteration/N3==0 then
20： 计算 AGP-L 的均值并替换 AGP 中的均值，

清空AGP-L

21：end if
22：对学习经验进行优先级排序，然后存储中间

部分在ALPR-P中

23：更新评估网络参数

24：end for

4   仿真实验

为了验证本文所提出D3DQN-CAA任务调度算

法可行性和有效性，主要从奖励值、能耗和累计加权

开销几个方面和已有较具代表性的 DQN［20］和

D3DQN［10］、进行实验对比，另外为了验证所提算法

在相同或更多系统开销组成的情况下能够合理利用

系统内计算资源以降低系统开销和能耗，再加入

Random、Only Edge和Only Local方法进行实验对比 .
Random 算法随机在所有的计算节点上为当前待处

理任务选择计算节点进行任务处理；Only Edge算法

则只选择边缘计算节点承载计算任务；Only Local算
法仅选择终端设备进行任务处理 .使用的仿真平台

为 EdgeCloudSimPy［21］，本文仿真实验采用的数据集

需要体现子任务之间依赖关系，所以具体数据集采

用 有 向 无 环 图 生 成 器［22］和 Alibaba Cluster Data 
V2017［23］模拟得到 .
4.1   实验设置

在仿真实验中，每个边缘计算节点的配置为 16
单位CPU、16单位内存，每个终端设备的配置为 4单

位CPU、4单位内存 .为模拟在一个时间片内，处理来

自不同终端设备的计算任务，每次迭代使用 5 个样

本，每个样本（任务）中有 10个存在依赖关系的子样

本（子任务），设置多个边缘计算节点和终端设备，以

模拟一个多边缘节点、多终端设备且同一时间片内

终端设备只生成一个计算任务的边缘计算场景 .每
200 次迭代后将评估网络的参数复制到目标网络     
（N1=200），每 50 次迭代进行经验回放（N2=50），每

100次迭代更新AGP机制中的损失值均值（N3=100）.
算法 DQN、D3DQN 和 D3DQN-CAA 的神经网络

设置如表1所示 .
表1   神经网络设置

Tab.1   Neural network setting

算法

DQN
D3DQN

D3DQN-CAA

评估网络设置

隐藏层为全连接层，激活函数为Relu，输出层无激活函数

隐藏层为全连接层，激活函数为Relu，输出层无激活函数

隐藏层为全连接层，激活函数为Relu，输出层无激活函数

目标网络设置

无目标网络

同目标网络

同目标网络
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4.2   实验结果与分析

4.2.1   学习率选取分析

对于神经网络来讲，学习率的取值将在很大程

度上影响模型的性能，所以在进行其他实验之前应

当确定一个较为合理的学习率 .
图 9 为学习率分别取值 0.001、0.005、0.01、0.02

的损失值曲线，横轴为学习步数，纵轴为损失值 .可
以看到，学习率为 0.001 和 0.005 时损失值曲线在 0
到 400 学习步数内下降趋势较为平缓，而学习率为

0.010 和 0.020 的损失值曲线在 2 800 学习步数处均

出现了大幅度的波动；对比学习率为 0.001 和 0.005
的损失值曲线，两条曲线形状上非常相似，但学习率

为 0.001的损失值曲线在模型收敛后更加平稳，不易

出现大幅度波动 .所以在其他实验当中采用学习率

为0.001.

4.2.2   损失值对比

为验证各项机制的作用和对比不同机器学习算

法之间的收敛情况，下面在 D3DQN-CAA、DQN、

D3DQN之间进行损失值对比实验 .
图 10为上述算法的损失值综合对比，横轴为学

习步数，纵轴为损失值，可以看出，D3DQN-CAA 的

曲线最为平滑且收敛后波动幅度最小，说明 CQC方

法、ALPR机制能够起到稳定模型的作用 .由图 10可

知，D3DQN-CAA、DQN、D3DQN 损失值曲线的变化

趋势相似，但 DQN 损失值曲线下降过快，又 DQN 和

D3DQN 均无法达到 D3DQN-CAA 的收敛值 . 同时

DQN和D3DQN损失值曲线尽管已经收敛，但处在一

个相对更高的收敛值且波动幅度较大，这说明 AGP
机制可以有效控制模型在动作空间上探索度，提高

模型的稳定性；另从对比中可以看到 DQN、D3DQN
的损失值曲线容易在 1 200、1 400、1 600学习步数等

处出现较大幅度的波动且相比D3DQN-CAA达到收

敛需要更多的学习步数，这说明 CQC方法在提高神

经网络收敛速度和降低参数复制后神经网络波动幅

度上具有显著作用 .以上实验对比结果说明，本文所

提方法的损失值曲线达到收敛所需的学习步数最

少，不易出现波动，性能更稳定 .

4.2.3   累计奖励对比

为反映算法对任务调度和处理效率，以奖励值

进行衡量，本文的奖励值赋值规则为任务正常被调

度和处理赋值为0，否则赋值为-1.D3DQN-CAA和基

准算法的累计奖励值对比结果如图 11所示，横轴为

迭代周期数，纵轴为累计奖励值 .仅利用了资源非常

有限的终端设备的 Only Local 的累计奖励曲线远低

于其他算法，这意味着该算法的任务调度和处理效

率非常低，处理完全部任务往往需要冗长的时间 .对
比其他算法的奖励值曲线可知， D3DQN-CAA 的任

务调度的处理效率最高 .

4.2.4   能耗及加权开销对比

运营商在提供服务时，收益的影响因素当中能

耗是最关注的一个，D3DQN-CAA 和基准算法的累

计能耗对比如图 12 所示，横轴为迭代周期数，纵轴

为累计奖励值 .Only Local冗长的处理时间决定了非

常大的能耗；相比Only Edge方法，尽管Random可以

更加高效地处理任务，但算法使用到终端设备从而

造成高能耗；本文方法 D3DQN-CAA 由于采用了

CQC方法、AGP机制和 ALPR机制，在保证算法稳定

性的同时，能够有效地降低神经网络的训练步数和

图11   累计奖励对比

Fig.11   Comparison of cumulative reward

图9   不同学习率的损失值曲线

Fig.9   Curve of loss value with different learning rates

图10   损失值曲线对比

Fig.10   Comparison of loss value curve
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充分利用计算资源，使得本文方法的累计能耗曲线

低于DQN、D3DQN和其他算法 .

本文D3DQN-CAA算法和基准算法的综合性能

对比结果如图 13所示，X轴为迭代周期数，Y轴为累

计奖励值且单位刻度大小为 10-7. 从图 13 中可以看

出，性能最差即累计加权开销曲线高于其他算法的

是 Only Local，性能最优的是本文调度算法 D3DQN-
CAA，中间部分由高到低依次为 Random、DQN、Only 
Edge、D3DQN.

通过以上实验分析可知，D3DQN-CAA 算法能

够有效地降低深度强化学习网络的训练步数，能充

分利用计算资源降低系统时延和能耗的累计加权开

销，提升任务处理的实时性，降低系统能耗 .

5   结 论

为解决已有边缘计算环境下深度强化学习算法

存在的动作空间探索度固定不变、样本效率低、内存

需求量大、稳定性差等问题，本文在改进深度强化学

习模型Dueling Double DQN的基础上，提出了一种自

适应的边缘计算任务调度算法 .为了加快模型收敛

速度和增加模型收敛后的稳定性，引入了综合性 Q
值计算方法；为了增加动作空间探索度和进一步提

高算法稳定性，提出了自适应动作空间动态探索度

调整策略；为了提高样本效率和适应资源有限的边

缘计算系统，使用了自适应轻量优先级回放机制 .结
合以上优化机制，设计并实现了最终的任务调度算

法 .实验结果表明，本文边缘计算任务调度算法，能

够有效地降低深度强化学习网络的训练步数，可以

充分利用边缘计算资源，降低系统时延和能耗的累

计加权开销，提升任务处理的实时性，降低系统

能耗 .
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