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基于随机置换的红外图像超分辨率Transformer
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摘 要 红外图像超分辨率具有广泛应用 .当前，视觉Transformer在提升图像超分辨率性能方面展现了良好潜能，

但如何有效平衡系统复杂度引起了许多研究者的兴趣 .提出了一种基于随机置换的Transformer红外图像超分辨率

方法，实现了在较好控制系统复杂度的同时进一步改进图像重构性能 .特别地，设计了一种结合随机置换的窗自注

意力模块代替原始 Swin Transformer的移位窗自注意力模块，通过对特征图在空间维度的随机置换运算有效改进了

窗自注意力的全局依赖关系的学习能力 .基于多个公开的红外图像数据集的实验比较结果验证了本文方法的有

效性 .
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Transformer of infrared image super-resolution based on 
random permutation
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Abstract Infrared image super-resolution has wide applications. Currently， the Visual Transformer has shown great 
potential in improving the performance of image super-resolution， but how to effectively balance system complexity has 
attracted the interest of many researchers. A random permutation based Transformer for infrared image super-resolution is 
proposed， which achieves further improvement in image reconstruction performance while controlling system complexity 
well. Specifically， a window self-attention module combining random permutation is designed to replace the original Swin 
Transformer's shifted window self-attention module， effectively improving the learning ability of global dependency 
relationships of window self-attention through random permutation operations in the spatial dimension of the feature map. 
Experimental comparison results based on multiple public infrared image datasets validate the effectiveness of this method. 
Keywords infrared image super-resolution； Visual Transformer； global modeling ability； random permutation

红外图像（Infrared Image）是通过捕获物体反射

的辐射能量所形成的图像，该类图像可以抵抗恶劣

天气条件干扰，在军事侦察、航空航天及居家看护

等军事和民生领域具有深远的影响［1］.然而，在红外

图像成像和传输的过程中，受到红外图像成像设备

和红外波段的波长等影响，红外图像的分辨率通常

低于可见光图像且图像细节信息不丰富［2］.因此，为

了获得更加适合在实际应用场景中使用的高质量

红外图像，提高红外图像的分辨率十分必要 . 单图

超分辨率（Single Image Super-Resolution，SISR）是计

算机视觉领域中的一项重要技术，旨在从退化的单

幅低分辨率（Low Resolution，LR）图像中恢复出对应
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的高分辨率（High Resolution，HR）图像［3］. 在日常生

产和生活中，超分辨率技术凭借其操作简便且成本

低廉的优点，在监控［4］、医疗成像［5］等多个领域被广

泛运用 .
近年来，深度学习的蓬勃发展为红外图像超分

辨率提供了广阔的发展平台 .He等［6］提出了一种具

有多个感受野的深度神经网络级联结构，通过不同

大小的感受野网络更有针对性地重建出高分辨率

红外图像 .Han等［7］从低分辨率的近红外图像及对应

的高分辨率可见光图像中分别提取高频分量，将两

分量 concat后经卷积神经网络（Convolutional Neural 
Network，CNN）得到合成的高分辨率近红外图像 .Du
等［8］提出的网络交替输入彩色图像和红外图像，将

红外图像与具有较高分辨率的彩色图像相结合来

提高红外图像的空间分辨率 .虽然这些基于CNN的

超分网络都达到了可观的图像重构效果，但是卷积

操作依赖于设定的卷积核大小，且每个卷积核只能

感知到输入图像的局部信息 . 有研究发现：在高频

区域中，红外图像通常缺少可见光图像中普遍存在

的纹理信息，而具有语义和结构信息的全局信息占

比更大 .在降采样的过程中这些高频结构会极大地

遭到破坏［9］. 因此，在进行超分辨率重建红外图像

时，捕获其全局信息十分重要 .
伴 随 着 Transformer 框 架 的 问 世［10］，基 于

Transformer 的超分辨率重构网络进入大众视野，并

因其出色的建模长距离关系的能力深受青睐 .但该

类方法对计算资源的消耗巨大，应用受限，如何有

效平衡重构性能和计算复杂度是一个亟须解决的

问题 .Swin Transformer［11］网络提供了一种新的解决

思路，该网络在窗口内进行自注意力计算并提出移

位窗口策略增进窗口之间的信息交互 .Liang等［12］则

将 Swin Transformer的思想运用到图像复原领域，提

出的 SwinIR 网络有效地平衡了重构性能和计算复

杂度 .Zhang等［13］交替使用稀疏注意力块和密集注意

力块从而构成ART网络，在增大感受野的同时兼顾

局部信息，取得了优异的重构效果 .EMT网络［14］则提

出混合 Transformer块，通过在不同方向上的移位操

作增强了基于 Transformer 的网络对局部信息的整

合能力 . 基于窗的自注意力方法有效提高了

Transformer的运用效率，具有优良的性能 .然而，这

些基于自然图像的超分辨率方法未考虑红外图像

对比度低、成像细节相较于自然图像更加模糊等特

性，当将这些网络直接运用到红外图像领域时，往

往不能取得理想的效果［2］.
Xiao等［15］于 2023年提出的用于图像去噪、去雨

等领域的 ShuffleFormer 网络具有良好的性能 .此网

络通过随机洗牌操作，在局部窗口内对非局部信息

建模，在复杂度不变的基础上辅助网络更好地进行

图像复原任务 . 受到这一启发，本文将该思想运用

到图像超分辨率领域，并结合红外图像缺少细节纹

理且存在更多全局语义信息的特点，提出了基于随

机置换的 Transformer红外图像超分辨率方法 .该方

法在空间维度上对特征图进行随机置换运算后再

在窗口内计算自注意力，打破了窗口自注意力的局

部性壁垒，同时增强了网络的全局建模能力 . 本文

提出的方法可以更有效建模图像的全局信息，在保

持线性复杂度的情况下改进图像恢复质量，较好平

衡了网络的全局建模能力与计算复杂度 .在多个红

外图像数据集上的实现结果表明，本文方法相较于

同类方法有着较好的竞争优势 .

1　提出的方法

本节详细介绍提出的基于随机置换的Transformer
红外图像超分辨率网络 .通过在空间维度上对特征

图进行随机置换运算，增强了窗口自注意力对全局

依赖关系的学习能力，改进了基于窗口自注意力的

Transformer 网络的局部性限制 .不同于基于滑动局

部窗口的 Transformer网络，本文方法在进行自注意

力计算之前经随机置换运算打乱特征图的原始像

素排列，使得特征图中任意位置的像素都具有相同

的概率进入到同一个局部窗口内 .虽然后续的自注

意力计算仍然在局部窗口中进行，但参与计算的像

素来自图像的各个部分，弥补了局部窗口对全局信

息建模能力的不足 . 在自注意力计算结束后，进行

相对应的逆置换运算恢复图像 .这样的方法既可以

不增加计算复杂度，又提高了全局建模能力 .
1.1　网络结构

本文提出的随机置换的 Transformer 红外超分

辨率重构网络的整体结构如图 1所示，该网络主要

由三部分组成，分别是：浅层特征提取模块（Shallow 
Feature Extraction Module，SFEM）、深层特征提取模

块（Deep Feature Extraction Module，DFEM）和图像重

建模块（Reconstruction Module，RM）. 其中，深层特

征提取模块是整个网络的重点，该部分将在 1.2 节

中展开进行详细介绍 .
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（1）浅层特征提取模块 . 该模块使用一个卷积

核大小为 3 × 3的卷积层对输入的LR图像提取浅层

特征Fs，该过程可表示为：

Fs = HSFEM( ILR )， （1）
其中：HSFEM（·）表示卷积操作，ILR代表输入的低分辨

率图像 . 之后，提取到的浅层特征 Fs会传入深层特

征提取模块中进一步提取特征 .除此以外，Fs还会直

接经残差连接送入到图像重建模块，达到在重建图

像中保留输入图像的低频特征信息的目的 .
（2）深层特征提取模块 . 该模块通过堆叠多

个残差随机置换块（Residual Random Permutation 
Block，RRPB）对上一阶段所得的浅层特征Fs进一步

提取特征信息 . 其中，每个随机置换块由多个置换

Transformer 层（Permutated Transformer Layer，PTL）
和一个 3 × 3的卷积层组成 .假设共有 k个 RRPB，则

第 i个RRPB的输出Fi（1 ≤ i ≤ k）可表示为：

Fi = HRRPB(Fi - 1 )， i = 1，2，…，k， （2）
其中，HRRPB（·）表示残差随机置换块用来提取图像深

层特征的操作 . 在残差随机置换块堆叠结束后，使

用一个卷积核大小为 3 × 3 的卷积层对提取到的特

征进行融合，得到最终的深层特征 FD，该过程可表

示为：

FD = Conv (F1，F2，…，Fk ) . （3）
（3）图像重建模块 . 该模块以浅层特征 FS和深

层特征FD作为输入，经由一个 3 × 3的卷积层和一个

亚像素卷积层［16］，恢复出对应大小的超分辨率图像

ISR，该过程可表示为：

ISR = HREC(FS + FD )， （4）
其中，HREC（·）表示图像重建模块中卷积层和亚像素

卷积层的操作 .

1.2　置换Transformer层
全局信息主要负责提供图像的上下文信息和结

构信息，可以帮助网络更好地理解图像内容，从而恢

复出更加真实的图像细节 . 受 ShuffleFormer 网络［15］

的启发，本文堆叠多个连续的RRPB模块在提取图像

深层特征的同时增强网络的全局建模能力，其中每

个RRPB由多个置换Transformer层和一个3 × 3的卷

积层构成 .
置换 Transformer 层是 RRPB 的核心，该模块基

于窗口自注意力，通过对特征图进行随机置换运算

提高模型于局部窗口内对全局依赖关系的建模能

力，其结构如图 2 所示 . 在图像超分辨率重建任务

中，局部信息和全局信息都发挥着十分重要的作用 .
因此，本文在置换 Transformer层中交替使用窗口多

头自注意力（Window Multi-head Self-attention，WMSA）
和新提出的置换窗口多头自注意力（Permutated 
Window Multi-head Self-attention，PWMSA）以兼顾局

部和全局信息 . 此外，为了避免网络受到随机置换

运算所带来的影响，本文在置换 Transformer层中加

入了卷积核大小为 3 × 3 的深度卷积层对位置信息

进行建模 . 在 PTL 中，输入特征首先经过层归一化

（LN）结构和深度卷积层得到具有位置信息的特征 .
随后该特征被送入窗口多头自注意力（WMSA）模

块，将所得结果与输入特征相加后再经 LN 和多层

感知机（MLP）结构对特征进行进一步增强 .将第 l个
PTL的输入特征表示为 zl-1，则该过程可表示为：

ẑ  l = WMSA (Dconv (LN ( z  l - 1 ) ) ) + z  l - 1， （5）
z  l = MLP (LN ( ẑ  l ) ) + ẑ  l， （6）

其中：WMSA（·）代表窗口多头自注意力操作，Dconv
（·）代表 3 × 3的深度级卷积层，LN（·）代表层归一化

图1 网络的整体结构框图

Fig. 1　Block diagram of the whole network structure
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操作，MLP（·）代表多层感知机操作 .
随后，将上一部分所得的特征 zl作为下一阶段

的输入，在计算注意力时采用新提出的 PWMSA 模

块，其余过程与上一阶段相同 .该过程可表示为：

ẑ  l + 1 = PWMSA (Dconv (LN ( z  l ) ) ) + z  l， （7）
z  l + 1 = MLP (LN ( ẑ  l + 1 ) ) + ẑ  l + 1， （8）

其中，PWMSA（·）代表置换窗口多头自注意力操作 .

新提出的 PWMSA模块在窗口自注意力中加入

了随机置换运算和逆置换运算 .随机置换运算包含

在空间维度分别基于行向和列向的随机置换，具体

过程可表示为：

XPH = RPH (X )， （9）
XP = RPW (XPH )， （10）

其中：RPH（·）、RPW（·）分别代表行向和列向的随

机置换运算，XPH代表行向随机置换运算后的结果，

XP代表列向随机置换运算后的结果 .结合了随机置

换运算的窗口自注意力模块 PWMSA 的计算复杂

度为：

Ω (PWMSA) = 4hwM 2 + 2M 2 hwC， （11）
其中：h和 w 表示输入图像的长和宽，C 表示图像的

通道数，M表示窗口大小 .因此，PWMSA的计算复杂

度与图像的大小呈线性相关，与WMSA相等 .
与 Swin Transformer［11］中的移位窗口多头自注意

力（Shifted Window Multi-head Self-attention，SWMSA）
相比，本文提出的 PWMSA 通过随机置换运算打乱

图像的像素排列，在对窗口不做任何调整的情况下

使得窗口内包含图像各个位置的信息，提高了网络

建模全局信息的能力 .如图 3 所示，SWMSA 利用移
图2 置换Transformer层的内部结构图

Fig. 2　Internal structural of the permutated Transformer layer

图3 移位窗口自注意力和置换窗口自注意力对比图

Fig. 3　Comparison of SWMSA and PWMSA
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位窗口策略对不同窗口的信息进行交互，但是移位

操作的移动范围受到限制，导致窗口间的信息交互

被局限在一定的范围内；而本文所使用的 PWMSA
在空间维度上对特征图进行随机置换运算，使得参

与自注意力计算的 token来源于图像的任意位置，相

较于 SWMSA 的移位窗口策略更加灵活 . 自注意力

的置换等变性［10］在理论上给予了PWMSA进行随机

置换运算的支持，其思想是：在局部窗口内进行自

注意力计算之前，先在空间维度上对输入图像进行

随机置换运算 .虽然之后仍然是在相同大小的局部

窗口内进行自注意力计算，但图像经过随机置换运

算后其任意位置的像素都有相同的概率进入到同

一窗口内参与后续的计算，改进了窗口自注意力学

习全局依赖关系的能力 . 在自注意力计算结束后，

通过与随机置换相对应的逆置换运算恢复图像原

有的像素排列 .随机置换运算和逆置换运算是一个

可逆变换对，不会引起输入图像信息的丢失 .

2　实验

2.1　实验设置和实验数据

在模型训练阶段，考虑到红外数据集通常难以

获取且数量较少，不足以满足基于深度学习的算法

需要大量数据进行训练的需求 . 因此，在训练中使

用迁移学习的方法 . 具体而言，首先将在超分辨率

领域中广泛使用的 DIV2K［17］自然图像数据集作为

训练集进行训练，得到预训练模型，再将预训练模

型在 IR100［18］红外数据集上进行训练微调 . 其中，

IR100数据集包含了 100张使用车载红外摄像头拍

摄的街景图像 . 训练开始前，对 DIV2K 数据集中共

800 幅图像和 IR100 数据集中共 100 幅图像分别以

放大因子（× 2、× 3、× 4）进行双三次下采样，得到对

应的低分辨率图像作为模型的输入图像 . 另外，通

过水平翻转和随机翻转等方法增强训练图像的数

据多样性 . 在训练过程中，采用 Adam 优化器进行

优化，并将损失函数设置为 L1 函数 . 训练的初始

学习率设为 1 × 10-4，当训练迭代次数达到 250000、
400000、450000 和 475000 时，将学习率调整为上一

阶段的一半，总迭代次数为 500000次 .实验中RRPB
的个数为 6，每个 RRPB 包含 6 个 PTL. 训练时设置

batch-size 为 16，并将输入图像随机裁剪成大小为

32 × 32像素的图像块输入网络进行训练 .
在模型测试阶段，使用 result-A［18］、result-C［18］、

Thermal 50［19］以及 CDNMRF［6］四个红外图像数据

集作为测试集来验证所提方法的有效性 . 其中，

Thermal 50是Rivadeneira等［19］所提出的数据集中的

测试集部分 .这四个红外数据集包含了野外、室内、

人物、街景和建筑物等不同场景，共 114张图像 .网
络性能通过峰值信噪比（PSNR）和结构相似性指数

（SSIM）两个通用的评价指标在 Y 通道上的计算结

果体现 .所有的实验均基于 Pytorch 框架，使用两张

NVIDIA GTX 1080Ti GPU显卡完成 .
2.2　实验结果及分析

为验证本文方法的有效性，选取了 5 个具有代

表性的超分辨率方法：SRCNN［20］、EDSR［21］、SwinIR［12］、

ART［13］和DASR［9］与本文方法分别在× 2、× 3和× 4三

种放大因子下进行比较 .其中，SRCNN和EDSR是图

像超分辨率领域中经典的基于CNN的算法，SwinIR
和 ART 算法是在 Transformer 框架下构建的自然图

像超分辨率算法，而 DASR 算法是基于 Transformer
的红外图像超分辨率算法 .上述 5个算法的网络结

构设置均与原论文相同，与本文方法在同等条件下

训练后进行比较 .
2.2.1　定量指标分析

本文方法与其他算法在四个红外测试集上的

对比结果如表 1所示，表 2则以Thermal 50测试集为

例，展现了本文方法与其他算法在 4倍上采样时的

网络参数以及平均PSNR.
由表 1可得，在不同的放大因子下，本文方法在

所有数据集上均优于其他方法的结果 . 具体来说，

在× 2 放大因子下，本文方法在 result-C 数据集上的

优势最为明显，与次好的ART模型相比，就PSNR而

言高了 0.11 dB，就 SSIM指标而言高了 0.0015.在× 3
放大因子下，本文方法在各测试集上均处于领先位

置 . 在 result-A、result-C 和 CDNMRF 数据集上，本文

方法比第二好的模型在 PSNR 指标上分别高了

0.05、0.03和 0.04 dB.在 Thermal 50数据集上则比第

二优的模型的 PSNR 高了 0.09 dB. 在× 4 放大因子

下，本文方法在所有数据集上同样均取得最高的

PSNR 和 SSIM. 以 PSNR 指标为例，在 result-C 和

CDNMRF 数据集上本文方法比次优结果分别高出

0.03 dB 和 0.02 dB，在 result-A 和 Thermal 50 数据集

上则比次优结果都高出 0.04 dB.此外，从表 2可以看

出，在Thermal 50数据集上，本文方法的参数量虽比

取得次优结果的 SwinIR模型高，但是取得了优势较

大的重构性能改进 .
综上所述，本文方法在 3 种放大因子下均获得
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了良好重构性能提升 . 究其原因，是因为本文方法

通过随机置换运算，使网络在窗口内更有效地利用

了图像的全局信息，提高了网络的建模能力 .
2.2.2　定性指标分析

为更全面地体现本文方法的有效性，在放大因

子为 4时，将本文方法与其他算法的重构结果在视

觉效果上进行了对比，对比结果如图4-7所示 .
图 4 展现了在 4 倍放大因子下对测试图像

result-C_result2 的重构结果，并局部放大了店铺招

牌部分 .可以看出：本文方法重构出的字母“NERO”

更为清晰，尤其是在“N”“O”两个字母上，本文重构

出了更清晰的字母轮廓 . 图 5 展现了在 4 倍放大因

子下对测试图像 Thermal50_0042的重构结果，并局

部放大了栏杆部分 . 从图 5 可看出，本文方法和

DASR 重构出的图像更接近原始图像，但本文方法

恢复出的栏杆粗细更均匀，且线条扭曲程度更小 .

而其他对比方法重构出的栏杆都出现了不同程度

的扭曲，且恢复出的栏杆较细，与原始图像不符 .图6
展现了在 4 倍放大因子下对测试图像 Thermal50_
0046的重构结果，并局部放大了屋顶部分 .其中，只

有本文方法和 SwinIR 恢复出了正确的房顶瓦片纹

理，但本文重建出的瓦片线条更加清晰，重构出的

瓦片细节较 SwinIR 而言更加真实 .图 7则展现了在

4 倍放大因子下对测试图像 CDNMRF_07 的重构结

果，并局部放大了键盘部分 .同样地，其他比较方法

都未能恢复出正确的键盘格子方向，将本应该是水

平的键盘格重建成了斜纹格，出现了不同程度的失

真，只有本文方法重建出正确的键盘方向 .
以上结果表明：本文方法不仅在定量性能比较

上表现优势明显，而且在定性的视觉效果比较上也

优于其他算法，能得到更清晰的高分辨率图像 .
2.3　消融实验及分析

2.3.1　置换Transformer层的有效性分析

为验证本文方法使用置换 Transformer 层的有

效性，比较了 3种不同的自注意力组合形式，包括：

全部使用置换窗自注意力的 PWMSA+PWMSA 方

法，置换窗自注意力在前而原始窗自注意力在后的

PWMSA+WMSA，以及原始窗自注意力在前而置换

窗自注意力在后的WMSA+PWMSA.在放大因子为 4
的比较结果如表3所示 .

表1　不同算法在× 2、× 3、× 4放大因子下的平均PSNR和SSIM
Tab. 1　Average PSNR/SSIM of different algorithms at × 2， × 3， × 4 amplification factors

模型

SRCNN
EDSR
SwinIR

ART
DASR
本文

SRCNN
EDSR
SwinIR

ART
DASR
本文

SRCNN
EDSR
SwinIR

ART
DASR
本文

scale

× 2

× 3

× 4

result-A
PSNR/dB

36.29
37.28
38.41
38.60
38.61
38.66

33.63
34.39
35.54
35.59
35.60
35.65

32.49
32.24
33.55
33.57
33.48
33.61

SSIM
0.9146
0.9243
0.9318
0.9348
0.9351
0.9365

0.8535
0.8685
0.8802
0.8814
0.8827
0.8829

0.8255
0.8168
0.8374
0.8382
0.8372
0.8388

PSNR/dB
34.24
38.15
39.32
39.53
39.52
39.64

34.30
35.07
36.25
36.31
36.27
36.34

31.92
32.85
34.18
34.19
34.06
34.22

result-C
SSIM

0.9283
0.9370
0.9438
0.9463
0.9461
0.9478

0.8712
0.8852
0.8957
0.8972
0.8969
0.8983

0.8046
0.8366
0.8555
0.8560
0.8550
0.8569

PSNR/dB
38.61
41.92
43.17
43.32
43.34
43.44

35.23
37.05
38.31
38.33
38.32
38.42

31.73
33.80
35.19
35.18
35.13
35.23

Thermal 50
SSIM

0.9717
0.9808
0.9825
0.9833
0.9836
0.9842

0.9270
0.9481
0.9523
0.9531
0.9530
0.9541

0.8198
0.9046
0.9145
0.9148
0.9146
0.9151

PSNR/dB
40.39
43.00
44.12
44.28
44.32
44.38

38.70
40.85
42.12
42.27
42.30
42.34

35.65
38.80
40.16
40.20
40.24
40.26

CDNMRF
SSIM

0.9552
0.9577
0.9656
0.9667
0.9670
0.9671

0.9384
0.9459
0.9558
0.9575
0.9578
0.9581

0.9233
0.9366
0.9475
0.9488
0.9492
0.9495

注：加粗字体表示最优结果；下划线字体表示次优结果 .
表2　在× 4放大因子下不同算法的参数量及在Thermal 50数据集上

的平均PSNR
Tab. 2　Average PSNR and parameters of different algorithms on 

Thermal 50 dataset at ×4 amplification factor
模型

参数量/M
PSNR/dB

SRCNN
0.05

31.73

EDSR
43.09
33.80

SwinIR
11.90
35.19

ART
16.55
35.18

DASR
1.28

35.13

Ours
16.66
35.23

注：加粗字体表示最优结果；下划线字体表示次优结果 .
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图4　不同算法对 result-C中的 result2在× 4放大因子下的重构结果

Fig. 4　Reconstruction results of result2 in result-C by different algorithms at × 4 amplification factor

图5　不同算法对Thermal 50中的0042在× 4放大因子下的重构结果

Fig. 5　Reconstruction results of 0042 in Thermal 50 of different algorithms at × 4 amplification factor

图6　不同算法对Thermal 50中的0046在× 4放大因子下的重构结果

Fig. 6　Reconstruction results of 0046 in Thermal 50 of different algorithms at × 4 amplification factor

图7　不同算法对CDNMRF中的07在× 4放大因子下的重构结果

Fig. 7　Reconstruction results of 07 in CDNMRF of different algorithms at × 4 amplification factor
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从表 3 结果可见：交替使用 WMSA 和 PWMSA
的方法在性能上优于只使用 PWMSA 的方法，且参

数量更少；WMSA 在前 PWMSA 在后的方法略优于

PWMSA在前而WMSA在后的方法 .因此，本文在置

换 Transformer 层中交替使用 WMSA 和 PWMSA，且

先进行WMSA后进行PWMSA.

2.3.2　置换 Transformer 层中深度级卷积的有效性

分析

在置换 Transformer层中，引入了深度级卷积以

提高模型对位置信息建模的能力 .为了验证深度级

卷积进行位置建模的有效性，给出了放大因子为 2
的情况下的重构性能比较，结果如表4所示 .

根据表 4 结果可见：引入深度级卷积后明显提

升了模型的重构质量，在定量评价指标上得到更优 .
因此，本文方法在置换 Transformer层中加入深度级

卷积以重构出更高质量的图像 .

3　结语

本文针对红外图像的退化特性，研究了一种基

于随机置换的红外图像超分辨率 Transformer 网络 .
通过在窗口自注意力中结合随机置换运算，有效地

平衡了网络的重构性能和计算复杂度，增强了窗自

注意力对全局依赖关系的学习能力 . 本文在置换

Transformer 层中交替使用 WMSA 和 PWMSA，兼顾

了全局信息和局部信息的提取，在控制模型计算复

杂度的情况下提高了全局建模能力 .本文方法与同

类方法相比，可以恢复出更真实的红外图像纹理细

节，有效提升了重构性能，具有一定的应用价值 .
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