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基于动态门控调节GRU的综合传动异常检测研究

贾然 ，邢培鑫 ，陈涛 †，孙靖超 
（北京信息科技大学 现代测控技术教育部重点实验室，  北京  100192）

摘 要：针对综合传动装置在运行过程中数据复杂程度高， 致使传统方法对异常检测准

确性欠佳的问题， 提出一种基于动态门控调节的门控循环卷积神经网络的综合传动异常检测

模型 . 该模型基于门控调节机制动态生成 GRU 的更新门和重置门调节因子， 使其在每个时间

步灵活调整， 从而获得动态门控调节机制与 GRU 的结合效果 . 通过对综合传动传感器监测数

据的预处理和数据集划分实现冗余数据的清洗， 动态门控调节机制能够选取传动数据中的关

键特征并赋予适当权重， 并根据运行状态不同实时调整权重 . 基于该模型对综合传动装置两

类典型异常开展模型训练与实例验证， 并与传统异常检测方法进行对比， 结果表明， 所提方

法在异常检测的准确率上显著提高， 两类异常的检测准确率分别为 99.40% 和 98.36%， 验证

了所提方法的有效性， 为综合传动装置的异常检测提供了一种新的解决方案 .
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Research on anomaly detection of integrated transmission based on dynamic 
gating regulation GRU
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Technology University， Beijing 100192， China）

Abstract：To address the issue of low accuracy in anomaly detection for integrated transmission devices caused 
by high data complexity during operation， this paper proposes an integrated GRU-CNN anomaly detection model 
based on dynamically gated regulation. The model dynamically generates regulation factors for the update gate and 
reset gate of the GRU through a gating mechanism， enabling flexible adjustments at each time step. This achieves the 
combined effect of the dynamically gated regulation mechanism and the GRU. By preprocessing sensor monitoring 
data and partitioning datasets to clean redundant data， the dynamically gated regulation mechanism selects critical 
features， assigns appropriate weights， and adjusts these weights in real-time according to operational states. 
Validation through two anomaly detection case studies on integrated transmissions shows that， compared to 
traditional methods， the proposed method significantly improves detection accuracy—achieving 99.40% and 98.36%
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—thus verifying its effectiveness. The dynamically gated GRU-CNN approach provides a novel solution for anomaly 
detection in integrated transmission devices.
  Key words：fault detection；neural networks；operating condition information；dynamic weights；gated recurrent 
convolutional neural network

履带装甲车辆作为强化国防力量、战略运输和

安全维护的重要装备， 在国防战略安全保障方面具

有不可或缺的作用 . 综合传动装置作为履带装甲车

辆动力传递的关键部件， 其良好的运行状态是保障

装甲车辆高机动性能的前提， 也是确保装甲车辆能

够在复杂和恶劣环境中执行任务的关键［1-2］. 综合传

动装置一旦发生异常， 会导致装甲车辆无法正常行

驶， 严重影响其在战场上的机动能力及作战效能 . 
开展综合传动装置异常检测方法研究，可及时发现

其潜在异常， 对于保障装甲车辆在复杂环境中的稳

定运行，避免装备重大故障的发生，同时保障作战效

能具有重要意义［3-4］.
国内外学者对综合传动装置的异常检测进行了

大量研究 . 传统机器学习方法在处理低维传感器数

据时表现出色， 计算效率高， 易于实现和部署， 能
有效识别简单异常模式 . 但随着装置复杂性增加， 
基于多维车载传感器数据的高维空间分析变得复

杂， 传统方法在复杂装备异常检测中遇到挑战［5-6］. 
而深度学习凭借其独特的嵌套结构获得了强大的功

能、灵活性以及多类型问题的检测能力［7］， 因此， 基
于深度学习的综合传动装置异常检测方法受到了广

泛关注 . 姚海洋等［8］提出了采用并联结构和残差连

接改进 CNN-LSTM 模型， 提升了空间特征提取能

力， 实验结果表明改进模型在综合传动装置漏油数

据测试集上的异常检测准确率优于传统 CNN-
LSTM， 为综合传动装置异常检测提供了新方法 . 刘
保山等［9］针对综合传动系统关键部件变速箱进行异

常检测分析， 提出基于改进BP神经网络与证据理论

融合多源信息的异常检测模型， 结果表明该方法实

现了对变速箱多工况短时油压数据的异常检测 . 田
钦文等［10］针对装甲车辆汇流行星排齿轮裂纹异常检

测问题， 提出了一种基于一维深度残差收缩网络的

诊断模型， 结合注意力机制与软阈值化增强有用信

息并抑制冗余信息， 通过行星轮四种不同程度裂纹

的振动信号进行实验， 结果表明该方法在更短时间

内取得了更高的检测准确率 . Rodrigues等［11］提出了

一种基于主成分分析和人工神经网络的发动机润滑

油质量评估方法， 使用人工神经网络对其进行了分

类评估， 实验表明， 该方法能够有效地检测出润滑

油的异常数据 . 宁子俊等［12］针对综合传动装置数据

关联复杂的问题， 构建了数据关联网络， 分析了装

置在不同工况下传感数据的关联性， 并利用所提算

法进行异常检测 . 实车测试显示， 该方法能有效区

分工况变化和元件故障引起的数据变化 . Zhao等［13］

提出了一种基于栈式自编码器网络的深度学习方

法， 采用自适应阈值检测方法重构了误差的趋势， 
并将其作为检测发电机异常状态的预警准则 . Du
等［14］针对风电机组齿轮箱故障诊断问题， 提出了一

种结合稀疏自编码器和隔离森林的故障检测与新故

障判别方法， 仅使用正常数据训练模型， 实验结果

表明该方法在风电机组齿轮箱故障诊断中表现优

异， 减少了对故障数据的依赖 .Li等［15］针对变工况下

的机械故障诊断问题， 以变速箱齿轮磨损为研究对

象， 提出了一种基于域对抗图卷积网络的方法， 实
验结果表明， 该方法在变速箱案例研究中取得了最

佳性能， 能够提取可迁移特征用于域适应 .Li等［16］针
对机械设备在无标记数据、缺乏异常经验知识场景

下的异常检测难题， 提出一种结合堆叠式自动编码

器与长短期记忆网络的无监督深度学习方法， 结果

证明该方法通过五重交叉验证实现了 99%的异常检

测准确率 .Vos等［17］提出了一种结合 LSTM 回归和单

类支持向量机的分层检测方法， 用于在半监督条件

下通过振动数据检测机械设备异常 . 该方法有效识

别了齿轮箱试验中的齿轮磨损和轴承故障， 并验证

了单类支持向量机在非连续时序数据上的适用性 . 
Lei 等［18］针对机械系统在多工况环境下单工况模型

适应性差、集中学习检测精度低的难题， 提出基于

条件变分自编码器的多工况异常检测方法， 结果证

明该方法在CWRU/JNU/PU数据集上F1值提升 18%~
19%， 为离散工况机械系统提供了高精度异常检测

方案 . 尽管深度学习在异常检测领域受到关注， 但
在实际应用中， 面对装备运行多工况下传感器数据
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的动态变化， 现有模型难以实时调整以捕捉关键特

征变化 . 因此， 提升模型在不同工况下的实时调整

能力， 增强特种车辆异常检测的精度与鲁棒性， 为
复杂工况下的故障检测提供可靠技术支撑变得尤为

重要 .
针对综合传动装置数据复杂性高、工况多变导

致难以有效进行异常检测的问题， 本文提出了一种

将工况信息融入动态门控调节机制， 并与改进的门

控循环卷积神经网络（gated recurrent unit - convolu⁃
tional neural network，GRU-CNN）相结合的特种车辆

传动装置异常检测模型——动态门控调节的门控循

环卷积神经网络 DGGRU-CNN. 通过将传动装置运

行工况特征引入门控调节机制， 该模型能够实时感

知装备工作状况变化并根据工况调整特征权重， 消
除工况对异常检测任务中工况变化导致的数据分布

漂移和特征混淆的负面影响， 在此基础上， 改进的

GRU结构强化了时间序列特征的建模能力， 并增强

了模型在复杂工况下的适应性 . DGGRU-CNN 模型

利用动态门控机制调节GRU的更新和重置门， 以突

出关键特征并捕捉异常数据变化 . 通过传动装置油

路泄漏故障及离合器异常案例验证， 该方法对两种

异常的检测准确率分别达到 99.40% 和 98.36%， 证
明其在这些类型异常检测中的有效性 .

1   综合传动装置异常检测方法

1.1   算法框架

综合传动装置异常检测方法框架如图 1 所示 . 
具体流程为：首先， 以综合传动装置传感器监测的

多种数据为基础构建原始数据集， 数据集包括转

速、压力、温度、档位、阀状态等六十余种传感信息 . 
针对数据集数据样本量较大的问题采用分段聚合近

似（piecewise aggregate approximation， PAA）方法对

时间序列数据进行压缩处理， 并保障压缩数据规模

的同时保留全局特征分布， 从而提升模型处理效

率 . 其次， 将采集的特征数据分为描述系统运行模

式的工况特征和其他捕捉异常信号的特征 . 闭锁离

合器闭合时的直驶状态下， 传动装置工况由油压、

轴转速、车速等传感器数据表达 . 区分处理工况特征

和其他特征， 增强对工况特征的关注， 保留各自特

性 . 将处理后的其他特征数据和综合传动关键工况

特征数据（各换挡离合器压力、车速、各轴转速等）传

递至动态门控调节机制， 通过动态门控调节机制生

成更新门和重置门的调节因子 . 调节因子动态调整

GRU 模型的重置门权重， 以适应复杂工况 . 这些因

子和特征数据被用于GRU异常检测模型， 使模型能

根据工况变化调整门控权重， 捕捉时间序列数据的

关键趋势 . 模型结合卷积神经网络提取全局特征， 
降低计算复杂度， 增强鲁棒性和泛化能力 . 时间序

列特征最终用于分类器进行异常检测， 并评估检测

效果 .
1.2   综合传动装置多维传感数据分段聚合方法

综合传动装置在运行过程中产生的传感器数据

通常具有种类多、采样时间长等特性 . 基于综合传动

装置传感器数据驱动的DGGRU-CNN异常检测模型

通过PAA方法， 去除数据中与形状趋势无关的冗余

信息， 快速减少综合传动装置传感器数据的时间步

长， 从而为后续的异常检测模型提供高效的输入 . 
PAA的基本原理是在时间轴上将原始时间序列通过

统计量、拟合多项式、符号近似等方法分段近似缩略

图1   综合传动装置异常检测方法流程图

Fig.1   Flow chart of abnormal detection method for comprehensive transmission device

136



第 4 期 贾然等：基于动态门控调节GRU的综合传动异常检测研究

为均匀长度的子序列， 从而实现数据在时间维度上

的降维 . 基于综合传动装置多维传感数据的分段聚

合方法的具体实现过程如下：

将长度为N的时间序列简化为长度为M的新序

列Y = y1，y2，...，yM， M < N.
第一步分段：将原始序列X分为 n个等长段 . 如

果N不能被 n整除， 则最后一段序列长度会因数据

点总数与分段数的不完全整除关系而存在一定的差

异， 此时最后一段序列的长度为N - (n - 1) × M.
第二步聚合：计算每个段的均值， 并用该均值

代表该段的数据 . yi 是其对应段中所有数据点的

均值：

yi = 1
n ∑

j = (i - 1) × n + 1

i × n
xj （1）

式中：i = 1，2，⋯，M.
通过 PAA方法， 能够有效降低综合传动装置传

感器数据的复杂度， 为后续的异常检测任务提供高

质量的输入数据 .
1.3   动态门控调节机制和改进的门控循环卷积神经

网络

综合传动装置产生的传感器数据具有时间依赖

性和复杂动态特性 . GRU 是改进的循环神经网络

（recurrent neural network，RNN）， 通过门控机制控制

信息流动， 使用更新门和重置门决定信息保留与遗

忘 . 与长短时记忆网络（long short-term memory，
LSTM）相比， GRU 参数更少， 计算开销低 . 标准

GRU单元的重置门计算机制：

r t = σ (W r ⋅ [ x t，h t - 1 ] + b r ) （2）
更新门 （update gate）计算机制：

z t = σ (W z ⋅ [ x t，h t - 1 ] + bz ) （3）
候选隐藏状态 （candidate hidden state）计算机制：

h͂ t = tanh (Wh ⋅ [ x t，r t⊙h t - 1 ] + bh ) （4）
隐藏状态更新（hidden state update）计算机制：

h t = (1 - z t )⊙h t - 1 + z t⊙h͂ t （5）
式中：x t为当前时间步的输入数据；h t - 1 为前一时刻

的隐藏状态；W为权重矩阵；b r 是重置门的偏置项；bz
是更新门的偏置项；bh 是候选隐藏状态的偏置项；r t
是重置门的输出项；z t是更新门的输出项；h͂ t为候选

隐藏状态；h t为隐藏状态 .
为增强GRU模型适应复杂工况的能力， 引入动

态门控调节机制， 将工况特征与其他特征分开输

入， 强化对工况特征的关注， 并生成调节因子以动

态调整门控 . 工况特征经过时间步切片处理， 扩展

为序列并与输入特征对齐 . 改进的GRU神经元利用

动态门控调节机制生成的调节因子控制权重矩阵， 
结合其他特征和前一时间步的隐藏状态， 得到GRU
神经元的重置门和更新门 . 基于动态调整调节因子

的GRU神经元结构如图2所示 .

通过动态门控调节机制， 利用当前输入 x t、前一

时刻的隐藏状态 h t - 1 和工况特征 c t来生成调节因子

ar和az的公式为：

a r = sigmoid (Warx t + Uarh t - 1 + Varc t + bar ) （6）
az = sigmoid (Wazx t + Uazh t - 1 + Vazc t + baz ) （7）

式中：War、Waz、Uar、Uaz 和Var、Vaz 是用于生成调节因子

的权重矩阵；ba是偏置项 .
调整权重矩阵War 和Waz. 利用调节因子 a r 和 az

动态调整权重矩阵War 和Waz， 如果 a r 接近 0， 模型会

完全保留前一时刻的隐藏状态， 如果 a r接近 1， 模型

会完全更新为当前候选隐藏状态：

W 'r = a r⊙War （8）
W 'z = az⊙Waz （9）

式中：W 'r 和W 'z 是动态调整后的权重矩阵， 用于控制

重置门和更新门 .
结合调整权重矩阵W 'r、其他特征 x t和前一时间

步的隐藏状态h t - 1得到GRU神经元中的重置门和更

新门公式：

r t = σ (W 'r ⋅ x t + U rh t - 1 + b r ) （10）
z t = σ (W 'z ⋅ x t + Uzh t - 1 + bz ) （11）
根据重置门和更新门计算候选隐藏状态 h͂ t：

h͂ t = tanh (Wh ⋅ x t + Uh (r t⊙h t - 1 ) + bh ) （12）
更新隐藏状态h t：

h t = (1 - z t )⊙h t - 1 + z t⊙h͂ t （13）
结合动态门控调节和门控循环卷积神经网络， 

模型更有效地处理多工况下的异常检测， 为深度学

图2   基于动态调整调节因子的GRU神经元结构

Fig.2   GRU neuron structure based on dynamically adjusted 
modulation factors
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习在该领域的应用带来新方法 . 通过时间步计算， 
改进的 GRU 结合 CNN 和 softmax 分类器提取和分类

时间序列特征， 实现精确的综合传动装置异常检测 .
1.4   卷积神经网络

在动态门控调节 GRU（DGGRU）提取综合传动

装置时序特征的基础上， 为进一步挖掘深层局部模

式并增强特征鲁棒性， 本模型引入两层卷积神经网

络（convolutional neural network， CNN）， 如图 3所示 . 
CNN通过局部感知和权值共享机制， 高效捕捉GRU
输出特征中的局部依赖关系， 强化对异常敏感的高

维特征的层次化提取能力 .

输入特征处理：DGGRU层输出的时序特征矩阵

尺寸为（B，T，D）， B为批次大小， T为时间步长， D
为特征维度 . 将其重构为（B，T，D）作为 CNN 的输

入， 以时间轴作为卷积操作的维度 . 卷积的计算公

式如下：

Conv1(X ) i = ReLU (∑k = 1

D

W (1)
k，i∗Xk + b (1)

i ) （14）
式中：∗表示一维卷积操作；W (1)

k，i 为卷积核权重； 
ReLU为激活函数 .

卷积层 2接入全局平均池化（global average pool⁃
ing， GAP）层， 对时间维度进行压缩， 池化层计算公

式如下：

GAP (Z ) c = 1
T∑

t = 1

T

Zc，t （15）
式中：Z为卷积输出特征图， 尺寸为（B，C，T）， 输出

为（B，C）. 此举显著降低参数量并保留通道的全局

统计特征 .
CNN 作为 DGGRU 的后端模块， 其输入是经动

态门控调节的时序特征 . 这种串联结构实现：时序依

赖建模（DGGRU）→ 局部特征深化（CNN）的分级处

理， 既发挥了 DGGRU 对长时序动态特征的捕捉能

力， 又借助 CNN 的局部感知与权值共享机制强化特

征的层次化提取， 最终通过端到端的联合优化， 实
现对综合传动装置复杂工况下异常特征的精准识别

与鲁棒检测 .

2   综合传动装置异常检测实例分析

2.1   特征划分与数据聚合

基于失效模式与影响分析方法（failure mode 
and effect analysis，FMEA）对综合传动装置运行中的

主要异常进行归纳， 主要分为三类：机械类异常、液

压类异常及电气类异常 . 机械类异常， 如齿轮磨损、

轴承磨损、摩擦片损坏等， 会导致传动噪声增大、传

动效率降低；液压类异常， 如油液泄漏等会直接造

成系统压力下降、传动效率降低；电气类异常， 如控

制器异常、线路老化等会导致设备控制信号传输中

断、执行元件误动作 . 机械类异常、液压类异常及电

气类异常严重时会导致装备丧失传动能力， 传动功

能丧失将直接导致装备丧失作战机动性， 严重影响

任务执行能力 . 其中， 液压类故障如油液泄漏隐蔽

性强且影响范围较广， 离合器异常是影响动力传递

平顺性和响应速度的典型问题 . 严重油液泄漏或离

合器失效等影响传动功能的异常被评估为高等级风

险 . 选择油液泄漏和离合器异常作为本研究的案例

进行分析 .
实验收集了装置在正常、油液泄漏故障以及离

合器异常三种状态下的传感器数据 . 表 1 展示了部

分能直接反映正常情况液压、机械系统状态的传感

器数据项 . 图 4 展示了综合传动装置运行时部分关

键数据 .

图3   CNN与DGGRU串联结构示意图

Fig.3   CNN-DGGRU series architecture diagram

表1   部分综合传动传感器表

Tab.1   Part of comprehensive transmission data sheet

数据项

涡速

润滑油压

传动出油温

控制压力

系统流量

风扇转速

输入转速

传动回油温

主轴转速

泄漏流量

操纵油压

右控压力

伺服压力

主轴转矩

油箱温度

伺服压力

左控压力

转向高压

液粘离合器的压力

损失功率

（a）系统流量样本

（b）涡速样本
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综合传动装置的工况可以由油液压力、各轴转

速、车速等传感器数据来表达 . 油液压力反映了液压

系统各个位置的压力状态， 各轴转速反映了传动系

统的动力输出状态， 车速与发动机的负荷及传动系

统的负载情况相关， 输入转速则表示系统输入端的

工作状态 . 本研究选择“控制压力”“主轴转速”“车

速”“输入转速”作为工况信息， 其余传感器数据作

为异常敏感信息输入DGGRU-CNN 模型， 进行综合

传动装置异常检测实验 .
在综合传动装置异常检测实验中， 使用 PAA时

序压缩方法减少数据样本量 . 峰度作为衡量数据分

布尖峭程度的指标，能有效反映时间序列中的局部

波动和异常信息 .通过比较不同窗口大小的变化趋

势，选择一个既能减少数据冗余又能保留特征的窗

口大小，以提高异常检测的效率和准确性 .以“操纵

油压”传感器数据 6 000个时间点的峰度计算结果为

例，展示如图 5所示，窗口大小依次为 10、20、40的计

算结果：

窗口大小为 10 时， 峰度捕捉细节多但噪声大， 
降维效果不佳；窗口为 40时， 峰度平滑但可能丢失

关键特征 . 窗口大小适中（如 20）时， 峰度保留大部

分特征， 减少噪声和冗余， 平衡降维 .因此，窗口大

小为 20更适合用于PAA时序数据降维 . 使用此窗口

大小， PAA压缩时序数据， 得到样本量为 5 857的数

据集 . 以“右控压力”“转向高压”“传动出油温”三个

（a）左控压力_窗口=10

（b）左控压力_窗口=20

（c）左控压力_窗口=40
图5   操纵油压峰度计算结果

Fig.5   Kurtosis calculation results of actuating oil pressure

（c）主轴转速样本

（d）输入转速样本

（e）操纵滤前油液样本

（f）传动出油温样本

（g）泄漏流量样本

图4   综合传动装置部分传感器数据时间序列图

Fig.4   Time series diagram of transmission sensor data
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特征数据为例， PAA时序数据降维结果如图 6所示， 
图 6（a）~（c）展示了原始时间序列数据， 图 6（d）~（f）
展示了经过 PAA降维处理后的序列数据结果 . 从图

中可以看到， PAA方法成功地压缩了时间序列的长

度， 同时在保留关键信息的基础上减少了噪声和冗

余部分 .

2.2   模型构建及训练

模型构建及训练基于 PyTorch 框架实施， 实验

所采用的硬件环境为：3.3 GHz AMD Ryzen 57535H
处理器， 16 GB 4800 MHz LPDDR4 内存， NVIDIA 
RTX 4060 8 G 显 卡 ， 程 序 环 境 为 PyTorch2.5.1+
cu118， Python：3.12.7， Anaconda：4.12.0.

在模型架构方面， 核心部分是改进的 GRU 层， 
该模块创新性地引入了动态门控调节机制， 通过生

成调节因子来动态调整 GRU 的重置门和更新门的

权重矩阵 . 搭建的神经网络模型结构如图7所示 .
整个训练过程中， 采用了训练集与测试集的划

分方式， 80%数据为训练集， 20%数据为测试集， 并
将每 40 个时间步作为一个训练样本输入模型中进

行训练 . 在每个周期后对模型进行评估， 通过准确

率来选择最佳模型 . 为更直观地展示各种模型的性

能， 采用测试集的准确率、召回率、精确率、F1得分作

为评估指标对检测结果进行评价 .
2.3   油液泄漏异常检测结果分析

本文利用综合传动装置运行阶段的传感器数

                                （a）右控压力数据                                                    （b）转向高压数据                                              （c）传动出油温数据

                              （d）压缩右控压力                                                    （e）压缩转向高压                                                 （f）压缩传动出油温

图6   基于PAA方法的关键传感数据压缩结果

Fig.6   PAA compression result of key sensor data

图7   DGGRU-CNN模型结构

Fig.7   DGGRU-CNN model architecture
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据， 对油液泄漏故障进行了检测实验 . 采用基于

PAA时序压缩的GRU卷积模型， 并结合工况特征与

自定义动态门控调节机制， 有效增强了模型处理时

序数据的能力 . 通过与 CNN、GRU-CNN、LSTM 和

DGGRU-CNN 模型的对比实验， 验证了所提算法的

有效性 .
具体而言， 利用主成分分析（principal compo⁃

nent analysis，PCA）降维方法对模型特征进行降维， 
以便在二维平面中展示特征空间分布 . 图 8 展示了

不同模型在综合传动装置运行阶段对综合传动装置

流量传感数据的特征空间可视化分析结果 .
图 8 表明， 传统 CNN、GRU-CNN、LSTM 等方法

在处理复杂传动数据时效果不佳， 难以区分正常与

异常状态 . 特别是GRU-CNN和LSTM未能有效提取

深层次特征， 影响了模型分类性能 . 相比之下， 本文

提出的DGGRU-CNN模型能有效提取装备运行状态

特征， 并在特征空间上区分正常与异常状态 . 引入

的动态门控调节机制显著提升了CNN模型性能， 清
晰地划分了传动装置的运行状态 . DGGRU-CNN 模

型在特征提取方面优于传统 LSTM 模型， 显著提高

了对装备异常状态的检测与分类准确性 .

对综合传动装置运行状态进行检测， 通过混淆

矩阵图展示不同算法在实际分类任务中的表现， 混
淆矩阵如图9所示：

油液泄露异常检测评估指标如表 2所示，LSTM
模型展现高召回率 93.66%和准确率 96.82%，但精确

率稍低，为 82.61%，F1得分为 87.79%.CNN 模型准确

率 97.17%，召回率 93.33%，精确率和 F1得分分别为

85.89% 和 89.46%. GRU-CNN 模 型 精 确 率 高 达

93.18%，召 回 率 较 低 82.00%，F1 得 分 为 87.23%. 
DGGRU-CNN模型表现最佳，准确率 99.40%，召回率

98.44%，精确率和 F1得分分别为 98.74% 和 98.59%，

在异常检测中表现出优越性，满足了在线检测需求 .
2.4   离合器异常检测结果分析

本文针对综合传动装置运行阶段中离合器结合

异常情况，利用采集的传感器数据开展了检测实验 . 
对比实验选取了CNN、GRU-CNN、LSTM和DGGRU-
CNN等经典模型， 以验证所提方法在检测离合器异

常方面的有效性和优越性 . 图 10展示了部分与离合

器工作状态紧密相关的传感器数据 .

（a）CNN特征空间可视化

（b）GRU-CNN特征空间可视化

（c）LSTM特征空间可视化

（d）DGGRU-CNN特征空间可视化

图8   综合传动装置检测结果特征空间可视化分布

Fig.8   Visualization distribution of characteristic space for 
comprehensive transmission devices
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模型基于上述与离合器工作状态紧密相关的传

感器数据进行训练， 开展异常检测实验验证， 并利

用混淆矩阵验证并评估各算法对综合传动装置离合

器异常的分类准确率和错误率 . 离合器异常检测的

混淆矩阵如图11所示：

由表 3 可知，各模型在离合器异常检测任务中

均取得了较高的准确率、召回率、精确率和 F1得分 . 
其中，DGGRU-CNN模型表现最为优异， 四项指标均

超过 98%，准确率达 98.36%，召回率为 98.40%，精确

率为 98.06%，F1得分为 98.23%，显示其在识别正常

与异常样本方面均具备较好的判别能力 .GRU-CNN
模型性能也较出色，准确率为 94.71%，精确率达到

95.76%， 召回率为 93.77%，F1得分为 94.75%，在保持

高精度的同时也兼顾了较好的召回能力 . LSTM模型

表现稳定，准确率为 94.10%，召回率 93.08%，精确率

95.25%，F1得分 94.15%，各项指标较为均衡 .CNN 模

型整体性能略低，准确率 92.75%，召回率 93.39%，精

确率 92.08%， F1 得分 92.73%. 综合来看，DGGRU-
CNN在各项指标上均优于其他模型， 充分验证了其

在离合器异常检测任务中的有效性与优越性 .
表3   离合器异常检测评估指标

Tab.3   Evaluation metrics for clutch fault detection

模型

LSTM
CNN

GRU-CNN
DGGRU-CNN

准确率/%
94.10
92.75
94.71
98.36

召回率/%
93.08
93.39
93.77
98.40

精确率/%
95.25
92.08
95.76
98.06

F1得分/%
94.15
92.73
94.75
98.23

                                 （a）CNN                             （b）GRU-CNN

                                （c）LSTM                           （d）DGGRU-CNN
图11   离合器异常检测结果的混淆矩阵

Fig.11   Confusion matrix of clutch fault detection results

                                （a）CNN                               （b）GRU-CNN

                               （c）LSTM                          （d）DGGRU-CNN
图9   油液泄漏检测结果的混淆矩阵

Fig.9   Confusion matrix of oil leakage detection results
表2   油液泄露异常检测评估指标

Tab.2   Evaluation metrics for oil leakage fault detection

模型

LSTM
CNN

GRU-CNN
DGGRU-CNN

准确率/%
96.82
97.17
96.92
99.40

召回率/%
93.66
93.33
82.00
98.44

精确率/%
82.61
85.89
93.18
98.74

F1得分/%
87.79
89.46
87.23
98.59

（a）涡速样本

（b）输入转速样本

（c）操纵滤前油压样本

（d）系统流量样本

图10   离合器异常与部分相关传感器数据

Fig.10   Clutch fault and partially related sensor data
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3   结 论

为解决综合传动装置数据复杂、工况多变导致

的异常检测难题， 本文提出了一种结合动态门控调

节和 GRU-CNN 的特征提取方法 . 通过两个实验验

证了其有效性， 并成功实现了特种车辆传动装置传

感器数据的异常检测 . 主要结论如下：

1）结合工况信息，动态调整GRU-CNN模型的重

置门和更新门，建立一个异常检测模型，能够从传感

器数据中提取关键信息， 为异常检测提供精确支持 .
2）定制化动态门控调节机制与GRU结合， 形成

DGGRU-CNN模型， 利用CNN深度挖掘特征中的关

键信息， 并通过 Softmax分类器进行分类 . 基于 PCA
的可视化方法显示， 该模型在特征提取和分类方面

比经典模型更有效 .
3）通过对综合传动装置漏油和离合器异常数据

的实例验证， 本研究模型的准确率分别达到 99.40%
和 98.36%， 优于其他经典模型， 有效检测油液泄漏

和离合器异常数据， 为综合传动装置异常检测提供

新方案 .
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