
第 47 卷 第 6 期
2026 年11 月

Vol. 47 No. 6
Nov. 2026

多尺度残差-边缘感知融合的荒漠草原高光谱弱监督分类模型

王 森，毕玉革*，贺长彬，侯占峰，牛婧洁，刘雅旋
（内蒙古农业大学机电工程学院，呼和浩特 010018）

摘要：针对荒漠草原高光谱地物分类中大量人工标注依赖强、地物边界识别不准等问题，本文提出一种融合多尺度残差-边
缘感知结构的弱监督分类模型——ResSpec3D-Net。该模型以 U-Net为基础框架，引入简化后的 Res2Net模块进行空间-光
谱多尺度特征提取，同时构建由三维深度可分离卷积（3D-Depthwise Conv）与三维逐点卷积（3D-Pointwise Conv）组合而成的

轻量化3D-LDC Block模块，以进一步增强光谱-空间联合特征的表达能力。为提升对模糊边界的识别精度，本文构建基于信

息熵的不确定性度量，提出边缘感知损失函数，在无伪标签参与的条件下有效增强模型对边界区域的不确定性感知。在每

个样方仅约 1%像元被标注的弱监督设定下，ResSpec3D-Net在 15组荒漠草原高光谱样方上实现平均OA为 98. 5%，Kappa为

97. 8%，不同地物F1分数分别为植被 99. 5%、凋落层 97. 1%、裸土 97. 8%、其他 99. 8%的高分类性能。同时，消融实验验证了

各模块在提升精度和鲁棒性方面的有效性。研究结果表明，所提方法在低标注条件下依然具有显著的边界识别能力与分类

精度，为高光谱遥感在荒漠草原生态监测中的应用提供了新的思路。
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Multi-Scale Residual Edge-aware Fusion Model for Weakly Supervised Hyperspectral 

Classification in Desert Grasslands

WANG Sen，BI Yuge*，HE Changbin，HOU Zhanfeng，NIU Jingjie，LIU Yaxuan
（College of Mechanical and Electrical Engineering， Inner Mongolia Agricultural University， Hohhot 010018， China）

Abstract：Hyperspectral land-cover classification in desert grasslands faces two major challenges， i. e. ， heavy reliance on manual la⁃
beling and inaccurate boundary recognition.  To address these issues， this study proposed ResSpec3D-Net， a weakly supervised clas⁃
sification model that integrates multi-scale residual and edge-aware structures.  The model builds on the U-Net framework and incor⁃
porates a simplified Res2Net module for multi-scale spatial-spectral feature extraction.  To further enhance joint spatial-spectral rep⁃
resentation， a lightweight 3D-LDC Block—composed of 3D depthwise and 3D pointwise convolutions—was introduced.  In addition， 
an entropy-based edge-aware loss was designed to capture uncertainty in boundary regions， improving boundary recognition without 
requiring pseudo-labels.  Experiments on 15 desert grassland hyperspectral plots showed that， with only 1% labeled pixels per plot， 
the ResSpec3D-Net model achieved an average OA of 98. 5%， Kappa of 97. 8%， and F1-scores of 99. 5% for vegetation， 97. 1% for 
litter， 97. 8% for bare soil， and 99. 8% for others.  Ablation studies confirmed the contributions of each module to accuracy and ro⁃
bustness.  These results demonstrated that the proposed model maintained high boundary sensitivity and classification accuracy under 
low-annotation conditions， offering a promising approach for hyperspectral remote sensing applications in the desert grassland ecolog⁃
ical monitoring.
Key words：Hyperspectral remote sensing；Weakly supervised learning；Edge-aware；Multi-scale residual；Desert grasslands；Land-
Cover classification

草原作为重要的生态系统，对水土保持、生物

多样性及气候调节等具有重要价值，但由于自然因

素与人为因素影响，草原生态系统出现严重的退化

问题［1］。草原荒漠化进程会对草原生态平衡造成严

重的破坏，而精准的地物分类是草原监测与管理的

关键环节。及时获取草原的地物分类，能够帮助草

业工作人员快速调整并制定合理的草原管理体系［2］。

在草原调查领域，传统方法通常是人工在草原

上进行测量、记录主群落种类和覆盖度等信息。不

仅耗费大量人力、物力和时间，而且调查范围有限，

难以实现对广袤草原的快速且全面的监测［3］。随着

遥感技术的兴起，草原调查迎来了新的变革。早
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期，卫星遥感成为获取草原数据的重要手段。卫星

遥感凭借其覆盖范围广的优势，能够从太空俯瞰大

片草原区域，为人们提供大尺度的草原地物信息，

在宏观把握草原整体状况方面发挥了重要作用［4］。
但卫星遥感也存在明显的不足：一方面，其时间分

辨率有限，两次成像间隔较长，无法及时捕捉草原

地物在短时间内的变化，存在时间不连续性［5］；另一

方面，卫星遥感的空间分辨率相对较低，难以精确

获取地物的精细化信息，无法满足对草原主群落种

类、生长状况等进行精准分析的需求［6］。近年来，无

人机技术的蓬勃发展为草原调查带来了新的契

机［7］。无人机搭载高光谱传感器获取草原数据逐渐

成为主流方式。无人机可以根据调查需求灵活规

划飞行路线，深入到草原的各个角落，而高光谱可

以进行精细化的地物数据采集，两者的结合可以在

单个像元级别捕捉到草原地物更细微的光谱差异［8］。
在获取高光谱数据后，学者们通常采用强监督

学习对高光谱数据进行特征提取并分类研究［9］。强

监督学习依赖大量的人工标注样本数据。例如：杨

红艳等［10］基于无人机高光谱数据，构建融合光谱特

征、植被特征、地形特征和纹理特征等 24个变量的

随机森林分类模型，实现了荒漠草原植被分类

91. 06% 的整体精度；佘洁等［11］通过切入面向对象

的不同方式来探究荒漠草原植被分类的最佳模型；

Jiang 等［12］对植物群落图像进行预处理，通过对 11
种深度学习模型运行后发现，视觉 Transformer虽训

练耗时较长，但凭借对大量标注数据的有效学习，

实现 88. 72% 的最高分类准确率，经预处理数据后

性能更优，但对荒漠化程度相近的易混淆类别有效

识别能力较差；Jin等［13］通过构建上万像元的数据集

样本并结合提出的两个基于残差网络（ResNet）的模

型DGRNet和 3D-DGRNet进行草地退化指示物分类

研究，得到了总体精度（OA）99. 05% 的分类效果。

与此同时，其他研究也从不同角度揭示了强监督方

法对海量标注的依赖：杨星等［14］系统阐述了近年高

光谱影像分类方法，明确指出人工标注耗时、成本

高，难以获得大量标注样本，是应用落地与精度提

升的主要瓶颈；Yang等［15］在无人机高光谱作物分类

研究中也强调模型需要大量标注样本，而实际可获

得的标注有限，制约了模型的推广；Wang等［16］进一

步指出强监督学习普遍面临标注获取困难的问题；

Zhang 等［17］则在 WHU-H 数据集的大规模全监督实

验中，使用包含 255 930 个标注像元、16 个类别的

HanChuan子集进行训练，直接体现了强监督方案对

巨量像元级标注的依赖，并讨论了这种大规模标注

对模型性能和训练过程的影响。

虽然上述方法在遥感分类精度上取得了显著

提升，但大多依赖于对高光谱影像进行精细化人工

标注。该标注过程不仅耗费大量人力物力，还要求

标注人员具备较高的专业知识与丰富的经验［18］；同
时，长时间的重复性工作容易导致主观偏差和一致

性缺失，从而在一定程度上影响模型的学习效果和

泛化性能［19］。因此针对上述问题，Zhou［20］在 2018年

提出了弱监督学习（weakly supervised learning）框

架，该框架把弱监督学习分为了不完全监督、不确

切监督、不精确监督。其中不完全监督只有部分训

练样本带标签，其余无标签。

本文借助弱监督学习中的“不完全监督”思想，

即仅在每个样方中选取少量纯净像元进行标注，其

余像元保持未标注状态。同时，本文不引入额外伪

标签传播过程，而是将基础的不完全监督策略作为

研究起点。在此基础上，本文提出了基于 U-Net 骨
架的ResSpec3D-Net模型，通过引入Res2Net模块实

现空间-光谱多尺度残差特征提取，并结合组装的

3D-LDC Block 模块加强深层特征建模能力。在仅

使用每个样方约 2 500 个纯净像元（约占 1%）的标

注情况下，模型仍展现出较高的分类精度与稳定

性，有效缓解了高光谱遥感中人工标注成本高的问

题，为荒漠草原地物的弱监督分类提供了新思路。

1　研究区与数据源

1. 1　研究区概述

研究区位于内蒙古自治区乌兰察布市四子王

旗境内的格根塔拉草原，地处内蒙古南部，属于典

型的荒漠草原生态类型［21］。该区域属中温带大陆

性气候，年平均气温为 1~6 ℃，昼夜温差大，年际气

温波动剧烈。降水量稀少，年均降水量集中在 200~
350 mm，蒸发量显著高于降水量，区域生态环境较

为脆弱。在大气环流控制下，该地常年受蒙古高压

气团影响，风力强劲，风沙天气频发。全年≥8 级大

风日数超过 20 d，春季尤为集中，部分区域大风持续

时间可达两个月。

在该研究区所处的荒漠化草原中，短花针茅，

无花隐子草等，构成该区域的主要植被群落结

构［22］。在部分退化严重区域，植被群落的覆盖度明

显下降，地表逐渐被凋落层（如枯草，残枝等）及沙

化裸土所取代，形成典型的群落退化斑块化分布

特征。此外，在样方调查过程中，还存在一些人为
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干扰因素，最为明显的是采样地垫、路径压痕、小

旗等，这些辅助物体虽非自然地物，但在高光谱影

像中表现出显著的光谱特征，需在分类过程中合

理区分与剔除。

因此，本文在地物分类过程中，结合高光谱遥

感数据的特征表达能力与草原生态演替背景，将

区域内地物划分为 4 类：植被、凋落层、裸土及其

他。该分类体系不仅符合遥感可识别性原则，也

较好地反映了草原生态退化的主要阶段，为后续

草原监测与生态恢复提供了数据基础和方法支持。

1. 2　无人机高光谱遥感系统

本文所采用的飞行器是由专业级 A3 Pro 飞行

控制系统控制的大疆 M600 Pro 六旋翼无人机，携

带四川双利合谱科技有限公司生产的 GaiaSky-

mini 型高光谱仪，光谱波长范围在 400~1 000 nm，

光谱分辨率为 3. 5 nm，共 256个波段。

1. 3　数据采集

高光谱数据采集时间是 2024 年 7 月，中午

11：00—14：00。采集条件在晴朗无云少风情况下

随机拍摄了 15 组样方。每个样方设置为 1 m×1 m
并使用实验辅助物（地垫和小旗）来进行样方定点标

记。无人机飞行高度为 30 m，空间分辨率 1. 73 cm，

采集的高光谱图像尺寸为 696 行×775 列×256 波

段，且对每个样方重复拍摄 5 次，以此保证数据的

可靠性。

1. 4　反射率矫正

无人机在拍摄过程中受到自然环境的影响，

会导致部分拍摄的高光谱图像产生形变扭曲，因

此去除扭曲形变程度的部分，并对原有的高光谱

图像尺寸裁切为 500 行×500 列×256 波段来减少高

光谱图像的边缘扭曲。然后，挑选过后的数据（包

括黑帧、白帧、原始样方图像）导入 SpecView 软件

进行辐射校正。矫正计算如公式（1）［23］：

R = I raw - Idark
Iwhise - Idark

（1）
式中，R 为辐射校正后的图像，I raw 为原始图

像，Iwhise 为白帧图像，Idark 为黑帧图像。

对辐射校正后的图像，使用 ENV5. 6 软件进行

标注地物像元的空间提取，随机选取了 5 个样方，

分别对每个样方每种地物提取 100 个纯净像元再

汇总，并使用 Origin2021 软件绘制每种地物的反射

率曲线，如图 1所示。

由各地物的反射率矫正曲线可知，不同的地

物在不同的波段出现不同的特征，从全波段来看：

裸土和凋落层光谱曲线大体相似。其中：裸土因

土壤矿物，短波长反射低、长波长渐升；而凋落层

由于其细胞结构的不完整性导致叶绿素含量被分

解，从而在全波段低反射、曲线平缓且低于裸土的

光谱曲线反射率；植被受叶绿素作用，呈“蓝谷-绿

峰-红谷”特征；“其他”（人为扰动）全波段高反射

且无规律波动。

1. 5　主成分分析法

高光谱图像虽含大量波段、信息丰富，但存在

高冗余与高相关性，易加重模型计算负担并引发过

拟合，进而影响泛化性能［24］。因此，高光谱数据建

模前常需降维以提取主信息、剔除冗余特征。主成

分分析法（PCA）是常用线性降维方法，通过构建协

方差矩阵并做特征值分解，将原始高维波段映射到

无相关主成分空间，能最大程度保留主信息、降低

维度，提升后续模型训练效率与稳定性［25］。PCA降

维在保障信息完整性的同时，还能提供更紧凑有效

的输入特征，已广泛用于农业遥感、地物分类等高

光谱图像处理任务。

2　研究方法

本文使用无人机高光谱数据进行荒漠草原的

地物分类研究，技术路线如图 2所示，主要包括数据

获取、数据处理、模型构建与模型评价等 4个部分。

数据获取阶段主要是使用无人机搭载的高光谱进

行样方数据的拍摄。数据处理阶段使用反射率矫

正后的数据，在样方图像中仅对所有地物选取少量

纯净像元（每个样方标注 2 500个像元，占全像元的

1%）进行标注，构建训练集。模型在训练过程中仅

图 1　地物校正后曲线

Fig.  1　Spectral curves after ground-object correction
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使用这部分标签进行监督学习且按照固定比例（训

练集 70%、验证集 15%、测试集 15%）进行训练集、验

证集和测试集的划分。模型构建阶段主要是先进

行主成分分析（PCA），在保留 90% 以上的光谱信息

条件下从原本 256个波段降维至 32个波段数，接着

构建了基于经典U-Net改进的ResSpec3D-Net模型，

用于荒漠草原地物分类任务，且采用了多分类的交

叉熵函数和边缘感知损失函数构建联合损失函数

来加快模型的收敛速度。模型评价阶段主要是分

为不同模型精度评价。

2. 1　Res2Ne 和 3D-LDC Block 模块

Res2Net 模块是由 Gao 等［26］提出的一种多尺度

残差单元，它通过在单个残差块（residual block）内

部构建层级残差连接（hierarchical residual-like con⁃
nections），实现更细粒度的多尺度特征表达能力。

在本文中，对原始Res2Net结构进行了简化处理，去

除了其在输入和输出阶段的 1×1 2D-Conv 卷积模

块，仅保留其核心的残差部分，以减小模型参数量

并突出多尺度特征融合效果的本质作用。其具体

结构如图 3-a 所示：主要包括通道分割和并行级联

卷积两个部分。其中，通道分割是将输入原图像通

道数分割为几个子通道数；并行级联卷积是对第一

组子通道直接保留（不卷积），后续子通道组则以上

一级输出为基础，通过级联方式传递特征。具体

地，第 i个子通道组的输出Yi可表示为公式（2）：

Y i = ì
í
î

X1，   i = 1
f ( )Xi + Yi - 1 ，   2 ≤ i ≤ n

（2）
式中，f 代表的是进行 3×3 2D-Conv 操作；X1 代

表 最 初 的 第 一 组 通 道 ；拼 接 输 出 n 个 通 道 数

{ Y1，Y2，…，Yn }，最终形成多尺度特征 Y ∈ RC × H × W 进

行输出。

为了增强对样方的光谱信息-空间信息的多特

征信息提取且减少普通 3D-Conv 带来的时间耗费，

本文引入三维深度可分离卷积（3D-Depthwise Conv）
和三维逐点卷积（3D-Pointwise Conv）两个部分并将

其封装为 3D-LDC Block模块，具体见图 3-b，其核心

是 3D-Depthwise Conv 模块设置 1×3×3 卷积核和步

长 s=（1，2，2），在H/W方向下采样 2倍的同时保持光

谱连续性代替原来U-Net的下采样部分。而三维逐

点卷积（3D-Pointwise Conv）1×1×1 3D-Conv 起着升

维和降维的作用，对于输入的信息起着升维的作

用，对于输出的信息起着降维的作用，因此实现跨

通道的融合。

通过Res2Net模块和 3D-LDC Block模块实现了

在少量标注像元下增强对光谱图像本身信息的多

尺度残差特征的提取，同时又实现了输出通道数翻

倍、空间尺寸减半的下采样。

2. 2　ResSpec3D-Net 荒漠草原地物分类模型

U-Net 是由 Ronneberger 等［27］提出的一种经典

语义分割网络。它沿用了全卷积网络（fully convolu⁃
tional networks， FCN）的Encoder-Decoder架构［28］：通

过对编码器和解码器之间搭建跳跃连接部分来增强

特征表达能力。本文荒漠草原的地物分类模型基于

图 3　Res2Net 模块和 3D-LDC Block 框架图

Fig.  3　Framework of the Res2Net module and 3D-LDC 
Block

图 2　荒漠草原地物分类技术路线

Fig.  2　Technical framework for hyperspectral land-cover 
classification in desert grasslands
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U-Net模型进行改进，设计的ResSpec3D-Net如图4所
示，具体的模块参数表 1所示，模型主要包括下采样

模块、上采样模块、跳跃连接和分类器 4个部分。模

型区别于基础U-Net的主要体现：首先在原有4层下

采样的基础上修改为只进行两次下采样，具体为在

layer0和 layer1层分别使用 7×7 2D-Conv进行光谱信

息的粗提取和引入Res2Net模块进行高光谱的多尺

度残差信息提取；其次去除了模型的 layer4层避免了

空间维度的丢失，避免了多尺度上的信息丢失。

下采样部分：layer0层采用 7×7 2D-Conv卷积提

取浅层光谱-空间特征；layer1层引入Res2Net单元，

提取同一分辨率下荒漠草原不同地物的多尺度空

间 - 光谱特征；layer2 到 layer3 部分使用 3D-LDC 

图 4　ResSpec3D-Net 模型架构

Fig.  4　Architecture of the ResSpec3D-Net model

表 1　ResSpec3D-Net 网络结构模块参数表

Table 1　Parameters of the ResSpec3D-Net network modules
阶段

Layer0
Layer1
Layer2

Layer3
UpLayer1
Skip fusion1
UpLayer2
Skip fusion2

Class

模块

2D-Conv
Res2Net

3D-Depthwise Conv
3D-Pointwise Conv
3D-Depthwise Conv
3D-Pointwise Conv

2D-TConv
Res2Net

2D-TConv
Res2Net
2D-Conv

GAP
SoftMax

核尺寸，步长

7×7，s=1
3×3 （3个-2D Conv），s=1

1×3×3，s =（1， 2， 2）
1×1×1，s =1

1×3×3，s =（1， 2， 2）
1×1×1，s =1

2×2，s=2
3×3 （3个-2D Conv）， s =1

2×2，s =2
3×3 （3个-2D Conv），s=1

1×1/s=1

输入→输出通道

32→16
16→16
16→32
32→32
32→64
64→64

32+32→32
32→16

16+16→16

16→4（类别数）

特征图分辨率

H×W

H×W

H/2×W/2

H/4×W/4
H/2×W/2

H×W

H×W
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Block进行下采样。上采样部分：解码器中仅使用两

次 2×2 2D-TConv（ConvTranspose）将特征图分辨率

恢复至编码器对应层大小。转置卷积相较于双线

性插值，可以学习参数的同时提升上采样质量并减

少计算冗余。跳跃连接部分：考虑到编码器输出与

解码器上采样结果在语义层级和通道分布上的差

异，模型在每次融合前使用 Res2Net 模块对编码侧

特征图进行对齐处理。随后将上采样特征与对齐

后的跳跃特征进行逐元素相加，以融合浅层细节与

深层语义信息。分类器部分：使用 1×1 2D-Conv 进

行通道调整，并引入全局平均池化（GAP）与 SoftMax
层，输出对应类别的概率分布，实现像元级地物分类。

2. 3　ResSpec3D-Net 荒漠草原地物分类模型的损失

函数

针对荒漠草原地物分布中多数类主导、类别边

界模糊等问题［29］，本文设计了一种联合损失函数，

结合了传统的多类交叉熵损失函数（Cross-Entropy 
Loss，简称 LCE）与边缘感知损失函数（Edge-Aware 
Loss，简称 LED），以提高模型对边界区域与少数类的

分类能力。该联合损失函数（L）的表达形式如

公式（3）：

L = (1 - λ) LCE + λLED （3）
式中：(1 - λ)是交叉熵损失函数的权重；λ是边

缘感知损失函数的权重。

交叉熵损失函数是传统的用来衡量预测值和

真实值之间的差异的损失函数，交叉熵损失也常被

用来执行二分类和多分类任务，交叉熵损失函数见

公式（4）：

LCE = -∑
i ∈ N

∑
l ∈ L

y( )l
i log ŷ(l)

i （4）
式中：y( )l

i ∈ {0，1}是 one-hot 编码；ŷ ( )l
i
¨ ∈ [0，1]是

模型预测的概率向量。

本文提出的边缘感知损失函数的核心思想是

通过对模型输出的预测概率分布进行信息熵计算，

来度量其分类不确定性：预测结果越接近独热编码

（one-hot）［30］，说明模型越“确信”当前像元的类别，

信息熵值越低，边缘越清晰；反之，预测分布越均

匀，熵值越高，表示模型在该位置判断不确定，通常

出现在类间边界区域。具体见公式（5）：

LED = 1
N ∑

i = 1

N ( )-∑
c = 1

C

ŷi，c log ( )ŷ i，c + ϵ （5）
式中：N 表示批次样本数量；C 表示分类类别

数；ŷ i，c 表示第 i 个样本对类别 c 的预测概率（经过

SoftMax）；ϵ为极小常数，防止数值不稳定，在本文中

取10-8，内部项为样本 i的预测概率。

2. 4　荒漠草原地物分类模型的评价指标

本文在草原地物分类模型评价指标上采用总

体精度OA（overall accuracy［31］），Kappa系数［32］和F1分

数［33］进行评价。见公式（6）—（8）：

OA = P0 = TP + TN
TP + FN + FP + TN

（6）

 
ì

í

î

ï
ïï
ï

ï
ïï
ï

R = TP
TP + FN

P = TP
TP + FP

F1 = 2 × P × R
P + R

（7）

ì

í

î

ï
ïï
ï

ï
ïï
ï

Kappa = P0 - Pe1 - Pe
                                                                                

Pe = ( )TP + FN × ( )TP + FP + ( )FN + TN × ( )TN + FP
N 2

（8）

式中：TP为预测正样本；TN为预测负样本；FP为

真实正样本；FN为真实负样本；P为精确率，表征模

型预测正样本结果的可信度；R为召回率，反映模型

识别全部真实正样本的能力；N为样本总数量；P0为

OA系数；Pe为随机分类期望概率，Kappa系数引入Pe
可以消除样本分布失衡带来的评价偏差，客观衡量

模型预测标签与真实标签的一致性程度。

这 3种评价指标的数值越接近 1，表示模型分类

性能越好。具体而言，OA与 Kappa指标主要用于衡

量模型在整体样本上的分类准确性与一致性；而F1
分数则用于分析模型对各个地物类别的分类性能，

能够更全面地反映模型对不同类别的识别效果，尤

其适合评估少数类与边界类的分类表现。

3　结果与分析

本实验操作系统为 Windows11。硬件：显卡

NVIDIA RTX4060，8GB 独显，CPU AMD R7-7435H
运行内存 16 GB。软件环境为 Python3. 8，使用

Pycharm软件作为开发平台。本实验以 15个样方为

研究对象，每次加载单个样方进行模型训练。训练

过程中采用交叉熵与边缘感知损失构建的联合损

失函数作为优化目标，学习率设为 0. 001，批次大小
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为 64。为保证模型训练，考虑到不同的地物标注多

少不同，将每个样方按照地物标注多少分层抽样为

训练集、验证集和测试集 3 部分，其中训练集占

70%、验证集占 15%、测试集占 15%。训练集用于模

型参数的学习，验证集用于监控模型在训练过程中

的泛化能力并调节超参数，测试集用于最终的独立

精度评估。并固定随机种子以保证实验的可重复

性；联合损失函数的权重 λ 设置为 0. 2。上述参数

设置通过预实验调优确定，在保证模型收敛效率的

同时，有效提升了其在弱监督条件下的稳定性与分

类性能。

3. 1　消融实验设计

为系统评估所提 ResSpec3D-Net模型中各关键

模块的有效性，本文从结构和损失函数两个角度

出发，设计了模块化消融实验。具体包括 Res2Net
模块、3D-LDC Block 模块及边缘感知损失函数的

逐项与组合去除实验。实验在 15个高光谱样方中

进行，分别进行 5 轮重复训练，每轮训练设定为

30 个 epoch，并引入早停机制：当某一轮训练过程

中，模型在 OA、Kappa 与 F1 3 个指标上连续 5 次无

显著提升时，终止该轮训练以避免过拟合。其结

果如表 2和图 5所示。

表 2　消融实验结果

Table 2　Results of the ablation experiments

配置

1
2
3
4
5

Res2Net
√

√
√

3D-LDC 
Block

√

√
√

Edge-aware Loss

√

√

OA/%
96. 8±0. 5
97. 7±0. 5
98. 1±0. 3
99. 1±0. 3
99. 4±0. 1

Kappa/%
95. 7±0. 1
96. 8±0. 4
97. 1±0. 1
98. 5±0. 9
99. 0±0. 6

F1/%
95. 2±0. 1
97. 0±0. 6
97. 3±0. 5
98. 8±0. 7
99. 2±0. 5

时间/s
33. 0±0. 6
33. 4±0. 3
33. 2±1. 2
32. 5±0. 6
31. 8±0. 3

参数量/MB
0. 07
0. 07
0. 06
0. 08
0. 08

实验结果表明：ResSpec3D-Net的三个核心组件

在模型性能提升中发挥了关键作用：实验结果表明

（表 2），任一核心组件的去除均导致性能下降。其

中，结构性模块的贡献尤为显著：相比仅使用

Res2Net（配置 1）或仅使用 3D-LDC Block（配置 2），

两者结合（配置 4）可在 OA、Kappa、F1 3 项指标上平

均提升≥1%，验证了多尺度残差与轻量化空间-光谱

特征建模的协同增益。Edge-aware Loss在处理类别

边界模糊区域时表现突出：在引入该模块（配置 5）
后，相较于未引入的配置 4，OA、Kappa、F1分别提升

0. 3%、0. 5%、0. 4%，表明该损失项有效抑制了边界

过度平滑并增强了不确定区域的判别能力。在时

间性能与参数量方面，完整模型（配置 5）的平均训

练时间较单模块配置最高减少约 1. 6 s，而参数量仅

增加约 0. 2 MB。值得注意的是，不同配置间部分模

块的参数量并非严格成正比，有些组合尽管模块差

异较大，但 3D-LDC Block通过深度可分离卷积实现

参数共享与计算拆分，使新增模块对总体参数的贡

献有限；同时，Res2Net模块借助多尺度残差连接削

减了冗余特征的重复运算，Edge-aware Loss 主要作

用于梯度传播阶段，对卷积计算量影响很小。三者

协同揭示了即使在少量参数增加的情况下整体运

算效率仍能提升的原因，在保证高精度的同时，实

现了精度与速度的双重优化。

综上，ResSpec3D-Net 的各核心组件在特征融

合、边界识别及收敛效率等方面具有互补性，完整

模型在精度与速度上均表现最佳，为低标注高光谱

分类任务提供了高效可行的结构参考。

3. 2　ResSpec3D-Net 模型的分类性能对比

为验证 ResSpec3D-Net在高光谱地物分类中的

准确性与鲁棒性，本文将ResSpec3D-Net模型与 5种

基于经典 U-Net 骨架改进的主流模型进行对比实

验，分别是 ResNet34、ResNet50、StackedU-Net、Swin-

Unet、CSWin-UNet 5个对比模型。其实验运行轮次

和上述消融实验一致，OA、Kappa 结果值如表 3 所

示，其中 15个样方在不同模型下的OA和Kappa值如

表3和图6所示。

实验证明，针对本研究所构建的数据集，所提

出的 ResSpec3D-Net模型在地物分类任务中展现出

优于其他基于U-Net的变体模型的整体分类精度与

鲁棒性。对比分析 15 个样方的分类结果可见，

ResSpec3D-Net不仅在总体精度上更具优势，鲁棒性

也更强，其 OA、Kappa 值相较于其他模型最高提升

10. 6%、13. 6% 的分类精度。综合样方分布数据而

言，ResNet34、ResNet50 和 StackedU-Net 3 种模型在

不同样方间的分类精度波动较大，其中 StackedU-

87



2026 年内 蒙 古 农 业 大 学 学 报（ 自 然 科 学 版 ）

Net 模型在部分样方出现了精度极低的情况，其原

因在于该模型的编码器-解码器结构对复杂地物的

特征提取能力有限，且缺乏有效的多尺度特征融合

机制，导致在少量光谱信息下易产生误判。而Swin-Unet
和 CSWin-UNet 模型虽然通过 Transformer 注意力机

制提升了局部特征捕捉能力，使得在多数样方下表

现较好，但不同样方之间分类也存在一定的波动，

反映出这两种模型对全局特征的整合能力仍有不

足，泛化能力较为一般。

综合分析表明，ResSpec3D-Net模型在所有样方

中均保持了较高且相对集中的分类精度，体现出较

强的鲁棒性与泛化能力，适用于荒漠草原复杂地物

表 3　不同模型在 15 个样方下的平均精度表

Table 3　Average classification accuracy of different models across 15 plots
单位：%

评价指标

OA
Kappa

ResNet34
94. 7±4. 8
92. 2±6. 7

ResNet50
91. 6±1. 2
87. 6±1. 8

StackedU-Net
87. 9±5. 7
84. 2±7. 6

Swin-Unet
97. 4±0. 3
96. 3±0. 4

CSWin-UNet
97. 3±0. 4
96. 2±0. 6

ResSpec3D-Net
98. 5±0. 4
97. 8±1. 0

（a） 消融实验平均 OA值

（c） 消融实验平均 F1值

（e） 消融实验各个模块参数量值

（b） 消融实验平均 Kappa 值

（d） 消融实验平均时间值

图 5　消融实验结果图图

Fig.  5　Visualization of ablation experiment results

88



第 6 期 王 森，毕玉革，贺长彬，等：多尺度残差-边缘感知融合的荒漠草原高光谱弱监督分类模型

类型的高光谱分类任务。

为深入探讨 ResSpec3D-Net模型在不同地物类

别上的分类精度表现，本文在前述多种骨架模型的

基础上，采用F1分数对荒漠草原中不同地物类型的

分类效果进行了评估。各模型在 4类典型地物上的

平均F1分数如表4和图7所示。

实验证明，针对本研究构建的荒漠草原高光谱

数据集，基于 ResSpec3D-Net 的地物分类模型在不

同类型地物上的分类精度优于其他基于U-Net的变

体模型。对比分析图 7可知，4类地物在不同模型与

样方组合中分类效果存在一定差异，但 ResSpec3D-

Net始终在各类地物的识别中表现出更高的分类准

确率与更强的鲁棒性，特别是在“凋落层”与“裸土”

这两类边界模糊的地物中，F1分数分别达到 97. 1%
和 97. 8%，相较于其他模型最高提升了 11. 8% 和

7. 8%，充分展现了边缘感知函数与多尺度特征融合

结构对于边缘感知能力有了大幅度的提升。

StackedU-Net 在其他类别下展现出极差的分类能

力 ，体 现 出 对 其 他 类 别 的 识 别 能 力 不 足 ，而

ResNet50、ResNet34 在不同样方间的分类效果波动

明显，泛化能力较为一般；Swin-Unet与 CSWin-UNet
虽在植被类地物上具有较高精度，但在非植被类，

尤其是“其他”类别上表现出明显的稳定性欠缺。

综上所述，ResSpec3D-Net在保证整体分类精度

的同时，通过边缘感知损失函数显著提升了多类复

杂地物的判别能力，尤其在弱监督条件下仍能保持

优异表现，验证了其在实际荒漠草原遥感分类任务

中的适用性与领先性。

4　讨论与结论

针对荒漠草原高光谱分类像元标注困难、光谱

（a）　对比实验平均 OA值

（c）　对比实验平均 Kappa 值

（b）　各个样方 OA值分布图

（d）　各个样方 Kappa 值分布图

图 6　对比试验 OA和 Kappa 评价图

Fig.  6　OA and Kappa evaluation results of comparative experiments

表 4　不同模型对各类地物的 F1分数分类精度

Table 4　F1-scores of different models for each land-cover class 单位：%
地物

植被

凋落层

裸土

其他

ResNet34
98. 2±1. 2
90. 9±4. 1
94. 4±4. 7
94. 3±3. 2

ResNet50
93. 2±3. 4
85. 3±5. 1
90. 0±5. 7
88. 4±7. 7

StackedU-Net
98. 1±0. 9
94. 9±6. 2
93. 8±4. 2
78. 0±7. 4

Swin-Unet
98. 8±0. 6
95. 4±4. 2
96. 3±1. 7
97. 9±0. 4

CSWin-UNet
98. 6±0. 7
94. 9±3. 5
96. 2±3. 4
97. 9±1. 7

ResSpec3D-Net
99. 5±0. 5
97. 1±3. 2
97. 8±3. 0
99. 8±0. 2
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相似类难区分、地物边界模糊的问题，本文基于弱

监督学习框架，提出了具备边缘感知-多尺度特征融

合的高光谱地物分类 ResSpec3D-Net 模型，并利用

OA、Kappa 和 F1等相关参数验证了模型的可行性和

优越性，通过对实验结果的分析，得出以下结论：

①从模块功能来看，Res2Net 模块与 3D-LDC 
Block模块的协同作用是解决“标注依赖”与“特征不

足”矛盾的关键，二者结合可高效提取更丰富的多

尺度光谱特征，突破了传统模型需依赖大量人工标

注像元才能获取充足特征的局限，尤其在荒漠草原

像元标注成本高、样本稀缺的场景下，该特征提取

机制大幅降低了对标注数据量的需求，为弱监督分

类提供了核心技术支撑。而边缘感知损失函数则

针对性解决了地物边界模糊问题：一方面，其通过

（a） 植被平均 F1值

（c） 凋落层平均 F1值

（e） 裸土平均 F1值

（g） 其他平均 F1值

（b） 各个样方植被 F1值分布图

（d） 各个样方凋落层 F1值分布图

（f） 各个样方裸土 F1值分布图

（h） 各个样方其他 F1值分布图

图 7　不同地物的 F1分数评价图

Fig.  7　F1-score evaluations of different land-cover classes
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强化边缘像素的特征差异，有效缓解了荒漠草原中

“凋落层—植被”等边界的平滑效应，提升了边缘分

类精度；另一方面，该损失函数通过优化梯度更新

方向，加快了模型收敛速度。而三者的共同协调，

保证了模型的强泛化能力与高精度。

②在仅 1% 像元标注的弱监督条件下，ResS⁃
pec3D-Net与5种U-Net变体模型（ResNet34、ResNet50、
StackedU-Net、Swin-Unet、CSWin-UNet）的对比实验

表明，在全局分类指标（OA、Kappa）方面，ResS⁃
pec3D-Net在少量标注数据支撑下，仍保持了高精度

与高稳定性。从细分地物的 F1 指标来看，ResS⁃
pec3D-Net在 4类地物（植被、凋落层、裸土、其他）中

均展现出高效的分类能力与鲁棒性，即使在“凋落

层”（F1=97. 1%）、“裸土”（F1=97. 8%）这类光谱相

似、边界模糊的地物分类中，其精度仍远超对比模

型，且在“其他”类别中，F1值的样方波动也为最小

且没有类似于 StackedU-Net 模型的情况，也从其他

方面进一步说明了 ResSpec3D-Net对各类地物的识

别能力之强。

③在凋落层和裸土这两类复杂地物的分类中，

ResNet-50模型在连续的残差网络下易产生欠拟合

导致在光谱相似的复杂地物分类中精度较差，在其

他地物的分类中，StackedU-Net 模型因为其他地物

的光谱曲线波动较大且标注像元较少导致极差的

分类能力。而 ResSpec3D-Net通过多尺度特征融合

机制，可基于有限标注样本挖掘更多隐含特征，减

少对标注数据的依赖，即使在低标注条件下仍能保

持各类地物的高分类精度。

④本文研究只停留在了静态样方下的荒漠草

原地物分类研究，未来研究可进一步融合连续时间

序列高光谱信息和更多的气象数据，探索荒漠草原

信息的完整融合建模路径，以增强模型对地表动态

演变过程的感知能力，推动草原生态监测从单时相

分类向动态监测过渡。
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