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[摘要] 　 目前针对时间序列分类问题ꎬ大多采用一维视角进行分析. 二维视角下的时间序列具有更高量级的数

据ꎬ但相关的研究较少且基本为格拉姆角场法(Ｇｒａｍｉａｎ Ａｎｇｕｌａｒ ＦｉｅｌｄꎬＧＡＦ)和卷积神经网络模型的组合. 文中将

对图像视角下的时间序列分类进行深入研究ꎬ对目前方法存在的相关问题进行优化. 首先解决 ＧＡＦ 算法的计算

冗余问题ꎬ提出不平衡因子法( ｉｍｂａｌａｎｃｅ ｆａｃｔｏｒ ｓｕｂｔｒａｃｔｉｏｎꎬＩＦＳ)ꎬ以基础运算替换 ＧＡＦ 的三角运算ꎬ在不损失分

类精度的情况下ꎬ减少了图像生成过程的运算. 其次针对卷积类模型存在局部偏好的问题ꎬ文中将图像识别的任

务交给视觉全自注意力网络(Ｖｉｓｉｏｎ ＴｒａｎｓｆｏｒｍｅｒꎬＶｉＴ)ꎬ通过对时序转换图分割ꎬ再对分割后的子块以全局并行计

算的方式分配注意力权重ꎬ得到图像的整体特征. 最后ꎬ提出适配 ＶｉＴ 模型的轻量卷积令牌 ( ｌｉｇｈｔｗｅｉｇｈｔ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｔｏｋｅｎꎬＬＣＴ)ꎬ通过一维卷积提取原始序列的局部特征ꎬ来弥补 ＶｉＴ 模型对图像简单硬分割所带来的

信息损失. 结合以上所有提出了 ＩＦＳ￣ＬＣＴ￣ＶｉＴ 模型ꎬ为了验证模型的有效性ꎬ在 ＵＣＲ 官网中的 １１ 个数据集上进

行了实验. 结果表明ꎬ该模型与 ＧＲＵ￣ＦＣＮ、ＴＳＴ、ＧＡＦ￣ＣＮＮ、ＸＣＭ、ＯＳＣＮＮ、ＭｕｌｔｉＲｏｃｋｅｔ 相比ꎬ在 ６ 个数据集上获得

了 ８５.９％、８０.２％、６８.２％、６３.０、８５.３％和 ８４.０％的最高准确率ꎬ证明了该模型在时间序列分类任务上的有效性.
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目前ꎬ时间序列分类问题可分为基于传统机器学习的分类方法和基于神经网络的深度学习方法. 前

者大多以人为方式构造特征ꎬ在表征时序系统状态时具备很强的可解释性ꎬ而后者以多层神经网络进行特

征提取ꎬ随着网络的加深提取到高层特征ꎬ此种特征通常无法解释ꎬ但可以识别到数据中的额外特征.
传统机器学习依赖于最近邻[１](Ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓꎬＫＮＮ)聚类算法ꎬ关键在于时间序列之间的距离度

量. 针对时间序列距离度量的有欧式距离[２] ( ｅｕｃｌｉｄｅａｎ ｄｉｓｔａｎｃｅꎬＥＤ)和动态规整距离[３] ( ｄｙｎａｍｉｃ ｔｉｍｅ
ｗａｒｐｉｎｇꎬＤＴＷ)ꎬＵＣＲ 官方将此类方法作为基线方法.

其次是深度学习领域的研究ꎬ２０１８ 年ꎬＥｌｓａｙｅｄ 等[４] 提出的门控循环全卷积网络( ｇａｔｅ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔ￣
ｆｕｌｌｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋꎬＧＲＵ￣ＦＣＮ)ꎬ利用循环神经网络对时间序列的记忆信息进行提取ꎬ同时使用全卷

积神经网络获取时间序列的局部特征ꎬ二者结合的方式使得模型把握了更加丰富的信息. ２０２１ 年ꎬＺｅｒｖｅａｓ
等[５]提出基于全自注意力的时序分类模型( ｔｒａｎｓｆｏｒｍｅｒ￣ｂａｓｅｄ ｔｉｍｅꎬＴＳＴ)ꎬ利用注意力机制对重点片段进行

捕捉ꎬ在 Ｈｅａｒｔｂｅａｔ、ＩｎｓｅｃｔＷｉｎｇｂｅａｔ 等数据集上效果明显. ２０２１ 年ꎬＦａｕｖｅｌ 等[６]提出了一种可解释的卷积神

经网络(Ｅｘｐｌａｉｎａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＸＣＭ)用于时间序列分类ꎬ能够更加精确地识别出对分类

贡献大的输入区. ２０２２ 年ꎬＴａｎｇ 等[７] 提出了全方位卷积神经网络(ＯＭＮＩ￣ＳＣＡＬＥ ＣＮＮＳꎬＯＳＣＮＮ)ꎬ有效解

决了卷积神经网络模型对于卷积核大小的选择问题. ＭｕｌｔｉＲｏｃｋｅｔ 是 Ｔａｎ 等[８]在 ２０２２ 年对 Ｒｏｃｋｅｔ 模型[９]

的改进ꎬ与 Ｒｏｃｋｅｔ 使用随机卷积核的方式不同ꎬＭｕｌｔｉＲｏｃｋｅｔ 使用一组较小且固定的卷积核ꎬ并增加了额外

变换ꎬ其效率更高ꎬ同时获得了更高的准确率.
以上模型都是一维视角下的分类模型ꎬＷａｎｇ 等[１０] 提出的一种将时间序列转换为图像的格拉姆角场

(Ｇｒａｍｉａｎ Ａｎｇｕｌａｒ ＦｉｅｌｄꎬＧＡＦ)使得图像视角下的时间序列分类模型开始出现ꎬＧＡＦ 结合卷积类神经网络

也是目前图像视角下时间序列分类的普遍方案. ２０２０ 年ꎬ庞新宇等[１１] 融合 ＧＡＦ 和卷积神经网络

(ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＣＮＮ)对行星齿轮箱进行故障诊断ꎬ克服了浅层特征对故障信号表征能力不足

的问题. ２０２１ 年 ８ 月姜家国等[１２]基于 ＧＡＦ 和密集连接卷积网络(ＤｅｎｓｅＮｅｔ)实现了针对滚动轴承的故障

诊断方法ꎬ在凯斯西储大学轴承数据集上的表现优异.
可以看出ꎬ在时间分类问题的解决上ꎬ主流方案依旧是一维视角下的模型ꎬ图像视角下的研究相对较

少. 此外ꎬ通过在时间序列分类领域官方的 ＵＣＲ 数据集上进行实验ꎬ发现 ＧＡＦ 结合 ＣＮＮ 的方式与先进的

一维模型相比稍有逊色. 为了提高图像视角下时间序列分类模型的竞争力ꎬ将对 ＧＡＦ￣ＣＮＮ 方法进行以下

两点改进. (１)对 ＧＡＦ 方法优化ꎬ提出不平衡因子法ꎬ降低了时间序列转换为图像的时间. 本文删去了

ＧＡＦ 中的不必要运算ꎬ以此降低时间序列转换为图像的未简化时间复杂度ꎬ并以引入两个超参数的方式

来丰富转换后的图像特征ꎬ以此来保证分类准确率. (２)提高了图像视角下的时间序列分类的准确率. 通

过对图像识别模块进行替换ꎬ由原本的 ＣＮＮ 类模型替换为视觉自注意力模型(ｖｉｓｉｏｎ ｔｒａｎｓｆｏｒｍｅｒꎬＶｉＴ)ꎬ以
注意力的形式对不同子块分配权重ꎬ使得模型关注更为关键的信息ꎬ进而提高时序图像的分类精度. 此

外ꎬ文中在视觉自注意力模型中设计了一个轻量级的卷积令牌组件ꎬ来进一步提高模型的分类性能.

１　 相关技术

１.１　 格拉姆角场法

格拉姆角场法是目前将一维时间序列转换为二维图像使用最为广泛的方法. 使用格拉姆角场法将时

间序列转换为图像的步骤如下:
Ｓｔｅｐ １:给定时间序列 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬ将序列进行最大最小值标准化ꎬ使得序列中的所有数据都落

在[０ꎬ１]区间内.

􀭴ｘｉ ＝
ｘｉ－ｍｉｎ(Ｘ)

ｍａｘ(Ｘ)－ｍｉｎ(Ｘ)
. (１)

Ｓｔｅｐ ２:将标准化后的时间序列映射到极坐标系ꎬ角度记为 ϕꎬ半径记作 ｒꎬｔ 为时间戳ꎬＮ 为正则化极坐

标的跨度常数因子.
φｉ ＝ａｒｃｃｏｓ(􀭴ｘｉ)ꎬ －１≤􀭴ｘｉ≤１ꎬ􀭴ｘｉ∈􀭴ｘ

ｒ＝
ｔｉ
Ｎ
ꎬ ｔｉ∈Ｎ

ì

î

í

ïï

ïï

(２)

—２９—
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Ｓｔｅｐ ３:计算极坐标系下两两元素差值的正弦值ꎬ并将其作为 ＧＡＦ 图像的像素值.
Ｇｉｊ ＝ｓｉｎ(φｉ－φｊ) (３)

ＧＡＦ 方法伪代码的实现如下:

算法 １:格拉姆角场ꎬ时间复杂度 Ｏ(ｎ２)＋３Ｏ(ｎ)

　 　 输入:时间序列 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}
　 　 输出:图像 Ｙ( ｉꎬｊ)＝ {ｙ００ꎬｙ０１ꎬ􀆺ꎬｙｎｎ}
１ 　 Ｘ＿ｍｉｎ←Ｍｉｎ(Ｘ)
２ 　 Ｘ＿ｍａｘ←Ｍａｘ(Ｘ)
３ 　 ｆｏｒ ｉ＝ １ꎬ２ꎬ􀆺ꎬｎ ｄｏ
４ 　 　 　 Ｘ＿ｃｏｓｉ←(ｘｉ－Ｘ＿ｍｉｎ) / (Ｘ＿ｍａｘ－Ｘ＿ｍｉｎ)
５ 　 　 　 Ｘ＿ｓｉｎｉ←１－Ｘ＿ｃｏｓ２ｉ
６ 　 ｅｎｄ ｆｏｒ
７ 　 ｆｏｒ ｉ＝ １ꎬ２ꎬ􀆺ꎬｎ ｄｏ
８ 　 　 　 ｆｏｒ ｊ＝ １ꎬ２ꎬ􀆺ꎬｎ ｄｏ
９ 　 　 　 　 　 ｙｉｊ←Ｘ＿ｓｉｎｉ􀅰Ｘ＿ｃｏｓ ｊ－Ｘ＿ｃｏｓｉ􀅰Ｘ＿ｓｉｎｊ

１０　 　 　 ｅｎｄ ｆｏｒ
１１　 ｅｎｄ ｆｏｒ
１２　 ｒｅｔｕｒｎ Ｙ

其中ꎬ行 １ 与行 ２ 分别是计算时间序列的最小值与最大值ꎬ时间复杂度均是 Ｏ(ｎ) . 行 ３ 至行 ６ 经过一

次循环ꎬ时间复杂度为 Ｏ(ｎ) . 行 ７ 至行 １１ 是双层循环ꎬ时间复杂度为 Ｏ(ｎ２) . 所以利用 ＧＡＦ 将时间序列

转换为图像的时间复杂度为 Ｏ(ｎ２)＋３Ｏ(ｎ) .
１.２　 视觉全自注意力网络

视觉全自注意力网络[１３](ＶｉＴ)是 Ｔｒａｎｓｆｏｒｍｅｒ 架构用于图像领域的尝试ꎬ模型可以分为以下 ３ 层.

图 １　 分割示意图

Ｆｉｇ􀆰 １　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｄｉａｇｒａｍ

１.２.１　 嵌入层

嵌入层为编码层的注意力分配做准备ꎬ需要

将图像分割为固定大小的子块. 具体操作是将图

像各个通道的长和宽分别除以 Ｐꎬ图像将被分割

为 Ｎ 个子图块. 如图 １ 所示ꎬＨ×Ｗ×Ｃ 的图像将会

被分割为 Ｈ×Ｗ / Ｐ２ 个分辨率为 Ｐ×Ｐ×Ｃ 的子图块.
其次ꎬ为了区分各个子块的位置ꎬ对 １－Ｎ 个位

置分别编码. 具体的做法是创建与每个子块维度

相同的可训练参数矩阵ꎬ将参数矩阵与子块特征进行相加ꎬ在网络迭代过程中ꎬ自主学习位置信息.
１.２.２　 编码层

编码层是整个模型的核心部分ꎬ由 Ｌ 个 Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ Ｂｌｏｃｋ 堆叠组成. Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ Ｂｌｏｃｋ
结构如图 ２ 所示.

其中ꎬＴｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ Ｂｌｏｃｋ 的核心是 Ｍｕｌｔｉ Ｈｅａｄ Ａｔｔｅｎｔｉｏｎꎬ旨在对子块序列分配注意力ꎬ在捕捉

全局信息的同时加大关键信息的权重.
设输入到 Ｍｕｌｔｉ Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ 的子块序列为[Ｐ１ꎬＰ２ꎬ􀆺ꎬＰ ｉ]ꎬ对每一个子块进行 ３ 次线性变换ꎬ将特

征维度变换至 ｄｋꎬ分别记作查询向量 Ｑ( ｔｏ ｍａｔｃｈ ｏｔｈｅｒｓ)ꎬ键值向量 Ｋ( ｔｏ ｂｅ ｍａｔｃｈｅｄ)ꎬ属性值向量 Ｖ( ｔｏ ｂｅ
ｅｘｔｒａｃｔｅｄ)ꎬ则 Ｐ ｉ 的自注意力得分可由以下公式获得:

Ａｔｔｅｎｔｉｏｎ(Ｐ ｉ) ＝ ｅｑｉ

∑
Ｎ

ｊ ＝ １
ｅｑｉ

× [Ｖ１ꎬＶ２ꎬ􀆺ꎬＶＮ]ꎬ

ｑｉ ＝
Ｑｉ × ＫＴ

ｄｋ

.

(４)

—３９—
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图 ２　 Ｔｒａｎｓｆｏｒｍｅｒ ｅｎｃｏｄｅｒ ｂｌｏｃｋ 结构图

Ｆｉｇ􀆰 ２　 Ｔｒａｎｓｆｏｒｍｅｒ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

在得到 Ｐ ｉ 的自注意力得分后ꎬＰ ｉ 的 ｈ 头注意力就可以由以下公式计算得出:
ＭｕｌｔｉＨｅａｄ(Ｐ ｉ)＝ [ｈｅａｄ１ꎬｈｅａｄ２ꎬ􀆺ꎬｈｅａｄｎ]×Ｗｈꎬ
ｈｅａｄｉ ＝Ａｔｔｅｎｔｉｏｎ(Ｐ ｉ) .

(５)

１.２.３　 输出层

模型在经过多个编码层后ꎬ各个子块的多头注意力已经被分配完毕. 输出层(ＭＬＰ Ｈｅａｄ)由 Ｌｉｎｅａｒ
层ꎬＴａｎｈ 激活函数ꎬＬｉｎｅａｒ 层组成ꎬ用来对所有子块的信息进行聚合ꎬ得到该图像属于某个类别的得分ꎬ最
终把得分最高的类别作为模型的预测类别.

２　 ＩＦＳ￣ＬＣＴ￣ＶｉＴ 方法

２.１　 不平衡因子法

不平衡因子法( ｉｍｂａｌａｎｃｅ ｆａｃｔｏｒ ｓｕｂｔｒａｃｔｉｏｎꎬＩＦＳ)是对格拉姆角场法的简化ꎬ格拉姆角场需要计算元素

的反余弦值ꎬ在计算完反余弦值后还需计算反余弦值两两差值之间的正弦值ꎬ而本文移除了生成过程中的

三角函数操作ꎬ取而代之的是引入两个不平衡因子.
Ｓｔｅｐ １:给定时间序列 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬ直接计算两两元素之间的差值ꎬ得到差值矩阵 Ｇ.

Ｇｉｊ ＝ ｘｉ－ｘ ｊ (６)
Ｓｔｅｐ ２:引入不平衡因子 α 和 βꎬ使得对角线对称的矩阵变得不平衡ꎬ以此获取更加丰富的特征.

Ｇｉｊ ＝(Ｇ ｉｊ－α) / β (７)
Ｓｔｅｐ ３:将矩阵对角线元素的常数项填充ꎬ进一步丰富图像特征.

Ｇｉｊ ＝
Ｇ ｉｊꎬ ｉ≠ｊ

Ｇ ｉｊ＋
α
β
＋ｘｉꎬ ｉ＝ ｊ

ì

î

í

ïï

ïï

(８)

ＩＦＳ 方法伪代码的实现如下:

算法 ２:不平衡因子ꎬ时间复杂度 Ｏ(ｎ２)

　 　 输入:时间序列 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}ꎬ因子 αꎬβ
　 　 输出:图像 Ｙ( ｉꎬｊ)＝ {ｙ００ꎬｙ０１ꎬ􀆺ꎬｙｎｎ}
１ 　 ｆｏｒ ｉ＝ １ꎬ２ꎬ􀆺ꎬｎ ｄｏ
２ 　 　 　 ｆｏｒ ｊ＝ １ꎬ２ꎬ􀆺ꎬｎ ｄｏ
３ 　 　 　 　 　 ｙｉｊ←ｘｉ－ｘ ｊ
４ 　 　 　 　 　 ｙｉｊ←(ｙｉｊ－α) / β
５ 　 　 　 　 　 ｉｆ( ｉ＝ ｊ)
６ 　 　 　 　 　 　 　 ｙｉｊ←ｙｉｊ＋ｘ ｊ＋α / β

—４９—
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７ 　 　 　 ｅｎｄ ｆｏｒ
８ 　 ｅｎｄ ｆｏｒ
９ 　 ｒｅｔｕｒｎ Ｙ

可以看出ꎬ方法只涉及一个双层循环ꎬ所以时间复杂度仅为 Ｏ(ｎ２)ꎬ与 ＧＡＦ 方法的 Ｏ(ｎ２)＋３Ｏ(ｎ)相
比存在优势. 此外ꎬＧＡＦ 方法所转换的图像ꎬ关于对角线互为相反数且对角线上的元素值均为 ０ꎬ在神经网

络中属于重复特征ꎬＩＦＳ 通过引入不平衡因子和对对角线元素填充的方式丰富了这一部分特征.
２.２　 轻量卷积令牌

从 １.２.１ 节中可以看出ꎬＶｉＴ 模型以简单硬分割的方式将时序转换图分为不同的子块ꎬ这种硬分割的

方式使得原本关联的局部信息处于不同的子块之中ꎬ使得模型难以对这些原本关联的局部特征进行建模.
一种解决思路是将硬分割改为卷积的滑动操作[１４]ꎬ不同的子块中将具有重叠部分ꎬ使得局部信息可

以存放在同一个子块中ꎬ但这样会使得子块的数量激增ꎬ导致模型的运算量大大增加.
本文对原本时间序列进行一维卷积ꎬ并将卷积结果作为 ＶｉＴ 的分类令牌ꎬ利用分类令牌完成序列局部

特征的提取ꎬ来弥补图像的局部信息损失. 这种方法不仅可以提高模型的局部表现力ꎬ计算量上与利用卷

积滑动产生子块的方法相比也大幅减少.
卷积令牌为模型引入了额外参数量ꎬ为减少这一部分对模型的影响ꎬ尽可能使一维卷积令牌模块轻量

化ꎬ本文利用一维深度可分离卷积层来代替普通一维卷积层. 一维深度可分离卷积层结构如图 ３ 所示.

图 ３　 一维深度可卷积结构图

Ｆｉｇ􀆰 ３　 Ｄｅｐｔｈ ｃｏｎｖｏｌｕｔｉｏｎａｂｌｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

图 ４　 卷积令牌模型结构图

Ｆｉｇ􀆰 ４　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｔｏｋｅｎ ｍｏｄｅｌ

从图 ３ 中可以看出ꎬ一维深度可分离卷积层分为 Ｄｅｐｔｈ Ｗｉｓｅ 卷积阶段和 Ｐｏｉｎｔ Ｗｉｓｅ 卷积阶段. 在 Ｄｅｐｔｈ
Ｗｉｓｅ 阶段ꎬ使用分组卷积技术ꎬ组数设置为输入的通道数 Ｃꎬ即每个通道为一组进行卷积ꎬ设卷积尺寸为 ｋꎬ则
Ｄｅｐｔｈ Ｗｉｓｅ 的参数量为 ｋ×Ｃ. 在 Ｐｏｉｎｔ Ｗｉｓｅ 阶段ꎬ卷积核的尺寸置为 １ꎬ设输出通道设置为 Ｃ１ꎬＰｏｉｎｔ Ｗｉｓｅ 的参

数量为 Ｃ×Ｃ１ . 若使用普通卷积层ꎬ参数量为 ｋ×Ｃ×Ｃ１ꎬ所以减少的参数量为 Ｃ(ｋ×Ｃ１－ｋ－Ｃ１) .
在一维深度可分离卷积层的基础上ꎬ轻

量卷 积 令 牌 模 块 ( ｌｉｇｈｔｗｅｉｇｈｔ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｔｏｋｅｎꎬＬＣＴ)的整体结构如图 ４ 所示. 首先是 ３
层 ＤＰＣｏｎｖ Ｂｌｏｃｋ 串联ꎬ随着卷积层数的叠加ꎬ
模型的感受也随之增大. 每个 ＤＰＣｏｎｖ Ｂｌｏｃｋ
又由一维深度可分离卷积层、归一化层、激活

层组成. 其次ꎬ将卷积层的输出输入到自适应

平均池化层ꎬ不同长度的时间序列在经过平

均池化层后会池化到指定长度. 最后将通道

维度与特征维度进行重组ꎬ得到与 ＶｉＴ 子块

大小相同的令牌.
其中ꎬ自适应平均池化层的步长设置为

Ｐ×Ｐ / Ｃꎬ其中 Ｐ 为 ＶｉＴ 中 Ｐａｔｃｈ 大小ꎬＣ 是最后

—５９—
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一个 ＤＰＣｏｎｖ Ｂｌｏｃｋ 的输出通道维数ꎬ最后由通道重组模块将自适应平均池化层输出 Ｃ×Ｓｔｅｐ 重组为 Ｐ×Ｐ.
２.３　 模型整体架构

以 １.２ 节中 ＶｉＴ 的模型结构为基础ꎬ则不平衡因子模块应置于 ＶｉＴ 的位置编码步骤前ꎬ即将时间序列转

换为图像后再进行分割与编码操作. 而轻量卷积令牌模块所生成的子块应与图像子块一同输入到编码层中ꎬ
则该模块应与图像生成和位置编码两步骤同时进行. 最终ꎬＩＦＳ￣ＬＣＴ￣ＶｉＴ 模型的整体结构如图 ５ 所示.

具体步骤如下:
Ｓｔｅｐ １:利用 ＩＦＳ 方法将时间序列维度进行重塑ꎬ将其转换为图像.
Ｓｔｅｐ ２:对图像进行分割并对每个位置进行编码.
Ｓｔｅｐ ３:利用轻量卷积令牌模块将时间序列转换为与图像子块大小相同的令牌ꎬ并嵌在所有子块之前.
Ｓｔｅｐ ４:将令牌与子块输入到 Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅ Ｂｌｏｃｋｓ 中.
Ｓｔｅｐ ５:将编码层连接到输出层ꎬ得到时间序列的预测类别.

图 ５　 ＩＦＳ￣ＬＣＴ￣ＶｉＴ 模型结构图

Ｆｉｇ􀆰 ５　 ＩＦＳ￣ＬＣＴ￣ＶｉＴ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

３　 实验与结果

３.１　 数据集及评价指标

ＵＣＲ 数据集是时间序列分类的经典数据集ꎬ其收集了来自包括医疗、运动、光谱等不同领域的 １２８ 个

时间序列集合. ＵＣＲ 官方给出了基于 ＥＤ 和 ＤＴＷ 距离度量的 １￣ＮＮ 分类准确率ꎬ作为该数据集的基准准

确率. 本文选取了其中的 １１ 个数据集进行实验ꎬ各数据集具体信息如表 １ 所示.
表 １　 数据集详细信息表

Ｔａｂｌｅ １　 Ｔｈｅ ｄａｔａｓｅｔ ｄｅｔａｉｌｓ ｔａｂｌｅ

数据集名称 训练集 测试集 类别数 长度 欧式距离 动态规整距离

ＣｈｌｏｒｉｎｅＣｏｎｃｅｎｔｒａｔｉｏｎ ４６７ ３ ８４０ ３ １６６ ０.６５ ０.６５
ＤｉｓｔａｌＰｈａｌａｎｘＯｕｔｌｉｎｅＡｇｅＧｒｏｕｐ ４００ １３９ ３ ８０ ０.６３ ０.７７
ＤｉｓｔａｌＰｈａｌａｎｘＯｕｔｌｉｎｅＣｏｒｒｅｃｔ ６００ ２７６ ２ ８０ ０.７２ ０.７２

ＤｉｓｔａｌＰｈａｌａｎｘＴＷ ４００ １３９ ６ ８０ ０.６３ ０.５９
ＭｅｄｉｃａｌＩｍａｇｅｓ ３８１ ７６０ １０ ９９ ０.６８ ０.７４

ＭｉｄｄｌｅＰｈａｌａｎｘＯｕｔｌｉｎｅＡｇｅＧｒｏｕｐ ４００ １５４ ３ ８０ ０.５２ ０.５０
ＭｉｄｄｌｅＰｈａｌａｎｘＯｕｔｌｉｎｅＣｏｒｒｅｃｔ ６００ ２９１ ２ ８０ ０.７７ ０.７０

ＭｉｄｄｌｅＰｈａｌａｎｘＴＷ ３９９ １５４ ６ ８０ ０.５１ ０.５１
ＰｈａｌａｎｇｅｓＯｕｔｌｉｎｅｓＣｏｒｒｅｃｔ １ ８００ ８５８ ２ ８０ ０.７６ ０.７３

ＰｒｏｘｉｍａｌＰｈａｌａｎｘＴＷ ４００ ２０５ ６ ８０ ０.７１ ０.７６
ＩｔａｌｙＰｏｗｅｒＤｅｍａｎｄ ６７ １ ０２９ ２ ２４ ０.９６ ０.９５

　 　 为了验证各个模型的有效性ꎬ本文沿用 ＵＣＲ 数据集官方的准确率作为评价指标ꎬ准确率(Ａｃｃ)的计算

公式如公式(９):
—６９—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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Ａｃｃ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

ꎬ (９)

ＴＰ 代表正样本预测为正ꎬＴＮ 代表正样本预测为负ꎬＦＮ 代表负样本预测为负ꎬＦＰ 代表负样本预测为正.
３.２　 实验环境与参数配置

表 ２　 实验运行环境

Ｔａｂｌｅ ２　 Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｏｐｅｒａｔｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ

实验环境 条目 版本

硬件环境
Ｓｙｓｔｅｍ
ＧＰＵ

Ｗｉｎｄｏｗｓ １１
ＧＴＸ ３０６０

软件环境
Ｐｙｔｈｏｎ
Ｐｙｔｏｒｃｈ
ＣＵＤＡ

３.７.１０
１.７.０
１１.０

　 　 本文的实验使用图形处理器 (ＧＰＵꎬ ｇｒａｐｈｉｃｓ
ｐｒｏｃｅｓｓｉｎｇ ｕｎｉｔ ) 并 结 合 统 一 计 算 架 构 ( ＣＵＤＡꎬ
Ｃｏｍｐｕｔｅ Ｕｎｉｆｉｅｄ Ｄｅｖｉｃｅ Ａｒｃｈｉｔｅｃｔｕｒｅ)来加速运算. 实

验具体的硬件环境和软件环境如表 ２ 所示.
模型参数配置:首先是不平衡因子法中的两个不

平衡因子ꎬ文中设置 α 和 β 均为 ０.５. 其次是轻量卷积

令牌模块参数ꎬ３ 个卷积层的卷积核大小设置为[３ꎬ
５ꎬ７]ꎬ通道数设置为[１２８ꎬ２５６ꎬ１２８]ꎬ自适应平均池化层的步长设置为 ８. 之后是 ＶｉＴ 的参数设置ꎬ子块大

小设置为 ３２∗３２ꎬ自注意力特征维度设置为 ５１２ꎬＭＬＰ Ｈｅａｄ 特征维度设置为 １ ０２４ꎬ模型深度设置为 ６. 最

后是模型优化器的学习率设置为 １ｅ－５.
训练参数配置:训练最大迭代轮次设置为 １ ０００ꎬ批处理大小为 ２５ꎬ每个 ｅｐｏｃｈ 后都进行一次测试ꎬ测

试集准确率连续 ５０ 个轮次不再提高停止训练. 优化器使用 Ａｄａｍ 优化器ꎬ学习率使用 １ｅ－５ꎬ损失函数使

用交叉熵损失函数.
３.３　 对比实验

３.３.１　 不平衡因子法有效性验证

(１)时间效率验证ꎬＩＦＳ 与 ＧＡＦ 方法的转换时间如表 ３ 所示ꎬ表中黑体字表示最优的性能.
表 ３　 运行时间对比

Ｔａｂｌｅ ３　 Ｒｕｎｔｉｍｅ ｃｏｍｐａｒｉｓｏｎ ｍｓ

名称
训练集

ＧＡＦ ＩＦＳ 改进

测试集

ＧＡＦ ＩＦＳ 改进

ＣＣ ４９ ４１ １６.３３％ ４５７ ４３４ ５.０３％

ＤＰＯＡＧ １３ ９ ３０.７７％ ６ ４ ３３.３３％

ＤＰＯＣ ２５ １１ ５６.００％ １０ ８ ２０.００％

ＤＰＴＷ １１ ９ １８.１８％ ４ ３ ２５.００％

ＭＩ １４ １０ ２８.５７％ ４０ ２７ ３２.５０％

ＭＰＯＡＧ １２ ７ ４１.６７％ ５ ３ ４０.００％

ＭＰＯＣ １５ １０ ３３.３３％ ９ ５ ４４.４４％

ＭＰＴＷ １１ ６ ４５.４５％ ５ ３ ４０.００％

ＰＯＣ ４７ ３５ ２５.５３％ ２４ １７ ２９.１７％

ＰＰＴＷ １２ ７ ４１.６７％ ８ ５ ３７.５０％

ＩＰＤ ０.５ ０.２ ６０.００％ ６ ４ ３３.３３％

平均改进 ３１.６４％ ３０.９４％

　 　 从表中数据可得ꎬＩＦＳ 方法与 ＧＡＦ 方法相比ꎬ在 １１ 个数据集的训练集上平均提高了 ３１.６４％ꎬ在测试

集上平均提高了 ３０.９４％ꎬ表明 ＩＦＳ 在时间效率上具有优势. 虽然 ＩＦＳ 与 ＧＡＦ 一样ꎬ计算过程大体上都分为

３ 个步骤ꎬ但不平衡因子法的二三步骤在代码实现时ꎬ可以嵌入到第一个步骤的双层循环中ꎬ从而降低时

间复杂度ꎬ运行时间也自然较短.
(２)准确率验证ꎬ利用 ＣＮＮ[１２]和 ＶｉＴ 作为图像识别模型ꎬ各个数据集上的准确率如表 ４ 所示ꎬ表中黑

体字表示最优的性能.
从表中数据可得ꎬ在 １１ 个数据集上ꎬ以 ＣＮＮ 作为图像识别模型ꎬＩＦＳ 方法获得了 ６ 次最高准确率ꎬ高

于 ＧＡＦ 的 ５ 次ꎬＩＦＳ 方法有轻微的优势. 而在以 ＶｉＴ 作为图像识别模型上ꎬＩＦＳ 获得了 ７ 次最高准确率ꎬ优
于 ＧＡＦ 的 ４ 次ꎬ优势更为明显. 由此可得在分类准确率上ꎬＩＦＳ 也要优于 ＧＡＦ 方法ꎬ原因在于 ＩＦＳ 方法所

转换的图像在相同分辨率的情况下ꎬ为网络增加了额外特征.
—７９—
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表 ４　 ＧＡＦ 与 ＩＦＳ 准确率对比

Ｔａｂｌｅ ４　 ＧＡＦ ｖｅｒｓｕｓ ＩＦＳ ａｃｃｕｒａｃｙ

数据集名称
ＣＮＮ

ＧＡＦ ＩＦＳ
ＶｉＴ

ＧＡＦ ＩＦＳ
ＣＣ ０.７９４ ０.７８１ ０.８７２ ０.８９８

ＤＰＯＡＧ ０.７９４ ０.８０６ ０.７７ ０.７７１
ＤＰＯＣ ０.７９３ ０.８２２ ０.７９７ ０.８０４
ＤＰＴＷ ０.７２４ ０.７１２ ０.７２７ ０.７１６
ＭＩ ０.７５５ ０.７６３ ０.７６３ ０.７７２

ＭＰＯＡＧ ０.６１７ ０.６０４ ０.６４９ ０.６５２
ＭＰＯＣ ０.８６０ ０.８５９ ０.８６６ ０.８４３
ＭＰＴＷ ０.５９２ ０.５８４ ０.６３６ ０.６２４
ＰＯＣ ０.８３９ ０.８４８ ０.８２８ ０.８３８
ＰＰＴＷ ０.８０８ ０.８２９ ０.８３９ ０.８３４
ＩＰＤ ０.９４７ ０.９６８ ０.９７ ０.９７３

最大值次数 ５ ６ ４ ７

　 　 此外ꎬ从表中数据可以得出ꎬ在 ＣＮＮ 与 ＶｉＴ 的对比中ꎬＶｉＴ 模型获得了 ８ 次最高准确率ꎬ高于 ＣＮＮ 的

３ 次ꎬ表明时序转换图的识别上ꎬＶｉＴ 模型要优于 ＣＮＮ 模型. 原因在于卷积神经网络使用卷积核的堆叠来

获取全图感知ꎬ但实际上随着神经网络层数的加深ꎬ梯度传递产生困难ꎬ容易陷入局部偏好ꎬ而局部偏好适

配自然图像ꎬ在时序转换图上作用有限.
３.３.２　 轻量卷积令牌有效性验证

表 ５　 令牌有效性对比

Ｔａｂｌｅ ５　 Ｔｏｋｅｎ ｖｉｌｉｄｉｔｙ ｃｏｍｐａｒｉｓｏｎ

数据集名称 ＩＦＳ￣ＶｉＴ ＩＦＳ￣ＬＣＴ￣ＶｉＴ 改进

ＣＣ ０.８９８ ０.８５９ －０.０３９
ＤＰＯＡＧ ０.７７１ ０.８０２ ０.０３１
ＤＰＯＣ ０.８０４ ０.８０９ ０.００５
ＤＰＴＷ ０.７１６ ０.７２７ ０.０１１
ＭＩ ０.７７２ ０.８０５ ０.０３３

ＭＰＯＡＧ ０.６５２ ０.６８２ ０.０３
ＭＰＯＣ ０.８４３ ０.８５９ ０.０１６
ＭＰＴＷ ０.６２４ ０.６３０ ０.００６
ＰＯＣ ０.８３８ ０.８５３ ０.０１５
ＰＰＴＷ ０.８３４ ０.８４０ ０.００６
ＩＰＤ ０.９７３ ０.９７１ －０.００２

最大值次数 ２ ９

　 　 在 ＩＦＳ 和 ＶｉＴ 的基础上ꎬ为了验证轻量卷积令牌

的有效性ꎬ在 １１ 个数据集上将 ＩＦＳ￣ＶｉＴ 与 ＩＦＳ￣ＬＣＴ￣
ＶｉＴ 进行对比ꎬ实验数据如表 ５ 所示ꎬ表中黑体字表

示最优的性能. 从表中数据可得ꎬ使用轻量级的卷积

令牌与不使用相比ꎬ模型在 ９ 个数据集上获得了更高

准确率ꎬ原因在于 ＶｉＴ 的硬分割切断了图像的内部联

系ꎬ卷积令牌的存在提取了原始序列中的局部特征ꎬ
对模型所提取的特征进行了补充. 实验数据表明ꎬ本
文设计的轻量卷积令牌在大多数数据集上对模型做

出了改进ꎬ证明了该模块的有效性.
３.３.３　 模型整体有效性验证

为了验证模型整体的有效性ꎬ选取了目前时间序

列分类领域的先进模型作为对比模型. 选取的模型有 ＧＲＵ￣ＦＣＮ(２０１８)、ＴＳＴ(２０２０)、ＧＡＦ￣ＣＮＮ(２０２１)、
ＸＣＭ(２０２１)、ＯＳＣＮＮ(２０２２)、ＭｕｌｔｉＲｏｃｋｅｔ(２０２２) . 在 １１ 个数据集上ꎬ本模型与其他 ６ 个模型准确率如表 ６
所示ꎬ表中黑体字表示最优的性能.

表 ６　 各模型准确率对比

Ｔａｂｌｅ ６　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ｍｏｄｅｌ

名称
模型

ＧＲＵ￣ＦＣＮ ＴＳＴ ＧＡＦ￣ＣＮＮ ＸＣＭ ＯＳＣＮＮ ＭｕｌｔｉＲｏｃｋｅｔ Ｏｕｒｓ
ＣＣ ０.７９０ ０.７４０ ０.７９４ ０.８５０ ０.８３４ ０.７４６ ０.８５９

ＤＰＯＡＧ ０.７８２ ０.７７８ ０.７９４ ０.７７８ ０.７８６ ０.７７４ ０.８０２
ＤＰＯＣ ０.７９０ ０.７８７ ０.７９３ ０.７９５ ０.８１２ ０.８１１ ０.８０９
ＤＰＴＷ ０.７４７ ０.７１８ ０.７２４ ０.７２４ ０.７４７ ０.７２４ ０.７２７
ＭＩ ０.８０１ ０.７０７ ０.７５５ ０.７０５ ０.８０４ ０.８０７ ０.８０５

ＭＰＯＡＧ ０.６５８ ０.６６０ ０.６１７ ０.６５２ ０.６６６ ０.６３９ ０.６８２
ＭＰＯＣ ０.８３２ ０.８４１ ０.８６０ ０.８３８ ０.８４７ ０.８６３ ０.８６０
ＭＰＴＷ ０.６１２ ０.６１０ ０.５９２ ０.６２４ ０.６１１ ０.５８９ ０.６３０
ＰＯＣ ０.８２４ ０.８２７ ０.８３９ ０.８３１ ０.８４８ ０.８５２ ０.８５３
ＰＰＴＷ ０.８３３ ０.８２４ ０.８０８ ０.８３２ ０.８３３ ０.８１８ ０.８４０
ＩＰＤ ０.９５６ ０.９７３ ０.９４７ ０.９６７ ０.９５５ ０.９６７ ０.９７１

最大值次数 １ １ ０ ０ ２ ２ ６

—８９—
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　 　 从表中数据可知ꎬ在所有模型对比上ꎬＩＦＳ￣ＬＣＴ￣ＶｉＴ 在 ７ 个模型中ꎬ１１ 个数据集上ꎬ以 ６ 次最高准确率

明显高于其他模型的 １、１、０、０、２ 和 ２ 次ꎬ在 ＤＰＯＡＧꎬＤＰＯＡＧꎬＭＰＯＡＧꎬＭＰＯＣꎬＭＰＴＷꎬＰＯＣ 数据集上准确

率达到了 ８５.９％、８０.２％、６８.２％、６３.０％、８５.３％和 ８４.０％ꎬ这充分证明了 ＩＦＳ￣ＬＣＴ￣ＶｉＴ 在时间序列分类问题

上的优越性ꎬ有效提高了以图像分类模型为基础的时间序列分类方法的竞争力.
为了进一步验证 ＩＦＳ￣ＬＣＴ￣ＶｉＴ 的性能ꎬ本小节引入了自定义的平均性能评价指标. 将文中各模型的平

均排名得分作为度量标准ꎬ平均排名得分的计算公式如公式(１０)所示.

Ｓｃｏｒｅ( ｉ)＝ Ｎ－
∑
Ｎ

ｎ ＝ １
Ｒａｎｋｎ( ｉ)

Ｎ
ꎬ (１０)

其中 Ｎ 为数据集个数ꎬＲａｎｋｎ( ｉ)代表模型 ｉ 在第 ｎ 个数据集上的排名ꎬ当模型的平均排名越高时ꎬ分数也

会相应变多ꎬ各个模型的平均排名得分如图 ６ 所示.

图 ６　 各模型平均排名得分

Ｆｉｇ􀆰 ６　 Ａｖｅｒａｇｅ ｒａｎｋｉｎｇ ｓｃｏｒｅｓ ｆｏｒ ｅａｃｈ ｍｏｄｅｌ

从图中可得ꎬＩＦＳ￣ＬＣＴ￣ＶｉＴ 得分为 ５.３１８ꎬ高于其他模型的 ２.５４５、１.７７３、２.０４５、２.５４５、４.０ 和 ２.７７３ꎬ表明

模型的平均性能也足够优秀.
在图像视角下ꎬ神经网络所需处理的数据量会更大ꎬ在推理效率上会弱于一维视角模型. 但为了分类

性能的提升ꎬ一定的效率损失是可以接受的ꎬ各模型在整个测试集上所需的推理时间如图 ７ 所示.
从图中可以看出ꎬ在整个测试集的推理上ꎬＩＦＳ￣ＬＣＴ￣ＶｉＴ 模型的效率要优于二维视角下的 ＧＡＦ￣ＣＮＮ

模型和一维视角下的 ＧＲＵ￣ＦＣＮ 模型ꎬ弱于其他几个一维视角模型. 但时间上的差距在 １ ｓ 以内ꎬ在实际推

理中ꎬ为了分类性能的提升ꎬ此等差距处于可接受范围之内.

图 ７　 各模型推理时间

Ｆｉｇ􀆰 ７　 Ｉｎｆｅｒｅｎｃｅ ｔｉｍｅ ｆｏｒ ｅａｃｈ ｍｏｄｅｌ

—９９—
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表 ７　 学习率对比

Ｔａｂｌｅ ７　 Ｔｏｋｅｎ ｃｏｍｐａｒｉｓｏｎ

数据集名称 １ｅ－４ １ｅ－５ １ｅ－６
ＣＣ ０.８４９ ０.８５９ ０.８１７

ＤＰＯＡＧ ０.７９９ ０.８０２ ０.７８４
ＤＰＯＣ ０.８０８ ０.８０９ ０.８０４
ＤＰＴＷ ０.７２７ ０.７２７ ０.６９８
ＭＩ ０.７７５ ０.８０５ ０.７９５

ＭＰＯＡＧ ０.６６２ ０.６８２ ０.６６２
ＭＰＯＣ ０.８３９ ０.８５９ ０.８４９
ＭＰＴＷ ０.６２３ ０.６３０ ０.６３６
ＰＯＣ ０.８５１ ０.８５３ ０.８５１
ＰＰＴＷ ０.８３４ ０.８４０ ０.８４９
ＩＰＤ ０.９７２ ０.９７１ ０.９６８

最大值次数 ２ ８ ２

３.４　 参数实验

本部分将对模型优化器中的学习率以及不平衡

因子生成法中的两个不平衡因子进行实验.
３.４.１　 学习率实验

学习率是模型训练一个重要的超参数ꎬ取学习率

为 １ｅ－４ꎬ１ｅ－５ 和 １ｅ－６ 对模型进行实验ꎬ实验数据如

表 ７ 所示.
从表 ７ 数据可知ꎬ当学习率取 １ｅ－４ꎬ１ｅ－５ 和 １ｅ－

６ 时ꎬ分别可以在 １１ 个数据集上获得 ２ꎬ８ꎬ２ 次最高

准确率. 由此可得ꎬ对于该模型ꎬ１ｅ－５ 是更具普适性

的准确率. 以 ＭＩ 数据集为例ꎬ对训练过程进行可视

化ꎬ实验结果如图 ８ 所示.

图 ８　 不同学习率实验

Ｆｉｇ􀆰 ８　 Ｅｘｐｅｒｉｍｅｎｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

从图中可以看出ꎬ当学习率为 １ｅ－４ 时ꎬ收敛速度最快ꎬ但训练过程非常不稳定ꎬ使得模型在最优值附

近摇摆ꎬ难以收敛到最佳值. 当学习率为 １ｅ－６ 时ꎬ训练过程相对而言较为稳定ꎬ但模型的训练轮次达到了

８００ 以上ꎬ大大增加了训练时长ꎬ同时太小的步长容易使得模型陷入局部最优. 当学习率为 １ｅ－５ 时ꎬ 训练

轮次较 １ｅ－４ 没有明显增加ꎬ同时也获得了最优的准确率ꎬ表明 １ｅ－５ 是较为合适的学习率.

图 ９　 不同 α实验

Ｆｉｇ􀆰 ９　 Ｅｘｐｅｒｉｍｅｎｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ α
图 １０　 不同 β 实验

Ｆｉｇ􀆰 １０　 Ｅｘｐｅｒｉｍｅｎｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ β

３.４.２　 平衡因子实验

本小节对 α 和 β 两个不平衡因子进行实验ꎬ当 β 取 ０.５ 时ꎬ不同 α 取值的实验结果如图 ９ 所示ꎻα 取

０.５ 时ꎬ不同 β 取值的实验结果如图 １０ 所示.

—００１—
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从图中数据可知ꎬ当衰减因子和缩放因子取默认值 ０.５ 时ꎬ在不同数据集上并不是最优表现ꎬ说明该

方法具有一定的发展潜力. 衰减因子和缩放因子决定了图像关于对角线的偏差程度以及图像整体的对比

度ꎬ不同参数的组合对不同数据集可识性的提升存在差异. 因此ꎬ若想充分发挥此种方法在准确率方向上

的优势ꎬ可以通过实验去寻找更优解.

４　 结论

本文提出了 ＩＦＳ￣ＬＣＴ￣ＶｉＴ 模型ꎬ该模型具有多方面的优势. 首先ꎬＩＦＳ 方法在降低时间复杂度的同时ꎬ
为模型也带来了更高的准确率. 其次ꎬ文中选用 ＶｉＴ 作为图像分类模型ꎬ与 ＣＮＮ 模型相比ꎬ该模型更适合

时序转换图的识别. 此外ꎬ文中设计了轻量卷积令牌作为 ＶｉＴ 模型硬分割图像的补偿ꎬ进一步提高了模型

的分类性能. 通过在 ＵＣＲ 的 １１ 个公开数据集上进行的实验ꎬ与当前先进的几个模型对比ꎬＩＦＳ￣ＬＣＴ￣ＶｉＴ 优

势明显. 但对于不同数据集不平衡因子的选择尚未找到通用办法ꎬ只能通过大量的实验去找到一个最佳

的组合ꎬ未来将对不平衡因子的自适应选取进行研究ꎬ以此在不同的数据集上都能获得最佳的表现.
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