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基于 LSTM 模型的光伏辐照度短期预报订正技术
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摘 要：为提高数值模式光伏辐照度短期预报的精度，利用中国气象局风能太阳能数值预报系统（CMA-WSP 2.0）
中 2023—2025 年逐小时短期辐射预报产品及宁夏的光伏电站和气象观测站的地面观测辐照度资料，以模式预报

辐射及相关气象要素为输入，构建融合长短期记忆（long short-term memory，LSTM）与注意力机制的序列订正模

型（attention-enhanced LSTM sequence correction，ALSC）。其中，LSTM 用于刻画辐射时间序列的长期依赖关系，

注意力机制用于自适应分配不同气象因子的权重，以未经订正的 CMA-WSP 2.0 预报产品作为对照；采用决定系

数（R²）、均方根误差（RMSE）和平均绝对误差（MAE）等指标对模型订正效果进行检验。结果表明，使用 2025 年的

资料为测试数据，订正后辐射预报的拟合优度 R²明显提高，RMSE 和 MAE 分别降低 10.57% 和 7.57%；以 3 月份

数据分天空状况进行评估，阴天和多云条件下平均相对误差分别由 28.87% 和 25.47% 降至 3.06% 和 0.33%，误差

改进率（Skill，表示订正后误差相对原始预报值误差的降低幅度）分别为 89.4% 和 98.7%，辐照度预报精度显著提

升；在多云、辐射快速变化等天气条件下，模型对辐射突变的响应能力得到增强。研究可为光伏电站发电功率预测

及电网调度优化提供客观参考和工程应用支撑。
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随着我国新能源装机规模持续扩大，光伏发电

在电力系统中的占比不断增大，辐照度预报精度已

逐渐成为影响电网安全稳定运行和新能源高比例消

纳的重要因素之一。尤其在宁夏等高比例新能源示

范区，辐射预报偏差易导致电网调度备用容量增加

和光伏出力波动放大，在辐射突降时还会引起弃光、

限电等问题，造成较为显著的经济损失［1］。中国气

象局风能太阳能数值预报系统（China Meteorologi⁃
cal Administration Wind and Solar Power Forecast⁃
ing System，CMA-WSP）是当前面向风电、光伏等

行业的重要业务化辐射预报模式［2］，为新能源规划、

调度与运行提供了基础预报产品。然而，已有多项

评估结果表明［3-4］，CMA-WSP 在站点尺度上仍存在

较为明显的系统性偏差。缑晓辉等［3］利用宁夏银川

市、固原市等站点资料对 CMA-WSP 辐照度预报进

行检验，发现其预报值整体偏高，且在多云、阴天等

天气条件下误差进一步放大。这说明，单纯依赖原

始模式输出已难以满足高比例光伏并网对辐照度预

报精度的实际需求，因此，对 CMA-WSP 辐射预报

开展有效订正具有明确的现实意义［5］。

围绕光伏辐照度与光伏功率短期预报的偏差订

正，国内外研究在对象选取和应用场景上呈现不同

特点。国外研究多基于 WRF（weather research and 
forecasting model）、ECMWF（European Centre for 
Medium-Range Weather Forecasts） 等数值天气预

报（numerical weather prediction，NWP）输出开展站

点或区域尺度的统计订正，更强调模型的可迁移性

与业务运行能力。相比之下，国内研究则更多聚焦
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于特定区域或站点的模式误差特征，以及典型天气

条件下的偏差来源分析，而针对业务系统辐射产品，

特别是 CMA-WSP 辐射产品的订正验证研究仍相

对有限。

在研究方法上，现有订正技术大体可分为两类：

一类为基于辐射传输理论、经验公式或统计回归的

传统后处理方法，如基于模式输出统计（model out⁃
put statistics，MOS）的多因子回归订正，以及基于晴

空指数或晴空模型的归一化与回归订正等［6-8］；另一

类则是以机器学习和深度学习为代表的数据驱动方

法。在前一类中，传统 MOS 及级联 MOS 等方法

在国外应用较为成熟，常被用于压缩日尺度或次日

尺度辐照度预报的系统性偏差［6］；国内也有研究将

中尺度预报系统的辐射输出与地面观测相结合进行

回归订正［7］，并与晴空指数或晴空模型的归一化方

法结合，以减弱季节性偏差［8］。在后一类中，有研究

将支持向量回归［9］、随机森林［10］、梯度提升树［11］以及

人工神经网络等方法应用于 GHI（global horizontal 
irradiance），BNI（beam normal irradiance），DHI（dif⁃
fuse horizontal irradiance）等辐射分量的短时预报与

订正［12］，以刻画模式误差与多源预报因子之间的非

线性关系，在此基础上，引入注意力机制（attention 
mechanism）的 长 短 期 记 忆（long short-term 
memory，LSTM）网络、卷积-注意力-LSTM 等深度

序列模型，进一步增强了对多云条件下辐射突变过

程的表征能力［13-14］。总体来看，传统方法实现相对

简洁、可解释性较强，但在多云、沙尘等快速变化的

天气背景下，容易受到云-辐射非线性耦合关系的限

制；数据驱动方法虽然能够通过学习误差与多源因

子的非线性映射提升订正效果，但在样本独立性假

设、序列依赖性以及模型可迁移性等方面仍需进一

步探索。

在深度学习方向，国外较早将注意力机制引入

辐射序列建模。例如，在 LSTM 输出层或特征维度

中引入自注意力机制，通过对不同时间步或气象因

子赋予差异化权重，提升模型对多云条件下辐射突

变的刻画能力［13-14］。这类注意力模块既可用于直接

预报，即利用历史辐射和气象因子预测未来辐射，也

可用于订正后处理，即基于 NWP 预报要素学习预

报误差的时序演变，并输出订正量。总体而言，注意

力机制在辐射预报订正中的价值主要体现在 3 个方

面：其一，能够增强云量、湿度等关键因子在不同天

气背景下的自适应贡献；其二，能够在时间维度上突

出对误差跃变更敏感的关键时刻；其三，可与残差连

接或门控结构结合，提高深层序列模型的训练稳定

性。基于此，在 CMA-WSP 2.0 业务辐射产品订正

框架下引入注意力机制，构建业务模式辐射订正+
注意力加权的融合模型，具有较强的研究价值和应

用潜力。

近年来，深度学习，尤其是 LSTM，在气象时间

序列建模中的优势日益显现。LSTM 通过门控结

构有效缓解了传统循环神经网络（recurrent neural 
network，RNN）中的梯度衰减问题，能够更好地捕

捉长时间尺度上的依赖关系，已被广泛应用于降水、

辐照度和光伏功率预测等领域。有研究表明［15］，基

于 LSTM 的辐照度预测模型在多云天气条件下的

决定系数（R²）可超过 0.90，明显优于传统 RNN 及

部分机器学习方法，体现出较强的非线性拟合和时

序建模能力。高寒旭等［16］对多种 LSTM 光伏功率

预测方案的比较结果也表明，在模型中引入温度、湿

度、云量等模式气象因子后，短期功率预测的相对误

差可显著降低，说明合理利用数值预报气象要素有

助于提升光伏相关预报精度。尽管如此，现有研究

仍多集中于辐照度或功率的直接预测，针对 CMA-

WSP 2.0 等业务数值模式辐射预报的专门偏差订正

研究相对较少，尤其在高比例光伏区的区域化订正

以及不同气象因子贡献差异的刻画方面，仍存在进

一步拓展的空间。

基于上述背景，本文以新能源光伏辐照度预报

为研究对象，选取 CMA-WSP 2.0 系统中 2023—
2025 年的短期辐射预报产品及对应地面观测辐照

度资料，构建了注意力增强 LSTM 序列订正模型

（attention-enhanced LSTM sequence correction，
ALSC），对数值模式辐射预报进行针对性校正。一

方面，利用 LSTM 挖掘辐照度时间序列中的长期依

赖特征，以增强模型在多云和辐射快速变化等复杂

天气条件下的时序建模能力；另一方面，引入注意力

机制，对温度、湿度、云量等气象因子进行自适应加

权，强化模型对关键影响因子的响应能力，从而提升

订正结果的准确性与鲁棒性。研究为光伏辐照度短

期预报及光伏电站功率预测提供了新的技术路径和

客观依据。

1　订正方法介绍

1.1　LSTM基本原理

长短期记忆（LSTM）网络［17］是一种典型的门控

循环神经网络，通过引入细胞状态及门控结构，实现

对历史信息的有选择性保留与动态更新，因此，更适
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用于表征辐照度等兼具日周期变化和短时波动特征

的时间序列演化过程。LSTM 网络结构如图 1 所

示，其基本组成包括遗忘门、输入门和输出门，各门

控变量均通过 sigmoid 函数映射至［0，1］区间，以实

现对信息在时间维度上传递、筛选和输出过程的

控制。

本文在序列订正模型中引入 LSTM，以 CMA-

WSP 2.0 的预报辐照度及相关气象预报要素构建多

变量时间序列输入，例如，选取云量、温度、湿度和气

压等与辐射变化密切相关的预报因子，并按小时尺

度组织为连续时间窗，使 LSTM 能够沿时间维度逐

步接收各时刻的模式信息。在此基础上，模型可综

合刻画给定时间窗内辐照度及相关气象要素的变化

特征，并利用序列上下文信息学习预报误差的时序

演化规律，而非仅依赖单一时刻的瞬时输入进行

订正。

1.2　注意力机制

注意力机制是一种能够提升模型对输入序列关

键信息识别能力的重要方法，最早由 Bahdanau 等［18］

于 2014 年提出。其核心思想在于，模型在处理序列

数据时，可根据具体任务需求对输入信息进行动态

加权，将更多计算资源分配给与当前目标更相关的

内容，从而增强特征表征能力并提高预测精度。

如图 2 所示，注意力机制的计算过程可概括为

3 个步骤。首先，依据查询向量（query，Q）和键向量

（key，K）之间的关系，利用函数 F（Q，K）计算二者

的相似性得分 s。其次，采用 softmax 函数对得分 s
进行归一化处理，将其转换为对应的权重系数 a。
最后，将权重系数 a 与相应的值向量（value，V）进行

加权求和，得到最终的注意力输出。注意力机制的

公式为

attention (Q,K,V )=softmax ( QK
T

dk

)V。 （1）

式中：Q为当前待关注位置对应的查询特征；K为

输入内容中可供匹配的特征信息；V为与键向量对

应的值向量，参与最终注意力结果的生成。softmax
是一种常用的归一化函数，可将输入得分映射为概

率分布形式，从而反映各部分信息的重要程度，其

中，
1
d k

为缩放因子，dk表示键向量的维度，其作用

是缓解内积结果过大对模型训练稳定性造成的不利

影响。

1.3　ALSC模型

本研究构建了注意力增强的 LSTM 序列订正

模型（ALSC），以 CMA-WSP 2.0 产品的辐照度、温

度、相对湿度、气压和云量等气象要素作为输入变

量，对模式预报的辐照度结果进行订正。考虑到辐

照度变化具有显著的日周期特征和较强的天气依赖

性，LSTM 模型则能够较好地挖掘时间序列中的关

键信息，从而提高订正结果的精度。在传统 LSTM 
结构中，模型对输入序列各时刻信息的利用相对均

衡，难以显示刻画不同时间步对最终预测结果贡献

程度的差异。注意力机制通过计算查询向量与各气

象因子键向量之间的相关性，自适应生成权重分布，

从而根据当前预测任务的需求强化关键因子（如温

度、湿度等）的作用，并减弱非关键因子的干扰。这

种动态赋权方式使模型能够更加聚焦于输入序列中

与当前预测目标最相关的信息，从而提升对复杂气

象条件下序列特征的表征能力，进一步改善预测精

度。基于此，本文将注意力机制引入模型结构中，旨

在增强模型对辐照度订正关键特征的关注程度，提

高其权重分配的针对性，并抑制噪声信息干扰，以获

value1 value2 value3 value4

* * * *

a1 a2 a3 a4

�softmax() 	��

s1 s2 s3 s4

F(Q,K) F(Q,K) F(Q,K) F(Q,K)

key1 key2 key3 key4

query

attention           
value + + +

�
�

�
�

�
�

图2　注意力机制计算过程

Fig.  2　Attention mechanism calculation process
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图1　LSTM网络结构图

Fig.  1　LSTM network structure diagram
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得更优的订正效果。

ALSC 网络架构如图 3 所示。以辐照度、温度、

相对湿度、气压和云量等气象参数为输入变量，将其

组织为时间序列数据后输入模型。输入数据首先进

入 1 个包含 64 个神经元单元的 LSTM 层，该层依

托遗忘门、输入门和输出门等内部结构，对输入序列

信息进行动态筛选、选择性保留及状态更新。这一

过程能够有效捕捉序列中的短期和长期依赖关系，

挖掘数据中潜在的变化模式与特征表示，并生成相

应的输出序列。

经 dropout 处理后的序列数据被输入至第二个

包含 32 个神经元的 LSTM 层，以进一步提取和学

习序列特征，增强对复杂时序模式的捕捉能力，并在

再次更新与筛选信息的基础上输出更高层次的序列

特征表示。随后，输出特征继续经过第二层 dropout
处理，以降低模型过拟合风险并提升泛化能力，从而

增强模型在不同数据样本上的预测稳定性。将第二

层 dropout 输出的序列特征与原始输入层数据进行

残差式相加融合，并将融合结果送入注意力层。该

残差连接设计有助于缓解深层网络训练过程中可能

出现的梯度消失问题，从而加快模型收敛速度，并改

善模型整体优化性能。注意力层能够对序列中不同

位置的信息进行动态加权，为其分配差异化权重，使

模型更集中于与当前任务密切相关的部分，从而突

出关键信息并削弱无关内容的影响。这一机制不仅

提升了模型对输入序列的特征表征能力和预测准确

性，同时生成了融合注意力权重的信息特征向量。

然后，该特征向量被输入全连接层。全连接层通过

对输入特征进行线性组合及非线性映射，将所学习

到的高层表示转换至输出空间，完成由特征表征到

最终预测结果的映射。最终，模型输出订正后的辐

照度预测值。在模型训练过程中，采用 Adam 优化

器对网络参数进行迭代更新［19］。

1.4　损失函数

本研究使用 CMA-WSP 2.0 产品的预测辐照

度值和场站真实辐照度值监督模型订正后的辐照度

值，为度量模型预测结果与观测值之间的偏差并指

导参数优化，引入总损失函数（Total Loss）作为模型

训练的优化目标。总损失由数据拟合项与物理/业

务约束项组成，其计算公式为

TotalLoss = λmse ⋅ Lmse + λzero·Lzero + λneg·Lneg +
                λsmooth·Lsmooth + λcon·Lcon。 （2）

式中：Lmse 表示最小化订正值与观测值的平均误差；

Lzero表示强化夜间/日出日落等低辐射时段“接近 0”
的物理一致性；Lneg 表示惩罚非物理负辐射输出；

Lsmooth 表示抑制订正序列的高频噪声与非真实跳变

（避免过度订正）；Lcon 表示引入温度-辐射的同相变

化约束，以提升跨天气背景的稳定性。权重 λ 的确

定采用验证集驱动的多目标折中方法：首先，对各子

损失在训练初期进行尺度归一化，使其量级可比；随

后，在验证集上对 λ 进行网格搜索（逐项在｛0，0.1，
0.2，0.3，0.5，1.0｝中取值，固定 λmse=1.0），以验证集

均方根误差（RMSE）为主目标、夜间负值率与序列

平滑度为约束指标，选取综合最优的一组 λ；最终，

可以得到 λmse=1.0，λzero=0.5，λneg=0.2，λsmooth=0.3，
λcon=0.1。

基础 MSE 损失（LMSE）如公式（3）所示，通过计

算订正后的辐射辐照度值和真实场站的辐射辐照度

值的误差对订正辐照度值进行约束。即

Lmse = 1
N ∑i = 1

N (Yi - Ŷi )2。 （3）

式中：yi为观测实况真实值；ŷi 为订正后辐照度值；N
为样本数。

零辐射约束损失（Lzero）如公式（4）所示。当真

实值接近 0 时，订正值也应接近 0，若订正值偏离 0，
则该项损失增大，通过反向传播对模型进行约束，使

模型学习到夜间零辐射的物理规律。即

Lzero = 1
N0

∑i ∈ Z || ŷi 。 （4）

式中：Z ={i|yi ≤ zero_threshold}，为真实值接近 0
的样本集合；N0为零辐射样本数；ŷi 为第 i 个样本的

订正后辐照度值。

负值惩罚损失（Lneg）如公式（5）所示。因为辐照

度值不能为负数，所以需要约束订正后的辐照度不

能为负值，若为负值，则替换为 0。即

Lneg = 1
N ∑i = 1

N max ( 0,-ŷi ) 。 （5）

平滑性约束损失（Lsmooth）如公式（6）所示。通过

鼓励订正的数据序列平滑，抑制剧烈跳变，排除异常

订正值。即

Lsmooth = 1
N - 1 ∑i = 2

N || ŷi - ŷi - 1  。 （6）

物理关系约束损失（Lcon）的计算式为

input 
layer LSTM

dropout
layer

dropout
layerLSTM attention

layer

full connection

output
layer

dense� 
���

图3　ALSC网络架构图

Fig.  3　ALSC network structure diagram
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Lcon = 1
Nday

∑i ∈ D || t 'i - y 'i  ， （7）

式中：D 为白天样本集合；t 'i 表示归一化后的温度；y 'i
表示归一化后的辐射值。因为高温时辐射也高，低

温时辐射也低，为了体现物理一致性，需要对温度和

辐射值进行归一化处理，并计算一致性损失。t 'i 与
y 'i 的计算公式分别为

t 'i =
ti - tmin

tmax - tmin + ε
 ， （8）

y 'i =
ŷi - ŷmin

ŷmax - ŷmin + ε
   。 （9）

式中：tmin 和 tmax 为当前 batch 序列中温度的最小值

和最大值；ŷmax 和 ŷmin 为当前 batch 序列中订正后辐照

度值的最小值和最大值；ε 为极小常数，防止分母为 0。

2　数据集与实验方法

2.1　数据集

本研究使用的数据来源于 CMA-WSP 2.0 产
品。该系统除能够提供风速、风向、温度、湿度等常

规气象要素预报外，还输出地表短波辐射、地面气压

和降水量等相关数据［20］。综合考虑 CMA-WSP 2.0
业务运行的稳定性以及观测资料的一致性，本文选

取 2023—2024 年的预报-观测配对数据作为建模样

本。该数据覆盖全年不同季节及多类天气形势，能

够较好地表征宁夏地区光伏辐照度在典型气象条件

下的变化特征。在此基础上，进一步选取 2025 年

的数据作为独立测试集，并重点采用春季样本，这是

因为该时段辐射和云量变化更为显著，更适用于检

验模型在过渡季节复杂天气背景下的短期预报

能力。

针对经纬度（38.47°N，106.21°E）对应的位置，

提取距离该站点最近网格点的到达地表的短波辐射

（SWDOWN）、地面气压（PSFC）、2 m 高度气温

（T2）、相对湿度（RH）和总云量（TCC）等参数数据，

这些要素是构建光伏辐照度订正模型的重要输入变

量，能够从不同方面反映太阳辐射的时空变化特征。

为避免预报值与观测值在表述上产生混淆，在

本文中，原始预报值表示由 CMA-WSP 2.0 输出的

全球水平辐照度，真实值表示由气象站获得的地面

观测辐照度，订正值则表示模型输出的订正后辐照

度。除特别说明外，模型输入要素均来源于 CMA-

WSP 2.0 产品，观测数据仅用于监督学习目标构建

及模型性能的独立检验。

为检验模型的订正效果，本文采用银川市气象

站同一时刻的辐照度、气压、气温、相对湿度及总云

量观测数据作为对照参考。通过比较 CMA-WSP
产品输出的气象要素与银川市气象站观测数据，可

评估该产品在不同天气条件下的预报表现。

（1）时间匹配与质量控制。首先，按小时尺度对

齐 CMA-WSP 2.0 网格点预报序列与银川市气象

站观测序列，剔除时间戳不一致或重复的记录。同

时，对辐照度数据进行物理合理性检验，即夜间辐照

度应接近 0，白天地表辐照度则不应出现负值。

（2）缺测值与异常值处理。对于单个要素的短

时缺测数据（连续缺测不超过 3 h），采用线性插值方

法补齐。对于连续缺测超过 3 h 或关键输入变量、

标签缺失的样本，则直接予以剔除。异常值识别采

用 3σ 规则与物理阈值相结合的方式进行判别：若辐

照度超过理论晴空上限，或出现明显传感器跳变现

象，则将该时刻样本标记为异常并予以剔除。

（3）标准化/归一化。为减弱不同量纲对模型梯

度更新的影响，对输入变量（SWDOWN、T2、RH、

PSFC、TCC 及太阳高度角）在训练集上实施 Z-

score 标准化处理，即减去均值并除以标准差。随

后，将同一组标准化参数应用于验证集和测试集。

输出端辐照度不进行标准化处理，直接以 W/m²作
为回归目标。

（4）训练集、验证集、测试集划分。按时间顺序

进行划分，以避免信息泄露。将 2023-01-01—2024-
12-31 时段的数据作为建模样本，其中，前 80% 时段

划分为训练集，后 20% 时段划分为验证集。将

2025-01-01—2025-11-30 时段的数据作为独立测试

集，且与训练集和验证集完全不重叠。上述划分方

式既能够覆盖多季节样本特征，又可用于检验模型

跨年份条件下的泛化能力。

2.2　检验评估方法

为评估对 CMA-WSP 2.0 产品辐照度预报的

订正效果，采用了多种统计指标进行综合检验，主要

包括决定系数（R2）、均方根误差（RMSE）和平均绝

对误差（MAE）等。上述指标可以从拟合优度和误

差大小两个方面表征模型订正值与观测值之间的一

致性。

R2 主要用于衡量模型输出与观测辐照度之间

的拟合程度，取值范围为 0~1。R2越接近 1，说明模

型对观测值变化的解释能力越强，拟合效果越好。

公式为

R2 = 1 - ∑i = 1
n ( yi - ŷi )2

∑i = 1
n ( yi --y )2

 。 （10）
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RMSE 用于衡量预报值或订正值相对于观测

值的均方根误差，能够综合反映模型整体误差水平，

适合用于对误差幅度进行量化分析。公式为

RMSE = 1
n ∑i = 1

n ( )yi - ŷi
2
。 （11）

MAE 用于表征预报值或订正值与观测值之间

的平均绝对偏差。与 RMSE 相比，MAE 的计算形

式更为直接，可用于反映模型误差绝对值的平均水

平。公式为

MAE = 1
n ∑i = 1

n || yi - ŷi  。 （12）

式中：yi为观测实况真实值；ŷi 为订正后辐照度值；N
为样本数。

此外，为了表征订正后误差相对于原始误差的

下降幅度，采用了相对误差改进率（Skill），公式为

Skill=[( EWSP - E订正 ) ]/EWSP  × 100%。（13）
式中：EWSP 表示原始误差；E订正 表示订正后误差。

2.3　实验环境

2.3.1　模型参数选择　为保证研究过程的可复现

性，对主要超参数的设置及其选取依据说明如下：时

间窗口长度（即序列长度）设定为 24，以覆盖完整的

日变化过程，同时避免因窗口过长而造成有效样本

数量减少。两层 LSTM 的隐藏单元数分别设置为 
64 和 32，采用由宽到窄的层级结构，在保证特征表

征能力的同时减少模型参数规模。dropout 比率统

一设置为 0.2（两处 dropout 保持一致），以降低模型

过拟合风险。在注意力层设计中，以第二层 LSTM
的隐状态作为 query，以序列各时间步的隐状态作

为 key 和 value，注意力维度设为 32。模型训练采

用 Adam 优化器，初始学习率设为 1×10—5，并引入

学习率衰减策略：当验证集损失连续 3 个 epoch 未

下降时，将学习率调整为原来的 0.5 倍。训练轮数

设为 50，批次大小（batch size）设为 64。同时，采用 
early stopping 策略（patience = 8），当验证集损失不

再下降时提前终止训练，以避免模型过拟合。上述

超参数均通过验证集上的对比实验加以确定，并在

最终模型训练中保持不变。

2.3.2　气象参数选择　若将过多气象参数纳入特

征集合，容易引入冗余信息和噪声，同时增加模型计

算开销，进而影响预测精度并延长训练时间。因此，

模型输入变量应优先选择与辐照度相关性较高的气

象要素。

由表 1 可知，太阳高度角与辐照度的相关系数

最大，且表现出最强的正相关关系；温度与辐照度之

间也呈较强正相关；相对湿度与辐照度呈明显负相

关，且负相关程度在所选气象要素中最为突出；相比

之下，气压和总云量与辐照度之间仅表现为弱负相

关。本研究最终选取温度、相对湿度、气压 、总云量

和太阳高度角作为关键特征因子，将其与辐照度信

息共同输入模型，对预报辐照度进行订正。

为降低特征间多重共线性及噪声干扰的影响，

进一步对所选变量计算方差膨胀因子（VIF），并控

制各变量的 VIF 值均小于 5。对于仍存在较强共

线性的变量，采用主成分分析（PCA）将高度相关的

原始特征转换为若干主成分，并保留累计贡献率较

高的成分用于后续建模。

3　结果与分析

3.1　订正结果定性分析

为比较原始预报辐照度（CMA-WSP 2.0 产品

输出的预测辐照度）、订正后辐照度与实况辐照度之

间的差异，选取 2025 年 1—11 月的数据作为测试

集。其中，为便于展示订正效果，图 4 给出了 3 月数

据的可视化结果；各月份平均辐射辐照度的统计结

果见图 5。

从图 4 可以看出，3 条曲线均表现出显著的日

变化周期特征，即白天出现峰值、夜间接近于 0，整
体符合太阳辐射变化的物理规律。其中，绿色曲线
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图4　2025年3月份原始、真实、订正后辐照度对比图

Fig.  4　Comparison of original， real， and corrected 
irradiance in March 2025

表1　辐射辐照度与各气象参数的相关系数

Tab.  1　Correlation coefficients between radiation irradi⁃
ance and meteorological parameters

气象参数

温度

相对湿度

气压

总云量

太阳高度角

相关系数

0.43
-0.40
-0.20
-0.11

0.79
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（真实值）与橙色曲线（订正后值）的整体变化趋势更

为接近，表明经过模型订正后，预报结果对真实辐照

度的拟合能力有所提升。订正后辐照度曲线的日变

化趋势与真实值更加一致，整体预测误差相对

WRF 原始预报降低，在稳定天气条件下订正效果

较好；对于辐照度快速突变时段，由于模型基于历史

序列的特性，对瞬时峰值的响应存在一定滞后。在

夜间时段，3 条曲线均接近于 0，说明模型能够较好

地满足夜间零辐射的物理约束。但在个别时段，尤

其是阴天或天气突变条件下，订正后曲线与真实值

之间仍存在一定偏差。

如图 5 所示，分别给出了 CMA-WSP 2.0 原始

辐照度预报值（蓝色）、地面观测辐照度真实值（绿

色）和订正后辐照度预报值（橙色）的月平均结果，用

于表征订正方法在月尺度上对系统性偏差的改进效

果。2025 年 1—11 月的月平均辐照度表现出明显

的季节变化特征，即由冬季向春末夏初逐步升高，在

5—7 月达到高值阶段，并自 8 月起逐渐回落。总体

来看，原始预报值、订正值与观测序列在年内变化趋

势上保持一致。与地面观测相比，CMA-WSP 2.0
原始辐照度预报在各月份普遍表现出系统性高估特

征，且在春末至夏季的高辐照阶段偏差更为明显，例

如，7 月原始预报月平均值为 316.9 W/m²，显著高

于观测值 240.1 W/m²。在采用本文提出的订正模

型后，月平均辐照度整体上更加接近观测值，原始预

报中的正偏差得到明显削弱。从月平均统计结果来

看，订正后月尺度偏差幅度明显减小，说明该方法能

够有效改善辐照度预报中的系统性偏差。

原始预报辐照度与订正后辐照度之间的散点对

比如图 6 所示。图中的红色虚线表示理想线，即订

正值=原始预报值，若散点分布在该直线上，则表明

模型未对原始预报结果作出调整。在低辐照度区域

（左下角），散点大多沿理想线附近分布，说明模型对

低辐照度时段的订正幅度相对较小，能够较好地保

留原始预报结果的有效信息；在高辐照度区域（右上

角），散点整体明显分布于理想线下方，表明原始预

报值在高辐照度条件下存在系统性高估。经过模型

订正后，高辐照度区域的系统性高估偏差得到有效

减小，订正结果更加接近实际观测情况。总体而言，

散点分布仍表现出较好的线性相关特征，说明订正

后结果在保持原始预报物理一致性和变化趋势的同

时，提高了数值分布的合理性。

3.2　订正结果定量分析

基于测试数据集（2025 年 1—11 月底的 CMA-

WSP 2.0 辐照度预报数据）对订正结果进行统计分

�


�
�
�
�
�
	
/

������	/

800

600

400

200

200 400 600 800
0

0

�
W
·m

-
2 �

�W·m-2�

图6　原始、订正后辐照度散点图

Fig.  6　Scatter diagram of original and 
corrected irradiance
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图5　2025年1—11月平均辐照度对比图

Fig.  5　Comparison of average irradiance from January to November 2025
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析，结果如表 2 所示。本文分别计算了 CMA-WSP
产品原始预报辐照度和模型订正后辐照度相对于真

实辐照度的 RMSE、MAE 和 R2。结果表明，CMA-

WSP 产品原始预报辐照度的RMSE 为 164.18 W/m²，
而订正后 RMSE 降至 146.83 W/m²，说明模型订正

后预测结果与真实辐照度之间的整体偏差有所减

小，预测精度提高了 10.57%。CMA-WSP 产品原

始预报的MAE为88.54 W/m²，订正后降至81.83 W/m²，
即减少了 6.71 W/m²。这进一步表明，订正模型在

辐照度预测中的平均绝对误差更小，预测准确性得

到提升。此外，CMA-WSP 产品原始预报辐照度与

真实辐照度之间的 R2 为 0.81，订正后提升至 0.82，
表明订正过程在未削弱模型与真实辐照度拟合关系

的基础上，仍保持了较好的解释能力。结合 RMSE
和 MAE 的同步减小可以看出，订正模型在保持与

真实辐照度较好一致性的同时，预报结果的准确性

得到进一步提高。

图 7 比较了 2025 年原始预报值与真实值之

间、订正后预报值与真实值之间误差在各月份的分

布情况。其中，蓝色曲线表示 MAE，橙色曲线表示

RMSE；实线代表原始（CMA-WSP 2.0）辐照度预报

误差，虚线代表订正后辐照度预报误差。可以看出，

误差指标呈现明显的月尺度变化特征：冬季月份整

体误差较小，进入春末夏初后误差逐渐增大，并在夏

季（6—7 月）达到全年高值，而随着秋季到来逐步回

落。与原始预报相比，订正后值的 MAE 和 RMSE
在各月份均维持在较低水平，且订正后值误差曲线

在全年范围内整体位于原始值误差曲线之下，表明

本文提出的订正方法能够稳定降低月尺度误差。值

得注意的是，在误差相对较大的夏季月份，订正前后

误差差异更为显著，说明该方法在辐照度波动增强、

云量变化频繁等复杂条件下，对预报偏差的抑制作

用更加突出，从而提升了短期辐照度预报的整体稳

定性和可靠性。

为评估模型在不同天空状况下的订正性能，本

文从测试集中选取 2025 年 3 月的数据，并按照阴

天、多云和晴天对样本进行分类。在此基础上，保持

阴天和多云样本的总数与晴天样本数约为 2∶1 的

比例，对子集开展对比分析。分别计算 CMA-WSP
原始预报结果和模型订正结果相对于实测辐照度的

平均相对误差，结果见表 3。可见，在阴天和多云条

件下，CMA-WSP 对辐照度预报的平均相对误差分

别为 28.87% 和 25.47%，经模型订正后，该平均相

对误差分别降低至 3.06% 和 0.33%，对应的平均相

对误差改进率（Skill）分别达到 89.4% 和 98.7%。在

晴天条件下，CMA-WSP 产品和订正后结果的平均

相对误差分别为 15.44% 和 17.60%，总体来看，两者

差异不大，说明模型在该类天气条件下未能进一步

提升预报精度。其主要原因在于，晴天条件下辐照

度时间序列变化相对平稳，CMA-WSP 产品已能够

较准确地表征大气透过率及太阳位置变化对辐照度

的影响，因此，订正模型在该场景下的进一步学习增

益相对有限。此外，本文构建的损失函数对大偏差

样本（如阴天和多云情形）施加了更强的惩罚约束，

使得模型参数更新更倾向于校正复杂天气条件下的

预报偏差，从而可能在晴天样本上引入轻微偏置。

4　结论

本研究基于中国气象局风能太阳能数值预报系

统产品（CMA-WSP 2.0），构建了 ALSC 订正模型。

该模型以 CMA-WSP 2.0 辐射预报产品及气温、相

对湿度、总云量等气象要素作为输入，利用 LSTM
的门控结构表征辐照度时间序列的长期依赖特征，
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图7　真实与原始、订正辐照度差值对比图

Fig.  7　Comparison of differences between real and 
original， corrected irradiance

表3　原始值、订正后值与真值的平均相对误差

Tab.  3　Average relative error between original values， 
corrected values， and real values

%

WSP产品-真值

ALSC模型-真值

晴天

15.44

17.60

阴天

28.87

3.06

多云

25.47

0.33

表2　2025年1—11月辐照度订正结果定量统计表

Tab.  2　Quantitative statistical table of irradiance 
correction results from January to November 2025

CMA-WSP产品

ALSC模型

RMSE/
(W·m—2)

164.18

146.83

MAE/
(W·m—2)

88.54

81.83

R2

0.81

0.82
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并借助注意力机制自适应调整不同气象因子的权

重，从而实现对数值模式辐射预报偏差的针对性订

正。研究所得主要结论如下：

（1）从整体统计结果来看，本文构建的模型对

CMA-WSP 2.0 辐射预报表现出较好的订正能力。

与原始预报相比，订正后样本的均方根误差

（RMSE）和平均绝对误差（MAE）分别降低 10.57%

和 7.57%，整体预报偏差得到明显减小，拟合优度

R2 亦有所提升，表明本文所构建的深度学习订正框

架能够有效改善数值模式辐射预报性能。

（2）在不同天空状况下，ALSC 模型在阴天和多

云条件下的订正效果尤为显著。以测试时段样本为

例，在阴天和多云条件下，CMA-WSP 2.0 产品辐照

度预报的平均相对误差分别为 28.87% 和 25.47%，

经模型订正后，平均相对误差分别降至 3.06% 和

0.33%。相对于原始预报，订正模型对应误差改进

率（Skill）分别达到 89.4% 和 98.7%，表明该模型能

够显著减小阴天、多云条件下的辐照度预报偏差。

在晴天条件下，模式产品和订正后结果的平均相对

误差分别为 15.44% 和 17.60%，两者差异较小，只是

订正后略有升高。这说明在辐照度变化较为平稳、

模式本身已具有较高预报精度的情况下，模型的进

一步提升空间相对有限。

（3）从工程应用角度看，ALSC 模型在不改变数

值模式内部物理过程的前提下，能够有效减小

CMA-WSP 2.0 辐射预报在站点尺度上的系统偏

差，尤其在阴天、多云等非晴天天空状况下可显著降

低预报误差，从而为光伏电站功率预测和电网调度

提供更为可靠的辐照度输入。

需要指出的是，本研究采用的数据样本主要是

基于 2023—2025 年的资料，时间跨度和站点数量

仍相对有限，因此，所得结果更侧重于宁夏典型场站

的案例验证。同时，损失函数在设计上对大偏差样

本赋予了较高权重，使得模型在阴天和多云条件下

获益更为明显，但在晴天条件下仍存在轻微偏置。

未来可在扩展样本时间范围和空间覆盖范围的基础

上，进一步引入多站点联合训练和迁移学习策略，并

探索 LSTM 与自适应因子聚类、变分模态分解等方

法的耦合方式，以提升模型在不同地区及多种天气

背景下的时空泛化能力和稳定性。
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LSTM-Based Model for Short-Term Correction of 
Photovoltaic Irradiance Forecasting

ZENG Rongyang1，2，3， YONG Jia1，2，3， WU Wanli3*， LIU Jianhong1，2，3， GONG Xiaoli1，2，3

（1.Key Laboratory of Monitoring， Early Warning and Risk Management of 
Agricultural Meteorological Disasters with Special Characteristics in Dry Areas， 

China Meteorological Administration， Yinchuan 750002， China； 
2. Key Laboratory of Meteorological Disaster Prevention and Mitigation， Yinchuan 750002， China； 

3.Ningxia Meteorological Service Center， Yinchuan 750002， China）

Abstract : To improve the accuracy of short-term photovoltaic irradiance forecasts from numerical models， the study utilized the 
hourly short-term radiation forecast products from the China Meteorological Administration Wind and Solar Numerical 
Forecasting System （CMA-WSP 2.0） for the period 2023-2025， along with ground observational irradiance data from 
photovoltaic power stations and meteorological observation stations in Ningxia. A sequence correction model integrating a long 
short-term memory （LSTM） network with an Attention Mechanism （hereafter referred to as attention-enhanced LSTM 
sequence correction， ALSC） was constructed， in which the LSTM captured the long-term dependence of radiation time series， 
and the attention mechanism assigned adaptive weights to meteorological factors. The uncorrected CMA-WSP 2.0 forecast 
products served as a control. The effectiveness of the model correction was evaluated using metrics including the coefficient of 
determination （R²）， root mean square error （RMSE）， and mean absolute error （MAE）. The results indicate that， using 2025 
data as the test set， R² of the corrected radiation forecast significantly improved， while RMSE and MAE decreased by 10.57% 
and 7.57%， respectively. Evaluation of March data under different sky conditions showed that the average relative errors under 
overcast and cloudy conditions were reduced from 28.87% and 25.47% to 3.06% and 0.33%， respectively， with skill scores 
（indicating the reduction in errors of the corrected forecasts relative to the original forecast values） of 89.4% and 98.7%， 
indicating a significant enhancement in forecasting accuracy. Under weather conditions with cloud cover and rapid radiation 
fluctuations， the model’s responsiveness to abrupt radiation changes was also enhanced. This study provides a theoretical basis 
and practical guidance for power generation forecasting at photovoltaic power stations and optimization of power grid scheduling.
Keywords :  CMA-WSP 2.0； long short-term memory （LSTM）； attention mechanism； photovoltaic irradiance； short-
term forecasting
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