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基于深度学习的西北地区临水混凝土病害智能识别

王笑言， 杨淑雁*

（宁夏大学 土木与水利工程学院，宁夏 银川 750021）

摘 要：针对西北地区临水钢筋混凝土结构病害检测存在的高成本、低效率及主观性强等问题，提出了一种基于卷

积神经网络（CNN）的多阶段智能识别方法。通过融合像素级调整、空间域变换与几何变换的混合数据增强策略，

将 550 张原始图像扩增至 3 840 张，有效缓解了实际工程中小样本数据的泛化问题。以 EfficientNet-B3 为主干网

络，引入 EnhancedDyConvSE 模块中的增强型动态卷积与 SE 注意力机制，并结合混合权重方法，显著提升了对多

样化病害形态特征的提取能力。结果表明，该模型在自建临水结构病害数据集上取得了 98.18% 的准确率与

98.20% 的精确率，能够准确识别盐结晶、坑蚀、剥落、露筋锈蚀和其他病害等 5 类典型病害，其性能显著优于

ResNet-50、DenseNet-121 等主流网络。
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西北地区临水钢筋混凝土（reinforced concrete，
RC）柱在硫酸盐侵蚀与冻融循环耦合作用下易发生

多种混凝土病害［1］，其精准识别对该区域桥梁结构

的健康监测具有重要意义。传统混凝土病害检测方

法（如人工巡检、锤击法、超声波检测及钻芯取样）存

在经济成本高、检测效率低的问题，且桥梁水下结构

检测伴随较大安全风险。随着人工智能技术的发

展，支持向量机（support vector machine，SVM）已在

混凝土裂缝损伤识别中取得初步应用，准确率可达

约 80%［2］。此外，几何变换、高斯滤波降噪等图像预

处理方法可有效提升图像信噪比，进而改善损伤识

别效果［3-4］。卷积神经网络（convolutional neural net⁃
work，CNN）凭借其自动化与高精度特性，为基础设

施智能检测提供了可靠路径［5］；深度卷积神经网络

（deep convolutional neural network，DCNN）则在裂

缝之外的多种混凝土表观病害识别中展现出广泛应

用潜力［6］。近年来，基于注意力机制的 Transformer
架构在计算机视觉领域取得突破性进展［7］。尽管深

度学习在混凝土裂缝、孔洞等表观病害检测中已取

得一定成果，但针对硫酸盐侵蚀-冻融循环耦合作用

下的混凝土损伤识别研究仍相对薄弱，现有文献涉

及化学-物理耦合侵蚀的案例较为有限，且缺乏标准

化的评估数据集。

本研究以西北地区临水 RC 柱为研究对象，通

过对现场采集的混凝土病害图像进行预处理与多维

度数据增强，提升小样本条件下的模型泛化能力。

基 于 扩 增 后 的 数 据 集 ，系 统 对 比 ResNet-50、
DenseNet-121、MobileNet-V1 和 EfficientNet-B3
4 种 CNN 架构，筛选出参数量更少、识别精度更高

的模型用于病害识别。针对模型在特定病害类别上

识别精确率较低的问题，设计消融实验，引入增强型

动态卷积压缩激励模块（enhanced dynamic convolu⁃
tion with squeeze-and-excitation，EnhancedDyCon⁃
vSE）注意力机制，并结合类别权重优化策略，有效

提升相应类别的识别性能。最终构建基于 Python
的检测框架，支持病害实时分类，以期实现西北地区

临水 RC 柱混凝土病害准确识别。
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1　图像分类

图像是混凝土病害识别的基础，其质量直接关

系到识别准确性。本文所采用的基于图像的混凝土

病害识别整体框架如图 1 所示。主要包括以下环

节：通过智能手机现场拍摄获取原始图像；对原始图

像的尺寸、格式、亮度及角度进行调整，扩充图像库；

图像标注环节采用 Label Studio 1.0.8 进行人工病

害标注，同时引入 InceptionV3 模型对未标注图像

进行预分类，最后人工修正分类错误的样本；使用扩

增后的数据集训练并评估不同模型，选取最优模型

后测试图像识别准确率。图像扩增的方法主要包括

像素级操作（亮度调整、对比度调整、直方图均衡化

及伽马变换）、空域操作（高斯滤波）以及几何变换

（图像旋转）。

1.1　数据集划分

基于本课题组前期对宁夏全区临水 RC 柱混凝

土病害调研所采集的图像，本文从中选取 550 张具

有代表性的照片作为研究样本。前期研究已将该地

区混凝土病害按严重程度划分为 4 个等级：①盐结

晶（表面有白色沉淀物）；②表面坑蚀（分布有圆形小

坑）；③保护层脱落（混凝土保护层成片剥落）；④核

心混凝土溃散（露筋锈蚀或结构偏移）。这些病害主

要由硫酸盐物理结晶侵蚀与冻融循环耦合作用引

起［1］。在图像分类过程中发现，不同等级的病害常

同时出现，例如坑蚀伴随盐结晶、保护层脱落伴随盐

结晶等。本研究借助 ImageJ 软件对每张图像进行

损伤区域手动划分，并依据面积主导原则确定类别

标签。此外，为避免因训练集标签“完全正确”导致

模型泛化能力下降，增设“其他”类别以增强分类鲁

棒性。最终基于 550 张原始图像构建数据集，划分

为盐结晶、坑蚀、保护层脱落、露筋锈蚀和“其他”5
个类别，每类 110 张。

1.2　图像扩增

针对实际采集图像中存在的光照、角度与尺寸

差异等问题，本研究采用图像增强方法对数据集进

行扩增，以提升模型在小样本条件下的泛化能力。

具体图像扩增方法如下。

1.2.1　像素级增强　①彩色变换。彩色变换通过

调整图像亮度与对比度实现。亮度调整对每个像素

的 RGB 通道进行线性缩放；对比度调整以中灰度

为基准，采用线性插值方法进行缩放。②直方图均

衡化。直方图均衡化［8］是一种广泛应用的灰度增强

算法，其目的是使图像灰度分布趋于均匀，从而增强

整体对比度。③伽马变换。伽马变换属于非线性图

像处理方法，通过调整灰度相应曲线修正图像的对

比度和亮度分布。

1.2.2　空间域滤波　高斯滤波［8］是一种线性平滑滤

波方法，基于高斯正态分布函数计算滤波核各位置

的权重，以实现图像噪声抑制与平滑效果。

1.2.3　几何变换　本研究采用绕 z 轴旋转的图像

几何变换方法［8］，以图像中心为原点，按设定角度旋

转，以增强模型对方向变化的适应能力。

1.2.4　评价指标对比　为综合评价图像增强效果，

本研究采用峰值信噪比（peak signal-to-noise ratio，
PSNR）、结构相似性指数（structural similarity in⁃
dex ，SSIM）、均方误差（mean squared error，MSE）
和归一化均方误差（normalized mean squared error，
NMSE）4 项指标进行量化对比。针对盐结晶、坑

蚀、保护层脱落、露筋锈蚀及其他病害等 5 类混凝土

病害，将不同扩增方法处理后的图像评价指标对比

结果列于表 1。各评价指标公式为

PSNR = 10 × lg ( I 2
max

MSE )， （1）

SSIM( x,y )= ( 2μx μy + C1 )( 2σxy + C2 )
( μ2

x + μ2
y + C1 )+( σ 2

x + σ 2
y + C2 )，（2）

MSE = 1
MN ∑

i = 1

M

∑
j = 1

N

[ I ( i,j )- K ( i,j ) ]2， （3）

NMSE =
∑
i = 1

T

( xi - yi )2

∑
i = 1

T

x2
i

。 （4）

式中：Imax 是原始图像 I 的像素最大值，设为 255；μx

和 μy 分别为图像 x 和 y 的局部均值；σ 2
x 和 σ 2

y 分别

为图像 x 和 y 的局部方差；σxy 为协方差；C1 和 C2 为

稳定常数；I（i，j）为原始图像在位置（i，j）处的像素

值；K（i，j）为处理后图像在位置（i，j）处的像素值；M
是对应图像的行数（高度方向的像素数量），N 对应

图像的列数（宽度方向的像素数量）；T 为图像总像

素数目，其中像素总数 T=M×N；∑
i = 1

T

( xi - yi )2 为

预测误差的平方和；∑
i = 1

T

x2
i 为原始图像所有像素值的

平方和。
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图1　研究整体框架图

Fig.  1　Overall research framework
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表1　不同图像扩增方法下的评价指标对比

Tab.  1　Comparison of evaluation metrics for different image augmentation methods

图像扩增方法

调整亮度

调整对比度

直方图均衡化

伽马变换

高斯滤波

几何变换

病害类型

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

求和

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

求和

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

求和

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

求和

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

求和

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

求和

峰值信噪比/dB

17.02

28.20

20.47

18.05

28.27

112.01

22.02

25.43

31.65

20.67

28.39

128.16

17.05

17.26

15.40

21.90

20.77

92.88

11.03

11.86

11.74

11.66

11.59

57.88

30.06

31.38

28.33

26.16

26.00

141.93

9.19

11.02

10.71

9.68

7.20

47.80

结构相似性指数

0.80

0.94

0.88

0.84

0.93

3.63

0.81

0.86

0.89

0.73

0.93

4.22

0.78

0.89

0.83

0.88

0.86

4.24

0.66

0.46

0.51

0.56

0.56

2.75

0.79

0.89

0.79

0.72

0.82

4.01

0.30

0.39

0.32

0.19

0.18

1.38

均方误差

1 290.32

98.31

583.55

1 018.70

96.79

3 087.67

407.88

186.16

44.45

557.59

94.11

1 290.19

1 282.45

1 222.86

1 874.85

420.04

544.41

5 344.61

5 126.87

4 236.44

4 355.25

4 431.61

4 510.59

22 660.76

64.18

47.33

95.60

157.50

163.27

527.88

7 841.59

5 139.70

5522.46

7 002.20

1 2392.08

37 898.03

归一化均方误差

0.05

0.01

0.04

0.05

0.00

0.15

0.02

0.01

0.00

0.03

0.00

0.06

0.05

0.09

0.13

0.02

0.03

0.34

0.22

0.31

0.31

0.23

0.24

1.31

0.00

0.00

0.01

0.01

0.01

0.03

0.33

0.37

0.39

0.36

0.66

2.11
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峰值信噪比（PSNR）：用于衡量增强后的图像

相对于原始图像的失真程度，其值越大，表示图像质

量越好，失真越小。结构相似性指数（SSIM）：基于

人眼视觉系统特性，从亮度、对比度和结构三方面评

估两幅图像的相似性，取值范围为［0，1］，值越大表

示图像越相似。均方误差（MSE）：计算两幅图像像

素值之间的平均平方偏差，值越小说明图像间差异

越小。归一化均方误差（NMSE）：对均方误差进行

归一化处理，反映误差能量相对于原始图像信号能

量的比例，值越小表示误差所占比例越低。

鉴于各图像扩增方法数值差异较大，本文在每

个评价指标下对 5 种病害类型的数值求和，以此对

比不同扩增方法的整体性能。由表 1 可知：高斯滤

波的 PSNR 求和值最大，表明其失真程度最小；而

几何变换的 PSNR 求和值最小，失真程度最大。在

结构相似性方面，直方图均衡化的 SSIM 求和值最

高，图像相似性最好；几何变换的 SSIM 求和值最

低，相似性最差。进一步从误差指标来看，高斯滤波

的 MSE 和 NMSE 求和值均为最小，说明其重建误

差最小、失真程度最低；相反，几何变换在这两个指

标上求和值最大，表明其误差最大、失真最显著。

由表 1 还可知：同一图像扩增方法在不同病害

类型上表现存在差异。以亮度调整为例，“其他”类

别 PSNR 值最大，失真较小；而“盐结晶”类别

PSNR 值最小，失真较大。这主要源于不同病害在

图像特征上的差异性。

1.2.5　图像扩增实例　对原始图像进行预处理，将

所有图像统一缩放至 224 px×224 px。随后，针对

5 类病害图像，分别采用原图、亮度调整（系数 0.4）、
对比度调整（系数 0.7）、直方图均衡化、伽马校正

（γ=0.4）、高斯滤波及随机旋转（0°~30°）等方法进

行图像扩增，结果如图 2 所示。图 2a 展示了临水柱

表面盐结晶病害。由图 2a 可知，对比度调整和伽马

校正后，损伤区域的视觉效果更为显著。图 2b 展

示了坑蚀病害。由图 2b 可知，亮度调整和高斯滤

波有效抑制了图像噪声，并增强了病害区域的对比

度，从而显著提升了低质量图像中坑蚀特征的信噪

比。图 2c 展示了保护层脱落病害。由图 2c 可知，

直方图均衡化将图像转换为灰度形式，更直观地显

示出缺失部分。图 2d 展示了露筋锈蚀病害。由图

2d 可知，经伽马变换后，钢筋与混凝土之间的对比

度显著增强，同时图像旋转操作引入了不同角度的

钢筋形态，有效增加了样本多样性。图 2e 展示了其

他病害类型。病害类型包括桥梁、路肩等构筑物中

出现的典型腐蚀病害。

经过图像扩增，图片总量由 550张增加至 3 850张，

每类病害均为 770 张。为确保测试集和验证集的样

本数量可被批量大小（32）整除，避免训练中出现不

完整批次，删除 10 张图片，最终保留 3 840 张图像

作为总样本。图像扩增完成后，基于 Label Studio
（v1.0.8）对数据集进行标注。首先，对 550 张原始

图像进行人工病害识别与标注，标注结果导出为

project. csv 文件。本地图像上传至 Label Studio
后，会被二次处理与存储，致使文件路径与扩增后

数据集不一致，因此使用 Python 脚本将路径校

正为统一命名格式，校正后的标注文件保存为

corrected_label. csv。 随 后 ，利 用 InceptionV3 模

型对剩余的 3 290 张扩增图像进行预标注，自动标

注结果保存为 auto_label.csv。最后，通过 Python 脚

本根据 CSV 标注文件自动将图像归类至相应病害

类别文件夹，并对错误分类的样本进行人工修正。

2　模型训练

2.1　划分数据集及训练模型介绍

本文选取 4 种具有代表性的卷积神经网络

（CNN）架构进行对比实验，包括 ResNet-50［9］、

DenseNet-121［10］、MobileNet-V1［11］和 EfficientNet-

a　盐结晶

b　坑蚀

c　保护层脱落

d　露筋锈蚀

e　其他

图2　5类混凝土病害的自建Damage数据库

Fig. 2　Self-constructed Damage dataset containing 
five types of concrete defects
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B3［12］。实验数据共 3 840 张图像，按 8∶1∶1 的比例

划分为训练集、验证集和测试集［13］，分别为 3 072、
384、384 张。各模型均在上述数据集上进行训练与

评估。

2.2　优化模型

在卷积神经网络（CNN）中，超参数调整是优化

模型性能的关键环节。本实验涉及的主要超参数包

括全连接层神经元数量、学习率、L2 正则化系数、

Dropout 率及迭代轮数。经过调优后，4 种模型采用

的超参数配置如下。

（1）ResNet-50［9］：全连接层包含 128 个神经元，

学习率为 0.000 7，L2 正则化系数为 0.000 2，Drop⁃
out 率为 0.5，迭代轮数初始值为 5，最大值为 30。

（2）DenseNet-121［10］：全连接层包含 256 个神

经元，学习率为 0.001，L2 正则化系数为 0.000 6，
Dropout 率为 0.5，迭代轮数初始值为 5，最大值

为 30。
（3）MobileNet-V1［11］：全连接层包含 256 个神

经元，学习率为 0.000 1，L2 正则化系数为 0.000 2，
Dropout 率为 0.5，迭代轮数初始值为 5，最大值

为 30。
（4）EfficientNet-B3［12］：全连接层包含 128 个神

经元，学习率为 0.001，L2 正则化系数为 0.000 2，
Dropout 率为 0.4，迭代轮数初始值为 5，最大值

为 30。
2.3　模型评估

2.3.1　不同模型架构的性能对比与效率分析　4 种

模型架构在训练集和验证集上的性能评价如表 2
所示。模型参数量（params）直接影响模型存储大

小；浮点运算次数（FLOPs）反映模型训练和推理过

程中的计算复杂度；准确率（accuracy）是分类任务

中最基本的性能指标，由 TensorFlow/Keras 框架的

内置评估机制计算。由表 2 可知，ResNet-50 模型

的参数量和浮点运算次数均为最大，MobileNet-V1
模型的值为最小。这主要源于两者基础架构的差

异：ResNet-50 模型通过标准卷积堆叠与残差连接

实现跨层恒等映射，有效缓解了梯度消失，但计算成

本较高；MobileNet-V1 模型采用深度可分离卷积，

将空间滤波与通道特征融合分离，大幅降低了计算

负 担 。 EfficientNet-B3 模 型 的 参 数 量 虽 高 于

DenseNet-121 模型，但由于采用复合缩放机制协调

网络深度、宽度和分辨率，其浮点运算次数反而更

低，实际训练和推理时间更短。从训练集和验证集

的准确率来看，EfficientNet-B3 模型均是最高。

图 3 展示了验证集上不同模型的训练时间与准

确率对比气泡图。图 3 采用多维可视化形式，在二

维散点图基础上以气泡大小表示准确率，颜色区分

不同模型。由图 3 可知：红色气泡准确率最高，绿色

最低；在计算效率方面，绿色训练时间最长，黄色最

短，橙色模型耗时适中且准确率较好。综合考虑，红

色所代表的 EfficientNet-B3 模型整体表现最优。

2.3.2　不同模型在测试集上的泛化性能评估　在

深度学习中，模型评估是确保其性能、泛化能力和可

靠性的关键环节。混淆矩阵［13］作为一种重要的分

类模型评估工具，通过对比预测结果与真实标签，能

够直观反映分类中的正确与错误情形。对于二分类

任务，混淆矩阵包含 4 个基本指标：真正例（true 
positive，TP）、真反例（true negative，TN）、假正例

（false positive，FP）和假反例（false negative，FN）。

表2　4种模型架构在训练集和验证集中的性能评价

Tab.  2　Performance of four model architectures on the training and validation sets

模型

ResNet-50[9]

DenseNet-121[10]

MobileNet-V1[11]

EfficientNet-B3[12]

参数量/106个

23.85
7.30
3.49

10.98

浮点运算次数/109次

3.82
2.64
0.47
0.92

准确率/%

训练集

98.96
99.48
99.35
99.61

验证集

96.61
92.45
94.01
97.14
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图3　验证集上不同模型训练时间与准确率的对比

Fig.  3　Comparison of the training time and validation
 accuracy of different models
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其中，TP 指实际为正样本且被正确分类的数目；

TN 指实际为负样本且被正确分类的数目；FP 指实

际为负样本但被错误预测为正的数目；FN 指实际

为正样本但被错误预测为负的数目。对于多分类任

务（类别数 C >2），混淆矩阵扩展为 C×C 方阵，其

行代表预测类别，列代表真实类别。该评估框架普

遍适用于各类分类模型，如 SVM、CNN 等。基于

混淆矩阵，可进一步计算多种分类评估指标，包括准

确率（accuracy）、精确率（precision）、召回率（recall）
和 F1 分数（F1-score）。准确率为正确预测的样本占

总样本的比例；精确率为预测为正的样本中实际为

正的比例；召回率为实际为正的样本中被正确预测

的比例；F1 分数为精确率和召回率的调和平均值。

各指标计算公式为

accuracy = TP + TN
TP + TN + FP + FN， (5)

precision = TP
TP + FP， (6)

recall = TP
TP + FN， (7)

F1-score = 2 × precision × recall
precision + recall。 (8)

基于测试集，4 种模型训练所得的可视化混淆

矩阵如图 4 所示。矩阵行表示预测标签，列表示真

实标签，类别包括盐结晶、坑蚀、保护层脱落、露筋锈

蚀以及其他。图 4 中纵轴对应真实类别，横轴对应

预测类别。主对角线元素代表正确分类的样本数

量，其余位置则表示错误分类的样本数量。图 4 中

右侧附有颜色条，其数值范围从 0 到预测正确的最

大样本数，颜色越深表示该位置对应的样本数量越

多，反映预测类别的计数分布。从 4 个混淆矩阵的

对角线数值可以看出：ResNet-50 和 DenseNet-121
模型的对角线值较为接近，分类准确率相当；

MobileNet-V1 模型表现较好；EfficientNet-B3 模型

的对角线值最高，分类准确率最优。
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d　EfficientNet-B3

图4　4种模型在测试集上的混淆矩阵对比

Fig. 4　Comparison of the confusion matrices of 
four models on the test set

基于测试集混淆矩阵，通过相应公式计算每类

病害的各项评价指标，4 种模型的性能对比结果如

表 3 所示。从准确率、精确率、召回率和 F1 分数等

4 项指标（表 3）综合来看，EfficientNet-B3 在所有模

型中表现最优，在测试集上的准确率达到 97.14%，

与验证集一致，表明该模型具有较强的泛化能力。

2.4　损伤评估

基于测试集数据，本文采用 EfficientNet-B3 模

型对不同等级病害进行评估，各项指标如表 4 所示。
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以保护层脱落病害类别为例，precision=82/（2+
0+82+0+1）=0.964 7，recall=82/（0+3+82+
1+0）=0.953 5，F1-score=0.959 1。由表 4 可知，5
种病害类别的精确率（precision）、召回率（recall）和

F1分数（F1-score）均超过 90%，其中盐结晶（efflores⁃
cence）、露筋锈蚀（disintegration）和其他（others）精

确率较高，坑蚀（pitting）和保护层脱落（spalling）的

精确率相对较低。精确率差异可能源于这两类病害

在形态或表观特征上存在一定相似性，导致模型易

对其产生混淆。此外，坑蚀（pitting）召回率最高，说

明其漏检数量较少；其他（others）F1 分数最优，表明

其精确率与召回率的综合性能最佳。

2.5　基于EfficientNet-B3的改进模型

2.5.1　改进模型架构设计与训练性能分析　由表 4
可知，EfficientNet-B3 模型在坑蚀和保护层脱落类

别上预测精确率较低，主要归因于样本分布不均衡

及模型对关键类别关注不足。为改善这一性能瓶

颈，改进后的模型引入 EnhancedDyConv 中的增强

型动态卷积［14］与 SE 注意力模块［15］，分别通过在

MBConv Stage 1（网络浅层）、MBConv Stage 3（网

络中层）和 MBConv Stage 5（网络深层）实现，以强

化混凝土病害关键特征提取；同时，结合混合权重损

失函数（通过 DyConv 2 改进模块实现）来解决样本

不均衡问题，并采用 Grad-CAM 实现病害区域可解

释性，改进后的网络架构如图 5 所示。

混合权重损失函数融合了类别权重与 Focal 
Loss 损失函数［16］，一方面通过类别权重校正整体类

别失衡，另一方面利用 Focal Loss 调制因子［17］（γ=
2.0）增强了模型对困难样本的关注。具体的损失函

数［16］为

L =- 1
n ∑

i = 1

n

wyi
(1 - Pi )γ ln ( Pi )。 （9）

式中：Pi 表示模型对第 i 个真实类别的预测概率；

（1-Pi）γ 为 Focal Loss 调制因子（γ=2.0），wyi
为类

别权重；n 为训练过程中 1 个批次的样本总

数（120）。
图 6 为改进模型的训练集和验证集收敛曲线。

由图 6 可知：随着训练轮次增加，训练集与验证集准

确率均快速上升，并最终稳定在 96% 以上；损失值

同步下降并趋于收敛，且二者未出现显著分离。结

果表明，改进模型训练过程稳定，未发生过拟合，具

备良好的收敛性能与泛化能力。

改进模型对盐结晶、坑蚀、保护层脱落、露筋锈

蚀和其他病害等 5 类病害在各模块下提取的特征如

图 7 所示，从左到右依次为网络浅层、网络中层、网

络深层及 DyConv 2。由图 7 可知，网络浅层模块主

要提取图像边缘、轮廓与纹理等基础视觉特征，对混

凝土表面细微变化与结构边界较为敏感；网络中层

模块将浅层特征进一步抽象为局部结构特征，开始

聚焦病害区域整体形态与空间分布；网络深层模块

能够初步实现对病害关键区域的聚焦，抑制部分背

景与无关区域的响应；DyConv 2 改进模块在低分辨

率特征图上实现更精细的病害区域聚焦，桥墩、水

面、阴影等无关背景区域响应值被显著降低。

2.5.2　改进模型评估与消融实验分析　改进模型

表3　4种模型在测试集上的评估指标

Tab.  3　Evaluation metrics of four models on the test set

模型

ResNet-50[9]

DenseNet-121[10]

MobileNet-V1[11]

EfficientNet-B3[12]

准确

率/%

94.79
92.19
95.31
97.14

精确

率/%

93.00
92.35
95.08
97.69

召回

率/%

92.97
92.19
95.05
97.66

F1分

数/%

92.95
92.13
95.05
97.66

表4　EfficientNet-B3模型在各病害类别上的评估指标

Tab.  4　Class-wide evaluation metrics of 
the EfficientNet-B3 model

损伤分类

盐结晶

坑蚀

保护层脱落

露筋锈蚀

其他

精确率/%

98.70
95.40
96.47
98.36

100.00

召回率/%

97.44
100.00
95.35
98.36
97.37

F1分数/%

98.07
97.65
95.91
98.36
98.67
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Fig.  5　Architecture of the improved model
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测试集整体准确率和精确率分别提高了 1.04% 和

0.51%；坑蚀和保护层脱落类别上的精确率分别提

升了 0.94% 和 2.28%。为验证改进模型的可解释

性，采用 Grad-CAM 方法［18］对模型决策依据进行可

视化分析，结果如图 8 所示。图 8 中颜色越偏向红

色、黄色，表明模型在分类过程中对该区域关注度越

高。由图 8 可知，对于 5 类病害样本，模型高关注区

域均聚焦于病害核心位置，证明模型能够有效捕捉

不同病害的关键特征。部分样本热力图在水面、构

件边缘等背景区域也出现一定程度关注，这是由于

水面反光、构件轮廓等强边缘特征对模型造成干扰，

但模型的最高关注仍集中于病害区域，未发生误判。

这说明改进模型决策并非依赖无关噪声或全局背

景，而是建立在对病害区域有效特征学习之上，进一

步验证了模型的可解释性。

随后，本文设计了 1 组消融实验，通过逐步移除

或调整模型组件评估各部分对整体性能的贡献。该

实验包含 3 种注意力机制以增强特征表达能力，具

体包括：高效通道注意力（efficient channel attention，
ECA）［19］，采用一维卷积构建轻量化的通道注意力

模块，能够灵活嵌入现有 CNN 架构，在几乎不增

加计算成本的情况下提升模型表征能力；无参注

意 力 机 制（simple improved attention mechanism，
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图6　改进模型的训练集和验证集收敛曲线

Fig.  6　Convergence curves of the improved model on 
the training and validation sets

图7　改进模型对5种病害在各模块下提取的特征图

Fig.  7　Feature maps extracted by each module of 
the improved model for five types of defects

  a　盐结晶（原始）           b　盐结晶（Grad-CAM）

c　坑蚀（原始）           d　坑蚀（Grad-CAM）

e　保护层脱落（原始）    f　保护层脱落（Grad-CAM）

     g　露筋锈蚀（原始）                  h　露筋锈蚀（Grad-CAM）
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SIMAM）［20］，基于能量函数推导出 3D 注意力权重，

无需引入额外参数即可为特征图中每个神经元分配

重要性，兼具轻量化与抗过拟合特性；改进模型所采

用的 EnhancedDyConvSE。实验结果如表 5 所示。

由表 5 可知，在 EfficientNet-B3 中引入 En⁃
hancedDyConvSE 注意力机制效果最佳，准确率分

别较 ECA 和 SIMAM 增加了 1.30%、1.83%，充分

验证了本文方法的有效性。尽管该模型“参数量

（params）”较大，但“运行时间（time）”却较短，其准

确率达 98.18%，精确率达 98.20%，分别较引入前增

加了 1.04% 和 0.51%。

本文进一步采用最优改进模型对不同混凝土病

害进行评价，结果如表 6 所示。由表 6 可知，各项指

标均显著提升：坑蚀精确率从 95.40% 提高至

96.34%，增 加 了 0.94%；保 护 层 脱 落 精 确 率 从

96.47% 提高至 98.75%，增加了 2.28%。

3　图像识别

本文将 EfficientNet-B3+EnhancedDyConvSE
模型在测试集上进行推理，预测结果保存为“Effi⁃
cientNet_Best_Model.keras”文件。重新评估结果显

示，模型准确率达 97.91%，精确率为 97.92%，与保

存前性能差异均小于 1%。将该模型加载至 Python
部署环境后，对输入图像进行预测，仅需 24 s 即可

返回预测类别及其对应置信度。置信度是指模型依

据所学特征权重，对输入图像属于特定类别的确信

程度。图 9 和图 10 分别展示了基于数据集外图像

（宁夏地区及区外病害）的预测结果示例。由图 9~
图 10 可知，模型对宁夏区外部分病害图像识别置信

度较低，而在宁夏区域内表现良好，预测置信度较

高，反映出其泛化能力仍受训练数据地域覆盖范围

限制。该模型主要存在以下局限性：①模型训练依

赖于原始数据集，尽管经数据扩增后样本量达 3 840
张，但核心来源仅为 550 张原始图像，多样性仍显不

足；②图像采集条件（如拍摄距离、角度、光照及尺

i　其他（原始）            j　其他（Grad-CAM）

图8　改进模型的Grad-CAM热力图可视化结果

Fig. 8　Grad-CAM heatmap visualizations of 
the improved model

表5　3种注意力机制的消融实验对比

Tab.  5　Comparison of ablation experiments on three attention mechanisms

模型

EfficientNet-B3
EfficientNet-B3+ECA

EfficientNet-B3+SIMAM
EfficientNet-B3+

EnhancedDyConvSE

参数量/106个

10.98
10.98
10.98

25.75

时间/min

111
136
134

126

准确率/%

97.14
96.88
96.35

98.18

精确率/%

97.69
96.73
96.49

98.20

召回率/%

97.66
96.61
96.35

98.18

F1分数/%

97.66
96.63
96.36

98.18

表6　最优改进模型在各病害类别上的评估指标

Tab.  6　Evaluation metrics of the optimal improved model 
for each defect category

损伤分类

盐结晶

坑蚀

保护层脱落

钢筋锈蚀

其他

精确率/%

97.62

96.34

98.75

98.39

100.00

召回率/%

98.80

100.00

97.53

96.83

97.44

F1分数/%

98.21

98.14

98.14

97.60

98.70

图10　宁夏区外临水结构随机病害图像识别结果

Fig.  10　Recognition results for randomly selected images 
of defects in waterside structures outside Ningxia

图9　宁夏地区临水柱随机病害图像识别结果

Fig.  9　Recognition results for randomly selected images 
of defects in waterside columns in Ningxia

274



第 3 期 王笑言等：基于深度学习的西北地区临水混凝土病害智能识别

寸）对识别精度影响显著，需保持采集环境的一致性

以提升模型稳定性。

4　结论

针对西北地区临水 RC 柱混凝土病害识别问

题，本文基于前期采集的图像，采用图像增强技术对

原始小样本数据集进行扩增，并选取 4 种 CNN 模

型进行训练、验证与测试，依据评价指标筛选出最优

模型。对于特定病害识别效果不佳的问题，进一步

通过消融实验对优选模型进行改进，主要结论如下。

（1）综合采用亮度调整、对比度调整、直方图均

衡化、伽马变换、高斯滤波及图像旋转等增强策略，

将原始 550 张图像扩增至 3 840 张，使用 ResNet-
50、DenseNet-121、MobileNet-V1 和 EfficientNet-
B3 共 4 种 CNN 模型对扩增后数据集进行训练。

结果表明，EfficientNet-B3 性能最优，训练集准确率

为 99.61%，验证集准确率为 97.14%，测试集精确

率、召回率和 F1 分数分别为 97.69%、97.66% 和

97.66%。

（2）对于 EfficientNet-B3 在坑蚀和保护层脱落

类别上精确率偏低的问题，设计消融实验对比 3 种

注意力机制，发现引入 EnhancedDyConvSE 模块的

EfficientNet-B3 模型表现最佳，测试集的准确率和

精确率分别提升至 98.18% 和 98.20%，较原模型提

高 了 1.04% 和 0.51%。 坑 蚀 病 害 的 精 确 率 由

95.40% 提升至 96.34%，保护层脱落的精确率由

96.47% 提 升 至 98.75%，增 幅 分 别 为 0.94% 和

2.28%。

（3）EfficientNet-B3+EnhancedDyConvSE 模型

测试完成后保存，在测试集上准确率达 97.91%，精

确率为 97.92%，与保存前性能差异均小于 1%，展现

出良好的泛化能力。部署于 Python 环境后，可实现

对新输入图像中混凝土病害的快速识别，且输出置

信度较高。
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Deep-Learning-Based Intelligent Recognition of Defects in 
Waterside Concrete Structures in Northwest China

WANG Xiaoyan， YANG Shuyan*

（School of Civil and Hydraulic Engineering， Ningxia University， Yinchuan 750021， China）

Abstract : To address the high cost， low efficiency， and strong subjectivity associated with defect detection in waterside 
reinforced-concrete structures in Northwest China， a multistage intelligent recognition method based on a convolutional neural 
network （CNN） was proposed. A hybrid data augmentation strategy integrating pixel-level adjustments， spatial-domain 
transformations， and geometric transformations was employed to expand the original dataset from 550 to 3，840 images， 
effectively alleviating the poor generalization associated with small datasets in practical engineering applications. With 
EfficientNet-B3 as the backbone network， the EnhancedDyConvSE module， incorporating enhanced dynamic convolution and a 
squeeze-and-excitation （SE） attention mechanism， was introduced and combined with a hybrid weighting method. This 
approach significantly enhanced the model’s ability to extract morphological features of diverse defects. The results showed that 
the model achieved an accuracy of 98.18% and a precision of 98.20% on a self-constructed dataset of defects in waterside 
structures. It accurately recognized five typical types of defects， including salt crystallization， pitting， spalling， and exposed and 
corroded reinforcement， and significantly outperformed mainstream networks such as ResNet-50 and DenseNet-121.
Keywords :  concrete defects； image augmentation； convolutional neural network （CNN）； image recognition； intelligent 
detection
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