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基于改进双重深度 Ｑ 网络的交通信号控制

史兰泽ꎬ文　 峰
(沈阳理工大学 信息科学与工程学院ꎬ沈阳 １１０１５９)

摘　 要: 深度强化学习算法被广泛用于解决具有空间复杂性、时序随机性的交通信号控制问

题ꎮ 然而ꎬ现有深度强化学习算法中的神经网络提取交通特征的能力不足ꎬ难以全面解析复杂

交通场景下的时空信息ꎮ 为了更好地缓解交通拥堵压力ꎬ提出一种基于改进双重深度 Ｑ 网络

的交通信号控制算法ꎮ 该算法以基于经验策略的深度强化学习算法为基础ꎬ通过在卷积神经

网络中构建全局空间建模机制和时序记忆增强机制ꎬ深度挖掘路网空间关联信息ꎬ准确捕捉车

流时序依赖关系ꎬ全面提取路网环境的空间特征和时间特征ꎬ从而输出高效的交通信号控制决

策ꎮ 在 ＳＵＭＯ 仿真平台上的实验结果表明ꎬ该算法可减少车辆等待数量、缩短车辆平均等待时

间ꎬ有效提高交通系统运行效率ꎮ
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　 　 随着城市化的推进ꎬ驾车出行日益普及ꎬ但
有限的道路资源难以满足车辆增长需求ꎬ导致城

市交通拥堵[１]问题严重ꎮ 交通拥堵现象不仅降

低了城市交通系统运行效率ꎬ还带来了空气污

染、能源浪费等一系列社会问题ꎬ已成为社会关

注焦点ꎮ
相较于道路扩建、立交桥建设等基础设施改

造方案ꎬ交通信号控制[２]的部署灵活、实现成本

低、见效周期短ꎬ是提升交通系统运行效率的关键

措施ꎮ
近年来ꎬ人工智能算法[３]在交通信号控制中

的研究日益深入ꎬ深度强化学习算法同时具备深

度学习的感知能力和强化学习的决策能力[４]ꎬ为
解决城市交通治理难题提供了技术支撑ꎮ Ｌｉ
等[５]针对交叉口协同控制问题ꎬ提出了自适应多

智能体深度混合强化学习算法ꎻＧｕ 等[６]针对四相

位信号灯的控制问题ꎬ提出了基于约束网络分区

和自适应深度强化学习的大规模交通信号控制算

法ꎻＸｕ 等[７]为了解决智能体状态空间中数据缺失

的问题ꎬ提出了基于图结构的深度强化学习交通

信号控制算法ꎻ刘智敏等[８]通过采集实时车辆数

建立奖励函数ꎬ提出了基于改进深度强化学习的

交通信号控制算法ꎮ
然而ꎬ现有深度强化学习交通信号控制算法

中的神经网络利用远距离空间位置的关联信息进

行建模的能力有限ꎬ处理长时序依赖的能力也有

待提升ꎮ 为了解决上述问题ꎬ进一步缓解交通拥

堵压力ꎬ本文提出一种基于改进双重深度 Ｑ 网络

的交通信号控制算法ꎮ 算法以基于经验策略的深

度强化学习算法[９]为基础ꎬ通过在卷积神经网络

中构建全局空间建模机制和时序记忆增强机制ꎬ
增强深度强化学习算法在复杂交通环境下的鲁棒

性ꎬ从而实现高效的交通信号控制ꎮ 本文算法的

主要内容如下ꎮ
１)构建全局空间建模机制ꎮ 在卷积神经网络

中引入自适应稀疏自注意力机制(ａｄａｐｔｉｖｅ ｓｐａｒｓｅ
ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎꎬＡＳＳＡ) [１０]ꎬ利用该注意力的双分支

结构ꎬ在过滤低匹配度特征的同时保留关键信息ꎬ
从而提升卷积神经网络利用远距离空间位置的关

联信息进行建模的能力ꎮ
２)设计时序记忆增强机制ꎮ 在卷积神经网络

中集成门控循环单元(ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬＧＲＵ)
单元[１１]ꎬ利用单元的门控机制动态调节时序信息

流ꎬ弥补传统卷积神经网络处理长时序依赖能力

弱的缺陷ꎮ

１　 基于改进双重深度 Ｑ 网络的交通
信号控制算法

１􀆰 １　 状态定义
交通路网的空间结构与图像数据不同ꎬ缺乏

规则化排列特性ꎮ 当使用卷积神经网络处理交通

道路数据时ꎬ需要先将道路状态信息转化为有序

的空间形式ꎬ把路网划分成多个存在交叠区域的

感受野ꎮ 这种交叠式划分既能确保各感受野之间

的空间关联性ꎬ又能维持算法对路网全局状态的

感知能力ꎮ

图 １　 感受野及特征矩阵

Ｆｉｇ. １　 Ｒｅｃｅｐｔｉｖｅ ｆｉｅｌｄ ａｎｄ ｆｅａｔｕｒｅ ｍａｔｒｉｘ

　 　 本文通过多个步骤对路网进行预处理以获得

可直接用于输入卷积神经网络的状态ꎬ具体步骤

如下ꎮ
１)确立感受野质心ꎮ 质心为感受野内的中心

交叉口ꎬ为实现路网中感受野的规则化排布ꎬ采用

Ｋ￣ｍｅａｎｓ 聚类算法[１２]完成质心的布局ꎮ
２)划分感受野ꎮ 基于已确定的质心集合ꎬ利

用广度优先搜索算法[１３]遍历路网中所有交叉口

的入边道路与出边道路ꎬ构建 ２５ 个具有空间交叠

特性的感受野ꎬ感受野的结构如图 １(ａ)所示ꎮ 每

个感受野由 ２５ 对双向道路组成ꎬ每对道路都包含

入边道路和出边道路ꎮ
３)进行感受野数据的结构化转换ꎮ 为适配卷

积神经网络的输入要求ꎬ将感受野中的道路数据

规范化为感受野矩阵ꎬ通过赋予特征数据线性顺

序ꎬ实现从路网拓扑空间到有序向量空间的转换ꎮ
４)计算特征矩阵ꎮ 结合交通路网实时采集的数

据ꎬ依据道路信息计算入边道路车辆密度、出边道路

车辆密度、入边道路平均速度、出边道路平均速度四

类特征矩阵ꎬ形成可直接输入卷积神经网络的状态ꎬ
感受野矩阵与特征矩阵的关系如图 １(ｂ)所示ꎮ

车辆密度 ｄ 的计算公式为
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ｄ ＝ｍｈ / ｑｌ (１)
车辆平均速度 Ｓｐｅｅｄ的计算公式为

Ｓｐｅｅｄ ＝ｍｌ / ｔｍ (２)
式中:ｑ 为每条道路的车道数ꎻｈ 为每辆车的长度ꎻ
ｌ 为道路的长度ꎻｍ 为 ｔｍ 时间间隔内通过每条道

路的车辆数ꎮ
１􀆰 ２　 动作定义

交通路网由道路与交叉口相互连接构成[１４]ꎬ
相位决定交通流的走向ꎮ 交通信号相位指在固定

的信号时长内ꎬ特定方向的车流获得通行权ꎬ而其

他方向的车流处于等待状态ꎮ
合理设置含信号灯的交叉口(信号交叉口)的

相位对提高路网通行效率至关重要ꎮ 相位持续的

时间为一段固定的信号时长ꎮ 本文中 ０ 相位代表

车流在信号交叉口处东西向可通行、南北向禁止

通行ꎻ１ 相位代表车流在信号交叉口处南北向可

通行、东西向禁止通行ꎮ 当前相位结束后ꎬ系统依

据实时交通状况自适应选择下一个相位ꎬ以提升

整体交通流的通行效率ꎮ

图 ２　 交通信号变换示意图

Ｆｉｇ. ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｒａｆｆｉｃ ｓｉｇｎａｌｓ
ｔｒａｎｓｆｏｒｍａｔｉｏｎ

　 　 图 ２ 为交通信号变换示意图ꎬ在时间步 ｔꎬ智
能体根据当前路网状态ｓｔ选择ａｔ动作ꎬ动作为由路

网中所有信号交叉口相位组成的序列ꎮ 动作执行

固定信号时长 ｇ 后ꎬ在下一个时间 ｔ ＋ １ 步ꎬ智能

体观察新的状态 ｓｔ ＋ １并选择新动作 ａｔ ＋ １ꎮ
１􀆰 ３　 奖励定义

在深度强化学习算法中ꎬ环境需向智能体反

馈其过往行为的奖励[１５]与状态信息ꎬ通过动态反

馈引导智能体做出优化决策ꎮ 将奖励定义为路网

中所有信号交叉口 ｘ 及其入边道路、出边道路中的

车辆在相邻信号时长 ｇ 内累计数的变化量序列ꎮ
信号交叉口 ｘ 在第 ｔ 个时间步的奖励 ｒｘꎬｔ为

ｒｘꎬｔ ＝ ｗｘꎬｔ － １ － ｗｘꎬｔ (３)
式中:ｗｘꎬｔ － １和 ｗｘꎬｔ分别为信号交叉口 ｘ 及其入边

道路、出边道路中的车辆在时间步 ｔ － １ 和 ｔ 内的

数量总和ꎮ 当上一时间步的车辆数量总和大于当

前时间步的车辆数量总和时ꎬ智能体获得正向奖

励ꎬ反之ꎬ智能体受到负向奖励ꎮ
在时间步 ｔꎬ奖励序列 ｒｔ 用来指导不同的信号

交叉口做出更明智的动作ꎮ
１􀆰 ４　 基于改进双重深度 Ｑ 网络的交通信号控

制算法
　 　 本文在基于经验策略的深度强化算法的基础

上ꎬ提出一种基于改进双重深度 Ｑ 网络的交通信号

控制算法ꎬ通过在卷积神经网络中构建全局空间建

模机制和时序记忆增强机制ꎬ提升卷积神经网络对

远距离空间关联和长时序依赖的建模能力ꎬ增强算

法在复杂环境下的鲁棒性ꎮ 算法的流程如图 ３ 所

示ꎬ算法中卷积神经网络的结构如图 ４所示ꎮ
为了避免因数据不足、参数随机导致的训练

震荡ꎬ将实验分为预训练和正式训练两个阶段ꎮ
算法的动作决策和参数更新过程如下ꎮ

图 ３　 交通信号控制算法

Ｆｉｇ. ３　 Ｔｒａｆｆｉｃ ｓｉｇｎａｌｓ ｃｏｎｔｒｏｌ ａｌｇｏｒｉｔｈｍ
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１􀆰 ４􀆰 １　 动作决策

在预训练阶段ꎬ算法在每个时间步 ｔ 随机输

出动作 ａｔ 和历史 Ｑ 值ꎻ进入正式训练阶段后ꎬ算
法将当前状态 ｓｔ 输入主网络ꎬ经训练后主网络通

过贪婪策略的探索 －利用机制输出动作 ａｔ 到环

境ꎬ环境反馈奖励 ｒｔꎬ与此同时ꎬ算法将 ｓｔ 输入经

验网络和目标网络ꎬ经训练后经验网络和目标网络

分别输出历史 Ｑ 值和目标网络 Ｑ 值ꎮ 算法将每个

时间步 ｔ 的状态 ｓｔ、动作 ａｔ、奖励 ｒｔ、历史 Ｑ 值及其

下一时间步 ｔ ＋１的状态 ｓｔ ＋１存储至经验回放池ꎮ

注:☉为逐元素相乘运算ꎻ􀱇为残差连接运算ꎻ

⊗为矩阵乘法运算

图 ４　 卷积神经网络结构

Ｆｉｇ. ４　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 在正式训练阶段ꎬ算法中的主网络、目标网络、

经验网络模块使用结构相同的卷积神经网络对路

网环境的空间特征和时间特征进行提取ꎮ 网络由

输入层、特征提取层、输出层构成ꎬ如图 ４所示ꎮ
输入层的状态为来自 ３ 个连续时间片段的 １２

个特征矩阵ꎬ每个时间片段中的特征矩阵收集了

所有感受野内交叉口入边道路的车辆密度、出边

道路的车辆密度、入边道路的车辆平均速度和出

边道路的车辆平均速度 ４ 类数据信息ꎮ
特征提取层是卷积神经网络的关键部分ꎬ用

于深度挖掘路网中的时空信息ꎮ 针对卷积操作易

导致的空间特征割裂问题ꎬ本文在该层引入 ＡＳ￣
ＳＡ 构建全局空间建模机制ꎮ

全局空间建模机制对经过归一化(ＬＮ)运算

的特征 Ｘ 进行窗口分割并生成查询矩阵 Ｑ、键矩

阵 Ｋ、值矩阵 Ｖꎬ再通过双分支注意力融合关键路

网信息得到特征矩阵 Ａꎮ 计算过程如下ꎮ
Ｑ ＝ ＸＷＱꎬＫ ＝ ＸＷＫꎬＶ ＝ ＸＷＶ (４)

ＤＳＡ ＝ Ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄ
＋ Ｂæ

è
ç

ö

ø
÷ (５)

ＳＳＡ ＝
é

ë

ê
ê
ＲｅＬｕ

ＱＫＴ

　 ｄ
＋ Ｂæ

è
ç

ö

ø
÷

ù

û

ú
ú

２

(６)

Ａ ＝ (ω１ＳＳＡ ＋ ω２ＤＳＡ)Ｖ (７)
式中:ＷＱ、ＷＫ、ＷＶ 为可学习的权重矩阵ꎻＢ 代表

可学习的相对位置偏差ꎻｄ 为特征维度ꎻω１ 和 ω２
是用于自适应调节双分支的归一化权重ꎻＤＳＡ为密

集注意力矩阵ꎻＳＳＡ为稀疏注意力矩阵ꎮ 特征矩阵

Ａ 经窗口合并后与原特征进行残差连接ꎬ形成了

强化空间关联的特征ꎮ
感知交通状态是时空交织的复杂过程ꎬ除了

挖掘路网空间关联信息外ꎬ捕捉时间特征的长期

依赖关系对精准刻画路网环境同样关键ꎮ
尽管输入数据已经包含了 ３ 个历史时间片段

的交通特征矩阵ꎬ能够提供一定的时间信息ꎬ但仅

依靠卷积层无法有效捕捉到时间序列中的长期依

赖关系ꎮ 针对长时序依赖信息缺失问题ꎬ本文在

卷积神经网络的特征提取层引入 ＧＲＵ 构建时序

记忆增强机制ꎮ
时序记忆增强机制使用两层 ＧＲＵ 捕捉交通

状态时序关联ꎮ ＧＲＵ 的重置门筛选历史信息ꎬ更
新门调节筛选后的历史信息与当前输入特征的融

合权重ꎬ候选隐藏状态根据融合权重生成新特征ꎬ
更新门再融合历史信息与候选隐藏状态ꎬ得到输

出特征ꎮ 计算过程如下ꎮ
ｒｔ ＝ σ(Ｗｒ[ｘｔꎬｈｔ － １] ＋ ｂｒ) (８)
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ｚｔ ＝ σ(Ｗｚ[ｘｔꎬｈｔ － １] ＋ ｂｚ) (９)

ｈ ｔ ＝ ｔａｎｈ(Ｗｈ[ｒｔ☉ｘｔꎬｈｔ － １] ＋ ｂｈ) (１０)

ｈｔ ＝ (１ － ｚｔ)☉ｈｔ － １ ＋ ｚｔ☉ｈ ｔ (１１)
式中:σ 为 Ｓｉｇｍｏｉｄ 激活函数ꎻ☉为按元素相乘操

作ꎻｘｔ 为 ｔ 时刻的输入数据ꎻｈｔ － １和 ｈｔ 为 ｔ － １ 和 ｔ
时刻的隐藏状态ꎻＷｒ、Ｗｚ、Ｗｈ 为权重矩阵ꎬ分别用

于计算 ｔ 时刻的重置门 ｒｔ、更新门 ｚｔ、候选隐藏状

态ꎻｈ ｔ、ｂｒ、ｂｚ、ｂｈ 为偏置项ꎮ
经过全局空间建模机制与时序记忆增强机制

的处理ꎬ特征提取层输出的特征已充分融合了时

空信息ꎮ 输出层将这些特征转换为 １２３ 组 Ｑ 值ꎬ
每组 Ｑ 值包含两个 Ｑ 值ꎮ

主网络输出的每组 Ｑ 值中ꎬ一个 Ｑ 值对应 ０
相位ꎬ另一个 Ｑ 值对应 １ 相位ꎬ每个信号交叉口选

择较大 Ｑ 值对应的相位ꎬ１２３ 个信号交叉口相位

组成的序列即为路网环境执行的实际动作ꎮ
目标网络和经验模块不直接参与决策ꎬ输出

的 Ｑ 值用于更新参数和最小化目标函数ꎬ使主网

络做出更准确的决策ꎮ
１􀆰 ４􀆰 ２　 参数迭代

交通信号控制算法中的主网络、目标网络以及

经验模块卷积神经网络的结构及初始参数设置均

相同ꎬ权重参数通过不同的方法进行迭代[１６]ꎮ
在正式训练阶级ꎬ算法从经验回放池中随机

采样ꎬ将时间步 ｔ 的主网络输出值与历史 Ｑ 值 Ｑｈ

进行平均得到估计 Ｑ 值ꎬ提取实际动作对应的估

计 Ｑ 值ꎮ 利用时间步 ｔ ＋ １ 的目标网络输出 Ｑ 值、
历史 Ｑ 值和时间步 ｔ 的奖励 ｒｔ 计算目标 Ｑ 值 ｙꎬ
计算过程为

ａｍ ＝ ａｒｇｍａｘ
ａ

Ｑ(ｓｔ ＋ １ꎬａꎻω) (１２)

ｙ ＝ ｒｔ ＋ γ[０􀆰 ５Ｑ(ｓｔ ＋１ꎬａｍꎻω′) ＋０􀆰 ５Ｑ(ｓｔ ＋１ꎬａｍꎻω″)]
(１３)

式中:Ｑ(􀅰)为状态 －动作对的价值函数ꎻａｍ 为主网

络选择的下一时间步 ｔ ＋１ 价值最大的动作ꎻγ 为折

扣因子ꎬ值为 ０􀆰 ９９ꎻｓｔ ＋１为下一个时间步的状态ꎻａ
为样本动作空间中的任意动作ꎻω 为主网络的权

重ꎻω′为目标网络的权重ꎻω″为经验网络的权重ꎮ
算法通过实际动作对应的估计 Ｑ 值与目标 Ｑ

值计算出均方误差(ＭＳＥ)ＭＳＥꎬ计算公式为

ＭＳＥ(ｘｉꎬｊꎬｙｉꎬｊ) ＝
∑
１２３

ｉ ＝１
∑
３２

ｊ ＝１
(ｘｉꎬｊ － ｙｉꎬｊ) ２

１２３ × ３２ (１４)

式中:１２３ 为交通路网中信号交叉口的数量ꎻ３２ 为

每次采样的样本数ꎻｘｉꎬｊ为第 ｊ 个样本中第 ｉ 个信号

交叉口对应实际动作的估计 Ｑ 值ꎻｙｉꎬｊ为第 ｊ 个样

本中第 ｉ 个信号交叉口的目标 Ｑ 值ꎮ ＭＳＥ ( ｘｉꎬｊꎬ
ｙｉꎬｊ)为算法的第一个目标函数ꎬ算法使用 Ａｄａｍ 优

化器最小化目标函数以更新主网络参数ꎮ
目标网络每隔 ４ 秒通过指数加权平均的方式

学习主网络参数ꎬ参数更新的方式为

ω′←(１ － α)ω′ ＋ αω (１５)
式中:α 为平滑系数ꎬ值为 ０􀆰 ００１ꎮ

算法提取样本中第 ｔ 个时间步的实际动作对

应的历史 Ｑ 值 Ｑ(ｓｔꎬａｔꎻω″)用于计算经验模块的

目标值 ｙ′ꎬ公式为

ｙ′ ＝ (１ － η)Ｑ(ｓｔꎬａｔꎻω″) ＋ ηＱ(ｓｔꎬａｔꎻω) (１６)
式中:η 为衰减系数ꎬ值为 ０􀆰 ０５ꎮ 算法利用经验模

块的目标值计算出损失函数 Ｍ′ＳＥꎬ公式为

Ｍ′ＳＥ(ｙ′ｕꎬｖꎬｙ″ｕꎬｖ) ＝
∑
１２３

ｕ ＝１
∑
３２

ｖ ＝１
(ｙ′ｕꎬｖ － ｙ″ｕꎬｖ) ２

１２３ × ３２ (１７)

式中:ｙ′ｕꎬｖ为第 ｊ 个样本中第 ｉ 个交叉口对应的经

验模块目标值ꎻｙ″ｕꎬｖ为第 ｊ 个样本中第 ｉ 个信号交

叉口对应实际动作的历史 Ｑ 值ꎮ ＭＳＥ(ｙ′ｕꎬｖꎬｙ″ｕꎬｖ)为
算法的第二个目标函数ꎬ算法使用 Ａｄａｍ 优化器

最小化目标函数以更新经验模块的参数值ꎮ
１􀆰 ５　 算法复杂度分析

设 Ｎ 为单个时间步下ꎬ单个输入特征图的空

间位置总数ꎬ为可变量ꎮ
算法的时间复杂度为 Ｏ(Ｎ２)ꎮ ＡＳＳＡ 注意力

处理的是全局特征ꎬ其矩阵乘法的维度与单个特

征图尺寸一致ꎬ时间复杂度为 Ｏ(Ｎ２)ꎻ卷积操作的

计算量与 Ｎ 成正比ꎬ时间复杂度为 Ｏ(Ｎ)ꎻ从缓冲

区中抽取固定大小的样本ꎬ该操作的时间复杂度

为 Ｏ(１)ꎻ全连接层的输入维度与输出维度固定ꎬ
时间复杂度为 Ｏ(１)ꎻＧＲＵ 的输入序列长度与状

态维度固定ꎬ时间复杂度为 Ｏ(１)ꎮ 因此算法整体

时间复杂度为 Ｏ(Ｎ２)ꎮ
算法的空间复杂度为 Ｏ(Ｎ２)ꎮ ＡＳＳＡ 注意力

计算所有空间位置对的注意力权重ꎬ需存储注意

力矩阵ꎬ空间复杂度为 Ｏ(Ｎ２)ꎻ各层卷积输出的特

征所占空间与空间位置数 Ｎ 成比例ꎬ空间复杂度

为 Ｏ(Ｎ)ꎻ在经验回放池中ꎬ样本数量固定ꎬ每个

样本的状态大小与 Ｎ 成正比ꎬ缓存样本的空间复

杂度为 Ｏ(Ｎ)ꎻ全连接层的输入、输出维度固定ꎬ
空间复杂度为 Ｏ(１)ꎻＧＲＵ 的参数为固定大小ꎬ空
间复杂度为 Ｏ(１)ꎮ 因此算法整体空间复杂度为

Ｏ(Ｎ２)ꎮ
本研究中ꎬＮ 的值设为 ６２５ꎬ鉴于现代 ＣＰＵ /
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ＧＰＵ 并行计算架构的强大处理能力ꎬＮ２ 的绝对运

算量级相对较小ꎬ该复杂度在现实场景下具有充

分的计算可行性ꎮ

２　 仿真实验及指标分析

２􀆰 １　 实验过程

本文使用 ＳＵＭＯ 平台[１７]进行实验ꎮ 仿真实

验的路网由 １６０ 个交叉口组成ꎬ其中 １２３ 个交叉

口含交通信号灯ꎮ 路网感受野数量为 ２５ꎬ单个感

受野大小为 ２５ꎮ 算法中经验池容量为 ５００ꎬ每次

随机采样 ３２ 个样本ꎬ衰减率 γ 为 ０􀆰 ９９ꎬＡｄａｍ 优

化器学习率为 ０􀆰 ００１ꎮ 实验预训练时间为 ５ ０００ ｓꎬ
正式训练时间为 １５ ０００ ｓꎮ 固定信号时长为 １０ ｓꎬ
路网中共 １１个出车对ꎬ各出车对有固定起止点ꎬ起
点以 ６􀆰 ６７ ｓ /辆的固定频率发车ꎮ

在仿真实验中ꎬ采用两个指标评估算法的性

能ꎮ 第一个指标是车辆平均等待时间ꎬ其计算方

法是从车辆进入交叉口的入边道路时开始计时ꎬ
直到其完全驶离出边道路为止ꎬ记录所有车辆的

通行时间并计算平均值ꎬ该指标能够反映车辆在

路网中的整体通行效率ꎮ 第二个指标是车辆等待

数ꎬ即在固定的信号周期内统计整个交通路网中

处于等待状态的车辆总数ꎬ该指标可用于衡量路

网的拥堵程度ꎮ
２􀆰 ２　 对比实验分析

为了验证本文算法(用“ＯＵＲＳ”表示)的可行

性和有效性ꎬ将 ＯＵＲＳ 与基于 ＳＥＮｅｔ 的交通信号

控制算法[１８] (用 “ Ｓ￣ＥＤＤＱＮ” 表示) 以及基于

ＣＢＡＭ 注意力机制的智能交通信号控制算法[１９]

(用“Ｃ￣ＥＤＤＱＮ”表示)进行对比实验ꎬ实验采用

相同的参数ꎬ实验结果如图 ５、图 ６、表 １ 所示ꎮ

图 ５　 车辆平均等待时间

Ｆｉｇ. ５　 Ａｖｅｒａｇｅ ｗａｉｔｉｎｇ ｔｉｍｅ ｏｆ ｖｅｈｉｃｌｅ

图 ６　 车辆等待数

Ｆｉｇ. ６　 Ｎｕｍｂｅｒ ｏｆ ｗａｉｔｉｎｇ ｖｅｈｉｃｌｅｓ

表 １　 对比实验结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｏｆ ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔｓ

算法 车辆平均等待时间 / ｓ 车辆等待数 / 辆

Ｓ￣ＥＤＤＱＮ ９􀆰 ７２ １ ７８８

Ｃ￣ＥＤＤＱＮ ９􀆰 ６８ １ ７０５

ＯＵＲＳ ９􀆰 ６０ １ ５６４

　 　 根据图 ５和图 ６ 的实验结果可知ꎬＯＵＲＳ 在车

辆平均等待时间和车辆等待数两个指标上均优于

对比算法ꎮ 由表 １ 可知ꎬ与 Ｓ￣ＥＤＤＱＮ 相比ꎬＯＵＲＳ
使得车辆平均等待时间缩短了 ０􀆰 ０４ ｓꎬ车辆等待数减

少了 ８３辆ꎻ与 Ｃ￣ＥＤＤＱＮ 相比ꎬＯＵＲＳ 使得车辆平均

等待时间缩短了 ０􀆰 ０８ ｓꎬ车辆等待数减少了 １４１辆ꎮ
２􀆰 ３　 消融实验分析

本文以基于经验策略的深度强化学习算法

(用“ＥＤＤＱＮ”表示)为基线算法ꎬ依次添加 ＡＳＳＡ
机制和 ＧＲＵ 机制ꎬ以相同的实验参数完成消融实

验ꎬ结果如图 ７、图 ８ 所示ꎬ具体数据如表 ２ 所示ꎮ

图 ７　 消融实验车辆平均等待时间

Ｆｉｇ. ７　 Ａｖｅｒａｇｅ ｗａｉｔｉｎｇ ｔｉｍｅ ｏｆ ｖｅｈｉｃｌｅｓ ｆｏｒ
ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ
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图 ８　 消融实验车辆等待数

Ｆｉｇ. ８　 Ｎｕｍｂｅｒ ｏｆ ｗａｉｔｉｎｇ ｖｅｈｉｃｌｅｓ ｆｏｒ
ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

表 ２　 消融实验结果

Ｔａｂｌｅ ２　 Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

算法 车辆平均等待时间 / ｓ 车辆等待数 / 辆

ＥＤＤＱＮ ９􀆰 ７２ １ ７７０

ＥＤＤＱＮ ＋ ＡＳＳＡ ９􀆰 ６４ １ ６５１

ＥＤＤＱＮ ＋ＡＳＳＡ ＋ＧＲＵ ９􀆰 ６０ １ ５６４

　 　 由图 ７ 和图 ８ 的实验结果可知ꎬ在交通信号

控制算法中依次添加 ＡＳＳＡ 机制和 ＧＲＵ 机制后ꎬ
算法表现出了优越性和稳定性ꎮ 表 ２ 的数据显

示ꎬ全局空间建模机制的设计使得车辆平均等待

时间缩短了 ０􀆰 ０８ ｓꎬ车辆等待数减少了 １１９ 辆ꎻ在
全局空间建模机制的基础上ꎬ时序记忆增强机制

的设计使得车辆平均等待时间缩短了 ０􀆰 ０４ ｓꎬ车
辆等待数减少了 ８７ 辆ꎮ

３　 结论

为了缓解交通拥堵压力ꎬ本文提出了一种基

于改进双重深度 Ｑ 网络的交通信号控制算法ꎮ 该

算法利用全局空间建模机制和时序记忆增强机制

提升卷积神经网络对时空特征的提取能力ꎮ 实验

结果表明ꎬ本文算法可有效减少车辆等待数、缩短

车辆平均等待时间ꎬ提高了交通系统运行效率ꎮ
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