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[摘要] 　 电力系统的复杂化及可再生能源的集成增加ꎬ对电力系统运行中的功率预测技术提出了更高的要求.
准确的功率预测对于电力系统的稳定运行、优化发电计划以及减少运营成本非常关键. 为应对这一挑战ꎬ本文设

计了一种将改进后的小波神经网络(ＷＮＮ)与粒子群优化(ＰＳＯ)算法相结合的混合模型ꎬ有效提升了功率预测

的精度与效率. 小波神经网络的优势在于其能够处理非线性和非平稳时间序列数据ꎬ而粒子群优化则通过其全

局搜索能力优化网络参数ꎬ从而避免局部最优问题ꎬ加速训练过程ꎬ改进的 Ｇａｕｓｓｉａｎ 小波函数增强了模型的多尺

度能力. 实验结果表明ꎬ相比于小波神经网络预测模型ꎬ改进后的 ＰＳＯ￣ＷＮＮ 模型在预测精度和收敛速度方面均

有显著的提升.
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随着工业化进程的加速ꎬ传统的化石能源ꎬ如石油和天然气ꎬ已经被过度开采和使用. 这种无节制的

开采行为导致了能源短缺ꎬ进而对人类社会的持续发展构成了严重威胁[１] . 在这样的背景下ꎬ新能源发电

技术由于其清洁、高效和安全性ꎬ已经引起了广泛关注. 光电及风能电站的建造规模也大幅增加. 然而ꎬ新
能源发电的输出受到环境因素的影响显著ꎬ其间歇性、不稳定性以及波动性给系统的调试和电网规划带来

了挑战[２] . 因此需要尽可能提高功率预测精准度.
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目前ꎬ对电力系统进行功率预测的研究大致可以归纳为两大类:第一类是传统的预测方法ꎬ如时间序

列分析[３]、回归分析[４]和趋势外推[５]等ꎬ主要依赖历史数据和经验ꎬ该方法在处理具有较大变化的电力系

统时ꎬ其适用性较差ꎬ而且很难综合考虑各种影响因素. 第二类是现代的分析方法ꎬ涵盖了系统动力学理

念预测法[６]、模糊预测法[７－８]、专家系统预测法、神经网络预测法[９]和灰色预测法[１０]等. 尤其是神经网络

预测方法[１１]ꎬ由于具备出色的自适应性、并行处理性能及容错性ꎬ近年来在解决高度非线性和不确定性问

题中被广泛采用.
尽管如此ꎬ神经网络预测法也存在一些缺陷ꎬ文献[１２]采用小波神经网络进行新能源发电功率预测ꎬ

相对于传统预测方式ꎬ小波分析是一种具有多尺度分解能力的非线性、非平稳信号ꎬ具有较强的识别能力ꎬ
可以有效地解决非线性、非平稳信号等问题. 然而ꎬ小波在学习过程中容易出现局部极值现象ꎬ特别是在

面对复杂数据时ꎬ收敛速度较慢[１３]ꎬ很容易陷入局部极值[１４－１５]ꎬ难以获得较好的整体解ꎬ从而制约了对模

型的进一步改进. 文献[１６]除利用小波分解提取特征信号以外ꎬ还引入了自适应算法进行寻优ꎬ进一步提

高了预测精度. 但是其局部搜索能力较弱ꎬ比较依赖后期的交叉和变异调整.
因此ꎬ考虑到快速收敛和多尺度能力等问题ꎬ本文通过对 Ｇａｕｓｓｉａｎ 小波函数进行改进ꎬ增强其多尺度

分析能力ꎬ并将改进后的小波函数与神经网络紧密结合ꎬ采用 ＰＳＯ 和神经网络相结合的方法ꎬ对神经网络

进行了优化ꎬ从而提高了网络的收敛速度和功率预测精度.

１　 小波神经网络基础

１.１　 小波基函数理论

小波基函数(Ｍｏｔｈｅｒ Ｗａｖｅｌｅｔ)是一个具有特殊性质的函数ꎬ与傅里叶变换中只采用单一的基函数不

同ꎬ该函数经过比例变换和位移变换ꎬ能得到一组小波函数. 小波分析所采用的函数有多种形式ꎬ只要满

足小波的定义准则ꎬ就能被认为是小波[１６] . 常见的小波基函数包括:
１.１.１　 Ｈａａｒ 小波

Ｈａａｒ 小波[１７]是一类结构简单、具有矩形脉冲形式的小波基函数ꎬ常用于检测信号中的突变. 在其基本定

义的基础上ꎬ衍生出一种在半开区间[０ꎬ１]上的分段常值函数集合ꎬ其在某些子区间内取值为 １ 或－１ꎬ其余区

间则为 ０. 该类函数的典型表达形式如下所示:

φ( ｔ)＝

１ꎬ ０≤ｔ≤ １
２

－１ꎬ １
２
≤ｔ≤１

０ꎬ ｏｔｈｅｒｓ

ì

î

í

ï
ï
ï

ï
ï
ï

. (１)

１.１.２　 Ｍｅｘｉｃａｎ Ｈａｔ 小波

Ｍｅｘｉｃａｎ Ｈａｔ 小波ꎬ也被称为 Ｒｉｃｋｅｒ 波或拉普拉斯高斯波ꎬ因其形状类似于墨西哥的传统帽子而得

名. 可以使用二阶微分的 Ｇａｕｓｓ 函数表示 Ｍｅｘｉｃａｎ Ｈａｔ 小波. 将高斯函数设置为:

ｇ(ｘ)＝ １
σ ２π

ｅ－ ｘ
２

２σ２ . (２)

Ｍｅｘｉｃａｎ Ｈａｔ 的小波函数可写作:

ψ(ｘ)＝ ｄ２

ｄｘ２
ｇ(ｘ)＝

ｘ２

σ２－１
æ

è
ç

ö

ø
÷􀅰 １
σ ２π

ｅ－ ｘ
２

２σ２ꎬ (３)

式中ꎬσ是小波的尺度参量ꎬ它决定了小波的幅频特征. 通过改变尺度参数ꎬＭｅｘｉｃａｎ Ｈａｔ 小波可以适应不

同尺度的特征检测.
１.１.３　 Ｄａｕｂｅｃｉｅｓ 小波

在 ２０ 世纪 ９０ 年代ꎬＳａｌｅｈ 等[１８]在小波变换理论方面取得了卓越成就. 她们致力于研究尺度为 ２ 的整

数幂小波变换. 尤其是在构造具有紧支撑的正交小波基方面ꎬ构建了著名的 Ｄａｕｂｅｃｈｉｅｓ 小波(ｄｂＮ)ꎬ可以

精确地捕捉信号的瞬态变化. Ｄａｕｂｅｃｈｉｅｓ 小波是一组小波的正交基ꎬ它能使每一尺度上的系数保持相对独

立. 而正交性不仅简化了计算流程ꎬ还提升了信号表达的效率.
—０３１—
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１.１.４　 Ｇａｕｓｓｉａｎ 小波函数

Ｇａｕｓｓｉａｎ 小波是小波的一种特殊类型ꎬ已被广泛地应用于信号和图像处理中. 小波分析是一种新的图

像处理技术ꎬ它是在高斯函数基础上实现的:

ψ(ｘ)＝ １
ｓ
ｅｘｐ － ｔ

２

２ｓ２
æ

è
ç

ö

ø
÷ ꎬ (４)

式中ꎬｓ为尺度参数ꎬ小波函数的扩展程度就由它来确定.
１.２　 改进小波基函数

由于 Ｇａｕｓｓｉａｎ 函数具有简单性、数据平滑能力、自适应性和处理高维数据的能力ꎬ尤其是在需要捕捉

长期趋势和适应数据变化的场景中更具备优势ꎬ所以本文选用 Ｇａｕｓｓｉａｎ 小波函数的一阶偏导作为神经网

络的激活函数ꎬ并对 Ｇａｕｓｓｉａｎ 函数进行改进.
Ｇａｕｓｓｉａｎ 函数的表达式:

ｙ(ｘ)＝ ｅ－ｘ
２
２ . (５)

Ｇａｕｓｓｉａｎ 函数的一阶偏导表达式:

ｙ(ｘ)＝ ｘｅ－ｘ
２
２ . (６)

通过对 Ｇａｕｓｓｉａｎ 基函数进行改进ꎬ可以增强其多尺度分析的能力. 且改进后的 Ｇａｕｓｓｉａｎ 基函数引入

了尺度参数ꎬ使得基函数能够在不同的尺度上对信号进行分析.
在多尺度分析过程中ꎬ首先根据所需的尺度数量生成一组尺度值ꎬ对每个尺度构建一个高斯核函数ꎬ

并将其与信号进行卷积操作ꎬ得到不同尺度下的系数ꎬ从而捕捉到信号在不同尺度上的特征. 再通过将所

有尺度上的系数进行加权求和ꎬ得到多尺度重构的信号ꎬ即对原始信号进行了多尺度分析.
首先假设有多个不同尺度的 Ｇａｕｓｓｉａｎ 基函数ꎬ分别为:

ｇｉ(ｘ)＝ ｅｘｐ －
(ｘ－μｉ) ２

２σ２
ｉ

æ

è
ç

ö

ø
÷ ꎬ (７)

式中ꎬμｉ 是第 ｉ个基函数的均值ꎬσｉ 是对应的标准差.
对于输入的时序数据 ｘꎬ通过将其与多个 Ｇａｕｓｓｉａｎ 基函数进行组合ꎬ可以得到多尺度的特征表示:

ｙ(ｘ)＝ [ｇ１(ｘ)ꎬｇ２(ｘ)ꎬ􀆺ꎬｇｎ(ｘ)]ꎬ (８)
式中ꎬｙ(ｘ)是输入数据 ｘ在多尺度 Ｇａｕｓｓｉａｎ 基函数下的特征表示.
１.３　 神经网络概述

在神经网络研究中ꎬＢＰ 网络是一种常用的神经网络模型ꎬ是深度学习的基本模型. 该网络结构包括

一个输入层、一个或几个隐藏层和一个输出层. ＢＰ 神经网络利用反向传播算法(Ｂａｃｋｐｒｏｐａｇａｔｉｏｎ)进行训

练ꎬ以优化网络中的权重和偏置ꎬ从而使网络能够识别输入数据中的模式和特征.
神经网络一般由下列部分组成:
神经元(Ｎｏｄｅｓ):一种模仿生物神经元功能的神经网络的核心单元. 各神经元接受输入的信号ꎬ对其

进行处理ꎬ并将其输出.
层(Ｌａｙｅｒｓ):神经网络结构分为上述三层. 在此基础上ꎬ本文提出了一种基于神经网络的模型ꎬ该模型

是一种基于神经网络的神经网络模型. 输入层用于接收原始数据ꎬ隐藏层进行复杂的计算ꎬ提取数据特

征ꎬ输出层产生最终的预测或分类结果.
权重(Ｗｅｉｇｈｔｓ):用来调整输入讯号影响的神经元间连结的强度.
偏置(Ｂｉａｓ):允许模型在没有输入的情况下也能产生输出ꎬ类似于线性方程中的截距.
激活函数(Ａｃｔｉｖａｔｉｏｎ Ｆｕｎｃｔｉｏｎｓ):对神经元的激活进行判定ꎬ并将其转化为输出. 常见的激活函数包括

ｓｉｇｍｏｉｄ、ｔａｎｈ、ＲｅＬＵ(Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ)等.
１.４　 小波神经网络的结构与原理

小波神经网络(Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＷＮＮ)是一种把小波分析与神经网络有机地结合在一起ꎬ进行

多尺度分析的方法ꎬ适用于捕捉数据输入中的短时变化和长时趋势ꎬ有助于提高预测精度. 这种融合不仅

保留了神经网络在非线性映射上的强大能力ꎬ能够灵活地逼近复杂函数ꎬ还充分发挥了小波分析在信号处

—１３１—
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图 １　 小波神经网络的结构示意图

Ｆｉｇ􀆰 １　 Ｔｈｅ ｔｏｐｏｌｏｇｙ ｏｆ Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

理中同时获取时间和频率信息的独特优势. 图 １
给出了小波神经网络的结构图.

一方面ꎬ小波神经网络能够通过其内在的小

波基函数ꎬ有效地从信号中提取出多层次的特征ꎬ
尤其是在处理非平稳信号时ꎬ其多分辨率分析能

力能够精准地捕捉到信号的瞬态和局部变化ꎻ另
一方面ꎬ神经网络的非线性学习机制使得小波神

经网络能够自动调整其参数ꎬ以适应不同类型的

输入数据ꎬ实现更高效的数据拟合和预测. 双重优

势使得小波神经网络在诸如信号与图像处理、故
障诊断、模式识别、数据压缩、预测建模等多个领

域展现出卓越的性能ꎬ尤其是在处理那些同时包

含低频趋势和高频细节的复杂信号时ꎬ小波神经

网络的优越性更为明显.
预先确定输入级和输出级的结点数目. 本文提出了一种基于网络拓扑结构的网络模型ꎬ该模型采用

了一种新的网络结构. 隐藏层中的结点数目以以下方式计算:

ｎ＝ ａ＋ｂ ＋ｍꎬ (９)
式中ꎬｎ代表隐含层的节点数ꎬａ代表 ＷＮＮ 的输入节点数ꎬｂ代表 ＷＮＮ 的输出节点数ꎬ其中 ｍ取值范围为

[１ꎬ１０] . 该模型以风功率、风速、空气温度、湿度、温度等参数作为输入层的结点个数为 ５ꎬ并以 １ 个结点作

为输出. 模拟实验显示ꎬ当隐含层结点数目为 ８ 时ꎬ其性能最好.

２　 粒子群优化算法

２.１　 粒子群优化算法原理

粒子群优化(Ｐａｒｔｉｃａｌ Ｓｗａｒｍ ＯｐｔｉｍｉｚａｔｉｏｎꎬＰＳＯ)算法是一种启发式的全局优化技术ꎬ模拟了社会心理

行为ꎬ尤其是群体动物如鸟类和鱼类的觅食行为. 粒子具有自身的运动速率和自身的位置ꎬ并通过个体与

群体的学习ꎬ使其在搜索空间内不断地运动ꎬ从而达到优化的目的. 此外ꎬ利用粒子群算法得到的全局最

优解具有较高的概率ꎬ更符合新能源功率预测的高度复杂性、随机性和不确定性. 传统小波神经网络一般

采用梯度下降法对模型参数进行优化ꎬ存在着结构简单、收敛速度慢等缺点ꎬ不仅难以达到新能源功率预

测所需的高精度ꎬ而且容易陷入局部最小值.
２.２　 粒子群优化算法的数学模型

首先ꎬ对粒子群体进行随机搜索ꎬ并对其进行求解. 对每一个粒子ꎬ通过计算其当前所在位置的适应

值ꎬ来更新其最优位置. 其次ꎬ针对每一个粒子ꎬ基于最优的个体定位和种群的最优定位ꎬ对粒子的运动轨

迹进行更新. 反复几次ꎬ直至终止条件满足为止(如:迭代数最大或适应值不变) .
ＰＳＯ 算法的更新公式如下:
速度更新公式:

ｖｔ＋１ｉ ＝ｗ􀅰ｖｌｉ＋ｃ１􀅰ｒａｎｄ()􀅰(ｐｂｅｓｔｉ－ｘｔｉ)＋ｃ２􀅰ｒａｎｄ()􀅰(ｇｂｅｓｔ－ｘｔｉ) . (１０)
位置更新公式:

ｘｔ＋１ｉ ＝ ｘｔｉ＋ｖｔ
＋１
ｉ ꎬ (１１)

式中ꎬｘｔ＋１ｉ 表示第 ｉ个粒子在第 ｔ次迭代的位置ꎬｖｔｉ 表示第 ｉ个粒子在第 ｔ次迭代的速度ꎬｐｂｅｓｔ表示第 ｉ个粒

子的个体最优位置ꎬｇｂｅｓｔ表示群体最优位置ꎬｗ是惯性权重ꎬｃ１ 和 ｃ２ 分别是个体和社会学习因子ꎬｒａｎｄ()
是 ０ 到 １ 之间的随机数.

粒子群算法通过不断地调节粒子的位置与速率ꎬ可以有效地寻找到最优解. 将粒子群算法寻找到的

最优解赋值给小波神经网络ꎬ将归一化处理好的历史数据输入到小波神经网络中ꎬ该算法利用小波网络迭

代算法来训练. 然后ꎬ将小波神经网络应用于实际数据的训练中ꎬ以获得预测效果.
—２３１—
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３　 粒子群优化小波神经网络的功率预测模型

３.１　 模型构建

３.１.１　 模型构建流程

在上述基础上ꎬ将粒子群算法(ＰＳＯ)和小波神经网络(ＷＮＮ)联合起来ꎬ建立 ＰＳＯ￣ＷＮＮ 模型ꎬ以提高

电力系统功耗预测的准确性. 两者结合理论依据主要为:小波神经网络的连接权值、权重等参数直接影响

着模型的性能ꎬ但传统的基于梯度下降的优化算法易陷入局部极值或收敛速度过慢. 粒子群算法利用全

局寻优的思想ꎬ对 ＷＮＮ 的参数进行优化ꎬ使得神经网络能够寻找到更优的权值和偏置配置ꎬ进而提升模

型的学习精度与推广性能. 同时ꎬ利用粒子群算法对加权参数进行优化ꎬ可以提高网络的收敛速度ꎬ同时

也可以解决传统 ＢＰ 网络在梯度更新方面的缺陷ꎬ使其对复杂非线性时序数据具有更强的适应性.
该模型的主要构建流程如图 ２ 所示.

图 ２　 模型构建流程图

Ｆｉｇ􀆰 ２　 Ｍｏｄｅｌ ｂｕｉｌｄｉｎｇ ｆｌｏｗｃｈａｒｔ

主要流程大致为:
(１)获取高频气象信息ꎬ对其进行分类及数据处理ꎻ
(２)获取新能源发电的历史数据ꎬ其中包括光伏发电和风力发电ꎬ对数据进行归一化处理ꎬ并赋给发

电量历史数据与各个气象因素合适的权重ꎻ
(３)构建小波神经网络ꎬ根据输入的气象信息种类ꎬ确定输入、隐藏和输出节点的数量ꎬ然后ꎬ对小波

神经网络中的小波基函数进行了改进ꎬ选取一阶导数修改后的高斯类小波作为神经网络的激发函数ꎬ对其

进行训练.
—３３１—
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(４)利用 ＰＳＯ 对小波网络的权值进行了优化ꎬ解决了传统的梯度下降方法存在的问题.
(５)将粒子群算法寻找的最优权值和阈值赋给小波神经网络ꎬ使用处理好的发电量数据和气象信息

对小波神经网络进行训练ꎻ
(６)将测试数据集输入到训练完成的小波神经网络预测模型中ꎬ生成预测结果.
(７)评估误差.

３.１.２　 数据预处理

在训练前ꎬ必须先对训练样本进行预处理ꎬ以提高训练的效率和预测的准确度. 具体的过程大致可以

分成以下步骤:
(１)标准化:通过对样本的标准化ꎬ消除样本的维度差异ꎬ从而克服由于样品的数量级差异而导致的

训练难度. 具体运用的归一化方法是最小－最大归一化ꎬ其公式为:

Ｘ′＝
Ｘ－Ｘｍｉｎ

Ｘｍａｘ－Ｘｍｉｎ
(ｂ－ａ)＋ａꎬ (１２)

式中ꎬＸ′为归一化后的值ꎬＸ为原始值ꎬＸｍｉｎ和 Ｘｍａｘ分别为特征的最小值和最大值. 通常在训练集上计算得

出. ａ 和 ｂ是归一化后数据的范围ꎬ其中 ａ＝ ０ 且 ｂ＝ １ꎬ表示将数据归一化到[０ꎬ１]范围内.
原始数据通过减去最小值 Ｘｍｉｎ和除以 Ｘｍａｘ－Ｘｍｉｎ来确保其分布在 ０ 和 １ 之间. 这一步消除了不同特征

之间由于量纲不同带来的不公平影响ꎬ使它们都在统一尺度下进行比较.
(２)缺失值处理:为了保证资料的完整与连续ꎬ使用插值或其它合适的方式对遗漏的数据进行填

充. 在此基础上ꎬ本文提出了一种基于平均插值法的缺失值处理方法.

ｘｉ ＝
１
Ｎ ∑

Ｎ

ｊ ＝ １
ｘｉꎬ (１３)

式中ꎬｘｉ 是缺失值的插值ꎬＮ 是数据集中非缺失值的数量ꎬ是已有数据. 对于整个数据集ꎬ使用平均插值法

来填补所有缺失值ꎬ缺失值所占比例是数据插值中较为重要的一个参数ꎬ一般用于数据分布较为均匀且缺

失值不多的情况. 如果缺失值比例较高(例如超过 ３０％)ꎬ可能需要更复杂的插值方法或移除该列.
(３)数据分段:将数据划分为三类ꎬ即训练样本、验证样本、测试样本. 最后ꎬ利用已有的训练集合对模

型进行训练ꎬ并对其进行检验.
假定一个数据集由 Ｎ个抽样组成ꎬ样本可以分为训练集、验证集和测试集ꎬ各自的比例为 ｒｔｒａｉｎ、ｒｖａｌ和

ｒｔｅｓｔꎬ通常满足 ｒｔｒａｉｎ＋ｒｖａｌ＋ｒｔｅｓｔ ＝ １. 本文中使用的数据量较大ꎬ因此将比例设置为 ８ ∶１ ∶１ꎬ即 ｒｔｒａｉｎ ＝ ０.８ꎬｒｖａｌ ＝ ０.１ꎬ
ｒｔｅｓｔ ＝ ０.１.

训练集:
Ｎｔｒａｉｎ ＝ ｒｔｒａｉｎ􀅰Ｎꎬ (１４)

式中ꎬＮｔｒａｉｎ为训练集的样本数量.
验证集:

Ｎｖａｌ ＝ ｒｖａｌ􀅰Ｎꎬ (１５)
式中ꎬＮｖａｌ为验证集的样本数量.

测试集:
Ｎｔｅｓｔ ＝ ｒｔｅｓｔ􀅰Ｎꎬ (１６)

式中ꎬＮｔｅｓｔ为测试集的样本数量.
确保训练集、验证集、测试集之间不存在交叉. 当一个样本同时存在于训练集和测试集中时ꎬ将会造

成数据泄露ꎬ从而使模型在测试集上的性能过高而在现实中的性能下降.
在此基础上ꎬ设计了一套有效的方法ꎬ并对其进行了优化. 当模型的性能较差时ꎬ要保证集合能反应

实际数据的分布情况ꎬ并避免对训练集中的超级参数进行过分的调整. 通过对数据集合进行合理分割ꎬ调
节参数设定ꎬ保证模型对不同类型数据具有较强的泛化能力ꎬ进而提高模型的真实性能.
３.１.３　 小波神经网络

小波神经网络综合了小波分析与神经网络的优势ꎬ能更好地体现数据的多尺度特征ꎬ在实际应用中具

有重要意义. 它的主要步骤是:
—４３１—
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(１)小波分析:选择合适的小波基函数(如多贝 ｅｃｈｉｅｓ 小波)ꎬ对原始数据进行多尺度分解ꎬ并在此基

础上进行多尺度特征提取. 小波分析对信号进行了分解ꎬ使其具有较强的细节特征.
(２)神经网络结构:构造网络结构ꎬ包括输入层、小波变换层、隐藏层和输出层. 输入层接收预处理后

的数据ꎬ小波变换层对数据进行多尺度分析ꎬ隐藏层进行特征提取和学习ꎬ输出层生成最终的预测结果.
神经网络的学习由前向传播、误差计算、后向传递等环节组成. 在此基础上ꎬ通过对神经网络权值的

持续优化ꎬ减小了训练过程中输出数据与实际数据的偏差.
３.２　 参数优化策略

本研究拟采用粒子群算法对 ＷＮＮ 的参数进行优化. ＰＳＯ 作为一种群体智能驱动的算法ꎬ特别适合处

理复杂的非线性优化问题.
３.２.１　 粒子群初始化

首先ꎬ初始化粒子群. 每个粒子对应ＷＮＮ 模型的一组参数(包含权重和阈值) . 初始化时ꎬ粒子的位置

表示参数的初值ꎬ速度反映参数的变化率. 通常ꎬ这些位置和速度在预设范围内随机生成.
３.２.２　 适应度函数

为了评价每一个粒子的优点ꎬ设置一个适应值函数ꎬ一般采用均方误差(ｍｅａｎ ｍｅａｎ ｅｒｒｏｒꎬＭＳＥ)作为

适应值函数ꎬ其定义如下:

ＭＳＥ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
( ｙ^ｉ－ｙｉ) ２ꎬ (１７)

式中ꎬｙ^ｉ 代表模型预测值ꎬｙｉ 代表实际值ꎬＭＳＥ 为样本数量. ＭＳＥ 值愈低ꎬ说明该模式具有较好的预测

效能.
３.２.３　 更新粒子位置和速度

在每一步的迭代中ꎬ根据遗传算法的评估结果来调整粒子的位置与速度. 前节已详细介绍更新公式

和原理.
３.２.４　 迭代终止条件

设定循环结束的条件ꎬ比如最大的迭代数目ꎬ或者是适合函数的收敛到特定的临界值. 当满足终止条

件时ꎬ迭代结束ꎬ输出最佳粒子作为 ＷＮＮ 模型的最终参数. 通常的结束情况是:到达一个预先确定的最大

迭代数ꎬ或者在多次迭代中ꎬ适应值没有改变到设置的临界值.
３.２.５　 模型构建实现过程

(１)在前向传播过程中ꎬＷＮＮ 通过小波函数将输入数据进行变换. 假设输入数据为 Ｘ ＝ [ ｘ１ꎬｘ２ꎬ􀆺ꎬ

ｘｎ]ꎬ网络的输出 Ｙ可以表示为:

Ｙ＝ ∑
ｎ

ｉ ＝ １
ｗ ｉ􀅰ψ(ｘｉ)＋ｂꎬ (１８)

式中ꎬｗ ｉ 为权重ꎬψ(ｘｉ)为小波变换后的激活函数ꎬｂ为偏置项. 小波神经网络的激活函数通常使用小波基

函数ꎬ例如 Ｇａｕｓｓｉａｎ 小波函数:

ψ(ｘｉ)＝ ｅｘｐ －
ｘ２ｉ
２σ２

æ

è
ç

ö

ø
÷ ｃｏｓ(２πｘｉ) . (１９)

通过这样的处理ꎬ输入数据被映射到小波空间ꎬ能够更好地捕捉数据的非线性和多尺度特征.
(２)计算模型的输出与真实值 Ｙｔｒｕｅꎬｉ之间的误差 ＥꎬＥ将作为 ＰＳＯ 优化过程中的目标函数.
(３)ＰＳＯ 算法用于优化 ＷＮＮ 的权重 ｗ ｉ 和偏置 ｂꎬ假设当前有 ｍ个粒子ꎬ每个粒子代表一组权重和偏

置. 粒子的运动遵循式(１０)和式(１１)ꎬ通过多次迭代更新ꎬ粒子的位置(即神经网络的权重和偏置)逐渐

逼近最优解.
在每一次前向传播计算输出和误差后ꎬＰＳＯ 算法会根据误差反馈优化粒子群中的权重和偏置. 通过

多次迭代ꎬＰＳＯ 最终找到使得误差最小的最优参数组合ꎬ从而提升小波神经网络的预测性能. 这种基于

ＰＳＯ￣ＷＮＮ 的组合模型利用了 ＰＳＯ 全局优化能力和小波神经网络的非线性处理能力ꎬ通过上述公步骤描

述ꎬ能够更形象地展现两者结合在实际应用中的有效性和实现细节.
—５３１—
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３.３　 模型训练与验证

运用前节 ＰＳＯ 原理ꎬＰＳＯ 算法将粒子的当前位置作为神经网络的权值集合. 粒子群算法经过几次迭

代ꎬ搜索出最小的权值集合ꎬ从而使神经网络在训练集中的错误率最小. 利用 ＰＳＯ 优化的初值ꎬ采用梯度

下降等方法ꎬ使神经网络更易达到或趋近于全局最优ꎬ提高了训练效率. 在确定了最佳的参数之后ꎬ就可

以进行 ＰＳＯ￣ＷＮＮ 的训练和检验.
３.３.１　 训练过程

ＰＳＯ￣ＷＮＮ 是用训练样本来训练的ꎬ其方法是:
参数初始化:采用 ＰＳＯ 算法得到的最佳参数初始化神经网络.
前向传播:将训练好的数据导入一个模型ꎬ并对其进行正向操作ꎬ获得最后的输出结果.
误差计算:通过特定的指标衡量预测值与真实值之间的偏差.
反向传播:利用梯度下降方法对模型中的参数进行修正ꎬ以最大限度地减小误差. 该算法采用一步一

步迭代求出误差的梯度值ꎬ并对每一层权值进行更新.
在训练阶段ꎬ为了避免过度学习ꎬ采用了交互检验的方法来评价模型的表现. 在此基础上ꎬ通过不断

的迭代学习ꎬ使模型的误差趋于最优.
３.３.２　 验证过程

模型评估:采用均方误差、绝对平均误差和判决系数来评价该模型.

ＭＡＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
｜ ｙ^ｉ － ｙｉ ｜ ꎬ

Ｒ２ ＝ １ －
∑
Ｎ

ｉ ＝ １
( ｙ^ｉ － ｙｉ) ２

∑
Ｎ

ｉ ＝ １
(ｙｉ － 􀭰ｙ) ２

ꎬ

(２０)

式中ꎬｙ^ｉ 称之为模型的预测值ꎬ实际值用 ｙｉ 来表示. 真实值的平均值用 􀭰ｙ 来表示ꎬ其中ꎬＮ 是样本总数. 在
均方差和均值均差不大的情况下ꎬ当 Ｒ２ 趋近 １ 时ꎬ模型的预测结果是令人满意的.

实验结果表明ꎬＰＳＯ￣ＷＮＮ 模型在预测精度、稳定性等方面均优于传统方法. 通过与基准模型(如线性

回归、支持向量机等)的比较ꎬ可以验证 ＰＳＯ￣ＷＮＮ 模型的优越性.
３.３.３　 交叉验证

最后ꎬ利用 ｋ－折叠交叉检验对该模型进行了验证. 该方法将数据集合划分为 ｋ个子集ꎬ每次使用 ｋ－１ 个

子集和剩余的 １ 个子集分别进行检验ꎬ然后以 ｋ个子集的平均性能作为评价结果. 常见的 ｋ值为 １０ꎬ即 １０ 折

交叉验证.
通过以上步骤ꎬ构建并验证了基于粒子群优化小波神经网络(ＰＳＯ￣ＷＮＮ)的功率预测模型ꎬ确保其在

实际应用中的有效性和可靠性. 本研究的 ＰＳＯ￣ＷＮＮ 模型在多种数据集上进行了验证ꎬ结果表明其具有较

高的预测精度和良好的泛化能力ꎬ能够有效解决实际应用中的预测任务.

４　 案例分析与实验结果

采用内蒙古某风电站的 ４１６ ｈ 的风力发电数据提供的真实风力功率数据进行研究分析. 在每次 １ ｈ
的间隔中ꎬ收集了 ４１６ ｈ 的数据. 在这些时间中ꎬ最初的 ３３６ ｈ 被用作模式训练数据ꎬ后面的 ８０ ｈ 被用作试

验数据. 使用 ｍａｔｌａｂ 进行本次实验以验证模型预测误差ꎬ在当地的气象站获取高频气象信息ꎬ包括气温、
气压、风速、湿度、云、降水.
４.１　 粒子群优化收敛速度验证

首先ꎬ我们将检验 ＰＳＯ 算法小波网络的收敛性. ＰＳＯ 有很好的全局收敛性ꎬ结合 ＰＳＯ 和小波神经网

络ꎬ可以有效地改善模型的收敛性和学习性能.
从图 ３、４ 中可以看到ꎬＰＳＯ￣ＷＮＮ 的收敛性明显优于传统的神经网络. 具体来说ꎬＰＳＯ￣ＷＮＮ 在经过

１００ 次左右迭代训练后接近收敛ꎬ而ＷＮＮ 要经过 ３５０ 次左右的训练才接近收敛ꎬ并且 ＰＳＯ￣ＷＮＮ 的网络输

出误差明显降低. 结果显示ꎬＰＳＯ￣ＷＮＮ 在学习效果方面得到了有效改善.
—６３１—
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图 ３　 小波神经网络的训练效果

Ｆｉｇ􀆰 ３　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ
图 ４　 粒子群优化小波神经网络训练效果

Ｆｉｇ􀆰 ４　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚｅｄ
Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

图 ５　 小波神经网络预测值与真实值对比

Ｆｉｇ􀆰 ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ａｎｄ ａｃｔｕａｌ ｖａｌｕｅｓ ｏｆ
Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

４.２　 预测性能验证

在此基础上ꎬ对传统的小波神经网络、改进

的小波基函数和改进的小波神经网络与 ＰＳＯ 相

结合的方法进行了预测试验. 图 ５ ~图 ７ 显示了

三个模式的预测结果.
图 ６ 相比于图 ５ 预测结果更加平稳ꎬ说明改

进小波基函数后的小波神经网络预测的多尺度

能力更强.
图 ７ 显示出了使用粒子群优化的改进的小

波神经网络. 在此基础上ꎬ提出一种基于粒子群

优化算法的改进算法ꎬ使其具有更好的收敛性和

鲁棒性.

图 ６　 改进小波神经网络预测值与真实值对比

Ｆｉｇ􀆰 ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ａｎｄ ａｃｔｕａｌ ｖａｌｕｅｓ ｏｆ ｉｍｐｒｏｖｅｄ
Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

图 ７　 粒子群小波神经网络预测值与真实值对比

Ｆｉｇ􀆰 ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ａｎｄ ａｃｔｕａｌ ｖａｌｕｅｓ ｏｆ ｐａｒｔｉｃｌｅ
ｓｗａｒｍ Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

４.３　 实验结果与分析

为了更清晰地展示粒子群优化改进的小波神经网络预测模型精度的显著提升ꎬ本文使用了三种误差

分析方法:ＭＡＥ、ＭＲＥ 以及 ＲＭＳＥ. 相关公式如下:

ＭＡＥ＝
｜ ｘｉｒ－ｘｉｐｒｅ ｜
ｎ

ꎬ (２１)

ＭＡＥ＝ １
Ｎ ∑

ｎ

ｉ ＝ １

ｘｉｒ－ｘｉｐｒｅ ｜
ｘｉｒ

ꎬ (２２)

ＲＭＳＥ＝
∑
ｎ

ｉ ＝ １
(ｘｉ － ｘｉｐｒｅ) ２

ｎ
ꎬ (２３)

式中ꎬｘｉｒ为真实的功率ꎬｘｉｐｒｅ为模型的预测ꎬｎ为抽样的个数. 误差分析的结果显示在表 １ 中.
—７３１—
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图 ８　 实验模型误差对比图

Ｆｉｇ􀆰 ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｍｏｄｅｌ ｅｒｒｏｒｓ

表 １　 误差对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｒｒｏｒｓ

实验模型 ＭＡＥ ＭＲＥ ＲＭＳＥ

小波神经网络 ３３.４３４ ０.８６５ ０.９５４
改进后的小波神经网络 ２６.４４５ ０.６３３ ０.７９８

一种改进的小波神经网络 ＰＳＯ 算法 １４.３２２ ０.３０５ ０.４０２

　 　 相较于表 １ 的误差对比ꎬ图 ８ 所示的柱状图能更

直观的体现出各实验模型的误差对比结果. 由表 １ 和

图 ８ 可看出ꎬ经过改进的小波神经网络各方面误差都

有所降低ꎬ说明改进后的小波神经网络拥有多尺度能力ꎬ而粒子群优化算法的加入可以加速网络收敛速

度ꎬ避免局部极值ꎬ从而实现对模型的准确预测.

５　 结论

针对传统小波网络预测方法计算效率低、缺乏多尺度处理能力等方面的不足ꎬ本文提出了一种融合

ＰＳＯ 算法的改进型小波神经网络混合预测模型. 该模型通过优化小波基函数ꎬ显著增强了在处理非平稳

与多尺度特征数据方面的表达能力ꎻ同时ꎬ利用 ＰＳＯ 算法对网络参数进行全局优化ꎬ有效避免了陷入局部

最优的问题ꎬ加快了模型训练的收敛速度. 实验结果表明ꎬ改进后的小波神经网络具备更强的多尺度建模

能力ꎬ在多个典型功率预测数据集上均表现出更高的预测精度与更快的训练效率ꎬ验证了所提方法的有效

性与实用性.
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