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摘要

识别工人的施工活动或行为可以帮助管理者更好地监控劳动效率和施工进度。然而，目前的施工工人活
动分析依赖于人工观察和记录，这消耗了大量的时间和人力成本。研究人员已经致力于监测工地上工人
的施工行为，但当多名工人一起工作时，现有的研究不能准确和自动地识别施工活动。本研究提出了一
个深度学习框架，用于自动分析多名工人的施工活动。在这个框架中，设计并使用了多个深度神经网络
模型来完成工人关键点提取、工人跟踪和工人施工活动分析。设计的框架在实际建筑工地进行了测试，
对多名工人的活动进行了识别，表明该框架用于自动监控工作效率的可行性。
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1. 引言

在建筑行业中，工人是最重要的资源之一，他们的行

为直接影响到项目的进度和成本。建筑行业员工的效率低

下最终会导致生产力下降，浪费时间和资源。因此，需要

对工人进行现场监控，跟踪他们的动作行为是衡量他们生

产率的有效方法之一。建筑行业的管理者可以获取关于工

人状态的最新信息作为参考，并据此调整策略。

传统的监控系统依赖于现场工头进行监控，他们负责

监督工人的状态。一些工人在没有监控的情况下，可能无

法有效地履行职责，导致生产力下降。这种监控方式有很

大的局限性，需要许多工头来监控工人，这将增加人工成

本，结果的可靠性也无法保证，存在主观性。因此，需要

一个自动分析建筑工人行为的系统，以保证工人高效地

工作。

研究人员开发了各种技术进行自动提取和分析现场信

息，并设计了相应的系统来监控施工现场。目前，有两种

类型的方法：非视觉和视觉。非视觉方法包括全球定位系

统（GPS）、惯性测量单元（IMU）系统、射频识别

（RFID）系统和超宽带（UWB）系统[1‒4]。这些方法基

于电子传感器，持续收集信息（如对象的速度、加速度和

方向）以对工人的活动进行分类。然而，工人需要佩戴传

感器设备进行数据采集，带来一些不便。此外，使用非视

觉方法难以对工人详细的活动进行分类。例如，GPS用于

记录位置信息的变化，但它无法识别细微的活动。

视觉方法相对于非视觉方法没有上述的劣势。这些系
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统无需直接接触工人，可以利用图片和视频数据分析建筑

工人的行为。目前，监控系统收集了大量建筑工地的视频

数据[5]。许多研究使用非接触式的普通红-绿-蓝（RGB）

摄像机或红-蓝-绿-深度（RGB-D）摄像机利用算法来识

别工人的活动[6‒7]。RGB-D摄像机（如微软的Kinect摄

像机）是一种传感系统，能够捕捉RGB图像以及每个像

素的深度信息[8]。此外，深度信息被用来提取人体的轮

廓图，并获取工人的关键点数据。在相关研究中，提取的

关键点数据被用来实时识别不安全的工人行为[9]。与原

始图像相比，关键点数据具有更小的数据量，可以更快地

进行处理。然而，由于RGB-D深度摄像机的拍摄距离有

限以及光线的影响，它通常只适用于室内场景，在室外的

工地场景则难以获取深度信息或关键点数据。

很少有研究将活动与特定工人相关联，因为大多数方

法只评估静态视频帧图像，并没有在前后帧之间建立同一

工人的关联，从而进一步限制了对每名工人劳动力的评估

[10]。这是基于计算机视觉的非接触方法的一个缺点，而

一些基于非视觉的系统在执行这项任务方面更有效。此

外，大多数工人行为识别系统依赖于原始图像，与基于关

键点数据的方法相比，计算量大，且难以保证实时性。建

筑工地通常有几个摄像机，处理的视频数据量很大。与基

于关键点数据的方法相比，现有的基于视觉的系统依赖于

原始图像来完成工人行为检测，这在计算上要求高，难以

实时执行。

本文介绍了一种新的基于视觉的活动识别框架，使用

普通摄像机录制的视频作为输入，自动获取每名工人的行

为。在这个框架中，使用轻量级姿态估计网络从普通摄像

机拍摄的视频中获取人体关键点信息。然后，采用多人跟

踪算法，并利用关键点提取工人的边界帧，以完成运动和

外观信息的提取，从而有效地跟踪工人和关键点。最后，

设计了多层全连接（FC）神经网络和堆叠长短期记忆

（LSTM）神经网络，对每名工人的关键点信息进行分类，

完成行为识别和施工效率分析。利用从实际建筑工地收集

的视频，测试并验证了所提出框架的可行性。本文的贡献

如下：

（1）使用人体姿态估计算法从普通摄像机视频中提取

工人关键点，并结合神经网络模型分析工人活动；

（2）考虑时间和空间组合对工人活动分析准确性及实

际工地监控视频的影响；

（3）使用外观和运动信息在视频的前后帧之间建立工

人的联系，完成多工人动作识别和效率统计。

2. 相关工作

本节介绍了现有的非视觉和视觉施工活动识别方法及

相关工作的分析。

2.1. 非视觉系统

非视觉系统的研究工作主要基于物联网（IoT）。基于

IoT的系统以佩戴电子传感器的目标对象作为分析对象，

依靠电子传感器通过连续收集传感器信息，包括速度、加

速度和方向，分析对象的活动或工作状态。基于传感器的

接触式监测研究侧重于远程定位和跟踪技术。Kelm等[2]

设计了一个移动RFID门户网站来检查工人的安全防护装

备是否符合相应规范。Pradhananga等[11]进一步整合了

GPS的结果，完成对土方作业的生产率测量。Montaser等

[12]开发了一种基于RFID技术的材料位置识别和跟踪方

法，可以用来获取近实时决策所需的信息。Akhavian等

[13]使用移动传感器（加速度计、陀螺仪和GPS）和机器

学习分类器，通过分析设备的数据来识别土方设备的活

动。Cheng等[3]通过UWB获取了工人的运动和工地分布

信息，完成建筑工人活动的识别。Zhao等[14]和Sanhudo

等[15]使用深度神经网络（DNN）模型从可穿戴 IMU传感

器捕获的运动数据中识别建筑工人的活动。一些研究侧重

基于可穿戴无线 IMU测量的运动数据，研究了可能导致

与施工相关的工作相关肌肉骨骼疾患（WMSDs）的人体

运动[16‒18]。

传感器的主要优点之一是可以有效地提供穿戴者身份

识别信息（ID），并分析不同工人佩戴的传感器的活动

[19]。然而，IoT系统的应用要求每个建筑工人都佩戴 IoT

传感器，而传感器的佩戴可能会影响正常的施工活动，通

常不被工人所接受[20]。

2.2. 视觉系统

研究人员使用非接触式普通或深度摄像机结合计算机

算法来识别工人活动。近年来，这一研究课题引起了越来

越多的关注。随着深度摄像机的出现，研究人员开始使用

它们获取关键点，完成工人活动识别。例如，使用Kinect

深度摄像机提取人体轮廓，使用快速骨架化技术获取人体

姿态描述符。针对建筑工人经常患有各种肌肉骨骼疾病的

问题，使用深度摄像机进行姿态采集，检测不正确的活动

[21]。Khosrowpour等[6]使用了微软的Kinect传感器来估

计人体姿态，并利用获得的关键点信息来分析工人的活

动。相关研究证实，姿态估计数据足以用于理解和分类人

类动作行为[22]，但目前基于关键点的活动识别依赖于深
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度摄像机提取，成本高且测量距离有限[23]。

在基于普通摄像机的智能监控领域，随着计算机视觉

技术的显著进步，计算机视觉和模式识别已显示出深度学

习方法优于传统机器学习方法，包括图像分类[24]、物体

检测[25]和动作识别任务[26]。Fang等[27]和Kim等[28]基

于区域检测卷积神经网络（CNN）从RGB数据中检测建

筑工人和设备。Fang等[29]使用基于区域提名的更快CNN

（Faster-RCNN）来判断工人是否佩戴安全帽。Zhang 等

[30]提出了一种基于深度学习的实时裂缝检测方法，用于

检测桥面的裂缝。上述研究主要基于图像来完成不安全活

动或物体的识别。这些方法仅将视频中每一帧单独作为图

片处理，没有建立前后帧对象之间的联系，因此前后帧之

间的处理结果独立存在，导致无法在存在多名工人的场景

中完成检测。考虑到活动的连续性，研究人员基于连续的

视频帧数据进行处理。Yang等[5]使用一种图像特征提取的

方法研究基于视觉的工人行为识别。Ding等[31]开发了一

种结合CNN和LSTM [32]的混合深度学习模型，自动识别

不安全的工人行为。Luo等[10,33]使用图像和光流图像获

取空间和时间信息，并使用时间段网络（TSN）[34]方法，

通过双流数据识别建筑工地上工人的活动。Chen等[35]使

用三维（3D）CNN准确识别挖掘机活动，并将其分类为详

细类型（如挖掘、装载和摆动）。然而，在杂乱的建筑场景

中，除工人外还有许多其他物体会对分类结果产生影响。

上述方法在前后帧之间建立了联系，并将前后帧数据结合

进行动作识别。但当前后帧中存在许多工人时，难以区分

每名工人，同时基于双流或3D卷积，计算量大，难以保证

实时性能。深度学习方法的缺点是，由于视频帧的整个区

域都提供了学习表征，因此学习到的表征可能不专门针对

人类行为。此外，很少有方法可以自动跟踪工人或在无人

工干预的情况下识别和跟踪进入视频的新的工人[10]。

与普通摄像机相比，深度摄像机可以以更快的数据处

理速度获取工人关键点信息，且关键点信息消除了多余背

景干扰信息[36]。现有研究中可以用基于视觉的方法来获

取工人的关键点信息[37]。Roberts等[38]使用关键点提取

算法 alphapose进行姿态估计，同时使用3D卷积处理双流

和关键点信息。由于 alphapose是一种自上而下的估计方

法，因此当工人数量增加时，计算量会大大增加[39]，对

于双流数据的3D卷积处理无法保证实时性能。此外，提

取的边界框中ORB特征可能并非工人本身的特征，算法

在背景和工人之间寻找特征点，这使得难以通过保证前后

帧特征的关联来实现跟踪。关键点提取方法已被证明适用

于活动识别任务[22,40‒41]。骨架特征提供了关于人体关

节和骨骼的量化信息。与RGB流相比，骨架特征在复杂

背景的动态情况下可以提供更精简和有用的信息。

3. 方法框架

多工人施工动作和工作效率识别框架如图1所示，包

括四个主要模块：建筑工人关键点提取、工人位置提取与

跟踪、行动识别和工作效率分析。首先，姿态估计检测器

完成视频分析处理，获取工人关键点数据。其次，使用关

键点数据获得每名工人当前帧的位置信息，并使用基于

CNN的跟踪算法来识别每名工人的位置和移动轨迹。跟

踪结果返回每名工人的 ID编号。通过工人的 ID号，将检

测的关键点信息在时间帧上映射到对应的工人：即连续获

取每名工人对应的关键点信息。然后，设计了一个时空分

析关键点数据的神经网络模型，用以识别工人的行为。最

后，对行为识别结果进行汇总，计算每名工人在一段时间

内的工作效率和全体工人的工作效率。

3.1. 关键点提取

关键点数据量相对较小，且仅包含工人的信息，因此

可消除复杂背景的影响。该模块从普通摄像机的视频中提

取人体关键点信息，不依赖深度摄像机进行关键点提取。

为了快速连续提取建筑工地上多名工人的关键点信息，本

文提出了一种轻量级姿态估计方法。在框架中使用改进的

轻量化网络结构的OpenPose模型[40]来提取工人关键点数

据，并结合几何关系分析安全帽的不规范使用情况[42]。

OpenPose模型是一种高效的多人姿态估计方法，在

多个公开基准数据集上测试效果出色。该模型将宽度为

w、高度为 h的图像作为输入。经过处理后，模型为每个

人输出二维（2D）关键点。在原始OpenPose网络中，图

像被一个CNN处理，其前十层由视觉几何小组的19层网

络结构（VGG-19）[43]组成，生成一组特征图F。为了进

一步提高估计速度，本研究采用了轻量级架构，使用Mo‐

bileNetV2 [44] 代替VGG-19作为特征提取网络。特征提

取网络结构如图2所示，主要由瓶颈残差块（BRB）结构

组成。该结构首先将低维压缩表示扩展到高维，并通过轻

量级深度卷积进行计算[44]。随后，通过线性卷积将特征

投影回低维表示。其余结构包括标准卷积（SC）、深度可

分离卷积（DSC）[45]和上采样层（UPS-L），通过网络分

析原始图像生成一组特征图F。

然后，网络由多阶段卷积网络（图2）组成，并分为

多个相似的阶段，每个阶段包括两个分支：一个用于获得

身体部位位置的置信度图，如图2中橙色虚线框所示；另

一个用于预测部分关联字段（PAF），以编码身体部分之
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间的关联度，如图2中蓝色虚线框所示。最后，通过贪婪

算法推理解析置信度图和 PAF，输出所有工人的二维关

键点。

第一阶段将特征图F作为输入，并生成一组PAF L1。

L1 = φ1 (F) （1）
式中，φ1是第一阶段橙色虚线框内的多阶段卷积网络，用

于第一阶段的推理。

在每个后续阶段，将特征图F和上一阶段的PAF Lt − 1

预测结果连接作为多阶段CNN的输入，其中 t表示阶段

数，Lt表示第 t阶段的PAF预测矢量场，Lt中的每个元素

代表属于肢体的像素的方向和大小。

Lt = φt(FLt - 1 ) "2 £ t £ TP （2）
式中，φt是第 t阶段橙色虚线框内的多阶段CNN，TP是总

PAF阶段的数量。

经过 TP次迭代后，从最近更新的 PAF预测开始，置

信图检测重复与PAF阶段类似的过程：

STP = ρt(FLTP ) "t = TP （3）

图1. 多工人施工行为和工作效率识别框架。t: 阶段。

图2. 姿态估计网络结构。SC：标准卷积；DSC：深度可分离卷积；UPS-L：上采样层；BRB：瓶颈残差块。
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S t = ρt(FLTPS t - 1 ) "TP < t £ TP + TC （4）
式中，ρt是第 t阶段蓝色虚线框内的多阶段CNN；TC是置

信度图总阶段数；S是对应阶段的置信度图；St是第 t阶段

置信度图的输出，St中的每个元素代表像素属于关键点的

概率；St − 1是第 t−1阶段置信度图的输出，其形状和含义

与St相同；LTP表示第TP阶段的PAF预测矢量场，STP是第

TP阶段置信度图的输入。

在每个阶段的末尾，应用损失函数，使网络在第一分

支迭代检测PAF，在第二分支迭代检测置信度图。第 ti阶

段PAF分支的损失函数和第 tk阶段置信度图分支的损失函

数分别由公式（5）和（6）表示：

f t
L =∑

c = 1

C∑
p

W (p) L t
c( )p - L*

c( )p
2

2
（5）

f t
S =∑

j = 1

J ∑
p

W ( )p S t
j ( )p - S *

j ( )p
2

2
（6）

式中，C和 c都是表示人体部位之间连接的索引，C是连

接的总数，c是特定连接；J和 j都是表示人体部位的索

引，J是部位的总数，j是特定部位；L*
c 是第 c个身体部位

到部位关联度的真实向量场；S *
j 是第 j个身体部位位置的

真实置信度图；W是一个二进制掩码。对于矩阵W，当图

像像素 p缺少注释时，W中对应于 p的元素为 0。整体损

失函数为：

f =∑
t = 1

TP

 f t
L + ∑

t = TP + 1

TP + TC

f t
S （7）

在本研究中，多阶段网络中的卷积被替换为可分离卷

积。通过使用DSC结构作为替换，改进了姿态估计网络

结构，如图2底部所示。对于多阶段网络，使用可分离卷

积进行替换，减少了网络计算量。如果卷积核的大小为动

态卷积核（DK）× DK，IN是输入通道的数量，ON是输

出通道的数量。SC的参数量可以表示为SC = DK × DK × 

IN × ON。深度可分离体积积分执行相同的处理操作，表

示为DSC = DK × DK × IN + IN × ON。

关键点提取如图3所示，图3（a）显示输入的原始图

像，图 3（b）显示提取的工人关键点信息。每名工人由

18个关键点组成，如图 3（c）所示。每个关键点的对应

含义或身体部位见表1。

3.2. 工人位置的提取和跟踪

这一模块的目的是处理关键点信息，以获得工人的边

界框位置信息，然后使用跟踪算法来跟踪和分析边界框和

边界框区域图像，获得工人 ID号。对于只有一名工人的

情况，可以使用第3.1节中描述的方法从视频中提取关键

点信息。设P = {P0, P1, …, PK}表示连续帧号K的关键点，

其中Pk = {(x0, y0), (x1, y1), …, (x17, y17)}表示第 k帧中工人的

关键点。当视频中有多名工人时，需要获取每一帧中所有

工人的关键点信息。关键点检测方法可以同时提取每一帧

中所有工人的关键点信息，但对于每名工人无法将连续帧

的数据关联起来。设N为获得帧中检测到的个体数量，不

同帧中工人的个体数量不同。对于每一帧中每名工人的

ID号n是不变的，其中工人 ID = n的第 k帧的关键点表示

为 P k
n = {( x0

nx
0
n ) ( x1

nx
1
n ) ( x17

n x
17
n )}。图 4是跟踪结果的

示意图，显示了连续获取工人关键点的过程。

考虑到新工人的出现、算法的漏检、移动到视野范围

外以及工人的移动和遮挡，保持每名工人的编号不变并获

得连续帧工人关键点数据是困难的。为了解决上述问题，

本文使用多目标跟踪算法实现工人和关键点数据之间的连

续帧关联。在跟踪模块中，应用了深度在线实时（SORT）

跟踪器，将前一步检测到的相同工人在视频的所有帧中关

联起来[46]。该方法已被用于跟踪预制墙，并从监控视频

中收集预制墙的位置和时间信息[47]。

xmax和 ymax表示 18个关键点坐标的最大值，xmin和 ymin

表示最小值，(w, h, x, y)表示边界框的坐标，其中(x, y)是

表1　关键点位置

Number

0

1

2

3

4

5

6

7

8

Key point

Nose

Neck

Left shoulder

Left elbow

Left wrist

Right shoulder

Right elbow

Right wrist

Left hip

Number

9

10

11

12

13

14

15

16

17

Key point

Left knee

Left foot

Right hip

Right knee

Right foot

Left eye

Right eye

Left ear

Right ear

图3. 关键点提取。（a）原始图像；（b）关键点提取结果；（c）关键点

组成。

249



边界框中心点的坐标，w, h分别是边界框的宽度和高度。

边界框的坐标可以通过使用最大值和最小值的简单计算得

到。图5显示使用关键点信息完成工人边界框检测。

在第 k帧提取了工人的边界框 bk
n = [ xk

ny
k
nw

k
nh

k
n ]，其

中(xk
ny

k
n )是第 k帧中 ID = n工人边界框的中心位置，wk

n和

hk
n 分别是其像素宽度和高度。在本研究中，选择深度

SORT算法作为目标跟踪方法，这是一种实时性能优异的

跟踪器。该方法将跟踪场景定义为一个八维向量 d k =

[xyγhẋẏγ̇ḣ]T，其中包含边界框的中心位置(x, y)和高度

h、纵横比γ = w/h，以及图像坐标中的各自速度。

使用标准卡尔曼滤波器和线性观测模型，预测更新的

轨迹，该滤波器具有恒定速度运动[44]。然后，根据预测

值匹配当前检测值，基于第 k + 1帧状态的 dk预测，可以

获得dk + 1。

深度SORT算法使用运动和外观信息来实现有效的跟

踪。使用外观信息（128维特征）和运动信息（由卡尔曼

滤波器预测的跟踪位置）来确定跟踪和检测同一人的可能

性。对于不同的场景，可以调整两个距离关联度的权重。

运动信息关联速度相对较快，适用于短期内没有遮挡的情

况。外观描述符与提取工人的特征与先前存储的特征进行

比较，可应用于工人遮挡的场景中。通过跟踪算法，将 ID

编号n和检测的关键点信息在时间上与对应的工人映射。

3.3. 动作识别

上述两个模块将普通摄像机拍摄的视频信息转换为连

续帧中每名工人对应的关键点序列，代表不同工人的施工

动作信息。本研究选择了多层FC神经网络来处理一帧中

各个关键点之间的相对距离和角度等空间特征。堆叠

LSTM网络可以处理连续帧的关键点信息提取的时间特

征。通过Softmax函数提供最后九个施工动作的得分，完

成行为分类任务。

上述网络输入数据的形状为10 × 18 × 2，表示18个关

键点的x和y坐标，10表示连续10帧的数据（图6）。空间

特征提取网络的设计主要依赖于四个FC层，具体网络参

数列在表 2中。网络中每层的 dropout层设置为 0.1，以防

止过拟合。s0, s1, s2,..., s31形成特征 s，空间特征提取网络

输出的特征 s用作网络下一阶段的输入。

通过提取网络的空间网络特征，可以获得空间特征，

并将相应结果输入到时间特征提取网络。时间特征提取网

络采用LSTM对时间序列进行处理，不限于固定长度的输

入或输出。因此，它不仅可以分析单帧特征信息，还可以

结合连续帧进行特征分析，这更有利于解决动作分类问

题。本研究使用两层堆叠LSTM网络，具体网络参数列在

图4. 跟踪结果的示意图。

图5. 提取边界框。
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表2中。维度在括号内标注为（批量大小、时间步长、输

入维度）。当LSTM1的输入维度为（32, 10, 32）时，批量

大小中每个输入到LSTM模型的尺寸为时间步长 × 输入维

度，执行次数为 30。上层LSTM的输出序列信息用作下

层LSTM的输入信息（图 7）。经过空间网络提取的特征

经过LSTM层处理后，输出到Softmax激活函数和九个神

经元的FC层。这九个输出中的每一个都以交叉熵的形式

提供相应动作的概率，其中最大的概率作为当前动作的类

别。动作分类网络共有七层，共训练了36 169个参数。与

其他神经网络模型相比，计算量较小。

4. 实验和结果

在本节中，对所提出的框架进行测试。使用轻量级姿

态检测网络处理视频，并完成工人关键点动作数据集的制

作。使用上述数据集训练动作识别网络，以获得动作分类

模型。

4.1. 数据集制作

视频由移动摄像机在多个建筑工地拍摄，每秒30帧，

分辨率为 1920 × 1280。摄像机不是固定安装的，可以移

动到不同的角度记录和观察多工人施工行为，视频中包含

多名工人，场景如图8所示。

4.1.1. 包含工人施工行为的视频数据集的制作

在关键点数据集中，为了确保每名工人在每帧对应关

键点的动作分类正确，需要创建一个动作视频数据集，使

图6. 空间特征提取网络。s0, s1, s2,..., s31构成特征 s，空间特征提取网络

输出的特征 s用作网络下一阶段的输入。

图7. 时间特征提取网络。

表2　动作识别网络的参数

Name

FC layer 1

FC layer 2

FC layer 3

FC layer 4

LSTM1

LSTM2

FC layer 5

Input size

(32, None, 36)

(32, None, 128)

(32, None, 64)

(32, None, 64)

(32, 10, 32)

(32, 10, 32)

(32, None, 32)

Output size

(32, None, 128)

(32, None, 64)

(32, None, 64)

(32, None, 32)

(32, 10, 32)

(32, 10, 32)

(32, None, 9)

Number of neurons

128

64

64

32

32

32

9

Number of parameters

4736

8256

4160

2080

8320

8320

297

Activation function

ReLU

ReLU

ReLU

ReLU

Tanh

Tanh

Softmax

The dimensions are denoted as (batch size, time step, input dimension) inside the parentheses in the input and output size columns. ReLU: rectified linear unit; 
Tanh: hyperbolic tangent function.

图8. 施工场景的视频帧。
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每个短视频只包含一名工人和一个动作类别。

为了满足上述视频数据集的要求，需要在空间和时间

上对收集的视频进行剪辑。在空间上，逐帧剪辑每个工人

边界框对应的图像。在时间上，对连续视频帧中每名工人

的相同动作时间帧进行剪辑。剪辑九个动作的短视频，每

个视频包含一名工人的动作类别。在本实验中，有九个动

作类别，这个数字可以根据不同的实际需求进行调整。不

同的类别被划分为施工状态（工人状态=1）和非施工状

态（工人状态=0）。具体类别列在表3中。“其他”类别表

示与建筑活动无关的类别。

4.1.2. 关键点数据集的制作

在创建短视频数据集之后，使用改进的姿态提取算法

将所有短视频转换为关键点数据。关键点信息包含了每张

图片中工人的具体位置信息。采样单位为录制的视频帧

率，视频中的关键点逐帧提取。通过数据处理，得到了每

个短视频片段的连续关键点序列。短视频片段的动作类别

即为生成的关键点序列的类别。相同类别的关键点序列放

在一起，形成一个长序列。在网络训练期间，使用设置的

批量大小来划分整个数据集序列。每个视频片段的持续时

间不同，视频数据集中的动作持续时间长短不同。因此，

每个关键点序列的长度不固定，长度大约为90。图9显示

了关键点数据集，数据经过归一化。通过公式（8）归一

化，数据集包含 36个坐标点和动作类别编号。原始关键

点数据集中的身体关节位置是视频中的像素位置，因此相

对于视频的大小进行了归一化。本文中的原始数据根据视

频的长度和宽度进行了归一化，因此 xmin和 ymin均为 0，

xmax是视频帧宽度 w，ymax是视频帧高度 h。视频尺寸为

1920 × 1080，因此xmax为1920，ymax为1080。

max min

max m

min

min

in

ˆ

ˆ

i
i

i
i

x xx
x x
y yy
y y

-
=

-
-

=
-

ì
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í
ï
ïî     

    
   

（8）
式中，i是视频中关键点的索引，范围从0到17。

4.2. 动作识别模型的训练

使用关键点数据集训练动作分类网络。本文中循环网

图9. 关键点数据集。（a）站立操作关键点数据；（b）蹲着休息关键点数据；（c）肩扛物料关键点数据。

表3　工人动作类别和帧数

Action name

Shouldering materials

Carrying materials

Sitting-rest

Standing-rest

Squatting-operation

Squatting-rest

Standing-operation

Moving

Other

Category 

number

0

1

2

3

4

5

6

7

8

Worker state

1

1

0

0

1

0

1

0

0

Number of 

frames

2160

2160

2430

2520

2430

2160

2520

2520

2400
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络的时间步长为 10，每个输入到网络的样本序列由 10个

连续帧的关键点组成，每帧的关键点数据维度为 36。实

验的关键点总数为63 900，即样本总数为63 900，其中训

练集、测试集和验证集的比例为8∶1∶1。本实验的样本

采集是连续的，即如果选取时刻 k和时刻 k+9之间的关键

点作为一个样本，下一个样本则由时刻k+1和时刻k+10之

间的关键点数据组成。

动作分类网络训练环境是Python 3.6，深度学习框架

为 Keras 2.2.0，处理器为 Intel i7 7700K，显卡为 Nvidia 

GTX 1050ti图形处理器，系统为Windows 10 64位。训练

参数设置如下：批量大小 = 32，迭代次数 = 200，初始学

习率 = 0.0001。使用Adam优化器控制学习率。当训练达

到200次迭代（图10）时，训练损失函数变得稳定，耗时

690 s。由于网络参数数量相对较少，与原始图像数据相

比，训练时间非常短。训练期间的损失曲线如图 10（a）

所示，训练损失稳定。

4.3. 动作分类模型的测试结果

在本研究中，使用准确率和混淆矩阵作为性能指标。

准确率给出正确预测的概率，一直是活动识别中广泛使用

的评价方法。混淆矩阵不仅可以完整地显示正确和错误预

测的数量，还可以完整地显示相应活动预测错误的结果的

具体预测类别。此外，还可以计算每个类别预测结果的准

确率。

准确率也可以衡量分类网络做出正确预测的概率。它

是动作识别领域中公认的评估指标。图10（b）显示了训

练的准确率，约为89%。

混淆矩阵分析了测试数据集上活动识别的准确性，并

且可以用来详细分析每个类别的预测情况。在测试数据集

上得到的混淆矩阵如图 11所示，它显示了每个类别的正

确预测数量和其他类别的具体识别情况。测试数据集的总

体准确率约为 90%。图 11 中“蹲着操作”类别识别和

“其他”类别识别的准确率较低。“蹲着操作”主要被误识

别为“搬运材料”和“蹲着休息”类别。这可能的原因是

数据本身的相似性和“搬运材料”时下半身遮挡，导致腿

部关键点的丢失。由于数据本身存在较大差异，“其他”

类别中的动作部分被识别为“蹲着操作”，识别准确率最

低。其余类别的准确率高于 90%，具有较高的识别准

确率。

4.4. 实际场景中的活动识别和效率分析结果

在本节中，将所提出的框架在实际场景中进行了验

证，包括活动识别和效率分析。首先，跟踪工人的位置是

将关键点数据与个体工人编号相关联的必要条件。如第

3.2节所述，采用深度 SORT算法进行跟踪，实现了关键

点与各自工人编号的关联。因此，获得了每名工人在一段

时间内的连续关键点数据，用于后续动作识别。如图 12
图10. 动作识别模型的训练和验证结果。 （a）损失曲线；（b）准确率

曲线。

图11. 动作识别混淆矩阵图。
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所示，记录了两个场景中几名工人的运动轨迹，用不同的

颜色标记了每名工人的运动路径。实验结果证实了前述跟

踪方法可以准确地确定每名工人的位置，同时在整个场景

中持续而精确地追踪他们的运动轨迹。

在施工过程中，工人可能会执行多种动作。在本文

中，施工类的动作被归为状态 1（表 3）。对于工人来说，

实际的工作时间（状态1的帧数之和）可以用来衡量工人

的表现。将实际工作时间与总时间（总帧数）相比，可以

确定一段时间内工人的工作效率。类似地，可以通过每帧

中的建筑工人数量（每帧中状态1的人数）和每一帧中所

有工人的工作效率，来计算某一施工阶段监控范围内所有

工人的施工进度统计。上述信息可以随时间记录，以分析

每名工人的工作效率和同期所有工人的工作效率。

本节使用了一段施工工人监控视频，来测试所提出的

框架，解决多工人施工活动识别和工作效率分析统计的问

题。为了验证施工活动识别，识别视频中所有工人的行为

类别，施工视频中有七名工人。图 13显示每位工人活动

识别结果，每位工人都由所提出的框架自动分配一个特定

的 ID号，并显示工人当前帧的活动类别。此外，系统统

计了人员活动的类别数量，用于工作效率的统计。

为了获得详细的工人工作效率信息，对图14（a）中

的三工人场景进行了进一步统计。这段视频的长度是

图12. 工人跟踪结果。（a）场景1中跟踪六名工人；（b）场景2中跟踪三名工人。

图13. 活动识别结果。视频帧中整体施工效率显示。

254



20 s，每秒30帧，视频逐帧输入到网络中进行分析。图14

（b）中的纵轴表示行为的类别，介于0和8之间，横轴表

示帧数。三个数字分别分配给了三名工人，每个数字记录

了工人的动作类别。图中的虚线表示由于工人被遮挡而没

有检测到关键点。利用每名工人的动作信息，得到了工人

效率的统计。工人效率的统计结果如图 15所示，其中绿

色表示工人的关键点丢失，橙色表示该时间段工人的效

率，蓝色表示工人没有工作的时间。工人 ID-1和 ID-3大

部分时间都在休息。在表 3中，可以将行为 3和行为 5分

别分类为“站着休息”和“蹲着休息”。工人 ID-2多数时

间在“搬运材料”和“蹲着操作”，实际工作效率更高。

4.5. 讨论

与使用目标检测进行不同工人活动识别和安全行为检

测相比，本研究不仅将空间信息作为关键点坐标信息，还

分析了连续帧的关键点信息，从而更符合活动随时间连续

变化的特点。本研究中用于活动识别的方法可以完成端到

端训练，便于后期适应数据集数量的增加或活动类别的增

加。基于深度摄像机识别人体关键点，易受光线影响且成

本高。本研究中，只使用普通摄像机从视频流中获取关键

点信息；使用深度排序跟踪算法跟踪每名工人；初始帧不

需要手动标记每名工人的检测框。在动作识别过程中，关

键点无法识别，导致关键点数据的丢失。过多的数据丢失

会导致无法确定工人的工作状态，影响每名工人工作效率

的统计。

本研究仍有一定局限。首先，建筑工地上有各种类型

的动作，这意味着并非所有活动类别都被考虑到，尽管考

虑了与建筑活动无关的类别（“其他”标签）。此外，当

工人长时间离开摄像机视频范围导致对象跟踪丢失时，所

提出的框架将为活动识别的工人分配新的 ID编号。

5. 结论

本文提出了一个基于深度学习的活动分析框架，用于

处理涉及多名工人的施工信息。该框架集成了关键点提

取、跟踪、活动识别和效率分析模块。姿态估计检测器处

理从RGB视频流中获得的2D姿态信息。还提出了施工现

场的关键点动作数据集，以完成活动分类网络的训练。少

量的关键点数据可以代表人类的动作和位置。所提出的框

架可以用于视频中的多工人活动的识别和工作效率的统

计。通过在从实际施工现场收集的施工监控视频上验证所

提出的方法，证明了所提出的框架在监控建筑工人活动方

面的有效性。实验结果表明了2D姿态信息对于建筑工人

活动分析和效率分析的有效性。

图15. 工人效率的统计结果。（a）不同工人的工作、非工作和缺失的帧

数；（b）不同工人的工作效率。

图14. 工人动作识别结果。（a）三工人场景的测试；（b）不同帧中每名

工人的动作类别分布图。
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后续研究将集中于通过添加工具检测，更准确、更细

致地识别不同工种的工人行为类别。工人行为类别可以更

加细化，更有利于施工进度的统计。此外，由于施工现场

的场景通常很大，而一个摄像机的范围有限，因此还将探

索跨摄像机的工人跟踪和活动识别。行为识别的结果也可

以通过引入更多包含不安全行为的行为类别（如违规攀

爬、翻越等），及时进行安全分析。后续的研究还将考虑

对工人行为的预测；预测危险行为的发生，如工人失去平

衡时的跌落预测；对视频数据进行实时分析；以及及时生

成预警，提醒工人和管理人员。
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