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多病害并发复杂场景下的道路病害检测RGT-
YOLOv7模型
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摘 要：随着我国公路网的不断扩展， 道路病害检测已经成为道路养护与行车安全保障

必不可少的组成部分， 基于深度学习的道路病害检测已经成为该领域的研究热点 . 针对多种

病害并发的复杂场景下道路病害识别精度不高、泛化能力不足的问题， 提出了一种复杂场景

下的道路病害检测模型 RGT-YOLOv7（Receptive Ghost Triplet-YOLOv7）. 在主干网络部分引

入三重注意力机制， 提高病害特征在不同通道与空间的相关性， 解决了特征提取效率不高的

问题；将原有的全连接空间金字塔卷积模块替换为快速全连接空间金字塔卷积模块， 并加入

幻影卷积模块， 提高冗余特征的使用率， 将原有的冗余特征与新提取到的特征融合， 得到包

含不同尺度的特征信息；为了扩大模型感受野， 在特征增强部分加入改进的感受野模块， 利
用不同尺寸的空洞卷积从不同方向对特征图进行提取， 加强对横向和纵向特征的提取 . 实验

结果表明， 与 YOLOv7 相比， 识别的平均正确率（mean average precision， mAP）和平衡 F 分数

分别提升了 6.9、3.9 个百分点， 尤其是对纵向裂缝危害识别的平均正确率提高了 22.3 个百分

点， 与 Faster R-CNN、YOLOv5等模型相比也有良好的性能提升， 表明 RGT-YOLOv7是一种有

效的复杂场景下的道路病害检测模型 .
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 Road Disease Detection RGT-YOLOv7 Model under Multiple Diseases 
Complicated Scenarios
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Abstract：With the continuous expansion of China’s road network， road disease detection has become an 
indispensable part of road maintenance and traffic safety， and road disease detection based on deep learning has 
become a research hotspot in this field. Aiming at the problems of low accuracy and generalization ability of road 
disease identification in complex scenes with multiple diseases， a road disease detection model called Receptive 
Ghost Triplet-YOLOv7 （RGT-YOLOv7） in complex scenes is proposed in this paper. A triplet attention mechanism 
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is introduced in the backbone network to improve the correlation of disease features in different channels and spaces， 
and to solve the problem of low feature extraction efficiency. The original SPP module is replaced by the SPPF 
module， the Ghost module is added to improve the utilization rate of redundant features， and the original redundant 
features and the newly extracted features are fused to get more diverse and rich feature information with different 
scales. In order to improve the model perception field， RFBs module is added in the feature enhancement part， and 
the feature map is extracted from different directions by using cavity convolution with different sizes to enhance the 
extraction of horizontal and vertical features. Experimental results show that the average accuracy and balanced F 
score are improved by 6.9 percentage points and 3.9 percentage points， respectively， compared with YOLOv7， 
especially the longitudinal fracture identification is improved by 22.3 percentage points， and it also has good 
performance improvement compared with Faster R-CNN， YOLOv5， and recently proposed algorithm models. It is an 
effective road disease detection algorithm for proposed RGT-YOLOv7 under complex scenes.
  Key words：object detection；road distress detection；deep learning；YOLOv7；receptive field block（RFB）

公路是促进国家发展与提高人民生活质量的重

要基础设施， 随着我国公路网规模的不断增大以及

车流量的飞速增长， 公路因自然因素与长时间的使

用不可避免会出现不同类型的路面病害， 这已成为

威胁行车安全的严重隐患之一 . 近些年伴随着信息

技术的蓬勃发展， 如何利用信息化的手段， 特别是

通过图片对路面病害进行自动检测与识别成为公路

养护管理领域研究重点 .
目前国内外针对道路病害检测研究方法主要分

为基于传统特征提取的图像分割算法和基于深度学

习的方法两大类 . Ding 等［1］为解决强光条件下车辙

检测困难， 采用全局灰度校正、特征融合分割和自

适应中值滤波算法减少了路面标记的干扰， 很好保

留了线结构光条， 通过最小二乘法对光心曲线进行

校正， 得到了反映路面实际变形的相对光心曲线， 
测试结果表明该方法的平均相对检测误差明显低于

人工检测 . Zhang等［2］针对沥青路面裂缝检测困难的

问题， 利用自适应阈值分割图片中的裂缝信息， 提
出了一种基于灰度相近空间聚类像素的裂缝特征提

取方法， 引入了信念区域（Region of Belief， ROB）的

概念， 通过定义可信度因子提高检测速度， 使用区

域增长算法，以 ROB种子作为起点对不同区域进行

搜索， 最终实现道路裂纹检测， 并在自建的数据集

上表现出了较好的识别率 . 基于传统特征提取图像

分割的路面病害检测算法更关注图像分割任务， 并
未对识别结果进行分类， 且过于依赖病害特征的提

取效果， 而在真实场景中存在诸多因素影响特征提

取结果， 从而导致在复杂环境中识别准确率低， 限
制了其在实际场景中的应用 .

随着信息技术的不断发展， 机器学习特别是深

度学习研究浪潮的兴起， 基于深度学习的路面病害

检测成为该领域的热点 . Song 等［3］为提高路面损伤

检测精度和速度对原有的区域卷积神经网络

（region-based convolutional neural networks， R-
CNN）［4］进行改进， 提出了一种快速区域卷积神经网

络（faster region-based convolutional neural networks， 
Faster R-CNN）［5］的新型检测方法， 可自动识别和定

位路面裂缝、坑洞、溢油等路面病害， 测试结果表明

Faster R-CNN 相较于卷积神经网络（convolutional 
neural network， CNN）平均检测精度提高了 2.1%. 肖
力炀等［6］针对现有裂缝识别算法中识别精度不高的

问题， 提出了一种基于改进型掩膜区域卷积神经网

络（mask region-based convolutional neural network， 
Mask R-CNN）模型的路面裂缝识别方法， 采用CNN
及特征金字塔网络（feature pyramid network， FPN）的

结构进行图像特征提取， 通过从上到下的下采样和

从下到上的上采样， 获得不同尺度的特征信息， 最
后使用连接全卷积网络来对特征图中的每个像素点

进行分类， 其检测精度相比于 Faster R-CNN提高了

6%. 基于深度学习的目标检测， 通常分为单阶段模

型和双阶段模型两大类， 而基于 Faster R-CNN的路

面病害检测属于双阶段模型， 该类模型在精度上虽

有很大优势， 但检测速度较慢， 难以满足实际工程

中实时性的要求 .
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为了提高路面病害检测的速度， 同时保证检测

精度， 单阶段目标检测模型成为目前的热门研究方

法 . Yi 等［7］提出了一种基于改进 YOLOv7（you only 
look once version 7， YOLOv7）［8］的高效路面破损检测

方法， 首先采用无参数注意力机制（simple attention 
machanism， SimAM）［9］关注模块对特征图像进行加

权处理， 以幻影卷积（ghost convolution， Ghost）模块

代替部分深度卷积模块， 提高模型预测精度和速

度，在公开数据集上的测试结果与其他传统模型对

比，平均正确率（mean average precision， mAP）和平

衡 F 分数（balanced F score， F1）都有所提升 . Liu
等［10］以 YOLOv5（you only look once version 5， YO⁃
LOv5）作为基准模型， 提出了一种改进的YOLOv5模

型来解决道路病害检测问题， 通过改进的快速空间

金字塔池化（spatial pyramid pooling-FAST， SPPF）模

块来提高特征融合能力， 增加卷积块注意力模块

（convolutional block attention module， CBAM）关注关

键信息， 使用双三次插值代替上采样层的最近邻插

值， 缓解由于上采样减小图像大小导致的图像特征

丢失过多问题，最终在 GRDDC2020 数据集上测试，

平均精度达到58.87%.何铁军等［11］为进一步提升道路

病害检测精度，在YOLOv5基础上提出了针对路面病

害 特 征 改 进 的 检 测 模 型 PD-YOLO（pavement 
damage-YOLO， PD-YOLO）.将原有的空间金字塔池

化与全连接空间金字塔卷积（spaitial pyramid pooling 
and fully connected spatial pyramid convolution， 
SPPCSPC）模块替换为快速空间金字塔池化与全连接

空间金字塔卷积（spaitial pyramid pooling-FAST and 
fully connected spatial pyramid convolution， 
SPPFCSPC）模块，增强了特征提取效果， 在特征融合

层引入自适应空间特征融合（adaptively spatial fea⁃
ture fusion， ASFF）模块增强不同特征元素直接的联

系，提高对道路病害检测的敏感度 . 在 RDD2020 数

据集上的平均检测精度相较 YOLOv5 模型提高了

4.8%，达到了 55.9%，但在其他数据集上精度有所降

低 .虽然深度学习的单阶段检测算法在道路病害识

别方面有了很大的提升，但在多种不同病害目标并

存的场景下，模型的检测精度及鲁棒性仍需提高 .
针对多类病害并发的复杂场景下道路病害识别精

度不高、模型泛化能力不足的问题，本文基于YOLOv7
模型提出一种新的道路病害检测模型（receptive 

ghost triplet-YOLOv7，RGT-YOLOv7）.为了加强特征

提取效率，突出路面病害特征， 在主干网络特征输

出时引入三重注意力（Triplet Attention）机制，增强病

害特征在不同通道与空间的相关性；为提高特征融

合效果， 使用 SPPFCSPC 模块替换 SPPCSPC 模块， 
并加入幻影卷积模块增强对冗余特征的利用率， 在
保留原有的小尺度特征的基础上提高对宏观特征的

提取， 通过 Ghost 模块的残差链接将原有特征与新

提取特征融合， 增强上下文特征信息之间的依赖关

系；为了提高模型泛化能力， 增强对横向、纵向裂缝

病害的识别能力， 在特征增强部分加入改进的感受

野模块（receptive field block， RFB）， 通过不同尺寸

的空洞卷积进行横向与纵向的特征提取， 扩大模型

感受野， 提高特征信息的全局相关性 . 在公开道路

病害数据集 RDD2022 上对提出的 RGT-YOLOv7 模

型进行测试， 结果表明在多类道路病害并发的复杂

场景下具有良好检测效率， 检测精度提升显著， 是
一种有效的复杂场景道路病害检测方法 .

1   相关理论

1.1   YOLOv7模型

YOLO（you only look once， YOLO）算法作为深度

学习目标检测单阶段算法的经典代表， 以其运行速

度快、分类精度高被广泛应用于目标检测的相关工

作中 . YOLOv7作为YOLO系列新推出的算法， 集成

了YOLOv5［12］的跨网格搜索及YOLOX［13］的匹配策略

精华， 采用新的标签分配策略， 有效地将每个目标

与其所属的网格相对应， 降低标签分配误检率；同

时利用重参数 VGG 网络（re-parameterization visual 
geometry group， REPVGG） ［14］中重参数化的思想， 将
重参数化引入网络结构中， 并提出了辅助头训练

法， 在保证精度提升的基础上不影响效率；借鉴高

效资源计算网络 VoVNet（vortex of vectorized neural 
network）［15］和跨级局部网络（cross stage partial net⁃
work， CSPNet）［16］的思想， 通过控制最长梯度路径， 
提取到更多有效特征， 让网络具有更强的鲁棒性 . 
YOLOv7网络主要由输入（Input）、主干（Backbone）网

络、颈部（Neck）网络和头部（Head）网络组成， 网络

结构如图1所示 .
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1.2   Ghost卷积

传统卷积为了提取更加全面的特征，通常会使

用卷积核对特征图进行反复卷积，这会产生大量冗

余特征，对模型精度影响较大且计算量庞大 .Ghost
卷积是由 Han 等［17］提出的一种轻量化卷积模块，原

理图如图 2 所示 . 首先使用普通卷积产生少量特征

信息， 然后对特征信息进行线性运算， 产生新的特

征信息， 最后将新的特征信息与之前普通卷积产生

的特征信息拼接，得到与传统卷积输出数量相同的

特征图 . Ghost模块减少了模型计算量的同时利用相

似度高、数量多的冗余特征提升特征提取能力 .

假设输入特征图为X h × w × c， h、w和 c分别为特征

图高、宽和通道数， 经过第一步卷积计算后输出特

征图为 Zh′ × w′ × n， h′、w′和 n分别为特征图高、宽和通

道数， 常规卷积核大小为 k， 线性变化卷积核大小为

d， 则经过 s次变换后普通卷积与 Ghost 卷积的计算

量比值如式（1）所示：

rs = n ⋅ h′ ⋅ w′ ⋅ c′ ⋅ k ⋅ k
n
s ⋅ h′ ⋅ w′ ⋅ c ⋅ k ⋅ k + ( )s - 1 ⋅ ns ⋅ h′ ⋅ w′ ⋅ d ⋅ d

≈ s

（1）
由式（1）可以看出Ghost卷积计算量约为普通卷

积
1
s， Ghost 模块相比普通卷积减少了模型计算量， 

降低了模型复杂度， 同时保留了原始特征图中的部

分特征信息， 输出与普通卷积相同的特征图维数；

同时利用了普通卷积产生的冗余特征提升特征提取

能力， 产生了更多与原特征图相关的特征信息 .
1.3   Triplet注意力机制

YOLOv7 模型结构复杂、提取特征种类与数量

多， 要准确地关注到路面病害特征比较困难， 经常

因为模型层数的增加忽视许多有用的细小特征， 对
病害检测精度有很大的影响， 针对以上问题， 本文

引入 Triplet 注意力［18］机制，通过三分支结构捕获不

同维度与通道之间的特征相关性，利用旋转操作和

残差结构建立维度间的依存关系，保留有效特征信

息的同时细化需要关注的特征信息，提高识别分类

性能 . Triplet注意力原理图如图 3所示，顶部分支负

责计算通道维度 c与空间维度 w间的跨通道交互关

系， 中部分支负责计算通道维度 c与空间维度 h间的

交互权重， 底部分支思路与空间注意力类似，用于

计算空间维度 h和 w的依赖关系， 最后采用平均计

算对三条分支输出的权重进行聚合 .

2   RGT-YOLOv7路面病害检测模型

2.1   Ghost-SPPFCSPC模块

YOLOv7 中的 SPPCSPC 模块由空间金字塔池化

（spatial pyramid pooling， SPP）模块和全连接空间金

字 塔 卷 积（fully connected spatial pyramid convolu⁃
tion， CSPC）结构组成， SPP 通过对特征图的不同尺

度池化， 获得不同尺度的感受野， 有效解决了图像

由于裁剪、缩放引起的特征细节丢失问题， CSPC结

构给原有的 SPP模块加上了残差结构， 提升特征提

取效果， 但由于传统卷积在特征提取方面的局限

性，许多病害特征无法得到有效的利用 . 本文借鉴     
 YOLOv5 中的 SPPF 层结构， 引入 Ghost 模块， 提出

Ghost-SPPFCSPC 模块替换原有的 SPPCSPC 模块， 
模块结构如图4所示 .

图1   YOLOv7结构图

Fig.1   YOLOv7 structure diagram

图2   Ghost模型原理图

Fig.2   Schematic diagram of Ghost model
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首先将部分卷积替换为 Ghost 模块， 强化特征

提取时大量冗余特征利用率， 提高特征提取效率， 
其次用三个池化核为 5的最大池化层替换原池化核

为 5、9、13的三个最大池化层， 在保留细节特征信息

的前提下， 增强宏观特征的提取， 提升模块运算速

度， 将 Ghost 模块中提取出的特征信息进行多次池

化操作， 获得不同感受野下的特征信息， 最后将这

些特征信息同残差链接输出拼接起来， 从不同尺度

获得更多类型的特征信息， 极大地扩大模型感受

野， 提升模型识别精度 .
2.2   RFBs模块

YOLOv7 网络结构复杂， 输入道路病害图像在

经过大量卷积后会产生许多与路面病害无关的冗余

特征向量，对所需特征的提取与模型鲁棒性有很大

影响，因此本文在特征增强阶段引入 RFBs模块， 增
强病害特征的分辨能力，以广阔的感受野提升病害

特征的全局相关性 . RFBs 模块结构如图 5 所示， 
RFBs模块是借鉴 Inception［19］模块思想提出的， 利用

三种不同尺寸的空洞卷积构成多分支结构， 加入

1×1 卷积核减少运算量， 使用卷积核尺寸为 1×3 与

3×1 的空洞卷积分别从横向和纵向提取特征， 提高

横向裂缝和纵向裂缝的识别准确率，扩大特征提取

感受野， 更好地融合不同尺度特征信息， 特征融合

部分增加残差链接， 将输入特征与空洞卷积组提取

的特征充分融合， 减少病害特征信息的丢失 .

2.3   RGT-YOLOv7模型

道路病害包括裂缝、坑槽、松散、塌陷等多种类

型， 实际工程中要求准确识别各类病害， 及时采取

不同措施修复维护道路， 但在拍摄的路面图片中， 

图3   Triplet注意力原理图

Fig.3   Triplet attention schematic diagram

图4   Ghost-SPPFCSPC模块结构

Fig.4   Ghost-SPPFCSPC module structure 

图5   RFBs模块结构图

Fig.5   RFBs module structure diagram
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经常出现多种病害并存的复杂场景， 此外， 每种病

害尺寸还经常发生变化， 例如纵向裂缝呈现尺寸变

化的细长条状 . YOLOv7 网络是目标检测常用算法

之一， 但检测目标大多有固定形状特征，在特征检

测时按照［12，16，19，36，40，28］、［36，75，76，55，72，
146］、［142，110，192，243，459，401］三种锚框尺寸对

目标进行特征提取，而对于路面病害尤其是裂缝病

害形状特征比较特殊的细长条状，传统的特征提取

受限于锚框尺寸固定而出现特征提取位置不精准，

导致现有的目标检测模型难以有效提取病害特征，

经常出现漏检， 导致模型检测精度不高，泛化能力

差 . 针对现有模型特征提取效率不高，多种病害并

存难以全部识别， 如何同时提高检测精度与模型泛

化性的问题， 本文提出一种基于 YOLOv7 的改进模

型RGT-YOLOv7， 模型结构图如图 6所示 .

针对 YOLOv7模型对于所需特征信息敏感度不

高的问题， 在主干特征提取层三个输出位置引入

Triplet 注意力模块， 在不降低维度的前提下利用多

维交互提高路面病害特征重要性， 提高网络特征提

取能力， 解决因网络不断加深，特征信息消失的问

题；针对传统卷积计算量大， 无法利用冗余特征产

生更有效特征信息的问题， 本文设计了一种新的

Ghost-SPPFCSPC 模块， 通过利用 Ghost 模块替换部

分卷积的方式， 将普通卷积产生的大量相似的冗余

特征充分利用， 将原有的多种病害特征保留， 强化

特征之间的相关性；针对 YOLOv7 模型对纵向裂缝

检测精度不高的问题， 在三个不同尺度的特征输出

位置加入RFBs， 模块利用三个不同尺寸的空洞卷积

分别从横向和纵向提取病害信息， 加强横向裂缝与

纵向裂缝的特征能力， 同时扩大模型感受野， 提高

病害特征的全局相关性， 提高模型泛化能力 .
假设X为输入图片，X ∈ ℝh × w × c，具体如式（2）所

示， h、w和 c分别为输入图片高、宽和通道数；n表示

训练集的大小；φi (·) 是激活函数；Z il与 Z͂ il为第 i组特

征输入经过不同卷积步长后的输出； Zn表示每张图

片的特征输出， 具体计算如式（3）所示：

X = { X1，X2，…，X i，…，Xn，1 ≤ i ≤ n } （2）

图6   RGT-YOLOv7模型结构图

Fig.6   RGT-YOLOv7 model structure diagram
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ì
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Z il = φi( )We，iconv3 × 3( )X i ，l = 1，i = 1，2，…，n

Z͂ il = φi( )We，iconv3 × 3( )Z il ，l = 2，i = 1，2，…，n

Zn = [ ]Z͂12，Z͂22，…，Z͂n2

（3）

式中：W e，i为经过BatchNorm层产生的输入权重； e代
表对特征图进行池化的维度；l为卷积步长 .

输入图片在经过四个卷积核大小一致、卷积步

长不同的 CBS 模块后， 将提取出的特征信息送入

ELAN模块中进行特征增强， ELAN模块通过对不同

特征组合处理， 得到更多与原特征相关的特征信

息， 同时可以保留特征的梯度信息， 具体计算如     
式（4）所示：
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ï
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Z͂͂ il = φi( )We，iconv1 × 1( )Z i2 ，l = 1， i = 1，2，…，n

Z̑ il = Z͂ il( )Z͂ il( )Z͂ il( )Z͂͂ i1 ，l = 2， i = 1，2，…，n

Z
⌣
il = Z͂ il( )Z͂ il( )Z͂ il( )Z͂ il( )Z͂͂ i1 ，l = 2，  i = 1，2，…，n

Y i = Z͂͂ i1 + Z̑ i2 + Z
⌣
i2，i = 1，2，…，n

（4）
式中：Z͂͂ il为经过卷积步长为 l的CBS模块后的特征信

息输出；Z
⌢

il与 Z
⌣

il为经过不同次 CBS 模块后的特征

信息输出；Y i为特征信息经过 ELAN 层增强后的特

征输出；Y i亦作为Triplet模块特征输入， 通过三分支

结构捕获不同维度与通道之间的特征相关性， 利用

旋转操作和残差结构建立维度间的依存关系， 具体

计算如式（5）和式（6）所示：

Z - Poole(Y i ) = [MaxPool (Y i )，AvgPool (Y i ) ]（5）
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Tw = φi( )W e，iconv7 × 7( )Z - Poolw( )Y i

Th = φi( )W e，iconv7 × 7( )Z - Poolh( )Y i

Tc = φi( )W e，iconv7 × 7( )Z - Poolc( )Y i

T = Tw + Th + Tc

（6）

式中：e代表对特征图进行池化的维度；Tw、Th、Tc代

表对输入特征分别进行空间维度 h与通道维度 c、空

间维度 w与通道维度 c、空间维度 h与 w之间特征相

关性捕获；T代表三条分支特征融合输出 .
将与路面病害具有很高相关性的特征信息T作

为 Ghost-SPPFCSPC 模块特征输入， 通过 Ghost模块

的冗余特征利用， 保留特征信息 T中很多高效特征

信息， 并通过残差链接与多尺度的其他特征信息融

合产生出更多具有丰富特征的病害特征信息， 将

Ghost-SPPFCSPC 模块输出与其他尺度特征拼接与

特征增强后的输出特征G作为RFBs模块输入， 通过

不同卷积核大小的空洞卷积对输入特征进行多尺度

的特征提取，扩大了模型感受野， 增强特征的全局

相关性与模型泛化能力， 具体计算如式（7）所示：
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R1 = ξs( )conv1 × 1( )G ，s = 1
R2 = ξs( )conv1 × 3( )conv1 × 1( )G ，s = 3
R3 = ξs( )conv3 × 1( )conv1 × 1( )G ，s = 3
R4 = ξs( )conv3 × 3( )conv1 × 1( )G ，s = 5
R5 = R1 + R2 + R3 + R4
R = conv1 × 1( )R5 + G

（7）

式中：R i = {R1，R2，⋯，R5，1 ≤ i ≤ 5}为 RFBs 模块在

不同分支上的特征输出；R为RFBs模块对不同分支

特征提取结果进行融合后与残差链接的特征输出； 
ξs(·)为空洞卷积； s为空洞卷积扩张率 .

对其他两条特征提取分支进行相同操作， 通过

上采样产生不同尺度大小的特征映射， 最终输出三

种不同尺度的病害特征映射信息， 利用其实现路面

病害的分类与识别 .

3   实验及结果分析

3.1   数据集介绍

本文使用数据集为开源数据集RDD2022［20］， 主
要来自中国、日本、美国、捷克、挪威和印度等国家收

集的道路破损图像， 路面病害类型有 D00（纵向裂

缝）、D10（横向裂缝）、D20（网状裂缝）、D40（坑洞）四

种，以来自中国的 4 378 张和日本的 10 506张图片， 
共计 14 884 张图片作为测试数据集，针对上述四种

常见路面病害进行训练识别，使用随机划分的方法

按照 8∶2 的比例划分训练集和验证集，最终划分结

果训练集11907张图片，验证集2 977张图片 .
3.2   实验环境及参数

本文实验是在装载Ubuntu18.04的Linux 操作系

统下进行的，实验所使用的硬件配置为：GPU 为 3块

11 GB 显存的 NVIDIA GeForce RTX 2080Ti， CPU 为
Intel Xeon E5-2620 v4@ 2.10 GHz，32 GB 的运行内

存 .编程环境：Python 3.7以及Pytorch 1.7版本的深度

学习框架，训练时使用 YOLOv7 预训练权重，设置

Batch size为4，Epoch为100.
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3.3   评价指标

为评估算法模型的效果， 通常采用召回率（R）、准

确率（P）、平衡F分数（F1）、平均正确率（mAP@0.5）、帧
率（FPS）、每秒浮点运算次数（FLOPs）和模型参数量

作为评价指标， 其中召回率、准确率、平衡F分数、平

均正确率、帧率越高代表模型检测效果越好， 浮点

运算量和模型参数量越低代表模型复杂度越低 . 召
回率代表正确检测样本在总样本中的比例， 准确率

代表正确检测样本在所有检测到的样本中的比例， 
F1分数为二者加权平均， mAP是衡量模型准确性优

劣的重要标准， 计算公式分别如式（8）~式（11）
所示：

R = TP
TP + FN （8）

P = TP
TP + FP （9）

F1 = 2 × P × R
P + R （10）

mAP = ∑
i = 1

K AP i

K （11）
式中： TP 代表被网络检测到并正确分类的病害数

量；FN代表属于病害但是没有被正确检测出来的病

害数量；FP 代表被错误识别成病害的背景区域数

量；AP表示P与R所围曲线的面积；K为检测目标类

别数 .
3.4   实验结果分析

3.4.1   对比实验

为了验证所提出模型在多种道路病害并发的复

杂场景下检测识别的有效性和可行性， 在相同设备

环境条件下， 分别选取了病害目标较小、多类病害

并发、病害形状特殊、病害图像光照不足四种多病害

并发复杂场景下的道路病害图片的检测结果， 并与

目前一些主流深度学习目标检测模型进行对比， 结
果分别如图 7 所示 . 图 7（a）中 Faster R-CNN 漏检了

位于图像右上角的横向裂缝， YOLOv5与YOLOv7均

检测出了裂缝病害， 但 YOLOv7 错将树枝识别成了

网状裂缝， RGT-YOLOv7 模型拥有更广阔的感受

野， 不仅检测出了其他模型检测出的横向裂缝， 还
检测出了位于井盖右边的部分横向裂缝，并且识别

准确度更高；图 7（b）中 Faster R-CNN 识别出了部分

横向裂缝， 但未识别出三个坑槽， YOLOv5仅识别出

了坑槽， 但裂缝病害均未识别成功， YOLOv7相较前

两种方法有所提升， 但仍忽略了很多横向裂缝， 
RGT-YOLOv7识别出了每种病害并且有比较高的准

确率；图 7（c）中 Faster R-CNN 识别效果较好， 但仍

对同一目标进行了多次识别， YOLOv5 未检测出左

侧纵向裂缝病害， YOLOv7 未检测出右侧纵向裂缝

病害，该纵向裂缝占整张图片很大的部分， 可能因

为感受野受限或特征提取不充分， YOLO 系列算法

都对纵向裂缝有漏检现象， RGT-YOLOv7利用两种

大小不同的卷积核分别从纵向和横向提取病害特征

信息， 因此准确地识别出了图 7（c）中各类病害并准

确地画出了每一个锚框；图 7（d）中 Faster R-CNN 识

别出了位于图像中间部分的两条横向裂缝， 未能识

别图像上方较小的横向裂缝， YOLOv5 未识别出路

面病害， YOLOv7 漏检了其中一条颜色较浅的横向

裂缝， RGT-YOLOv7提取病害特征时联系全局上下

文信息， 有较好的特征信息利用率， 因此很好地将

三条裂缝病害识别成功 . 在真实场景中， 经常会在

某一路段交织出现多种病害， 从四组病害图像中可

以看出RGT-YOLOv7模型在多种病害并发的复杂场

景中的病害检测相较于其他现有模型有更高的识别

精度 .
为了进一步说明本文所提出模型在道路病害检

测中的有效性，对本文模型与目前现有的主流和最

新提出的方法在相同数据集中进行对比， 对比结果

如表 1所示 . 从表中可以看出其他网络模型 mAP 均

值为 52.8%，F1值平均为 54.3%，本文提出算法相较

其他网络模型 mAP平均提高 8.96个百分点，F1值平

均提高 7.07个百分点，在mAP与F1值上都高于其他

模型，尤其是对比最新提出的 YOLO-LRDD［21］、LE-
YOLOv5［22］、PD-YOLO［10］、MN-YOLOv5［23］、GSC-
YOLOv5［24］五种方法， 本文提出的 RGT-YOLOv7 模

型在准确率上相较 YOLO-LRDD、PD-YOLO、MN-
YOLOv5、GSC-YOLOv5 模型分别提高 3.2、3.0、5.2、
5.2个百分点， 相较LE-YOLOv5模型降低 1.5个百分

点 ；相 较 YOLO-LRDD、LE-YOLOv5、PD-YOLO、

MN-YOLOv5、GSC-YOLOv5 模型召回率分别提高

2.2、7.2、5.3、4.4、2.6 个百分点；mAP 分别提高 4.2、
4.9、5.9、8.2、7.2个百分点；F1分数分别提高 2.7、3.3、
4.2、4.8、3.9个百分点， 在帧率上 RGT-YOLOv7略低

于部分其他模型， 但检测精度相对于其他模型显著

提升， 可应用于多种路面病害并存的复杂环境下的
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路面裂缝检测 .
3.4.2   消融实验

为了验证提出模型RGT-YOLOv7用于道路病害

检测时各部分的有效性， 本文将 YOLOv7 模型作为

基准模型， 保证其他参数与实验环境不变的条件

下， 将各模块分别组合进行实验， 在检测精度等方

面进行对比， 消融实验结果如表2所示 .
从表 2可以看出， 在仅添加Ghost模块后， 模型

参数量降低， mAP没有变化， 可能是由于Ghost模块

中产生的微小病害特征信息在后续特征提取中未被

保留，故特征信息缺失， 在后续特征提取中没有起

到作用 . 仅添加 SPPFCSPC 模块后， 模型参数量不

变， mAP 提高 0.8 个百分点， 可能是因为 SPPFCSPC
模块利用三个连续的最大池化，扩大模型感受野， 
加强宏观特征的提取 . 加入Ghost和 SPPFCSPC模块

后， mAP 和 F1 分数分别提高 3.0、0.8 个百分点， 将
Ghost 模块加入 SPPFCSPC 后， Ghost 模块中利用冗

余特征产生的许多细小特征信息在后续的特征提取

表1   模型性能对比表

Tab.1   Model performance comparison table

模型

Faster R-CNN
YOLOv5
YOLOv7

YOLO-LRDD［11］

LE-YOLOv5［12］

PD-YOLO［7］

MN-YOLOv5［23］

GSC-YOLOv5［24］

RGT-YOLOv7

P/%
26.1
56.5
59.7
59.2
63.9
59.4
57.2
57.2
62.4

R/%
45.1
50.4
55.5
58.2
53.2
55.1
56.0
57.8
60.4

mAP@0.5/%
37.4
51.8
54.9
57.6
56.9
55.9
53.6
54.6
61.8

F1/%
38.4
50.6
57.5
58.7
58.1
57.2
56.6
57.5
61.4

帧率/
（帧·s-1）

19
72
56
86
71
56
42
53
54

（a）病害目标较小

（b）多类病害并发

（c）病害形状特殊

（d）病害图像光照不足

图7   不同模型测试对比图

Fig.7   Comparison diagram of different models test
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中得以保留， 并与不同尺度的特征信息进行融合， 
得到更多的具有全局意义的特征信息，扩大了模型

特征提取感受野， 增强特征提取效果 . RFBs模块利

用三种不同尺寸的卷积核提取三种不同尺度的特征

信息， 使用残差链接增强提取特征与原始特征之间

的相关性， 将卷积替换为空洞卷积，更大程度地扩

大模型感受野， 使模型提取到的特征拥有更多不同

的特征信息， 因此在添加RFBs模块后， 模型mAP与

F1分数相较 YOLOv7分别提升 4.3、2.1个百分点， 检
测精度提升明显 .与Ghost-SPPFCSPC模块结合后缩

减了部分参数量，并且二者都可以扩大模型感受野， 
可以更准确地识别病害图像中的网状裂缝、纵向裂

缝等形状特征比较大的病害 . 加入 Triplet 注意力模

块后提升了特征提取时对于路面病害特征的处理优

先级， 更高效地提取出各类路面病害的不同特征， 
有助于区分不同病害类型， 减少误检率 . 添加Triplet
注意力模块后， 模型mAP提高 1.9个百分点， F1分数

降低 0.1 个百分点， 提升不是特别明显， 但加入

RFBs与 GhostSPPFCSPC 模块后， Triplet注意力模块

对模型检测精度的提升效果明显， 仅添加 Triplet注
意力模块可能因为后续特征提取的局限性，许多含

有丰富特征的信息无法与各个尺度的其他特征信息

很好地融合，特征信息与上下文联系不紧密， 甚至

丢失部分特征， 因此提升幅度较小， 而加入 Ghost-
SPPFCSPC 与 RFBs 模块可以很好地解决这个问题， 
Ghost-SPPFCSPC模块在扩大模型感受野的同时， 保
留了部分原始特征信息， 让 Triplet注意力增强提取

出的特征信息得以保留， 并与不同尺度的其他特征

信息充分融合， 获得更多不同类别的特征信息， 

RFBs 模块利用卷积核大小不同的空洞卷积分别对

图像进行横向和纵向的特征提取， 提升模型对横向

裂缝、纵向裂缝的特征提取效果， 利用多个尺度的

不同特征信息相互拼接融合， 使特征联系上下文信

息， 让纵向裂缝的特征能够被很好地提取出来， 最
终模型 mAP 与 F1 分数分别提高 6.9、3.9 个百分点， 
可以看出本文提出算法对于各种尺寸病害的识别精

度都有比较大提升 .
3.4.3   泛化性实验

为验证模型对不同病害类型的识别有效性， 本
文利用RGT-YOLOv7模型与YOLOv7原始模型对四

种常见路面病害进行检测， 各类病害平均检测精度

结果如表3所示 .

从表 3 可以看出， YOLOv7 模型对于 D00（纵向

裂缝）检测精度仅有 39.3%， 对数据集进行分析后发

现， 纵向裂缝经常占据整张图片很大部分， 或与网

状裂缝共同出现， YOLOv7 模型因锚框尺寸与传统

特征提取方式的局限性，对这类病害的识别难度比

较高， 本文提出的 RGT-YOLOv7 模型相较 YOLOv7
模型有更大的感受野， 分别从横向和纵向提取病害

特征信息， 有更强的特征提取能力， 因此在纵向裂

缝识别方面提升比较明显， 提高了 22.3 个百分点， 
在横向裂缝、网状裂缝、坑槽病害检测方面分别提高

了 2.2、1.7、1.1个百分点， 可以看出本文提出模型在

表3   多类病害检测mAP@0.5对比

Tab.3   Multi-disease detection mAP@0.5 comparison % 

模型

YOLOv7
RGT-YOLOv7

D00
39.3
61.6

D10
54.2
56.4

D20
67.8
69.5

D40
58.2
59.3

表2   消融实验性能对比表

Tab.2   Ablation experiment performance comparison table

网络设置

组别

1
2
3
4
5
6
7
8
9

10

Ghost
基线网络

√

√
√

√
√

SPPFCSPC

√

√
√

√
√

RFBs

√

√
√

√

Triplet

√

√
√
√

mAP@0.5/%
54.9
54.9
55.7
59.2
56.8
57.9
59.3
59.4
58.3
61.8

F1/%
57.5
56.3
56.8
59.6
57.4
58.3
59.8
59.9
58.7
61.4

Parameters/M
37.2
35.8
37.2
59.0
37.2
35.8
57.6
59.0
35.8
57.6

FLOPs/G
105.2
104.0
105.2
145.2
105.3
104.0
144.0
145.2
104.1
144.1
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不同类型路面病害检测方面有着良好的性能提升 .
为进一步评估提出的RGT-YOLOv7模型的泛化

能力， 本文在相同参数设置与环境下， 选用公开道

路病害数据集 RDD2022-美国和 RDD2022-印度进

行验证， 验证结果如表4所示 .

从表 4 可以看出本文提出模型表现仍优于     
YOLOv7， 但因数据集不同， 图片质量与数量与原数

据集存在差异， 因此性能提升也有不同 . 本文提出

算法在美国数据集上mAP与F1分数相较YOLOv7分

别提高了6.4、0.9个百分点， 在印度数据集上mAP与

F1分数提高了 5.9、3.1个百分点， 综合以上结果可以

得出， 本文提出模型具有较强的泛化能力 .

4   结 论

针对道路病害检测中因多种病害并发、影响因

素多、病害尺寸不统一、病害数目多等原因导致的模

型检测精度低、泛化能力差的问题， 本文在YOLOv7
模型基础上提出一种增大感受野， 提高模型特征提

取利用率的检测算法 RGT-YOLOv7. 在主干网络部

分加入Triplet注意力模块提高对路面病害特征提取

效率， 将 SPPCSPC模块改为 SPPFCSPC模块，同时引

入Ghost模块， 保证感受野不变的前提下， 保留细小

特征， 提高对宏观特征的提取效果， 并将输入特征

通过 Ghost 模块与残差链接和最终输出特征拼接， 
提高特征相关性， 加入 RFBs模块，从多个方向和尺

度提取病害特征， 增强模型感受野， 提高不同方向

特征信息提取能力 . 实验结果显示，相较YOLOv7算

法， RGT-YOLOv7模型mAP和F1分数方面分别提高

6.9、3.9个百分点， 与YOLOv5、Faster R-CNN和最近

提出的新模型相比也有较好的性能提升， 并在不同

数据集上的测试结果相较 YOLOv7都有不错的准确

度提升， 表明RGT-YOLOv7网络模型具有良好的泛

化能力， 为多种病害并发的复杂场景下进行道路病

害检测提供了一种可能， 未来将进一步研究在进一

步提升网络检测精度的同时， 如何对病害的尺寸进

行识别， 以更好满足实际工程的需求 .
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