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基于空间特征强化与贝叶斯不确定感知

优化的卵巢癌预后预测模型

牛帅军，  闫宇利，  李庆坤，  段依蒙，  李    婷，  王会青

（太原理工大学计算机科学与技术学院 (大数据学院), 太原 030600）

摘要：卵巢癌是一种早期症状不明显且病灶形态复杂的妇科恶性肿瘤，卵巢肿瘤影像能够反

映病灶的形态、结构及组织学信息，深入分析其特征可以提升卵巢癌预后预测的准确性。现有

方法在处理卵巢肿瘤影像时，往往忽略局部空间、结构与纹理信息的协同作用，缺乏对病灶不

确定信息的整体感知，因而模型的预测能力和稳定性仍有待提升。本文提出了一种基于空间特

征强化与贝叶斯不确定感知优化的卵巢癌预后预测模型 SPT-BUAT（Spatial-Structure-Texture
Pseudo-Temporal Bayesian Uncertainty-Aware Transformer），该模型采用空间-结构-纹理协同

强化增强影像局部与全局特征表达，通过 BUAT 进行病灶不确定信息的估计与优化。实验结果

表明，本文模型 SPT-BUAT 对卵巢癌预后预测的性能优于现有方法，可以对模糊边界与灰度异

常区域进行更准确的判别。进一步对 SPT-BUAT 进行了可视化分析，验证了模型的关注区域与

实际病灶位置的一致性，为深度学习在卵巢肿瘤影像分析中的应用研究提供了新的思路。

关键词：空间-结构-纹理协同强化模块；伪时序建模；贝叶斯不确定感知；卵巢癌预后预测；卵

巢肿瘤影像
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卵巢癌是一种早期症状不明显且病灶形态复杂

的妇科恶性肿瘤[1]，超过 70%的患者在确诊时已处于

中晚期阶段，预后差异显著 [2-3]。卵巢肿瘤影像能

够直观反映肿瘤的形态、边界及空间分布特征，是临

床开展预后预测和制定治疗方案的重要依据[4-5]。Xie
等[6] 通过引入多尺度空间特征融合方法，有效缓解了

卵巢肿瘤影像病灶分布不规则对预测准确性的影

响，实现了更加准确的卵巢肿瘤表征。Ghantasala等[7]

通过长短期记忆网络（LSTM）提取卵巢肿瘤包含的

时间序列信息，刻画病灶的动态演变规律，为患者获

得更好的治疗效果提供了新的视角。Hu等[8] 通过对

卵巢肿瘤影像不确定区域进行优先处理，缩小了肿

瘤的搜索范围，实现了卵巢肿瘤的精确分割。因此，

深入挖掘卵巢肿瘤影像中的病灶特征并对卵巢癌内

部潜在的不确定性进行研究，可以提高卵巢癌预后

预测的准确性，有助于表征卵巢肿瘤影像与患者生

存风险之间的依赖关系，为卵巢癌的临床决策辅助

和个性化治疗方案提供参考依据。

卵巢肿瘤影像的空间信息能够反映病灶的整体

形态与相对位置关系，结构与纹理特征则刻画局部

组织的边界细节与灰度变化，对卵巢癌预后预测具

有重要价值 [9-10]。Rundo等 [11] 通过在模糊聚类中引

入空间约束刻画肿瘤形态，实现了对卵巢肿瘤影像

中肿瘤组织的自动亚分割，进而提升了肿瘤定位的

准 确 性 。 Siahpoosh等 [12] 通 过 结 合 ConvMixer和
Pyramid Dilated Convolution（PDC）模块，提取卵巢肿
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瘤影像纹理及结构布局的信息，缓解了因语义信息

缺失导致的卵巢肿瘤特征差异大的问题。然而，现

有方法大多局限于单一维度的卵巢肿瘤影像特征建模，

难以实现对异质性病灶的多层次表达，导致模型在

全局与局部表征间缺乏有效的互补与协同，无法有效

揭示卵巢癌潜在的病理学规律。为此，本文引入多维

信息协同机制对空间信息、结构与纹理特征进行融

合，构建了空间 -结构 -纹理协同强化模块（Spatial-
Structural-Textural Complementary Modeling, SST-CM），

提取空间信息以刻画肿瘤形态，结合结构与纹理特

征增强肿瘤边界与灰度变化信息，更全面地获得卵

巢癌肿瘤影像的特征表示，为卵巢癌患者的预后预

测提供更为可靠的信息。

在肿瘤影像分析中，单个切片往往只能反映病

灶的静态信息[13-14]，难以揭示病灶在多层影像之间的

动态演变规律，而多切片之间蕴含的伪时序关系能

够反映肿瘤在空间层面的逐层过渡与潜在动态演

化[15]。Gui等[16] 在脑肿瘤影像检测中尝试对多切片

的深度卷积神经网络（DCNN）分类结果进行加权融

合以整合病灶的多切面信息，一定程度上提高了切

片间时序信息的提取能力，提升了模型对肿瘤影像

整体形态的感知能力。Ahmad等[17] 通过捕捉乳腺肿

瘤影像相邻切片间的语义关系，增强肿瘤边界的上

下文感知能力，展现了伪时序特征在提升肿瘤分析

性能方面的潜力，并为多切片研究提供了新的研究

思路。然而现有方法多采用粗粒度的堆叠或简单的

时序建模，缺乏对多切片间动态一致性与交互依赖

的系统刻画，导致模型难以捕捉病灶随层次演变的

潜在规律。为此，本文引入多切片序列的位置编码

（Positional Encoding）构建伪时序注意力机制（Pseudo
Temporal Model， PTM），通过获取卵巢肿瘤影像多切

片间的伪时序信息，有效捕捉病灶在切片间的层次

演化关系和动态变化特征，强化模型对卵巢肿瘤整

体形态的理解，进而提高模型预后预测的准确性。

肿瘤影像受不同扫描设备、采集参数以及个体

差异影响，其病灶呈现出较为明显的不确定性[18]，这

种不确定性能够映射出肿瘤关键区域的生物学特

性，为模型提供了识别高风险病灶区域的重要依

据。Transformer具备全局特征融合能力，能够在长

程特征关联中捕获复杂的语义关系，适用于卵巢肿

瘤影像中多尺度、非均质的病灶分布特征 [19-20]。

Claessens等[21] 结合 Transformer与多实例学习，实现

了对卵巢肿瘤影像中局部病变区域的精准定位，有

效提升了病灶区域检测的准确率。Aelgani等 [22]

结合卷积神经网络和 Transformer，实现了对卵巢癌

高效的特征学习，提高了卵巢癌分类的准确性。然

而，上述方法在处理卵巢肿瘤影像时依赖固定权重

的特征提取，忽略了病灶不确定信息，容易对边界模

糊或灰度异常区域产生误判，进而影响预后预测的

准确性。为此，本文在 Transformer基础上引入贝叶

斯不确定感知机制，提出了一种基于贝叶斯不确定

感知的 Transformer（Bayesian Uncertainty-Aware Trans-
former, BUAT），通过在 Transformer结构中嵌入贝叶

斯网络，根据前向传播输出的预测概率分布来分析

评估结果，并利用其不确定信息指导特征更新与权

重分配，以增强卵巢肿瘤影像关键区域的特征表达，

从而增强模型对模糊边界与灰度异常区域的判别能

力，有效通过贝叶斯不确定感知机制提高模型预后

准确性。本文模型为卵巢癌智能辅助诊断方法提供

了新的技术思路。

 1    数据集及预处理

 1.1    数据收集

本文从公共数据集和内部数据集两个方面进行

数据收集，其中公共数据集来源于 TCIA（The Cancer
Imaging Archive）与 TCGA（The Cancer Genome Atlas）
两个公开数据库，内部数据集来源于合作医院确诊

及接受治疗的符合纳入标准的患者信息。公共数据集

包括临床数据和影像数据，其中临床数据来自 TCGA，

包含 587名卵巢癌患者的临床特征信息：年龄、种

族、国际妇产科学联合会分期（FIGO分期）、生存时

间与生存状态等；影像数据来自 TCIA数据库，包含

90例卵巢癌病例，共计 14 803张 CT图像，其中高风

险图像 7 444张，低风险图像7 359张。内部数据集收

集了 30例卵巢癌病例，共计 4 987张 CT图像，其中

高风险图像 2 477张，低风险图像 2 510张。所有患

者均符合研究纳入标准，患者年龄分布在 40~70岁之

间，临床数据和影像来源于常规诊疗流程采集。每

位患者进行多次 CT扫描，每次扫描生成多个解剖层

面的断层切片，覆盖横断位（轴向）和冠状位切片，以

全面反映肿瘤的空间结构和病变形态。采集的

DICOM格式原始影像经过图像质量审核，以保证数

据输入的稳定性和模型训练的一致性。根据患者的

生存时间与状态，分别对公共数据集和内部数据集

样本进行了高风险（数据类型标记为 1）与低风险（数

据类型标记为 0）的预后分层标注，该标注策略与现

有卵巢癌预后研究策略保持一致。

 1.2    数据预处理

为保证数据的完整性和一致性，本文分别从样
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本对齐、影像格式标准化、数据划分这 3个方面对公

共数据集和内部数据集进行数据预处理。数据预处

理步骤如下：第 1步，对临床数据与影像数据进行样

本对齐，通过取交集的方式筛选出两类数据中同时

存在的样本，最终获得共包含 14 803张 CT图像的公

开配对数据集与共包含 4 987张 CT图像的内部配对

数据集；第 2步，统一格式化处理，将所有 CT图像统

一调整为 224×224像素大小，并转换为 NumPy数组

形式，便于后续输入深度学习模型；第 3步，数据集划

分，采用 train_test_split函数按 7∶3的比例将公共数

据集划分为训练集与验证集 ，并设置随机种子

（random_state=42），以确保实验结果的可复现性，将

内部数据集独立划分作为外部验证集。经过上述处

理得到了适用于模型训练和验证的标准化卵巢肿瘤

影像数据集，公开数据集与内部数据集数据统计信

息详见表 1。
 
 

表 1    TCIA和合作医院的卵巢癌影像数据

Table 1    Data of ovarian cancer tumor image of TCIA and cooperative hospital

Source Data type Number of sample Number of image Summary

TCLA 1 46 7 444 High risk

TCLA 0 44 7 359 Low risk

Cooperative hospital 1 15 2 477 High risk

Cooperative hospital 0 15 2 510 Low risk

 

 2    SPT-BUAT预测模型

针对卵巢肿瘤影像中空间特征提取不足、切片

间层次演化关系难以捕捉以及病灶不确定信息处

理缺乏等问题，本文提出了一个基于空间特征强化

与贝叶斯不确定感知优化的卵巢癌预后预测模型

SPT-BUAT（Spatial-Structure-Texture  Pseudo-Temporal
Bayesian Uncertainty-Aware Transformer），该模型主要

由 SST-CM、 PTM、BUAT以及输出层组成 ，其中

SST-CM实现病灶多维信息的互补增强；PTM捕捉

切片间潜在的层次演化模式；PUAT捕捉病灶区域的

不确定信息，动态调节卵巢肿瘤影像中关键区域的

特征权重分配，提升模型对模糊边界与灰度异常区

域的预测准确性。输出层在融合三大模块生成的深

度表征后，通过全连接层与 Softmax分类器实现对患

者预后的最终预测。SPT-BUAT的模型构架如图 1
所示。

 2.1    SST-CM
卵巢肿瘤影像常表现出结构边界模糊、组织形

态复杂及小尺度病灶不易分辨等问题，导致关键区

域在原始图像中存在语义表达稀疏、纹理细节不足、

空间拓扑模糊等现象[23-24]，这种多维信息的缺失不仅

削弱了模型对异常区域的判别能力，也加剧了在高

异质性区域的预测不稳定性 [25]。SST-CM通过补偿

影像表征的信息密度与语义完整性，提升模型对病

灶区域的感知与解析能力。该模块主要由空间分布

建模、结构强化、纹理融合与协同重构组成。首先，

S (·)
为提升模型对病灶宏观布局与拓扑模式的捕捉能

力，本文引入空间分布建模算子    ，通过卷积-池

化组合获得空间特征图： 

Fspt = S (I)
 

S (I) = Pool (σ (Conv(I))) (1)
Fspt

Fspt

I Conv(·)
σ (·)

Pool (·)

其中，   表示空间分支提取的空间特征，用于描述

病灶的宏观空间结构，输出的   保留了病灶的整体

形态与相对位置关系；    为输入影像；    表示

二维卷积操作 ；    表示 ReLU非线性激活函数 ；

 表示下采样操作。

该操作保证空间层面的宏观一致性，为后续的

细粒度增强提供了全局参考。在空间表征的基础

上，影像进入结构强化阶段，以突出病灶边界与组织

解剖细节，本文采用拉普拉斯增强方法： 

Fstr= I+λs ·Laplacian(I) (2)

Fstr

Laplacian(I)

λs

其中，   表示结构增强特征，用于突出病灶区域的

边界信息与组织解剖结构特征；   为二维

拉普拉斯滤波器；   为边缘增强强度系数。

该操作可以强化边缘响应，提升关键结构区域的

表达能力，改善因模糊导致的结构判别不足问题。针

对纹理细节稀疏与弱化问题，本文采用多尺度纹理融

合策略。首先在不同感受野下进行局部对比度增强： 

F tex
k = CLAHEk (I) ,k = 1,2, · · · ,K (3)

F tex
k其中，   表示在第 k 个尺度下通过局部对比度增强

得到的纹理特征图，用于刻画不同感受野下的局部
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CLAHEk

k× k K

灰度变化与纹理细节信息；    表示感受野为

 的局部对比度增强，得到   个纹理图后进行加

权融合： 

F tex =

K∑
k=1

ωk ·F tex
k∑

k

ωk = 1 (4)

ωk其中，    为不同尺度下的融合权重，取值通过统计

特性自适应调整。

该阶段能够有效补充灰度变化模式与局部纹理

细节，使影像具备更丰富的多尺度表征能力。最后，

本文将空间分布特征、结构增强特征与纹理融合特

征进行协同重构，以实现多维表征的一体化补偿，具

体融合方式为： 

Fout = βs ·Fspt+βr ·Fstr+βt ·F tex (5)

Fout

βs βr βt

其中，   表示空间-结构-纹理协同特征融合后的输

出特征表示，用于描述多通道特征在协同增强模块

（SST-CM）后的统一表达结果；   、   、   为权重融

合系数，分别表示控制空间、结构与纹理信息在最终

表征中的占比。

现有方法大多局限于单一维度的卵巢肿瘤影像

特征建模，本文在主干网络之前引入 SST-CM，该机

制在全图范围内实现三类特征的动态融合，保持了

空间分布的一致性，强化了结构边界和纹理细节，提

升了影像整体的信息表达密度。SST-CM通过空间、

结构与纹理三维度的互补增强，对影像的基础表征

进行了针对性补偿，避免了现有方法中单一表征的

局限性。

 2.2    PTM

{I1, I2, · · · , IT }

卵巢肿瘤 CT影像往往以多切片的形式呈现，单

个切片只能反映局部形态，难以揭示病灶的整体演

化特征[26]。多切片之间潜藏的伪时序关系能够展现

组织结构的逐层过渡与潜在动态变化，对于表征病

灶异质性具有重要意义，然而现有方法多采用切片

堆叠或循环神经网络进行序列建模，缺乏对切片间

动态一致性与交互依赖的深层刻画，导致模型难以

捕捉潜在的层次演化规律。为此，本文对肿瘤影像

多切片间的伪时序信息进行了特征编码，通过跨切

片的 PTM与一致性约束，实现对潜在动态模式的表

征。PTM模块主要包含 3个阶段：切片序列编码、跨

切片注意力交互与动态一致性约束。首先给定单个

病例的多切片序列   ，通过基础特征提取

网络获得切片级表征： 

Ft = E (It) , t = 0,1, · · · ,T −1 (6)
E (·)其 中 ，    表 示 CNN  backbone编 码 器 ， 得 到 的
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图 1    SPT-BUAT模型架构

Fig. 1    Model framework of SPT-BUAT
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{F1,F2, · · · ,FT } 表征了每一层切片的语义特征；T 表

示单个病例所包含的 CT切片数量。

{F = F1,F2, · · · ,FT }
为充分建模切片间的上下文依赖关系，引入跨

切片注意力机制，设    为输入序列，

伪时序注意力建模为： 

Attention(Q,K,V) = softmax
(

QKT

√
d

)
V (7)

Q = FWQ，K = FWK，V = FWV

{WQ，WK，WV}
其 中 ，    ， 参 数 矩 阵

 可学习。

该机制能够捕捉跨切片的长程依赖，并自动分

配注意力权重，凸显与病灶演化相关的关键切片。

最后，为避免序列建模出现不稳定或不连续的特征

跳变，本文在训练过程中引入动态一致性约束，对相

邻切片表征间的平滑性进行正则化： 

Lcons =
1

T −1

T−1∑
t=1

∥F ′

t −F
′

t+1∥22 (8)

F ′

t其中，   表示经过注意力交互后的切片表征。

该约束能够保持相邻切片的特征动态一致性，

更符合肿瘤逐层演化的病理学特征。PTM通过切片

序列建模、跨切片注意力交互、动态一致性约束，实

现了伪时序关系的深层刻画。与传统的堆叠或循环

建模相比，PTM能够同时捕捉长程依赖与局部平滑

性，揭示病灶随层次变化的潜在规律，为模型提供更

具病理学意义的动态表征。

 2.3    BUAT
卵巢肿瘤影像常表现出病灶边界模糊、组织结

构复杂、异质性显著等特征，导致病灶区域的不确定

性增加，模型难以准确判断关键病灶位置[27]。现有方

法未能充分考虑病灶区域的不确定信息，使得预测

结果在复杂病灶区域准确性不足。BUAT旨在让

Transformer能够识别并关注病灶不确定区域，实现

对边界模糊及异质性强的肿瘤区域的精确预后，从

而提升卵巢癌预后预测的准确性。在标准多头自注

意力机制（Multi-Head Self-Attention, MHSA）中，注意

力权重定义为： 

αi j = Softmax
(QiKT

j√
dk

)
(9)

Qi K j

dk

其中，    、    分别表示查询（Query）与键（Key）向
量，   为特征维度常数。

γ j

该计算方式未考虑不同位置特征的不确定性差

异。为增强 Transformer对模糊区域的感知，BUAT
在注意力计算中引入不确定性调制因子   ，其由局

部方差信息估计模块 （Variance  Estimation  Module，
VEM）获得，用以衡量输入特征在该位置上的稳定

性，改进后的注意力权重计算为： 

α̃i j = Softmax
(Qi KT

j√
dk

·γ j

)
(10)

γ j ∈ [0,1]其中，    表示第 j 个特征位置的不确定性权

重，值越大代表该区域越不确定。

局部方差信息估计模块基于贝叶斯权重采样对

每个特征位置的不确定性进行量化，对输入特征进

行 T 次 Monte Carlo前向传播，得到每个位置 j 的多

次预测： 

f j =
1
T

T∑
t=1

f (t)
j , σ

2
j =

1
T

T∑
t=1

∥ f (t)
j − f j∥

2
(11)

f (t)
j f j f j j

σ2
j

其中，    为    在第 t 次采样下的输出，    为位置  

的预测均值，    量化了模型对该位置预测的信心，

方差越大表示该位置越不确定。

将方差归一化得到不确定性调制因子： 

γ j =
σ2

j

max
k
σ2

k + ϵ
(12)

σ2
k其中，    表示所有特征位置对应的预测方差，其中

k 为特征位置索引； ϵ 为保证数值稳定性的极小正数。

γ j通过不确定性调制因子    对注意力权重的调

控，Transformer在注意力分配时会加强对高不确定

性（高方差）病灶区域的感知，实现对边界模糊和异

质性肿瘤区域的准确预测。

现有贝叶斯优化方法多将不确定性作为预测结

果的附加评估指标，未能充分参与特征学习与决策

过程。本文在经典贝叶斯不确定感知优化方法的基

础上，将不确定性信息与特征融合过程相结合，提出

的 BUAT通过在特征融合阶段引入基于不确定性的

动态调节机制，引导模型对高不确定性区域进行优

化处理，从而提升模型在高异质性病灶区域的预测

准确性。

 2.4    输出层

经过 SST-CM、PTM以及 BUAT处理后，模型获

得融合后的高维特征表征。该特征首先输入至全连

接层（Fully Connected, FC）进行降维映射；随后通过

ReLU激活函数引入非线性；最后接入 Softmax层，输

出预后类别的概率分布： 

ŷ = Softmax(W · h+b) (13)

h W b其中，    表示融合特征向量，    、    为输出层参数，

最终预测类别由概率最大的分量对应的类别确定。

 2.5    模型训练

本 文 模 型 SPT-BUAT是 基 于 Torch1.12.0和
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python 3.11.5实现的，在训练过程中，学习率、epoch
分别被设置为 0.001、100，采用了 Adam算法来优化

目标函数。SPT-BUAT的主干网络采用 Transformer
结构进行全局语义建模，其中 Transformer编码器由

6层 encoder block组成，每层包含 8个多头自注意力

机制，特征嵌入维度设为 512，前馈网络（MLP）的隐

藏层维度设为 2 048。影像特征采用 16×16的 patch
切分方式进行嵌入编码。该配置是在卵巢癌 CT预

后预测任务中对模型表达能力与小样本泛化能力进

行权衡后确定的：一方面，6层 Transformer能够有效

建模肿瘤在不同空间区域之间的全局依赖关系；另

一方面，相较更深或更高维的 Transformer结构，该轻

量化配置显著降低了参数规模，从而减少在样本数

量有限条件下出现过拟合的风险。16×16的 patch划

分在保证足够空间分辨率的同时，有助于稳定注意力

权重学习过程，提升整体训练稳定性。在 BUAT中，

引入 MC Dropout以近似贝叶斯推断。Dropout层分

别设置于 Transformer编码器中自注意力模块与前馈

网络模块的输出位置，同时在分类前额外加入一层

Dropout，概率设定为 p=0.2，该取值是通过对不同

Dropout概率下模型预测性能与不确定性估计稳定

性的对比分析确定：当概率低于 0.2时，不确定性估

计不足；当概率高于 0.2时，特征表达能力下降，预测

性能受损，p=0.2在预测性能与不确定性建模之间取

得了较优平衡。在推理阶段，通过 T=20次随机前向

传播获取预测分布并计算预测均值与方差，当采样

次数达到 20次时，预测均值与方差估计已趋于稳

定。预测均值作为最终生存预测结果，预测方差作

为不确定性感知信号，两者共同参与后续特征融合

与决策优化过程，从而提升模型在高异质性病灶区

域的预测稳健性。SPT-BUAT所引入的空间特征强

化模块、伪时序建模模块及贝叶斯不确定感知优化

模块，主要用于提升模型对卵巢癌影像中复杂空间

结构、多尺度语义信息以及预测不确定性的建模能

力。上述模块均基于现有主干网络进行功能扩展，

并未显著增加网络层数或参数规模。模型训练可在

单卡 GPU 条件下完成，推理阶段不引入额外的复杂

计算流程。为了防止过拟合，实施了权重衰减（L2正

则化）来确保模型的有效性，权重衰减率被设置为

0.001。训练过程中采用负对数似然损失（Negative
Log-Likelihood, NLL）： 

p (y | x) =N
(
µ (x) ,σ2 (x)

)
(14)

其中，p（y|x）表示在给定输入 x 条件下，输出 y 的条件

概率分布，x 表示模型输入样本，y 表示与输入样本

µ (x) σ2 (x)x 对应的真实监督标签；    为预测均值；    为

数据依赖的方差，则单样本损失可表示为： 

LNLL (x,y) =
(y−µ (x))2

2σ2 (x)
+

1
2

lgσ2 (x) (15)

LNLL (x,y)其中    表示负对数似然损失函数，该损失函

数在优化预测偏差的同时，能够引导模型学习合理

的噪声水平，从而实现数据不确定性建模。最终训

练目标为最小化以下损失函数： 

Ltotal = LNLL+λ ·Lreg (16)
Ltotal Lreg其中 ，    表示模型最终优化目标函数 ，    为

L2正则化项，用于防止过拟合。

 3    实验结果与分析

 3.1    模型评估指标

本文使用评估指标准确率（ACC）、F1分数（F1-
Score）和特征曲线下面积 (AUC)来评价 SPT-BUAT
对卵巢癌预后预测的性能。ACC用来衡量正确分类

的样本数占总样本数的比例，其定义为： 

ACC =
TP+TN

TP+TN+FP+FN
(17)

TP TN FP

FN

其中，    为真阳性，    为真阴性，    为假阳性，

 为假阴性。

F1-Score综合评估模型的精确率（Precision）和
召回率（Recall），其定义为： 

F1-Score = 2· Precision·Recall
Precision+Recall

(18)

Precision =
TP

TP+FP
Recall =

TP
TP+FN其中，   ，   。

AUC是 ROC（Receiver  Operating  Characteristic）
曲线下的面积，用于评估模型在不同分类阈值下的

性能。ROC曲线是以假正率（FPR）为横轴，真正率

（TPR）为纵轴绘制的曲线。 

AUC =
w 1

0
TPR(t) ·d(FPR(t)) (19)

TPR =
TP

TP+FN
FPR =

FP
FP+TN其中 ，    ，    。AUC的值

越接近 1，表示模型的区分能力越强，接近 0.5则表示

模型的性能与随机猜测无异。

 3.2    伪时序信息有效性验证实验

在多切片卵巢癌影像分析中，现有方法通常将

切片视为独立样本进行处理，未能充分考虑切片之

间潜在的时序关联与上下文依赖，容易导致预测结

果缺乏全局一致性。为此，本文引入基于位置编码

的 PTM，通过动态建模切片间的语义关系与时序依

赖，捕捉肿瘤结构的层次演变模式，从而提升模型对
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整体病灶形态的感知能力与预测一致性，实验结果

如图 2所示。图中 Seq输入指多切片 CT图像按照

扫描顺序排列形成的输入序列，PTT输入指基于伪

时序建模的 Transformer输入形式，即引入位置编码

（positional encoding），将多切片影像视为“伪时间序

列”，输入 Transformer进行跨切片依赖建模，用于增

强切片间的关联表达能力。
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图 2    SPT-BUAT伪时序信息引入前后的性能比较
Fig. 2    Performance comparison before and after the introduction

of SPT-BUAT pseudo-temporal information
 

在基线模型的基础上引入 PTM模块后，模型

在 ACC、AUC与 F1-Score上分别提升了约 2.42、2.35
与 2.05个百分点，取得了一定的性能改善，说明 PTM
模块提高了多切片间特征关联程度，通过 PTM增强

了模型在高异质性患者样本中的预测准确性，使模

型更稳定地捕捉肿瘤的动态演变特征，有效缓解了

单一切片预测结果的波动。综上，伪时序一致性交

互建模提升了模型对多切片卵巢癌影像的表征能力

与预测一致性，验证了该策略在临床预后预测中的

实际应用潜力。

 3.3    消融实验

 3.3.1   SST-CM的消融实验　为了更好地理解 SST-

CM在卵巢癌影像预后预测中的具体作用，我们对该

模块进行了系统的消融实验。SST-CM旨在同时捕

捉影像的空间分布信息、结构边界特征以及纹理模

式，从而实现对病灶区域的全局与局部特征的协同

增强。然而，实际效果及各子模块的贡献尚需通过

消融分析进行量化验证。在实验设计上，我们分别

构建了以下对比模型：Baseline（无 SST-CM）：仅使用

原始特征输入模型，不引入空间、结构或纹理强化机

制；Spatial-only（仅空间信息）：保留空间特征提取分

支；Structural-only（仅结构信息）：保留结构边界特征

提取分支；Texture-only（仅纹理信息）：保留纹理特征

提取分支；Spatial-Structural（空间+结构信息）：融合空

间和结构信息；Spatial+Texture（空间+纹理信息）：融

合空间和纹理信息；Structural+Texture（结构+纹理信

息）：融合结构和纹理信息；完整 SST-CM：同时融合

空间、结构和纹理信息，实现协同增强。实验结果如

表 2所示。
  

表 2    SPT-BUAT不同强化组合的实验结果

Table 2    Experimental  results  of  different  reinforcement
combinations for SPT-BUAT

Model ACC/% AUC/% F1-Score/%

Baseline 90.78±0.85 90.11±0.80 91.11±0.72

Spatial-only 94.28±0.84 94.06±0.77 95.16±0.78

Structural-only 93.52±0.77 92.91±0.79 94.94±0.75

Texture-only 91.85±0.89 91.42±0.83 92.34±0.77

Spatial-Structural 97.28±0.84 96.35±0.74 97.55±0.77

Spatial+Texture 96.12±0.89 95.46±0.78 96.51±0.75

Structural+Texture 95.76±0.84 95.02±0.82 96.08±0.71

SST-CM（Ours） 98.52±0.84 98.15±0.83 98.55±0.77
 

从消融实验结果来看，Baseline模型仅使用原始

卵巢肿瘤影像特征，ACC、AUC和 F1-Score分别为

90.78%、90.11%和 91.11%，表现出模型在缺乏特征

强化情况下的局限性。相比之下，仅使用结构特征

（ACC 93.52%、AUC 92.91%、F1-Score 94.94%）或纹

理特征（ACC 91.85%、AUC 91.42%、F1-Score 92.34%）

的模型性能得到了一定提升。当仅引入空间信息

时 ，ACC提升至 94.28%，AUC提升至 94.06%， F1-
Score达到 95.16%，这一提升说明卵巢肿瘤区域内存

在一定的空间依赖关系，空间上下文信息有助于模

型更全面地理解病灶内部结构与周围组织的关联模

式。当不同特征进行两两融合时，模型性能进一步

增强。例如，空间与结构信息的融合（ACC 97.28%、

AUC 96.35%、F1-Score 97.55%）优于单模态组合，这

表明空间全局信息能够为结构边界提供上下文支

持，使边界特征更加准确；空间与纹理信息的融合

（ACC 96.12%、AUC 95.46%、F1-Score 96.51%）同样

显示出互补效应，空间特征引导纹理特征关注病灶

区域，从而提升了微观纹理模式的判别力；结构与纹理

的组合（ACC 95.76%、AUC 95.02%、F1-Score 96.08%）

性能略低于包含空间信息的组合，进一步印证了空

间信息在全局建模中的关键作用。完整的 SST-

CM模型在所有指标上均达到最高值（ACC 98.52%、

AUC 98.15%、F1-Score 98.55%），体现了三路协同增

强的综合效益。这一结果不仅验证了不同模态特征

的互补性，更揭示了卵巢肿瘤影像信息的层次性：空

间信息提供全局病灶分布模式，结构信息强化边界

判别能力，纹理信息反映局部微观异质性。SST-
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CM通过特征级融合和协同强化，使模型能够同时关

注宏观分布与微观细节，实现对病灶的全局-局部特

征建模，从而提高预测准确性和稳定性。为了更直

观地探索 SST-CM在整体预后预测中的作用，本文

在原始灰度图像基础上，将空间、结构与纹理响应图

分别以半透明形式进行叠加可视化。图 3示出了典

型病例的可视化结果，其中 3(a)为原始灰度图像；

3(b)为空间特征强化图像，能够清晰反映肿瘤区域的

局部分布和宏观结构模式；3(c)为结构特征强化图

像，突出肿瘤边界及轮廓信息；3(d)为纹理特征强化

图像，展示肿瘤内部的细微纹理差异；3(e)为三通道

协同强化图像，将空间、结构和纹理信息融合显示，

能够同时呈现肿瘤的空间分布、边界结构和纹理模

式，实现多维特征的互补增强。这一可视化结果直

观体现了 SST-CM模块在提取和整合多维影像信息

方面的有效性，为后续模型预后预测提供了丰富的

特征支撑。

 
 

2 cm 2 cm 2 cm

(a) Original image  (b) Spatially enhanced image (c) Structural enhanced image  

2 cm2 cm

(d) Texture enhanced image (e) Three collaborative enhancement image

图 3    协同强化模块的可视化结果

Fig. 3    Visualization results of collaborative reinforcement method
 

 3.3.2   BUAT的消融实验　为了验证 BUAT对卵巢

癌影像预后预测模型性能的提升效果，本文对模型进

行了不同模块的消融分析。实验中，我们保持基础网络

结构和空间-结构-纹理协同特征提取模块不变，仅

对 BUAT进行增减对比，以评估其对模型预测准确

性和稳定性的影响。在实验设计上，我们设置了以

下 3个对比模型：基础模型（Baseline）：仅采用多切片

伪时序输入和 SST-CM模块进行特征提取；不确定

量化模型（Baseline+Dropout）：在基础模型中加入蒙

特卡洛 Dropout，用于量化模型预测的不确定性；不

确定性损失约束模型（Baseline+Uncertainty Loss）：在
基础模型中引入不确定性损失约束，使模型在高不

确定区域调整权重。实验结果如表 3所示。

由表 3可知，Baseline模型在未引入不确定性建

模的情况下，其预测性能相对有限，尤其在处理高异

质性卵巢肿瘤影像时，模型难以识别病灶区域与非

病灶区域的模糊边界与噪声特征，降低了模型的预

测准确性。Baseline+Dropout模型能够在一定程度上

捕捉到样本间的潜在波动，从而对复杂卵巢肿瘤影

像表现出较高的鲁棒性，预测性能有所提升。Baseline+

Uncertainty Loss模型在一定程度上缓解了伪时序影

像中信息分布不均和噪声干扰的问题。BUAT模块

的 ACC、AUC和 F1-Score分别达到 98.52%、98.15%
和 98.55%，在整体性能上优于其他对比模型。这是

因为 BUAT能够通过贝叶斯不确定感知机制，调节跨

切片注意力分布，使模型在高不确定性区域对关键

伪时序特征进行增强关注，从而实现对多切片信息

的整合。同时，通过结合卵巢癌影像固有的复杂性

和跨切片伪时序特征，引入不确定优化机制能够有

效增强模型的感知能力，验证了 BUAT在捕捉高不

确定信息并优化特征融合中的核心作用。

表 3    SPT-BUAT不确定优化消融的实验结果

Table 3    Experimental  results  of  SPT-BUAT  uncertain
optimization ablation

Model ACC/% AUC/% F1-Score/%

Baseline 91.87±0.83 90.92±0.79 92.04±0.78

Baseline+Dropout 94.49±0.83 93.13±0.78 94.95±0.70

Baseline+Uncertainty Loss 94.91±0.82 93.98±0.74 94.10±0.71

BUAT（Ours） 98.52±0.84 98.15±0.83 98.55±0.77
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为了评估贝叶斯不确定感知优化模块在卵巢癌

伪时序影像预后预测中的作用及其对模型感知不确

定信息能力的影响，本文在同一病例影像上对 4种模

型进行了不确定性可视化对比实验，实验结果如图 4
所示。从图 4中可以看出，Baseline、Baseline+Dropout、
Baseline+Uncertainty  Loss和 BUAT（Ours）的不确定

性由高到低逐步收敛。Baseline模型在全图范围内

存在较高的不确定性，说明模型对病灶与非病灶区

域均缺乏有效区分能力；Baseline+Dropout通过蒙特

卡洛采样量化预测不确定性，使不确定性略微收敛

但仍分布较广；Baseline+Uncertainty Loss在训练阶段

引入不确定性约束后，高不确定性区域开始向病灶

局部聚焦 ，模型能够对关键特征进行关注 ；而

BUAT（Ours）模块进一步增强了模型对病灶不确定

信息的感知能力，使不确定性热区与病灶边界一致，

进一步直观验证了 BUAT模块在捕捉高不确定信息

和优化跨切片特征融合方面的优势。

 3.4    对比实验

为全面评估 SPT-BUAT在卵巢癌预后预测任务

中的性能，本文选择了几种具有代表性且被广泛采

用的深度学习模型 ，在 TCIA（The  Cancer  Imaging
Archive）ovarian cancer公开医学影像数据集上进行

对比实验。这些模型包括基于 CNN的专注于局部特

征提取的方法（CNN[28]、ResNet50[29]、ResNet 60[30]），

基于 Transformer的强调全局上下文建模和多尺度语

义融合的方法（ViT[31]、ViT+RNN[32]、D-GR-LCT[33]），

以及旨在提高不确定感知的模型 （TOPTHSIS[34]、

MAFTM[35]） ， 最 新 的 深 度 学 习 与 大 模 型 算 法

（Xception_ViT[36]、GPT-5[37]）。实验采用 Lee等 [38] 提

出的重复保留交叉验证方案，将数据集随机划分为

70%训练集与 30%测试集，在训练集上使用不同的

方法训练预测模型，然后通过对测试患者进行生存

预测来计算评估指标，重复实验 10次，结果如表 4
所示。

 
 

2 cm 2 cm 2 cm 2 cm

Baseline Baseline+Dropout Baseline+Uncertainty Loss BUAT (Ours)

U
nc

er
ta

in
ty

 le
ve

l

1.0

0.8

0.6

0.4

0.2

0

图 4    卵巢肿瘤影像的不确定信息感知对比

Fig. 4    Comparison of uncertain information perception of ovarian tumor images
 
  

表 4    TCIA卵巢癌数据集上的对比实验结果

Table 4    Comparative  experimental  results  on  TCIA  ovarian
cancer data set

Model (Year proposed) ACC/% AUC/% F1-Score/%

CNN(2020) 78.25±1.93 80.12±2.11 79.34±2.16

ResNet50(2023) 87.18±1.79 88.34±1.91 88.25±1.83

ResNet60(2024) 94.20±1.66 95.28±1.82 95.17±1.74

ViT(2021) 80.04±1.45 81.83±1.53 81.89±1.34

ViT+RNN(2022) 85.50±1.75 86.92±1.97 86.66±1.80

D_GR_LCT(2024) 95.29±2.16 96.29±1.33 95.15±1.90

TOPTHSIS(2024) 94.81±2.18 94.17±1.89 94.79±2.03

MAFTM(2024) 96.13±1.71 95.15±2.15 96.41±2.23

Xception_ViT(2025) 97.09±1.04 96.78±1.35 97.11±1.11

GPT-5(2025) 96.35±1.42 95.92±1.51 96.10±1.38

SPT-BUAT(2025) 98.52±0.84 98.15±0.83 98.55±0.77
 

从表 4中可以看出，本文 SPT-BUAT模型性能

最佳（ACC 98.52%、AUC 98.15%、F1-Score 98.55%），

相较于其他模型更能准确地对患者进行预后预测。

这是由于本文模型 SPT-BUAT采用了 SST-CM、PTM
与 BUAT，与传统卷积网络和 ViT方法相比，SPT-

BUAT并非单纯依赖局部卷积或全局注意力，而是在

空间、结构与纹理特征之间建立自适应交互，同时利

用切片间伪时序关系强化信息传递，并融合不确定

性特征，从而增强了对肿瘤影像复杂结构和异质性

特征的表达能力。此外，SPT-BUAT的预测性能还优

于深度模型及当前主流不确定性建模方法。这是由

于 SPT-BUAT将不确定性建模贯穿于特征提取阶

段，结合 MC Dropout与 Transformer融合，在特征层

面实现多样化表达，进一步提高了模型在复杂异质

性肿瘤影像中的预测准确性[39]。为了直观展示不同

方法的预测差异，本文对典型病例进行了可视化分

析，结果如图 5所示。

可以观察到，CNN虽然能够关注部分病灶，但

其响应区域相对分散、边界模糊，容易受到背景干

扰 [29]；而单独使用 ViT的模型虽然具备一定的全局

感知能力，但在关键区域定位上存在关注不集中的

问题[32]；ViT+RNN通过在 ViT结构中引入时序建模，

在一定程度上改善了病灶区域的聚焦性和边界覆
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盖，但仍对结构细节和关键纹理感知不足[33]；MAFTM
结合边际加速失效时间模型与参数敏感性分析，在

部分图像中能够较好地定位病灶主体区域，但仍存

在关注漂移[35]。本文提出的 SPT-BUAT能够准确覆

盖卵巢肿瘤的核心区域，而且在边界处展现出较高

的响应强度。这种表现是因为 SPT-BUAT实现了多

维特征与不确定信息的联合建模，能够在关注区域上

表现出更强的聚焦性与判别性。通过 SST-CM同时

捕捉影像的全局布局、边界结构及局部纹理，实现宏

观与微观特征的互补增强，缓解了单维度特征难以

表达病灶异质性的问题；引入 PTM刻画多切片间潜

在层次演化模式，强化跨切片的动态一致性，使模型

能够理解肿瘤在空间层面的逐层演化特征，提升模

型对整体病灶形态的感知能力；在 Transformer结构

中嵌入贝叶斯不确定性建模，通过不确定性调制注

意力分配，使模型能够关注边界模糊及灰度异常区

域，增强关键病灶特征表达，从而提高预后预测的准

确性，这一可视化结果进一步从解释性角度验证了

SPT-BUAT的设计合理性与有效性。

 3.5    泛化性实验

为了验证模型的泛化能力，本文进一步补充了

TCIA宫颈癌影像数据集作为额外外部验证集。该

数据集包含 23例宫颈癌病例，3 845张 CT图像，其

中高风险图像 1 982张、低风险图像 1 863张。由于

宫颈癌与卵巢癌在盆腔解剖区域具有相似的复杂组

织背景和影像表现特性，因此选用该宫颈癌 CT集合

作为外部验证。该数据未参与模型训练，仅用于评

估模型在不同数据分布下的泛化性能及统计显著

性。相关数据集说明及实验结果如表 5、表 6所示：

如表 6所示，本文模型 SPT-BUAT在宫颈癌数

据集上取得了较优的预测性能（ACC 97.15%、AUC
97.75%、F1-Score 97.31%），表明该模型在不同肿瘤

类型和数据分布条件下仍具有良好的泛化能力。这

一结果说明，SPT-BUAT所学习的特征并非依赖于特

定数据集的统计特性，而是能够有效捕捉盆腔肿瘤

影像中具有共性的空间结构模式与异质性特征。其

中，SST-CM对宏观空间布局与局部结构细节的协同
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(f) TOPTHSIS (h) SPT-BUAT(e) ViT+RNN (g) MAFTM
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图 5    SPT-BUAT及其对比方法实验结果的可视化

Fig. 5    Visualization of experimental results of SPT-BUAT and its comparative methods

表 5    TCIA宫颈癌影像数据

Table 5    Data of TCIA cervical cancer tumor image

Data type Number of sample Number of image Summary

1 12 1 982 High risk

0 11 1 863 Low risk

表 6    TCIA宫颈癌数据集上的对比实验结果

Table 6    Comparative  experimental  results  on  TCIA  cervical
cancer data set

Method ACC/% AUC/% F1-Score/%

CNN(2020) 70.77±1.88 72.81±1.79 73.91±2.03

ResNet50(2023) 80.32±1.82 80.92±1.81 81.65±1.88

ResNet60(2024) 90.09±1.71 91.15±1.93 91.23±1.86

ViT(2021) 75.71±1.36 76.71±1.49 76.21±1.74

ViT+RNN(2022) 79.14±1.65 80.16±1.56 80.37±1.77

D_GR_LCT(2024) 93.17±1.66 94.15±1.73 94.09±1.84

TOPTHSIS(2024) 92.56±1.83 92.03±1.91 91.84±1.96

MAFTM(2024) 94.08±1.31 94.28±1.65 94.85±1.88

Xception_ViT(2025) 95.32±1.49 95.67±1.58 95.41±1.52

GPT-5(2025) 96.48±1.57 96.02±1.60 96.26±1.44

SPT-BUAT(2025) 97.15±1.14 97.75±1.22 97.31±1.21
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建模，使模型在复杂盆腔解剖背景下具备较强的适

应能力；同时，BUAT将不确定性信息引入特征融合

与注意力分配过程，有助于缓解不同数据分布带来

的预测不稳定问题，从而保证了模型在外部数据集

上的预测准确性。

 3.6    实例分析实验

为了进一步评估 SPT-BUAT模型在真实临床环

境下的预后准确性，本文选取本地卵巢肿瘤影像数

据集中具有代表性的典型病例开展实例分析。实验

从 3个核心技术维度展开：SST-CM、PTM以及 BUAT，
通过图像可视化对各模块在实际任务中的作用进行

剖析，从而验证模型在复杂临床影像场景下的准确

度和实际应用潜力。

SPT-BUAT引入 SST-CM模块，通过独立提取

空间分布、结构形态及纹理细节特征，并进行多维信

息的互补融合，使模型能够充分捕捉卵巢肿瘤的分

布模式与微观组织特性。实验结果显示，SST-CM增

强了模型对边界模糊病灶的识别能力，同时提高了

对细微纹理差异的敏感性，使得预测结果在复杂影

像条件下更准确。图 6展示了某个高风险患者的原

始图像与强化后图像对比，可以看出，SST-CM在保

持原始病灶形态的基础上，有效突出肿瘤区域的空

间分布特征与内部结构差异。

如图 6所示，空间信息保留了病灶边缘及其与

周围组织的空间界限，结构强化部分进一步揭示了

肿瘤内部的形态分层与组织走向，而纹理强化则增

强了局部灰度起伏与细微纹理模式。特征叠加后，

病灶轮廓与内部异质性被凸显，为后续的伪时序建

模与贝叶斯不确定感知优化提供了更具判别性的影

像特征。

为了充分挖掘卵巢肿瘤影像的伪时序依赖与不

确定性差异，SPT-BUAT引入伪时序信息与贝叶斯不

确定感知优化，通过在 Transformer中注入位置编码

并结合随机 Dropout策略，使模型能够关注时序特征

与感知不确定信息，图 7展示了 4种不同的模型策略

对某个高风险患者的注意力可视化结果对比。从图 7(c)
 

(b) Three collaborative enhancement image(a) Original image
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图 6    实例验证的 SST-CM可视化结果

Fig. 6    Visualization results of SST-CM from the instance verification
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图 7    不同模型在实例验证中的注意力可视化结果对比

Fig. 7    Comparison of attention visualization results of different models in instance verification
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可以看出，基础模型存在偏移现象，无法准确聚焦于

卵巢肿瘤主体区域；引入空间特征强化 (图 7(d))后，

关注范围得到改善，说明模型能够有效捕获肿瘤的

跨切片时序依赖；引入贝叶斯不确定感知优化 (图 7(e))
后，对关键病灶区域的响应更加稳定；最终，完整的

SPT-BUAT模型在关注区域的准确性方面表现最优，

其热图清晰覆盖病灶主体，且背景抑制效果较为明显

(图 7(f))，充分体现了伪时序依赖与贝叶斯不确定感

知优化的协同增益效应，使模型能够在复杂卵巢肿

瘤影像中稳定聚焦关键区域，从而提升预后预测的

准确性。

实例分析表明，所提出的 SPT-BUAT模型在真

实医院数据中表现出良好的准确性与泛化能力。其

中，SST-CM策略有效提升了模型对病灶区域的判别

精度与区域一致性；PTM进一步挖掘了切片间的上

下文依赖与动态演化特征，使模型能够捕捉连续变

化的病灶模式；而 BUAT通过调节注意力分布，使模

型在高不确定区域对关键特征的响应更加集中，从

而增强了预测的准确性，三者协同提升了 SPT-BUAT
在实际卵巢癌预后预测中的性能与临床适用性。

 4    结束语

本文提出了一种 SST-CM、PTM与 BUAT融合

的深度学习模型，用于卵巢癌影像的预后预测。该

模型通过整合空间上下文、结构形态和纹理细节，实

现了局部与全局特征的互补增强；利用 PTM捕捉单

病人多切片影像中的潜在顺序信息，提高多影像特

征融合的准确性；在此基础上，通过贝叶斯不确定性

建模量化不同特征源和预测结果的不确定性，增强

了模型的鲁棒性和预测可信度。实验结果表明，所

提出的模型在 ACC、AUC和 F1-Score等指标上均优

于现有方法，验证了三路协同、伪时序建模及不确定

信息在卵巢癌影像预后预测中的有效性。尽管 SST-

CM模型在卵巢肿瘤影像的预后预测中取得了较好

的预测结果，但是此模型在小样本数据和跨中心数

据的泛化能力仍存在一定局限，在后续的研究中应

设计相应的模型，通过引入更多中心数据、优化特征

融合策略和提升模型可解释性，进一步提高预测性

能和临床适用性。
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Ovarian Cancer Prognosis Prediction Model Based on Spatial Feature
Enhancement and Bayesian Uncertainty Perception Optimization

NIU Shuaijun, YAN Yuli, LI Qingkun, DUAN Yimeng, LI Ting, WANG Huiqing
(College of Computer Science and Technology(College of Data Science), Taiyuan University of Technology,

Taiyuan 030600, China)

Abstract: Ovarian  cancer  is  a  kind  of  malignant  gynecological  tumor  with  inconspicuous  early  symptoms  and
complex  lesion  morphology.  Ovarian  tumor  images  can  reflect  the  morphological,  structural  and  histological
information of  lesions,  and in-depth  analysis  of  these  features  can improve the  accuracy of  ovarian  cancer  prognosis
prediction.  Existing  methods  tend  to  ignore  the  synergistic  effect  of  local  spatial,  structural  and  texture  information
when processing ovarian tumor images, and lack holistic perception of uncertain lesion information, leaving room for
improvement in the predictive performance and stability of models.  This paper proposes an ovarian cancer prognosis
prediction  model  named  SPT-BUAT  (Space-Structure-Texture  Pseudo-Temporal  Bayesian  Uncertainty-Aware
Transformer) based on spatial feature enhancement and Bayesian uncertainty-aware optimization. The model leverages
space-structure-texture complementary model (SST-CM) to boost the representation of local and global image features,
and  employs  BUAT to  estimate  and  optimize  the  uncertain  information  of  lesions.  Experimental  results  demonstrate
that the proposed SPT-BUAT model outperforms existing methods in ovarian cancer prognosis prediction and achieves
more accurate discrimination of blurred boundaries and gray abnormal regions. Further visual analysis of SPT-BUAT
verifies  the  consistency between the  attention  regions  of  the  model  and the  actual  lesion  locations,  which  provides  a
new research perspective for the application of deep learning in ovarian tumor image analysis.

Key  words: space-structure-texture  complementary  model； pseudo  time  series  modeling；Bayesian  uncertainty
perception；prognostic prediction of ovarian cancer；ovarian tumor imaging
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