
第４３卷 第５期

２ ０ ２ ４ 年 １ ０ 月

沈　 阳　 理　 工　 大　 学　 学　 报

Ｊｏｕｒｎａｌ ｏｆ Ｓｈｅｎｙａｎｇ Ｌｉｇｏｎｇ Ｕｎｉｖｅｒｓｉｔｙ
Ｖｏ ｌ􀆰 ４３ Ｎｏ􀆰 ５
Ｏｃｔ 􀆰 ２ ０ ２ ４

收稿日期: ２０２３ － １０ － ２７

基金项目: 国家重点研发计划“社会治理与智慧社会科技支撑”重点专项(２０２２ＹＦＣ３３０２５０２)

作者简介: 文峰(１９７７—)ꎬ男ꎬ教授ꎬ博士ꎬ研究方向为大数据分析技术、机器学习、进化计算、智能交通等ꎮ

文章编号: １００３ － １２５１(２０２４)０５ － ００４９ － ０８

基于教师 －学生模型的点云目标检测算法

文　 峰ꎬ石明泽ꎬ刘思萌ꎬ殷向阳
(沈阳理工大学 信息科学与工程学院ꎬ沈阳 １１０１５９)

摘　 要: 针对现有点云目标检测算法对室外自动驾驶场景中遮挡物体检测精度低的问题ꎬ提出

一种基于知识蒸馏和注意力增强的点云目标检测算法ꎮ 以 ＣＩＡ￣ＳＳＤ 模型为基础ꎬ设计了一种

基于教师 － 学生模型的密集特征生成模块ꎬ提出基于交并比匹配策略的密集数据生成方法ꎬ将
稀疏特征转换为密集特征ꎮ 密集特征生成模块位于学生模型中ꎬ学生模型在教师模型生成的

软目标监督训练下ꎬ推断出完整的密集目标特征ꎬ实现目标特征的补全ꎻ在教师模型中设计空

间注意力和通道注意力机制ꎬ增强密集目标点云ꎬ提升特征图的质量ꎮ 在 ＫＩＴＴＩ 数据集上的验

证实验结果表明:与 ＳＥ￣ＳＳＤ 模型和 ＣＩＡ￣ＳＳＤ 模型相比ꎬ本文提出的算法保持了单阶段目标检

测速度的优势ꎬ同时明显提升了检测精度ꎮ
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　 　 点云目标检测是利用激光雷达等传感器进行

障碍物、行人、车辆等环境感知的一项技术ꎬ可实

现更安全的自动化巡检[１]ꎬ在智能机器人和自动

驾驶车辆等领域具有重要的应用ꎮ 点云目标检测

算法是计算机视觉领域的重要研究内容ꎬ用于从

三维点云数据中识别和定位不同的物体和目标ꎬ
分为单阶段和两阶段算法ꎬ单阶段算法具有速度

快、精度低的特点ꎬ而两阶段算法具有速度慢、精
度高的特点[２ － ３]ꎮ

ＣＩＡ￣ＳＳＤ 算法[４]是单阶段点云目标检测算法

的突破性成果ꎬ其首先通过 ＶｏｘｅｌＮｅｔ[５] 将点云数

据体素化处理为鸟瞰视图(ｂｉｒｄ ｅｙｅｓ ｖｉｅｗꎬＢＥＶ)
特征ꎬ然后通过检测头部回归目标物体在点云坐

标系中的位置ꎮ 车爱博等[１] 在 ＣＩＡ￣ＳＳＤ 算法的

基础上引入注意力机制ꎬ提出了 ＴＦＡＦ￣ＳＳＤ 算法ꎬ
加强了 ＣＩＡ￣ＳＳＤ 对前景点云的关注度ꎬ提升了提

取特征图的质量ꎮ 傅荟璇等[２] 在 ＰＶ￣ＲＣＮＮ 算法

的基础上引入了自适应性可变形卷积ꎬ改变了特

征提取方式ꎬ提高了对汽车、骑行者等动态目标的

检测精度ꎮ 陈辉等[６] 以 ＰＶ￣ＲＣＮＮ 作为基础模

型ꎬ提出了基于点云补全的点云目标检测方法ꎬ根
据大部分物体形状对称且重复率高的特点ꎬ通过

自身镜像进行遮挡恢复ꎬ并通过预测区域所包含

目标形状的占用概率对遮挡点云进行补全ꎬ提升

了特征图的完整性和丰富性ꎬ提高了遮挡目标的

检测精度ꎮ 由于遮挡和某些材料反射的原因会引

起激光信号丢失ꎬ激光点云实际是不完整的 ２􀆰 ５Ｄ
数据ꎬ从而导致点云目标检测算法精度较低ꎮ

Ｗａｎｇ 等[７] 提出了一种新的 Ｓｐａｒｓｅ２Ｄｅｎｓｅ
(Ｓ２Ｄ)方法ꎬ通过设计知识蒸馏[８] 和 Ｓ２Ｄ 模块并

利用点云重建的思想ꎬ为解决点云数据因遮挡导

致难以检测的问题提供了新思路ꎮ 该方法采用时

序序列点云帧融合、镜像复制生成密集数据ꎬ不仅

生成速度慢ꎬ而且由于自动驾驶现实场景中动态

目标较多ꎬ点云的时序融合会导致生成结果中只

有静态目标生成了完整密集化点云ꎬ动态目标因

为坐标改变无法融合生成的数据依然含有点云缺

失ꎮ 当采用缺失点云特征作为蒸馏信号联合训练

学生模型时ꎬ存在 Ｓ２Ｄ 模块特征重建不完整的

问题ꎮ
为解决目标检测中因遮挡导致精度低的问

题ꎬ本文在单阶段 ＣＩＡ￣ＳＳＤ 网络基础上提出 Ｓ２Ｄ￣
ＳＳＤ 网络结构ꎬ并设计基于交并比( ＩｏＵ)匹配相

似目标点云的密集数据生成方法ꎮ 引入教师 － 学

生模型的知识蒸馏技术ꎬ在学生模型的骨干网络

之后以残差的方式加入基于点云重建网络的 Ｓ２Ｄ
模块ꎬ在教师模型中引入卷积块注意力模块(ｃｏｎ￣
ｖｏｌｕｔｉｏｎａｌ ｂｌｏｃｋ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅꎬＣＢＡＭ) [９]ꎮ 通

过使用密集点云数据预训练教师模型ꎬ使教师模

型学习使用密集点云的密集特征信息进行目标检

测ꎻ学生模型的输入为稀疏点云ꎬ通过蒸馏教师模

型输出的密集特征训练学生模型ꎬ使之可以在稀

疏数据的输入下ꎬ通过 Ｓ２Ｄ 模块三维重建稀疏特

征为密集特征ꎬ利用密集特征完成后续的目标检

测ꎮ 学生模型以教师模型的密集特征作为监督信

号ꎬ结合 Ｓ２Ｄ 模块ꎬ能够在特征层对因遮挡造成

的稀疏点云进行密集化ꎮ 通过在特征层中重新生

成点云特征ꎬ有效解决点云目标检测算法在处理

稀疏点云数据时精度较低的问题ꎮ

１　 ＣＩＡ￣ＳＳＤ 算法

ＣＩＡ￣ＳＳＤ 是一种基于深度学习的单阶段点云

目标检测模型ꎬ该模型提出了空间语义特征聚合

(ｓｐａｔｉａｌ ｓｅｍａｎｔｉｃ ｆｅａｔｕｒｅ ａｇｇｒｅｇａｔｉｏｎꎬＳＳＦＡ)模块ꎬ
可以提取丰富的空间特征和语义特征ꎬ提升了检

测器的精度ꎮ ＣＩＡ￣ＳＳＤ 骨干网络结构如图 １
所示ꎮ

图 １　 ＣＩＡ￣ＳＳＤ 骨干网络结构

Ｆｉｇ. １　 ＣＩＡ￣ＳＳＤ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ
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　 　 首先ꎬ特征提取主干网络使用稀疏卷积网络

层提取三维特征ꎬ将三维点云数据投影至 ＢＥＶꎬ以
便进行二维卷积操作ꎮ 然后ꎬ在 ＳＳＦＡ 模块中先

通过空间卷积组得到空间特征ꎬ再经过语义卷积

组得到高级语义特征ꎬ高级语义特征经过反卷积

恢复特征尺寸并与低级空间特征简单融合ꎮ 为更

好地利用每一级特征ꎬＳＳＦＡ 模块采用了一种轻量

级注意力融合机制ꎬ能够自适应地融合高级语义

特征和低级空间特征ꎮ 最后ꎬＳＳＦＡ 输出的融合特

征输入多任务检测头ꎬ输出预测结果ꎮ

２　 改进 ＣＩＡ￣ＳＳＤ 的 Ｓ２Ｄ￣ＳＳＤ 算法

２. １　 总体结构

由于激光雷达的自遮挡和外部遮挡ꎬＣＩＡ￣
ＳＳＤ 方法对复杂道路场景中的小目标、存在遮挡

的目标检测和定位精度较差[１０]ꎮ 为此ꎬ本文将点

云目标检测和点云重建算法结合在同一个卷积神

经网络模型中ꎬ通过引入 Ｓ２Ｄ 模块ꎬ对发生遮挡

的稀疏点云进行点云特征重建ꎬ提高单阶段检测

模型 ＣＩＡ￣ＳＳＤ 的点云补全能力ꎮ 改进后的 Ｓ２Ｄ￣
ＳＳＤ 网络结构如图 ２ 所示ꎬ图中变量说明详见

下文ꎮ
Ｓ２Ｄ￣ＳＳＤ 模型包括教师模型 Ｄ￣ＳＳＤ 和学生

模型 Ｓ￣ＳＳＤ 两个部分ꎮ 在 Ｓ￣ＳＳＤ 模型中ꎬ引入了

Ｓ２Ｄ 模块并以残差的方式与 ＣＩＡ￣ＳＳＤ 结合ꎬ实现

稀疏特征密集化ꎻ在 Ｄ￣ＳＳＤ 中引入了 ＣＢＡＭ 注意

力模块ꎮ 除 ＣＢＡＭ 和 Ｓ２Ｄ 模块外ꎬ教师和学生模

型的其他部分采用了相同的 ＣＩＡ￣ＳＳＤ 网络结构ꎮ
区域建议网络( ｒｅｇｉｏｎ ｐｒｏｐｏｓａｌ ｎｅｔｗｏｒｋꎬＲＰＮ)模

块负责提取感兴趣区域ꎬ头部则预测目标的位置、
分类和方向ꎮ

图 ２　 Ｓ２Ｄ￣ＳＳＤ 网络结构图

Ｆｉｇ. ２　 Ｓ２Ｄ￣ＳＳＤ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 以 ＰＤ 表示包含密集目标和背景的密集点云ꎬ
由数据预处理得到ꎻＰｏＤ表示只有目标物体的密集

点云ꎬ由 ＰＤ 和点云标签提取目标得到ꎻＰＳ 表示未

经处理的稀疏点云ꎬ为数据集原始单帧点云数据ꎻＢ
为训练参数批大小ꎻＨ、Ｗ 表示特征图的长、宽ꎻＣ 为

特征通道数ꎮ Ｓ２Ｄ￣ＳＳＤ 网络模型的训练分为两个

阶段ꎬ在第一训练阶段ꎬ由密集点云及标签训练 Ｄ￣
ＳＳＤ 网络ꎬ训练完成后进入第二阶段ꎬ进行教师 －
学生模型的训练ꎮ 相关公式如下ꎮ

ＦＤ
ａ ＝ ｆＡｔｔｅｎｔｉｏｎ( ｆＤ￣ＳＳＤ(ＰＤ)) (１)

ＦＤ
ｂ ＝ ｆＡｔｔｅｎｔｉｏｎ( ｆＤ￣ＳＳＤ(ＰｏＤ)) (２)

ＦＳ
ｃ ＝ ｆＳ￣ＳＳＤ(ＰＳ) (３)
ＦＳ

ｂ ＝ ｆＳ２Ｄ(ＦＳ
ｃ ) (４)

ＦＳ
ａ ＝ ＦＳ

ｃ􀱇ＦＳ
ｂ (５)

式中:ｆＡｔｔｅｎｔｉｏｎ表示注意力模块ꎻｆＳ￣ＳＳＤ表示 Ｓ￣ＳＳＤ 骨

干网络部分计算ꎻｆＤ￣ＳＳＤ表示 Ｄ￣ＳＳＤ 骨干网络部分

计算ꎻｆＳ２Ｄ表示 Ｓ２Ｄ 模块部分计算ꎻＦＤ
ａ 和 ＦＤ

ｂ 是来

自 Ｄ￣ＳＳＤ 的监督信号ꎬ其中 ＦＤ
ａ 是带有背景信息

的密集特征ꎬ由密集点云 ＰＤ 输入 Ｄ￣ＳＳＤꎬ并在 Ｄ￣
ＳＳＤ 的骨干网络后输出ꎬＦＤ

ｂ 是在 Ｄ￣ＳＳＤ 只有前

景目标下ꎬ由密集目标点云 ＰｏＤ经过骨干网络生成

的密集特征ꎻＦＳ
ｃ 是 Ｓ￣ＳＳＤ 骨干网络输出的特征

值ꎻＦＳ
ｂ 为 Ｓ２Ｄ 模块三维重建后的特征值ꎻＦＳ

ａ 是

ＦＳ
ｃ 和 ＦＳ

ｂ 特征值的融合结果ꎮ
在教师–学生模型联合训练阶段ꎬＤ￣ＳＳＤ 网

络并行输入两个点云数据 ＰＤ 和 ＰｏＤꎬＳ￣ＳＳＤ 网络
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使用原始点云 ＰＳ 为输入数据ꎻ在测试阶段ꎬ只需

要 Ｓ￣ＳＳＤ 网络进行推理ꎮ 为训练 Ｓ２Ｄ 模块ꎬ本文

将 Ｄ￣ＳＳＤ 和 Ｓ￣ＳＳＤ 中对应的特征进行匹配ꎬ并在

掩码均方差(ｍａｓｋｅｄ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒꎬＭＭＳＥ)
损失函数的训练下实现 ＦＳ

ｂ 和 ＦＤ
ｂ 、ＦＳ

ａ 和 ＦＤ
ａ 两对

特征图中对应像素特征值之间的距离最小化ꎮ Ｓ￣
ＳＳＤ 在 Ｄ￣ＳＳＤ 和 ＭＭＳＥ 损失函数的训练下ꎬ使
Ｓ２Ｄ 模块的输出完成目标特征的密集化重建ꎬ实
现两个特征对 ＦＳ

ｂ 和 ＦＤ
ｂ 、ＦＳ

ａ 和 ＦＤ
ａ 对齐ꎮ

在模型推理结果时不再需要 Ｄ￣ＳＳＤ 的监督ꎬ
只保留 Ｓ￣ＳＳＤ 网络模型ꎬ且此时在第二阶段训练

完成后、输入稀疏点云时ꎬＳ２Ｄ 模块会将稀疏点云

在特征层密集化ꎬ从而达到被遮挡目标检测精度

的提升ꎮ
２. ２　 Ｓ２Ｄ 密集特征生成模块

在自动驾驶场景中ꎬ车辆、行人等动态目标往

往具有对称性ꎬ故引入 Ｓ２Ｄ 模块解决点云目标检

测中因遮挡造成的严重误检、漏检问题ꎮ 在 Ｓ２Ｄ￣
ＳＳＤ 网络模型中通过挖掘特征图之间的关联性ꎬ
提取 Ｄ￣ＳＳＤ 网络生成的密集特征 ＦＤ

ｂ 和 ＦＤ
ａ 作为

监督信号ꎬ作用于 Ｓ￣ＳＳＤ 中 Ｓ２Ｄ 模块的输出ꎮ
Ｓ２Ｄ 模块的网络结构如图 ３ 所示ꎬ该模块以稀疏

特征 ＦＳ
ｃ 作为输入ꎬ并输出生成的密集特征 ＦＳ

ｂꎮ

图 ３　 Ｓ２Ｄ 模块结构图

Ｆｉｇ. ３　 Ｓ２Ｄ ｍｏｄｕｌｅ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 首先稀疏点云 ＰＳ 经过骨干网络生成稀疏特

征 ＦＳ
ｃ ꎬ网络可以在特征图空间中采取有效的二维

卷积操作ꎮ 然后通过使用步长为 ２ 的 Ｃ１、Ｃ２ 卷

积层对特征图进行下采样ꎬ将输入稀疏特征的尺

寸调整到与之相匹配的大小ꎬ设置通道数为 ２５６ꎮ
ＣｏｎｖＮｅＸｔ 聚合特征信息的能力比 ＲｅｓＮｅｔ、

ｔｒａｎｓｆｏｒｍｅｒ 更强[１１ － １３]ꎬ因此本文在 Ｓ２Ｄ 模块中嵌

入了三个 ＣｏｎｖＮｅＸｔ 残差块ꎬ形成一个 ＣｏｎｖＮｅＸｔ
卷积组ꎬＣｏｎｖＮｅＸｔ 块的输入输出特征图尺寸相

同ꎮ ＣｏｎｖＮｅＸｔ 卷积块如图 ４ 所示ꎬ每个卷积块含

三层卷积结构ꎬ第一层是 ７ × ７ 的深度卷积和一个

归一化层ꎬ第二层是一个 １ × １ 的卷积和一个 ＧＥ￣
ＬＵ 激活函数[１１]ꎬ第三层是一个 １ × １ 的卷积ꎬ使
特征通道降维至 ２５６ꎬ并与原特征图以残差的方式

等尺寸融合相加ꎮ
通过转置二维卷积组 Ｃ３ 对特征进行上采样

图 ４　 ＣｏｎｖＮｅＸｔ 卷积块

Ｆｉｇ. ４　 ＣｏｎｖＮｅＸｔ ｂｌｏｃｋ

恢复特征图尺寸ꎬ并将结果与 Ｃ１ 卷积后的特征进

行拼接ꎻ将拼接后的特征送到 ３ × ３ 的 Ｃ４ 卷积层ꎬ
并使用 Ｃ４、Ｃ５ 卷积对特征进行上采样操作ꎬ获得

最终的加密特征 ＦＳ
ｂꎮ 除 ＣｏｎｖＮｅＸｔ 块中的卷积层

之外ꎬ每个卷积操作后面都有一个批量归一化和

一个 ＧＥＬＵ 非线性操作ꎮ
　 　 本文采用基于教师模型 Ｄ￣ＳＳＤ 的密集特征

对学生模型 Ｓ￣ＳＳＤ 中的 Ｓ２Ｄ 模块进行指导型训

练ꎬ在训练 Ｓ￣ＳＳＤ 时ꎬＤ￣ＳＳＤ 模型参数在反向传

播时不做更新ꎬＤ￣ＳＳＤ 输出的密集特征用于监督

Ｓ２Ｄ 模块的输出ꎮ
２. ３　 ＣＢＡＭ 注意力机制

当点云被骨干网络处理为 ＢＥＶ 特征时ꎬ直接

提取的 ＢＥＶ 特征表达能力较弱ꎮ 因此ꎬ本文在教

师模型骨干网络之后引入 ＣＢＡＭ 注意力机制ꎬ该
模块结构如图 ５ 所示ꎮ

图 ５　 ＣＢＡＭ 注意力机制

Ｆｉｇ. ５　 ＣＢＡＭ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 ＣＢＡＭ 模块由两个注意力子模块组成:通道

注意力模块和空间注意力模块ꎮ 通道注意力模块

捕捉特征图中不同通道之间的相互关系ꎬ使网络

能够专注于更具信息量的通道ꎻ空间注意力模块

捕捉特征图中每个通道内的空间关系ꎬ使网络能

够关注相关的空间区域ꎮ 将骨干网络输出的特征

图 Ｆ 作为该模块的输入特征图ꎮ 首先通过计算尺

寸为 Ｃ ×Ｈ ×Ｗ 的空间注意力权重得到每个像素

点的权重ꎬ将权重与原来的特征图相乘ꎬ并进行短

路连接ꎻ然后将上一步的计算结果 Ｆ′经过通道注

意力增强ꎬ通过计算通道注意力权重ꎬ将尺寸为

Ｃ × １ × １的通道注意力权重与 Ｆ′相乘ꎬ再与原特

征图进行短路连接ꎬ该步骤的目的是计算特征图
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每个通道的权重并进行分配ꎻ最后输出增强后的

特征图 Ｆａｔｔｅｎｔｉｏｎꎮ 相关公式表达如下ꎮ
Ｆ′ ＝ ｆｓｐａｔｉａｌ(Ｆ)􀅰Ｆ ＋ Ｆ (６)

Ｆａｔｔｅｎｔｉｏｎ ＝ ｆｃｈａｎｎｅｌ(Ｆ′)􀅰Ｆ′ ＋ Ｆ (７)
式中 ｆｓｐａｔｉａｌ和 ｆｃｈａｎｎｅｌ分别代表空间注意力和通道注

意力操作ꎮ 空间注意力操作关注特征图的空间布

局ꎬ而通道注意力操作则关注特征图的通道重要

性ꎬ通过这两种操作捕捉关键特征ꎬ提高检测质

量ꎬ抑制点云噪声和背景特征ꎬ增强目标物体 ＢＥＶ
特征表达能力ꎬ进而提高点云目标检测的准确度ꎮ
２. ４　 密集数据生成方法

本文在 ＫＩＴＴＩ 公开数据集[１４]上通过 ３Ｄ 标注

框从多帧数据中提取稀疏目标车辆点云ꎬ然后采

用基于 ＩｏＵ 匹配的相似目标进行融合ꎮ 密集目标

点云生成过程如图 ６ 所示ꎮ 选定数据序列 ０１ꎬ根
据 ０１ 数据序列的三维标注框ꎬ在时序帧点云数据

前后帧中基于 ＩｏＵ 对标注框进行匹配ꎬ设定 ＩｏＵ
匹配阈值为 ０􀆰 ９ꎬ若标注框和数据序列 ０１ 的标注

框 ＩｏＵ 大于 ０􀆰 ９ꎬ将其选为待融合点云数据ꎮ 按照

数据序列 ０１ 的匹配方法计算ꎬ直到待融合点云数

据可融合为完整目标点云数据ꎮ 点云融合后做镜

像复制得出密集目标ꎮ

图 ６　 密集目标点云生成示意图

Ｆｉｇ. ６　 Ｄｅｎｓｅ ｏｂｊｅｃｔ ｐｏｉｎｔ ｃｌｏｕｄ ｇｅｎｅｒａｔｉｏｎ ｉｌｌｕｓｔｒａｔｉｏｎ

　 　 采用 Ｓｐａｒｓｅ２Ｄｅｎｓｅ 方法进行目标点云检测时

存在时序融合点云帧时动态目标无法完整融合的

问题ꎬ故本文提出基于 ＩｏＵ 匹配策略的密集数据

生成方法ꎬ仅选取大小相匹配的目标点云进行融

合ꎬ得到密集目标点云ꎮ 密集点云生成前后可视

化图如图 ７ 所示ꎮ

图 ７　 密集点云生成前后可视化图

Ｆｉｇ. ７　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｄｅｎｓｅ ｐｏｉｎｔ ｃｌｏｕｄ ｇｅｎｅｒａｔｉｏｎ
ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ

２. ５　 检测头部及损失函数

教师模型和学生模型的检测分支均使用

ＣＩＡ￣ＳＳＤ 的检测头结构ꎬ如图 ８ 所示ꎮ

图 ８　 ＣＩＡ￣ＳＳＤ 检测头部结构

Ｆｉｇ. ８　 ＣＩＡ￣ＳＳＤ ｈｅａｄ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 检测分支输入特征图尺寸为 Ｈ × Ｗ × １７６ꎬ其
中 １７６ 为特征图通道数ꎮ 得到四组平行输出结

果:目标位置结果即预测框的坐标信息ꎬ类别结果

即类别信息ꎬ方向结果即方向信息ꎬ交并比预测结

果即预测框的 ＩｏＵꎮ 图中类别预测中的 Ｍ 为检测

类别数ꎮ
教师模型 Ｄ￣ＳＳＤ 检测分支的总损失函数 Ｌ

定义为

Ｌ ＝ Ｌｃｌｓ ＋ ωＬｂｏｘ ＋ μＬｄｉｒ ＋ λＬｉｏｕ (８)
式中:Ｌｃｌｓ为分类损失ꎻＬｂｏｘ为边界框回归损失ꎻＬｄｉｒ

为方向分类损失ꎻＬｉｏｕ为 ＩｏＵ 预测损失ꎬ本文只计

算正样本的 ＩｏＵ 预测损失ꎻω、μ、λ 为平衡损失函

数的权重参数ꎬω ＝ ２􀆰 ０ꎬμ ＝ ０􀆰 ２ꎬλ ＝ １􀆰 ０ꎮ
学生模型 Ｓ￣ＳＳＤ 检测分支的总损失函数定

义为

ＬＳ ＝ Ｌｃｌｓ ＋ ωＬｂｏｘ ＋ μＬｄｉｒ ＋ λＬｉｏｕ ＋ ＬＳ２Ｄ (９)
式中 ＬＳ２Ｄ是通过知识蒸馏优化密集特征生成模块

的掩码均方差损失函数ꎮ ＬＳ２Ｄ计算式为

ＬＳ２Ｄ ＝ β １
｜ Ｎ ｜∑

Ｎ

ｉ ＝１
(ＦＳ

ａꎬｉ － ＦＤ
ａꎬｉ) ２ ＋

γ １
｜ 􀭾Ｎ ｜∑

􀭾Ｎ

ｉ ＝１
(ＦＳ

ａꎬｉ － ＦＤ
ａꎬｉ) ２ ＋

β １
｜ Ｎ′ ｜∑

Ｎ′

ｉ ＝１
(ＦＳ

ｂꎬｉ － ＦＤ
ｂꎬｉ) ２ ＋

γ １
｜ 􀭾Ｎ′ ｜∑

􀭾Ｎ′

ｉ ＝１
(ＦＳ

ｂꎬｉ － ＦＤ
ｂꎬｉ) ２ (１０)

式中:Ｎ 和􀭾Ｎ 分别是 ＦＤ
ａ 的非零值和零值特征元素

数量ꎻＮ′和 􀭾Ｎ′是 ＦＤ
ｂ 的非零值和零值特征元素数

量ꎻ下角标 ｉ 表示第 ｉ 个特征元素ꎻβ、γ 为平衡非

空特征和空特征的损失权重ꎬβ ＝ １０ꎬγ ＝ ２０ꎮ

３　 实验及分析

３. １　 实验数据和评价指标

为验证本文密集特征生成模块和注意力机制
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的有效性ꎬ在 ＫＩＴＴＩ 数据集上评估本文提出的

Ｓ２Ｄ￣ＳＳＤ 算法模型ꎮ ＫＩＴＴＩ 数据集根据目标被遮

挡情况、与当前视点距离考虑了三个检测难度级

别:简单、中等和复杂ꎮ 在简单级别中ꎬ目标具有

明显特征ꎬ且点云目标遮挡比例小于等于 １５％ ꎻ在
中等级别中ꎬ目标的遮挡状态处于中间水平ꎬ点云

目标遮挡比例在 １５％ ~ ５０％之间ꎻ在复杂级别中ꎬ
目标通常被严重遮挡ꎬ导致仅含有少量点云ꎬ遮挡

比例大于等于 ５０％ ꎮ 因为车辆类别数量较多且为

样本中最大的类别ꎬ故本文只在车辆类别上做训

练和测试ꎮ
按照 ＫＩＴＴＩ 官方评价指标ꎬ以平均精度(ＡＰ)

评价三维空间和 ＢＥＶ 场景下的检测结果ꎬ作为检

测性能的评估指标ꎬ分别采用 ＡＰ３Ｄ和 ＡＰＢＥＶ表示ꎮ
ＡＰ３Ｄ考虑到了三维空间中的所有信息ꎬ可以更准

确地评估模型的性能ꎬＩｏＵ 阈值为 ０􀆰 ７ꎬ当 ＩｏＵ 大

于 ０􀆰 ７ 时ꎬ则视为检测准确ꎻ使用 ＡＰＢＥＶ进行评估

时ꎬ计算 ＩｏＵ 时只考虑预测的边界框和真实边界

框在地面平面上的投影ꎮ
３. ２　 实验结果分析

３. ２. １　 消融实验

以 ＣＩＡ￣ＳＳＤ 模型为基础ꎬ引入 Ｓ２Ｄ 模块和

ＣＢＡＭ 模块进行消融实验ꎬ结果如表 １ 所示ꎮ 由

表 １ 可见:当在 ＣＩＡ￣ＳＳＤ 基础上增加 ＣＢＡＭ 模块

时ꎬ简单、中等、复杂三种检测难度下的 ＡＰ３Ｄ 和

ＡＰＢＥＶ均有提升ꎬ说明 ＣＢＡＭ 模块可明显提升特

征的表达能力ꎻ当采用 ＣＩＡ￣ＳＳＤ 构成教师 － 学生

模型ꎬ在学生模型中增加 Ｓ２Ｄ 模块后(表 １ 中第

三行数据)ꎬＡＰ３Ｄ和 ＡＰＢＥＶ明显提升ꎬ且在三种遮

挡难度上ꎬ复杂遮挡的检测精度提升最大ꎬ其中

ＡＰ３Ｄ比基础模型 ＣＩＡ￣ＳＳＤ 提高了 ７􀆰 ０４％ ꎬ说明

Ｓ２Ｄ 模块可有效解决点云遮挡导致检测精度低的

问题ꎮ 当 Ｓ２Ｄ 模块和 ＣＢＡＭ 模块同时与 ＣＩＡ￣
ＳＳＤ 结合ꎬ所有遮挡程度的检测精度 ＡＰ３Ｄ均获得

大幅度提升ꎬ其中复杂遮挡的检测精度较基础模

型提高了 ７􀆰 ９９％ ꎮ

表 １　 消融实验结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

ＣＩＡ￣ＳＳＤ
基础模型

Ｓ２Ｄ
模块

ＣＢＡＭ
模块

ＡＰ３Ｄ / ％ ＡＰＢＥＶ / ％

简单 中等 复杂 简单 中等 复杂

√ ８９􀆰 ５９ ８０􀆰 ２８ ７２􀆰 ８７ ９３􀆰 ７４ ８９􀆰 ８４ ８２􀆰 ３９

√ √ ９０􀆰 ９９( ＋ １􀆰 ４０) ８１􀆰 ２３( ＋ ０􀆰 ９５) ７３􀆰 ４４( ＋ ０􀆰 ５７) ９５􀆰 １８( ＋ １􀆰 ４４) ９０􀆰 ９２( ＋ １􀆰 ０８) ８４􀆰 １２( ＋ １􀆰 ７３)

√ √ ９１􀆰 ７７( ＋ ２􀆰 １８) ８３􀆰 ０２( ＋ ２􀆰 ７４) ７８􀆰 ００( ＋ ５􀆰 １３) ９６􀆰 ４４( ＋ ２􀆰 ７０) ９２􀆰 ６０( ＋ ２􀆰 ７６) ８６􀆰 ８１( ＋ ４􀆰 ４２)

√ √ √ ９２􀆰 ０４( ＋２􀆰 ４５) ８３􀆰 ２５( ＋２􀆰 ９７) ７８􀆰 ６９( ＋５􀆰 ８２) ９８􀆰 ３４( ＋４􀆰 ６０) ９３􀆰 ２８( ＋３􀆰 ４４) ８７􀆰 ８９( ＋５􀆰 ２０)

　 　 在教师模型中选择不同的蒸馏位置进行实

验ꎬ结果如表 ２ 所示ꎮ 由表 ２ 可见:蒸馏位置选择

为 ＣＢＡＭ 模块之前时ꎬＡＰ３Ｄ和 ＡＰＢＥＶ与表 １ 中第

三行实验结果相当ꎬ即与未加入 ＣＢＡＭ 模块时精

度持平ꎬ此时 ＣＢＡＭ 的加入没有效果ꎻ蒸馏位置

选择为 ＣＢＡＭ 模块之后时ꎬ三种检测难度下的

ＡＰ３Ｄ和 ＡＰＢＥＶ均得到提升ꎮ 在 ＣＢＡＭ 之后蒸馏ꎬ
可以发挥 ＣＢＡＭ 的特征增强能力ꎬ密集点云生成

的密集目标特征被进一步增强ꎮ

表 ２　 知识蒸馏实验

Ｔａｂｌｅ ２　 Ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

教师模型
蒸馏位置

ＡＰ３Ｄ / ％ ＡＰＢＥＶ / ％

简单 中等 复杂 简单 中等 复杂

ＣＢＡＭ 之前 ９１􀆰 ７１ ８３􀆰 ００ ７８􀆰 ００ ９６􀆰 ４１ ９２􀆰 ６０ ８６􀆰 ８１

ＣＢＡＭ 之后 ９２􀆰 ０４ ８３􀆰 ２５ ７８􀆰 ６９ ９８􀆰 ３４ ９３􀆰 ２８ ８７􀆰 ８９

３. ２. ２　 实验结果及对比分析

为进一步验证本文算法在点云目标检测中的

有效性ꎬ将本文算法与 ＫＩＴＴＩ 目标检测数据集中

排名第一的 ＳＯＴＡ 方法中 ＧＬＥＮｅｔ￣Ｃ 网络[１５]、基
于教师 － 学生模型且以 ＣＩＡ￣ＳＳＤ 作为基础模型

改进的 ＳＥ￣ＳＳＤ 网络[１６] 以及 ＣＩＡ￣ＳＳＤ 网络进行

比较ꎬ在 ＫＩＴＴＩ 数据集中类别为车的目标检测效

果对比如表 ３ 所示ꎮ
由表 ３ 可见:ＣＩＡ￣ＳＳＤ 受稀疏点云数据的限

制ꎬ其检测精度较低ꎬ均值平均精度(ｍＡＰ３Ｄ)值为
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８０􀆰 ９１％ ꎬ 复 杂 遮 挡 的 目 标 检 测 ＡＰ３Ｄ 值 为

７２􀆰 ８７％ ꎻ与 ＣＩＡ￣ＳＳＤ 相比ꎬ本文算法在密集特征

生成模块和教师学生模型的作用下ꎬ提高了补全

稀疏特征为密集特征的能力ꎬ在特征图中重建出

目标的缺失部分ꎬ解决了激光雷达的自遮挡问题ꎻ
相比 ＳＯＴＡ 方法中 ＧＬＥＮｅｔ￣Ｃ 在简单遮挡时的数

据表现ꎬ本文算法的 ＡＰ３Ｄ 值提高了 ２􀆰 ２３％ ꎬ与

ＳＯＴＡ 方法在中等、复杂遮挡难度下的数据相比ꎬ
ＡＰ３Ｄ分别相差 １􀆰 ２９％ 、０􀆰 １３％ ꎬＧＬＥＮｅｔ￣Ｃ 方法对

中等、复杂遮挡目标的检测精度提升更高ꎮ
为解决由于人为标签手动注释错误和遮挡引

起数据集中 ３Ｄ 包围框的不确定性ꎬ导致模型学习

错误标签使得检测精度下降的问题ꎬＧＬＥＮｅｔ￣Ｃ 引

入了概率 ３Ｄ 检测网络和标签不确定性估计网络ꎬ
标签不确定性估计网络将问题建模为对非确定性

潜在空间的包围框的预测ꎬ使用 ＫＬ 散度优化 ３Ｄ

检测器和标签不确定性估计网络分布之间的差

异ꎬ避免了模型对人为错误标注数据的学习ꎮ 当

目标发生严重遮挡时ꎬ一个点云目标可能对应多

个可能的 ３Ｄ 包围框ꎻ当目标发生简单遮挡时ꎬ人
工标签大概率是明确的ꎬ且不具有模糊性ꎮ 因此ꎬ
ＧＬＥＮｅｔ￣Ｃ 方法解决简单遮挡问题的效果不好ꎮ
由于本文从点云重建的思路入手解决遮挡问题ꎬ
未考虑严重遮挡的点云数据存在手动标签错误ꎬ
导致本文算法针对中等、复杂遮挡目标的检测精

度低于 ＧＬＥＮｅｔ￣Ｃ 算法ꎮ
本 文 Ｓ２Ｄ￣ＳＳＤ 模 型 的 ｍＡＰ３Ｄ 值 提 升 到

８４􀆰 ６６％ ꎬ 算 法 推 理 时 间 比 ＳＥ￣ＳＳＤ 增 加 了

０􀆰 ２３ ｍｓꎬ本文算法引入的模块比较简单ꎬ保持了

单阶段点云目标检测算法的推理时间ꎬ可见改进

后的 Ｓ２Ｄ￣ＳＳＤ 模型综合性能较好ꎮ

表 ３　 实验结果对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

方法
ＡＰ３Ｄ / ％ ＡＰＢＥＶ / ％

简单 中等 复杂 ｍＡＰ３Ｄ 简单 中等 复杂 ｍＡＰＢＥＶ

时间 / ｍｓ

ＣＩＡ￣ＳＳＤ ８９􀆰 ５９ ８０􀆰 ２８ ７２􀆰 ８７ ８０􀆰 ９１ ９３􀆰 ７４ ８９􀆰 ８４ ８２􀆰 ３９ ８８􀆰 ６６ ３０􀆰 ７６

ＳＥ￣ＳＳＤ ９１􀆰 ４９ ８２􀆰 ５４ ７７􀆰 １５ ８３􀆰 ７２ ９５􀆰 ６８ ９１􀆰 ８４ ８６􀆰 ７２ ９１􀆰 ４１ ３０􀆰 ５６

ＧＬＥＮｅｔ￣Ｃ ８９􀆰 ８２ ８４􀆰 ５９ ７８􀆰 ７８ ８４􀆰 ３９ － － － － ３１􀆰 ０１

本文网络 ９２􀆰 ０４ ８３􀆰 ２５ ７８􀆰 ６９ ８４􀆰 ６６ ９８􀆰 ３４ ９３􀆰 ２８ ８７􀆰 ８９ ９３􀆰 １７ ３０􀆰 ７９

　 　 对改进前后网络推理结果的 ＢＥＶ 和三维视

图进行可视化ꎬ结果如图 ９ 所示ꎮ 可以发现ꎬＣＩＡ￣
ＳＳＤ 算法产生了漏检ꎬ漏检原因为目标发生严重

遮挡ꎬ本文 Ｓ２Ｄ￣ＳＳＤ 算法的推理结果中严重遮挡

目标均被检测成功ꎬ且获得了精准的定位(图中红

色椭圆标出)ꎮ 对比实验结果表明ꎬ本文提出算法

提升了检测精度ꎬ验证了其有效性ꎮ

图 ９　 密集数据生成前后检测结果

Ｆｉｇ. ９　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｄｅｎｓｅ ｄａｔａ ｇｅｎｅｒａｔｉｏｎ
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４　 结论

针对目前点云目标检测方法存在的遮挡严重

目标检测精度低的问题ꎬ提出一种基于教师 － 学

生模型的点云目标检测算法ꎬ通过引入知识蒸馏、
注意力增强和生成密集数据ꎬ提升三维目标检测

性能ꎮ 知识蒸馏使密集点云三维检测器(Ｄ￣ＳＳＤ)
中获得的密集点知识转移到稀疏点云三维检测器

(Ｓ￣ＳＳＤ)ꎬ使得 Ｓ￣ＳＳＤ 能够在潜在空间中学习到

密集化的三维特征ꎻ注意力模块通过提取更加丰

富的密集特征ꎬ增强密集点云在特征图中的表达

能力ꎻ密集点云生成方法可以生成完整密集点云ꎬ
为训练提供完整的车辆数据ꎮ 实验结果表明ꎬ本
文算法在 ＣＩＡ￣ＳＳＤ 的基础上提升了点云目标检

测的精度ꎮ
本文未考虑人为标注标签的不准确性所导致

的学习误差ꎬ故本文算法在解决遮挡问题上与

ＧＬＥＮｅｔ￣Ｃ 算法相比ꎬ存在一定差距ꎮ 未来研究可

以着重于解决标签不准确性问题、ＫＬ 散度的学习

方式、相机图片和点云信息的多模态融合等方向ꎮ
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