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基于 3 种时间序列模型的北京市每日花粉浓度预测
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摘要:【目的】分析花粉高峰期持续时间和浓度峰值，构建北京市每日花粉浓度的最优预测模型，为科学预测未来每日花粉

浓度提供数据支持。【方法】采用多重插补法处理 2015—2020年北京市每日花粉浓度时间序列中的缺失数据，

2015—2019年数据用于建立 SARIMA、LSTM和 Prophet 3种时间序列模型，预测未来一年（2020年，共计 182 d）的花粉

浓度变化。【结果】（1）随机森林法、贝叶斯线性回归法、观测值中随机取样法和加权预测均值匹配法 4种多重插补法中，

随机森林法的第 3个插补数据集 P 值最小（P = 0.002），为最优插补数据集。（2）2015—2020年每日平均花粉浓度数据显

示，春季高峰期集中在 3—6月，4月初达到峰值（792粒/（103 mm2））；秋季高峰期集中在 8月至 9月末，在 9月初达到峰

值（449粒/（103 mm2））。2015—2019年花粉浓度总体呈逐年下降趋势，2020年呈现阶跃式上升；其中，2015年高峰期持

续时间最长（春季 107 d，秋季 65 d），2018年最短（春季 60 d，秋季 46 d）；2020年花粉浓度峰值达到最高水平，而 2019年

花粉浓度峰值最低。（3）3种时间序列模型中，LSTM模型对北京市每日花粉浓度时间序列的描述和预测效果最佳。

当 LSTM模型的时间步长（look_back）为 60时，模型预测效果最佳，RMSE、MAE均为最小，R2 =  0.78。相比之下，

Prophet模型效果较差，无法灵敏捕捉浓度峰值，预测值存在负数情况，预测效果不佳。SARIMA模型拟合效果尚可，但

预测效果不理想，预测值存在为负的情况。【结论】与 SARIMA和 Prophet模型相比，LSTM模型更适用于北京市每日花

粉浓度时间序列模型的建立与长期预测。未来研究应完善花粉浓度数据，优化模型性能，以更准确地预测花粉高峰期的

起止时间、持续时间及高峰浓度，为过敏性疾病的防控提供更可靠的依据。
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three time series models
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Abstract: [Objective]  The  duration  and  concentration  peak  of  pollen  were  analyzed,  and  the  optimal
prediction models  of  daily pollen concentration in Beijing were built  to  provide data support  for  scientific
prediction  of  future  daily  pollen  concentration.  [Method]  Based  on  the  time  series  data  of  daily  pollen
concentration  in  Beijing  from  2015  to  2020,  multiple  interpolation  methods  were  used  to  handle  missing
data, and three time series models (SARIMA, LSTM and Prophet) were used to predict pollen concentration

 
 

收稿日期: 2023−09−11   修回日期: 2024−04−01

基金项目: 国家林草局应急揭榜挂帅项目（202303）。

第一作者: 张鑫。主要研究方向：森林资源监测技术。Email：18810961930@163.com　地址：100083 北京市海淀区清华东路 35 号北京林业

大学林学院。

责任作者: 杨华，教授。主要研究方向：森林资源监测技术。Email：huayang8747@bjfu.edu.cn　地址：同上。董玲玲，博士，高级实验师。主要

研究方向：森林生态。Email：donglingling1120@163.com　地址：同上。

本刊网址: http://j.bjfu.edu.cn；http://journal.bjfu.edu.cn

第 47 卷 第 6 期 北    京    林    业    大    学    学    报 Vol. 47，No. 6
2025 年 6 月 JOURNAL  OF  BEIJING  FORESTRY  UNIVERSITY Jun.，2025

https://doi.org/10.12171/j.1000-1522.20230232
https://doi.org/10.12171/j.1000-1522.20230232
https://doi.org/10.12171/j.1000-1522.20230232
mailto:18810961930@163.com
mailto:huayang8747@bjfu.edu.cn
mailto:donglingling1120@163.com
http://j.bjfu.edu.cn
http://journal.bjfu.edu.cn


changes  in  the  next  year  (year  2020,  totaling  182  d). [Result]  (1)  Among  the  four  multiple  interpolation
methods,  including  random  forest  imputation,  Bayesian  linear  regression  imputation,  simple  random
sampling imputation,  and predictive mean matching with distance-aided donor selection,  the third imputed
dataset  from the random forest  method had the smallest  value (P = 0.002),  which was the best  imputation
dataset. (2) Average daily pollen concentration data from 2015 to 2020 showed that the spring peak occurred
between  March  and  June,  reaching  peak  in  early  April  (792  grain/(103 mm2));  the  autumn  peak  occurred
between August and the end of September, reaching peak in early September (449 grain/(103 mm2)). From
2015  to  2019,  the  overall  pollen  concentration  showed  a  decreasing  trend,  while  there  was  a  step  upward
trend in 2020. The peak duration was the longest in 2015 (107 d in spring, 65 d in autumn), while it was the
shortest in 2018 (60 d in spring, 46 d in autumn). The peak value of pollen concentration was the highest in
2020, while the peak value was the lowest in 2019. (3) Among the three models, the LSTM model was the
best  in  describing  and  predicting  time  series  of  daily  pollen  concentration  in  Beijing.  When  the  time  step
(look_back) of the LSTM model was 60,  the model provided the best  prediction,  with the smallest  RMSE
and  MAE,  and R2  of  0.78.  In  contrast,  the  Prophet  model  perforned  poorly,  unable  to  capture  the  peak
concentration sensitively, with predicted values sometimes negative. The SARIMA model had a reasonable
fit  but  did  not  perform  well  in  prediction,  with  some  negative  predicted  values. [Conclusion] Compared
with  SARIMA  and  Prophet  models,  the  LSTM  model  is  more  suitable  for  establishing  and  long-term
predicting  time  series  model  of  daily  pollen  concentration  in  Beijing.  Future  research  should  focus  on
improving the pollen concentration data and optimizing model  performance to more accurately predict  the
starting and ending times, duration, and peak concentration of pollen periods.
Key  words: multiple  interpolation  method;  pollen  concentration;  long  and  short-term  memory  neural
network; long-term forecast

随着城市绿地面积的增加，空气中的花粉颗粒

浓度升高，花粉浓度的监测工作变得愈发重要。目

前，北京市[1−2]、承德市[3]和呼和浩特[4]等多个城市，

已开展花粉监测工作。花粉监测数据主要用于分析

花粉浓度的季节性变化规律[3]、花粉种类变化与分

布现状[1−2,5]。随着监测数据的积累与技术的进步，花

粉浓度模型逐步发展，为花粉浓度的预测预报提供

了理论基础。前人研究[6−8]大部分以气候因子作为自

变量，部分研究中引入叶面积指数（LAI）[6]、增强型

植被指数（EVI）[9]等变量，基于花粉浓度建立了广

义加性模型（GAMs）[9]、机器学习模型[6−7]和时空模

型[8]，主要用于短期预测。然而，Seo等[10]基于深度

神经网络（DNN），同样添加气候因子后进行了未来

两年花粉浓度的长期预测。

每日花粉浓度数据是长期、具有季节性的时间

序列数据。时间序列模型在数据分析与预测中已被

广泛应用。常见模型包括季节自回归差分移动平均

模 型 （seasonal  autoregressive  integrated  moving
average，SARIMA模型）、长短期记忆神经网络模型

（long short-term memory，LSTM模型）以及 Prophet
模型。SARIMA模型适用于周期性时间序列的预

测，可通过对模型参数的量化体现数据的变化趋势，

反映每年同一时间的季节性变化规律；Milenković

等[11]构建的铁路月客流时间序列的 SARIMA模型

表现出了良好的预测性能。LSTM模型是一种特殊

的 RNN模型（递归神经网络），在 RNN每个重复模

块链的基础上增加了遗忘门、输入门和输出门，以控

制信息的输入、输出和保留，克服了 RNN权重影响

过大、容易产生梯度消失和爆炸的缺点[12]；与 RNN
由于梯度消失只能进行短期记忆相比，LSTM可以

结合短期记忆与长期记忆，在长期预测方面的效果

更优。LSTM模型的论文首次发表于 1997年[13]，收

敛快，训练性能出色，预测精度较高，常用于对长时

间序列数据进行学习预测；Zhao等[14]构建的 6种短

期交通量预测模型中，LSTM模型在预测时间较长

时效果最优；Chimmula等 [15]和任树顺等 [12]构建的

LSTM模型对数据短期以及长期的预测均取得了较

优的效果。Prophet模型是 Facebook于 2017年发布

开源的时间序列预测框架，擅长处理具有季节性特

征的大规模时间序列数据，可处理异常值情况，预测

速度快，泛用性高，尚未被广泛应用[16]；张骏等[17]运

用 Prophet模型可较精准地对 5种污染物浓度进行

预测。Toharudin等[18]气温长时间序列模型的建立结

果表明，Prophet和 LSTM模型 RMSE的值差异不显

著，表现接近且均较好。综上，可尝试将 SARIMA、
LSTM和 Prophet 3种时间序列模型应用于每日花粉
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浓度数据的长期预测。

本研究以北京市每日花粉浓度为研究对象，主

要针对完备化花粉浓度数据集，花粉浓度高峰期和

峰值特征，SARIMA、LSTM、Prophet 3种时间序列

模型对花粉浓度长期预测的可行性的研究问题开展

研究。不同于前人通常基于温度等气候因子构建的

预测短期花粉浓度的多元模型，本研究不添加气候

因子，从花粉浓度的季节性入手，构建能够科学预测

长期（2020年，共计 182 d）花粉浓度的时间序列模

型。通过该试验寻找最优花粉浓度时间序列模型，

预测未来一年花粉浓度的变化趋势，有利于城市根

据预测结果提前在宏观层面发布和制定控制空气中

花粉浓度的政策与措施。 

1   研究区概况

北京市地处华北平原西北端（115°20′ ~ 117°30′E，
39°28′ ~ 41°05′N），总面积为 16 410 km2，其中平原

区面积为 6 200 km2，约占总面积的 38%。属于暖温

带半湿润半干旱季风气候，春秋短暂，冬季寒冷干

燥，夏季高温多雨，其中 80% 的降雨集中在 6—8月，
大雨通常发生于 7、8月份。植被类型以暖温带落叶

阔叶林为主，并间有温性针叶林分布。近年来，北京

市实施了两轮百万亩造林绿化、生态涵养区建设等

一系列生态工程，森林覆盖率已达 44.8%，城市绿化

覆盖率达到 49.3%，野生植物种类多达 2 088种。
北京市的花粉季节通常从 2月份下旬开始，

持续至 10月份上旬。李挚等 [19]基于 2010—2013
年花粉监测数据研究发现，北京市常见的致敏花

粉来源包括蒿属 （Artemisia）、葎草属 （Humulus）、
悬铃木属（Platanus）、藜科（Chenopodiaceae）和柏科

（Cupressaceae）等。目前，北京市春季常见致敏花粉

为榆科（Ulmaceae）、柏科、松科（Pinaceae）以及杨柳

科（Salicaceae）花粉，而夏秋季则以藜科、蒿属和桑

科（Moraceae）花粉为主。 

2   材料与方法
 

2.1    数据来源与数据预处理

研究数据集为北京市城区 2015—2020年 4月
1日—9月 29日空气中每日花粉浓度数据，来源于

“气象北京”微博。花粉采集采用重力沉降法，曝片

时间为 24 h。采集样本经染色处理后，由专业人员

读取花粉数量并分类，据此计算花粉浓度。为处理

数据缺失，采用多重插补法，使用随机森林法

（random forests）、贝叶斯线性回归法（Bayesian linear
regression）、观测值中随机取样法 simple  random
sampling）和加权预测均值匹配法 （Imputation  by

predictive  mean  matching  with  distance  aided  donor
selection）分别填补数据集缺失值。每种方法均设置

5个插补数据集，并基于广义线性模型拟合[20]，比较

统计学检验结果的 P 值，取 P 值最小，结合插补数

据集密度图以及插补数据与监测数据的分布图，确

定最优插补数据集。依据李俊等[21]提出的空气花粉

浓度对人群变应性鼻炎致敏基准剂量的 95% 可信下

限值（21.38粒/ 103 mm2），本研究取 21.38粒/ 103 mm2

为门限值，作为识别花粉浓度高峰期开始与结束时

间的判断依据。 

2.2    3 种时间序列模型的建立

将数据集分为训练集和测试集，其中，2015—
2019年数据作为训练集，用于模型建立与拟合效果

分析；2020年数据作为测试集，利用训练集建立的

模型对 2020年的花粉浓度进行预测后生成预测值，

进行预测效果分析。数据共 1 092个，其中训练集

910个，测试集 182个。 

2.2.1    SARIMA 模型

SARIMA模型为季节性时间序列模型，适用于

具有季节性、趋势性和周期性的平稳数据序列，表达

式为（p，d，q）（P，D，Q）s。其中 s 为时间序列的变化

周期，取值一般为 12[22]；p 为自回归阶数；d 为一般

差分阶数；q 为移动平均阶数；P 为季节性自回归阶

数；D 为季节性差分阶数；Q 为季节性移动平均阶

数。建立 SARIMA模型首先检验数据平稳性，人工

定阶用 R语言的 ndiffs（ ）函数确定一般差分阶数

d[23]，再进行季节性差分，通过相关图与偏相关图确

定季节性差分阶数 D 以及 p、q、P、Q 的定阶[16]。 

2.2.2    LSTM 模型

LSTM网络在神经网络层级之间存在记忆模

块，可对时间序列中的前后部分产生记忆；模块中包

括由取舍信息的遗忘门和输入门以及决定输出值的

输出门构成的激活单元，各个门的权重通过训练获

得；该模块使 LSTM网络能够克服梯度消失的问

题，并用于处理复杂的时间序列问题。

LSTM网络对数据的“标度”较为敏感，需先将

数据缩放至 0~1之间再进行模型建立，应先对数据

进行标准化处理以提高模型精度。通过控制 keras
包中的 lstm层和 dense层构建 LSTM模型，lstm层

具有长短期记忆功能，可防止较早期的信号在处理

过程中逐渐消失，lstm层的 activation（激活）设置为

“tanh”（双曲正切），recurrent_activation（用于循环时

间步的激活函数）为“sigmoid”；dense层为全连接

层，将 lstm层的输出转换为目标输出。 lstm层和

dense层均需设置 units参数，该参数代表单元内隐藏

层尺寸。在确定 units、epochs（迭代次数）、batch_size
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（每个训练批次样本数）时采用试错法。本研究在进

行 LSTM模型的预测时采取了滑动窗口的模式，要

求输入一个表示要用多少个过去值预测下一个值的

额外参数数值——look_back，look_back取值根据数

据特点与实际情景确定，根据植物开花规律设置

14、30、60、90进行比较。 

2.2.3    Prophet 模型

Prophet模型是基于加法模型的时间分解模型，

适用于具有强烈季节性影响的时间序列，且在处理

具有缺失值、异常值以及趋势变化的数据时具有鲁

棒性[17]。Prophet模型构建方式如公式（1）所示。

y (t) = g (t)+ s (t)+h (t)+∈t (1)

t

g (t)

s (t)

h (t)

∈t

式中： 表示时间序列中当前的时间点，用于计算函

数的具体值； 为趋势函数，分别为分段性函数和

非线性逻辑回归函数，拟合非周期变化； 为周期

性变化，包括每周、每年等，使用傅里叶级数建模每

年的季节分量； 为假期变化，将来不同的节假日

为 0，属于节假日为 1； 为表示随机无法预测的波

动的噪声项。

Prophet模型在 R软件中的构建需控制参数以

期获得更好的预测效果，changepoint.range表示对数

据的前多少比例推断变化点，以便有足够的时间片

段来预测未来趋势并避免过拟合；changepoint.prior.
scale可调整稀疏先验的强度，值越大趋势灵敏度越

高；holidays表示建模的假期或其他特殊事件，由于

本研究不涉及气候因子等影响因素，未设置参数

holidays；季节性参数中的傅里叶级数默认值通常适

用于大多数情况，不再进行修改；对于自定义季节性

由于时间序列的长度超过 2个周期，Prophet将默认

拟合每周和每年的季节性，而本数据有 5个周期，因

此也不再单独设置。 

2.3    模型评估指标

采用均方根误差（RMSE）、平均绝对误差（MAE）
以及决定系数（R2）对模型进行评估。RMSE以及

MAE的值越小，模型预测效果越好；R2 一般在 0 ~
1之间，越接近于 1表明模型效果越好。评估指标计

算见公式（2 ~ 4）。

RMSE =

√
1
n

∑n

i=1
(yi− ŷi)2 (2)

MAE=
1
n

∑n

i=1
|yi− ŷi| (3)

R2 = 1−

∑n

i=1
(yi− ŷi)2∑n

i=1

(
yi− y′

)2 (4)

n yi ŷi

y′
式中： 为样本数量， 为第 i 个花粉浓度实际值，

为第 i 个花粉浓度预测值， 为花粉浓度实际值均值。 

2.4    统计分析软件

R软件中的 mice（）函数用于数值插补，选择最

优的插补数据集。加载 forecast包，ndiffs（ ）函数确

定一般差分阶数，人工建立 SARIMA模型，并使用

auto.arima（ ）函数自动建立 SARIMA模型；根据 AIC
信息准则比较人工定阶和自动定阶的 SARIMA模

型；Box.test（ ）函数检验模型残差是否为白噪声序

列；分别使用 keras深度学习包以及 prophet（ ）函
数，建立 LSTM模型和 Prophet模型。R软件 ggplot
包与 Origin软件绘制拟合与预测图。 

3   结果与分析
 

3.1    建立插补数据集

检查花粉浓度数据集中缺失值，2015—2020年
缺失值比例分别为 0.28、0.28、0.15、0.12、0.24、0.08，
均小于 0.50，符合缺失值插补的要求。4种数据插补

法中，随机森林法的第 3个插补数据集 P 值最小

（P = 0.002，表 1），表明其模型拟合效果最佳；结合

插补数据集密度图（图 1），随机森林法插补数据集

的分布与原始监测数据最为吻合，因此被选为最优

插补数据集。2015—2020年 4月 1日—9月 29日插

补数据与监测数据的分布（图 2）显示，插补数据的

变化趋势与监测数据基本一致，符合每日花粉浓度

的实际变化情况，可用于后续变化趋势分析与时间

序列模型建立。 

3.2    每日花粉浓度变化

2015—2020年北京市每日花粉浓度变化（插补

数据集）显示，花粉浓度每年均呈现春、秋两个高峰

期，以及 6—8月低且平稳的低谷期。各年到达高峰

期的时间不同，持续时间与浓度峰值也存在差异。

2015年高峰期持续时间最长（春季 107 d，秋季 65 d），
2018年最短（春季 60 d，秋季 46 d）；2020年花粉浓

度峰值最高，春季为 2 142粒 / （103 mm2），秋季为

1 490粒/ （103 mm2）；2019年花粉浓度峰值最低，春

季 397粒/（103 mm2），秋季 240粒/（103 mm2）。根据

图 3，4月 1日的花粉浓度已达到 400粒/（103 mm2）

左右，因此推断春季高峰期从 3月份开始，集中在

3—6月，在 4月初达到峰值（792粒/（103 mm2））；秋

季高峰期集中在 8月至 9月末，在 9月初达到峰值

（449粒/（103 mm2））。2015—2019年花粉浓度总体

呈逐年下降趋势，但在 2020年呈现阶跃式上升，各

年花粉平均浓度再次接近 2015年的水平（图 4）。 

3.3    时间序列模型预测结果 

3.3.1    SARIMA 模型

对数据进行平稳性检验，P 值远小于 0.05，接受

备择假设，表明序列平稳，可进行时间序列建模。首
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先进行人工定阶，使用 ndiffs（ ）函数确定一般差分

阶数为 d = 1。从图 5、6可以看出，一阶季节性差分

后有效消除了数据的季节性影响，因此确定季节性

差分阶数 D = 1。拖尾表示（偏）自相关始终有非零

取值，不会在阶数大于某个常数后就恒等于零或在

0附近随机波动，截尾表示（偏）自相关在阶数大于

 

表 1    不同插补数据集 P 值

Tab. 1    P values of different imputation datasets

数据插补法 插补数据集编号 P值 数据插补法 插补数据集编号 P值

随机森林法

1 0.014

观测值中随机取样法

1 0.008

2 0.003 2 0.009

3 0.002 3 0.010

4 0.004 4 0.003

5 0.005 5 0.003

贝叶斯线性回归法

1 0.199

加权预测均值匹配法

1 0.074
2 0.094 2 0.093

3 0.221 3 0.071

4 0.022 4 0.033

5 0.176 5 0.087

 

密
度

随机森林法
密
度

贝叶斯线性回归法

密
度

观测值中随机取样法

密
度

加权预测均值匹配法
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蓝色曲线表示原始数据，红色曲线表示插补后数据。

图 1    插补数据集密度图

Fig. 1    Density plots of interpolation dataset
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某个常数后快速趋于 0。根据图 6，自相关图与偏自

相关图在阶数 12以内均拖尾，因此自回归阶数 p =

4（取值 PACF首次趋于 0时对应的阶数），移动平均

阶数 q = 2（取值 ACF首次趋于 0时对应的阶数）。

当 PACF 12阶后拖尾则 P 取值 1，若截尾则 P 取值

0；当 ACF 12阶后拖尾则 Q 取值 1，若截尾则 Q 取

值 0。图 6中阶数大于 12后均拖尾，因此季节性自

回归阶数 P = 1，季节性移动平均阶数 Q = 1。最终，

人工定阶后的 SARIMA模型为（4,1,2）（1,1,1）12。对
模型进行白噪声检验，结果显示统计学检验值为

0.983 5，远大于 0.05，表明残差为白噪声序列，建模

成功。再对模型自动定阶，结果为（4,1,1），进行白噪

声检验，统计学检验值为 0.958 5，远大于 0.05，证明

残差是白噪声序列，建模成功。然而，自动定阶的模

型未识别到时间序列的季节性特征，但是数据本身

具有明显季节性，因此 SARIMA自动定阶模型不能

说明数据的分布情况。

人工定阶的 AIC值为 10 434.74，明显低于自动

定阶的 AIC值（10 546.39），表明人工定阶的模型效果

更好，SARIMA最优模型表达式为（4,1,2）（1,1,1）12。
基于该模型，对未来 182 天的每日花粉浓度进行了

预测，SARIMA模型的拟合效果尚可，对高峰期和部

分高峰值的拟合情况较好，但是对 6—8月较平稳趋

近于 0的数据拟合情况有偏差（图 7a、8a）；模型预

测结果欠佳，数据小幅度波动，预测值存在负数，无

法预测到数据的高峰期与高峰值，预测线斜率将近

0，与实际不符（图 7b、8a）。 

3.3.2    LSTM 模型建立结果

经试错法设置模型参数初始值 dense层 units
为 60， lstm层 units为 182；运行训练时训练步数

epochs为 100，每次迭代的批次大小 batch_size为
30。研究中设置 look_back取值参数分别为 14、30、
60、90，则对于 2020年花粉数据预测得到的预测值
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插补与监测数据为 2015—2020年 4月 1日—9月 29日的北京市每

日花粉浓度。

图 2    插补与监测数据分布散点图

Fig. 2    Scatter plot of interpolation and monitoring data distribution
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图 3    2015—2020年每日平均花粉浓度

Fig. 3    Daily average pollen concentrations from 2015 to 2020
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图 4    各年花粉平均浓度

Fig. 4    Annual average pollen concentration
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图 5    一阶一般差分自相关（ACF）与偏自相关（PACF）

Fig. 5    First order general difference autocorrelation (ACF) and partial autocorrelation (PACF)
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分别从 2020年 4月份第 15、31、61、91天开始。比

较选择 4个模型中拟合与预测效果最好的模型，

4个 LSTM模型统计学分析见表 2。可以看出，look_
back = 90时模型拟合效果最佳，look_back = 60时模

型预测效果最佳；但是 look_back = 60时，拟合与预

测的评估指标相差更少，效果更稳定。因此，以寻找

花粉浓度预测效果最好的时间序列模型为目标，

look_back = 60时为最优 LSTM模型。LSTM模型

（look_back = 60）对于高峰期、高峰值、6—8月数据

平稳期的拟合与预测效果好，拟合和预测线与验证

线也相差不远，与实际值相近（图 7c、7d、8b）。 

3.3.3    Prophet 模型

经尝试 Prophet模型参数值设置为默认值时模型

的拟合与预测效果更好，因此 Prophet模型参数设置

为：changepoint.range = 0.8，changepoint.prior.scale =
0.05。Prophet模型拟合、预测线与验证线相差较多，

且预测线的斜率为负，表示预测值与实际值相差过

多（图 7e、7f）；Prophet模型的拟合效果以及预测效

果都不理想，对于训练集的高峰值无法灵敏捕捉，对

训练集的高峰期不能准确拟合，尤其是预测值的分

布为相同多次大幅度波动的曲线，且有负值，不能预

测到数据的高峰期与高峰值，与实际值相差甚大

（图 8c）。 

3.4    模型评估分析

由表 3可看出，对于 RMSE值和 MAE值，各模

型排序为 LSTM模型 < SARIMA模型 < Prophet模
型；对于 R2，各模型排序为 LSTM模型 > SARIMA
模型 > Prophet模型。因此，LSTM模型（look_back =
60）拟合与预测的 RMSE与 MAE最小，误差最小，

R2 为 0.78，优于其他模型。Prophet模型的拟合效果

最差，且 R2 为 0.66，小于 0.7；SARIMA模型以及

Prophet模型预测值 R2 均小于 0，表明模型预测效果

差，均不适用于每日花粉浓度时间序列的预测。 

4   讨　　论
 

4.1    缺失值插补

依据 Shi等[24]的研究结果，缺失值比例小于 50%
时产生的插补数据集与完整数据结果类似，在进行

多重插补时应选择缺失值比例小于 0.5的数据。共

获取了北京市 2015—2022年共 8年的每日花粉浓

度，经检查 2021年数据缺失值比例超过了 0.5，
2015—2020年和 2022年缺失值比例均小于 0.5。当
2015—2020年数据作为训练集且 2022年数据作为

预测集时，预测时间间隔一年，有可能导致结果不理

想；因此选取 2015—2019年数据作为训练集，2020
年数据作为预测集。采用 4种多重插值法对缺失值

进行插补，其中随机森林法的第 3个插补数据集

P 值最小（P = 0.002），最适用于每日花粉浓度时间

序列的缺失值插补。Shi等[24]与 Avtar等[25]的研究结

果均表明多重插补法在处理数据缺失值时比其他方

法得到的结果更好。多重插补法可对每一种插补方

式生成多个插补数据集并整合，将空缺值视为随机

样本，考虑到了由于数据插补而产生的不确定性，从

而提高插补数据集的精度，为花粉变化规律分析和

时间序列模型建立做好准备。多重插补法对花粉浓

度缺失数据插补有效可行，与 Everett等[26]多重插值

法可有效处理缺失数据集的研究结论一致。缺失机

制分为完全随机缺失、随机缺失、非随机缺失 3种[27]，

本研究数据为花粉数据监测集，缺失机制不属于非

随机缺失，可采用多重插补法标准填补过程进行缺

失值插补[27]，未来还可做缺失机制的研究。多重插

补法属于统计学插补方法，通过设置 method参数选
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图 6    一阶季节性差分自相关（ACF）与偏自相关（PACF）

Fig. 6    Post-seasonal difference autocorrelation (ACF) and partial autocorrelation (PACF)
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择缺失值填补所使用的方法，包括随机森林在内共

28种；其他机器学习填补方法也可获得较高的插补

数据集准确性，例如传统的 K最近邻算法、支持向

量机填补模型等，以及在传统基础上改进的插补方

式（基于主成分分析和长短期记忆网络的缺失值插

补等）[27−28]。将来可继续探寻机器学习插补法处理花

粉浓度时间序列数据集缺失的问题，以期获得精确

性相对较高的完备化数据集。 

4.2    北京市每年花粉浓度变化特征

2015—2020年北京市各年每日花粉浓度有两个

高峰期，春季高峰期集中在 3—6月，在 4月初达到

峰值（792粒/ 103 mm2）；秋季高峰期集中在 8月—
9月末，在 9月初达到（449粒/ 103 mm2）；双峰起止

时间以及高峰值时间与孟龄等[29]对北京城区气传花

粉季节分布特征的研究结果一致。花粉浓度在

2015—2019年总体呈逐年下降趋势，但 2020年呈
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图 7    花粉浓度拟合值、预测值与实际值对比

Fig. 7    Comparison of fitted value, predicted value and actual value of pollen concentration
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现阶跃式上升。2015年高峰期持续时间最长（春季

107 d，秋季 65 d），2018年高峰期持续时间最短（春

季 60 d，秋季 46 d）；2020年花粉浓度高峰值最高，

2019年花粉浓度高峰值最低。因此，北京市每年的

花粉浓度虽有相同的双峰特征，但是各年也有数据

波动。受数据限制，本文花粉浓度数据从 4月开始，

缺少 3月份数据，因此不能确定春季高峰期的开始

与持续时间，对未来花粉浓度数据更全面的监测将

有助于分析花粉季节的变化特征。 

4.3    3 种时间序列预测模型的比较

通过对各模型拟合和预测结果的误差分析与图

表对比选择每日花粉浓度最优模型。SARIMA模型

的拟合结果尚可但预测结果不理想，预测 R2 为负

数，但拟合 R2 为 0.77，存在模型过拟合的问题；该模

型预测值存在为负的情况，不适用于北京市每日花

粉浓度时间序列的长期预测。Zhao等[14]的研究结果

表示 ARIMA模型可能不适用于海量数据的预测，

SARIMA模型属于 ARIMA模型的特殊情况，可能

对于少量数据的预测会更加准确；本研究中 SARIMA
模型预测开始即第一个值就与实际值相差甚多，因

此 SARIMA模型的预测效果不良可能与捕捉数据

季节性和趋势性的灵敏度的关系更大，与实际可预

测的步长区间的关系较小。预测结果出现负数可能

是由于 2015—2019年花粉浓度数据呈现递减趋势，

但通过了平稳性检验，导致后续预测出现负值。本

研究结果与前人 SARIMA具有较好的预测结果不

同[11,20]，这可能是用于建模的数据不同造成的，前人

均采用月度数据进行模型构建与预测，预测步长也

较短，而本研究数据量大，预测步长也相对较长，

SARIMA模型的建立与预测都出现了偏差。LSTM
模型拟合以及长期的预测结果较好，RMSE和 MAE
最小，R2 最大，对高峰期、峰值和 6—8月份的数据
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将 2015—2020年 4月 1日—9月 29日每日花粉浓度数据按时间前

后整合为从 1到 1 092的连续数字序列并作为的横坐标。

图 8    模型拟合预测

Fig. 8    Model fitting and prediction

 

表 2    look_back取值对比

Tab. 2    look_back value comparison

look_back取值
拟合值 预测值

RMSE/（粒·10−3·mm−2） MAE/（粒·10−3·mm−2） R2 RMSE/（粒·10−3·mm−2） MAE/（粒·10−3·mm−2） R2

14 72.74 37.75 0.79 115.42 59.66 0.73

30 63.89 35.94 0.80 114.27 60.44 0.73

60 60.72 36.15 0.80 109.10 49.24 0.78

90 57.43 33.81 0.83 128.39 60.50 0.76

 

表 3    3个模型误差分析

Tab. 3    Error analysis of 3 models

模型
拟合值 预测值

RMSE/（粒·10−3·mm-2） MAE/（粒·10−3·mm−2） R2 RMSE/（粒·10−3·mm−2） MAE/（粒·10−3·mm−2） R2

SARIMA 77.99 45.02 0.77 380.30 224.64 −0.49

LSTM 60.72 36.15 0.80 109.10 49.24 0.78

Prophet 93.83 56.38 0.66 502.85 393.91 −1.61
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平稳期均能取得较好的拟合与预测结果；时间步长

look_back的取值不同，模型的拟合与预测精度也有

所不同，模型建立时需选择最适值。在未来推广适

用时，对于不同的数据需设置不同的 LSTM模型参

数值。本研究与前人对于 LSTM研究不同的一点是

通过向 LSTM模型中添加滑动窗口的方式进行花粉

浓度预测[14−15]，效果比较理想，日后也可进一步推广

滑动窗口的应用，提高模型的预测精度。Prophet模
型对于北京市每日花粉浓度时间序列的拟合以及预

测结果最差，对高峰值无法捕捉，对高峰期、峰值以

及 6—8月份的数据平稳期预测结果均与实际值相

差较大，不适用于描述北京市每日花粉浓度时间序

列的分布并对其进行长期预测,与 Prophet模型在空

气污染物预测方面取得了精确的预测结果不同[17]。

这可能是由于 Prophet模型的结构与其他两个模型

相比更简单且不能像 LSTM模型一样进行滚动预

测，导致进行模型训练时无法准确学习数据的复杂

模式，预测精度较低。

对于北京市每日花粉浓度，建立 LSTM模型（长

短期记忆神经网络模型）明显能够更好地对数据

进行拟合以及长期预测。该结果同 Zhao等[14]以及

Chimmula等[15]的研究结论一致。由于训练的数据缺

少 3月份数据，北京市花粉季节在 3月初已经开始，

此时花粉浓度已经达到较高水平，一定程度上影响

了模型精度。 

5   结　　论

采用 2015—2020年 4月 1日—9月 29日北京

市每日花粉浓度数据，使用多重插值法插补缺失数

据，方法可行。北京市每年花粉浓度存在春季、秋季

两个高峰期，每年达到花粉高峰值的时间不同。每

年花粉平均浓度在 2015—2019年呈现连续下降趋

势，2019年花粉浓度峰值最低；在 2020年呈阶跃式

上升趋势，2020年花粉浓度峰值最高；2015年高峰

期持续时间最长，2018年高峰期持续时间最短。应

用 LSTM模型拟合和预测北京市每日花粉浓度效果

最佳；Prophet模型效果较差；SARIMA模型的拟合

结果尚可但预测结果差，后两种模型不适用于北京

市每日花粉浓度的长期预测。

本研究对每日花粉浓度时间序列进行模型建立

并进行了 182 d的长期预测，可预测未来长期的花

粉浓度趋势，提前预知花粉季节以及花粉高峰期、高

峰值的到来，并为未来长期花粉浓度预测提高科学

依据。未来监测数据成为大数据库，数据量会不断

增长，可尝试采用 Python软件自动调整 LSTM模型

的 units、epochs、batch_size参数，从手工到编程自动

完成调参，将 AI技术应用其中；探讨在 LSTM模型

中构建更多 lstm层，或通过改变滑动窗口预测策略

提高模型精度，进一步完善花粉浓度的监测方法并

提高花粉浓度监测数据的完整性，提高日花粉浓度

预测预报的准确度。
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