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基于多分支网络结构搜索的工业过程故障诊断

姚嘉伟，  侍洪波，  宋    冰，  陶    阳

（华东理工大学信息科学与工程学院, 上海 200237）
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摘要：工业过程中常用神经网络进行故障诊断，然而神经网络的设计工作往往需要大量专家

经验，并且随着样本量的增加，网络测试和超参数调整更加耗时耗力。针对该问题，本文提出

了基于多分支网络结构搜索的故障诊断方法：首先，设计控制器自动生成以图卷积网络

(GCN) 为基础单元的神经网络结构；其次，利用权重共享机制大大减少网络测试时间；此外，

采用了    -贪婪策略，以避免控制器陷入局部最优；最后，在田纳西伊斯曼（TE）过程仿真上验

证了方法的有效性，与其他经典方法相比，本文方法的平均准确率提升 3.85 个百分点以上，搜

索速度提升了 71.2% 以上。
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故障诊断是工业自动化与控制工程中的重要领

域，旨在自动识别系统的异常行为 [1-3]。通过故障诊

断技术来提升生产系统的可靠性和效率是实现工业

4.0的关键[4-9]。随着信息技术的不断发展，越来越多

的数据可以从工业过程中获取，基于数据驱动的故

障诊断应运而生[10-12]。当故障发生时，这类诊断方法

通过分析传感器测量信号，利用所采样的当前数据

和历史数据来推断故障类别[13-14]，其中以神经网络为

基础的机器学习方法尤为常用[15-20]。然而，这种方法

有着较差的可迁移性，通常需要针对不同的任务设

计不同的神经网络，并且网络模型的结构及其参数

的调整主要通过反复试错来优化。这一过程不仅依

赖于专家的知识和经验，也十分消耗时间。随着模

型深度加深，模型设计的难度和手动参数调整的工

作量都会成倍增加。

不同于人工设计神经网络 ，网络结构搜索

（NAS）可以自动设计并生成网络结构，在一定程度上

降低了对专家经验知识的依赖，简化了手动调优的

过程，减少了结构设计和参数调整所带来的人力成

本和时间成本 [21]。根据优化方法，NAS大致可以分

为：基于启发式策略方法[22-25]、基于强化学习方法[26-29]

和基于梯度优化方法 [30-33]。例如 Floreano等 [34] 使用

进化搜索算法为问题自动搜索最优神经网络架构，

但这种方法的搜索特性导致了其搜索速度较慢，且

需要加入大量启发式策略。Zoph等 [35] 利用循环神

经网络（RNN）作为控制器来生成网络模型，然后以

强化学习的思想去训练控制器。Baker等 [36] 提出

MetaQNN算法，开创性地提出了 Q-learning方法，根

据每个动作对应的 Q 值来选择动作，并在训练过程

中迭代更新 Q 表，实现最优策略的搜索。Liu等 [37]

提出 DARTS算法，不再使用控制器来对网络结构采

样，而是采用梯度策略直接优化每个动作的选择概

率。Wang等[38] 用循环神经网络构建控制器，来逐步

设计每层的网络参数，并将该方法应用于轴承故障

诊断领域。Li等[39] 将 NAS方法应用于单样本故障诊

断领域，并使用余弦相似度评估候选网络。Cao等[40]

为了避免网络过深导致过拟合问题，引入了早停机

制，并以帕累托效率作为网络的奖励提升训练效率。

传统的网络结构搜索方法生成的网络往往以堆

叠网络单元为主，其只有一条分支，网络结构固定且
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单一。因此，在上述工作的基础之上，本文提出一种

多分支网络结构搜索模型，它能同时提取粗粒度和

细粒度的特征，由控制器自行决定网络宽度和深度，

所提取的特征较单分支网络提取的特征更加全面；

并且，利用权重共享机制，将候选网络在训练过程中

的权重进行保存，作为后续候选网络的初始权重，大

大减少后续网络训练的轮数，节约训练时间。此外，

为了避免网络结构搜索陷入局部最优，引入了   -贪

婪策略，在搜索过程的初期以探索为主，随着搜索的

进行逐渐转变为以经验利用为主导的搜索，但始终

保留跳出经验的概率，防止模型过早收敛。

 1    多分支网络结构搜索

 1.1    网络结构搜索

S

s ∈ S P(s)

网络结构搜索可以看作是在离散空间中的结构

优化问题，目标是在给定的搜索空间   中，寻找一个

网络结构   ，使其在测试集上的性能指标   达

到最优，可以用公式表示为： 

s∗ = argmax
s∈S

P(s) (1)

s∗其中，   表示搜索空间中的最优结构。搜索过程的

基本流程如图 1所示。首先，令控制器输出决策列

表，用于生成一个网络结构；然后，对该网络进行训

练并在测试集上对其测试，记录其准确率；最后，以

其准确率计算奖励，并用奖励优化控制器。

图 2所示的传统网络结构搜索方法通常生成只

有一条分支的单分支网络或者固定结构的网络，控

制器以搜索网络层参数为主，但这限制了所生成网

络对特征的提取能力；并且传统的方法大多采用卷

积神经网络（CNN）作为基础网络单元，但 CNN侧重

于提取相邻变量之间的特征，而在工业过程中输入

变量之间并没有特定顺序。因此本文提出多分支网

络结构搜索，如图 3所示。多分支网络可以同时提取

不同尺度特征，也可以缓解网络反向传播过程中梯

度消失的问题，而控制器可以根据任务难易程度动

态调整网络的宽度和深度，避免网络结构冗余和不

足；并且图卷积网络（GCN）通过构建图网络，使得每

个变量只与自身相关联的变量进行卷积，令特征提

取过程更加合理。
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图 1    网络结构搜索流程
Fig. 1    Process of the NAS
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图 2    单分支网络

Fig. 2    Single-way network
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图 3    以图卷积网络为基础的多分支网络
Fig. 3    Multi-way network based on GCN

 

 1.2    策略梯度优化方法

为了搜索到最佳的网络结构，需要对控制器进

行优化，优化目标为使得奖励函数的期望达到最大，

则目标函数可以表示如下： 

J(θc) = EA(R) (2)

J (·) θc

E (·) R A

A

其中，    表示目标函数；    表示控制器网络的权

重；   表示期望；   表示奖励函数；   表示控制器

所做决策。由于决策    通常是离散的选项，导致这

一过程不可微，因此利用连续松弛优化的思想，以连

续的决策概率分布代替离散的具体决策。将目标函

数的梯度表示如下： 

∇θc J(θc) =
∑

i

E[∇ lg P(ai)×R] (3)

ai P(ai)

lg P(ai) R

其中，    表示某一个具体的决策；    表示控制器

所做出的某一决策的概率，为了避免连乘，采用对数

概率   并求和；奖励   作为加权系数。如果奖

励为正数，那么控制器就会增加当前决策的概率，否

则就会降低概率转而探索其他结果。最后，用经验

值代替期望值： 
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∇θc J(θc) =
1
Q

Q∑
q=1

∑
i
∇ lg P(ai)×R (4)

Q其中，   表示控制器每次训练所采样的网络数。

 1.3    控制器设计

M

M

控制器负责输出决策序列以生成神经网络，其

结构如图 4所示。如果要生成   个图卷积网络层来

构成完整的神经网络，则控制器为由   个串联的长

短期记忆神经网络（LSTM）单元构成的网络，每个单

元的网络传播公式如下： 

ft = σ(W f [ht−1, xt]+ b f ) (5)
 

it = σ(Wi[ht−1, xt]+ bi) (6)
 

ot = σ(Wo[ht−1, xt]+ bo) (7)
 

Ĉt = tanh(WC[ht−1, xt]+ bC) (8) 

Ct = ft ⊙Ct−1+ it ⊙ Ĉt (9) 

ht = ot ⊙ tanh(Ct) (10)

it ft ot

σ xt t ht

ho Ct−1 Ĉt

t−1 t

C0 ⊙

其中，    、    和    分别表示输入门、遗忘门和输出

门；   表示激活函数；   表示   时刻的输入向量； 

表示网络时刻的输出向量；    为零向量；    和  

分别表示   时刻的记忆单元和   时刻的候选记忆

单元，其中   为零向量；   表示向量对应元素相乘。
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图 4    多分支网络结构搜索中的控制器结构

Fig. 4    Framework of the controller in the multi-way network architecture search
 

Am

控制器以一个可学习向量作为网络输入，通过

LSTM网络可以直接输出每个网络层的参数。每一

个 LSTM单元都会输出一个决策向量   ，该向量包

含了一个图卷积网络层的所有所需参数以及它们的

连接方式，即： 

Am = (a1,a2, · · · ,aN) (11)

a1, · · · ,aN

a1,a2

a3, · · · ,a9

a10, · · · ,aN

其中，   表示各个决策的对应参数，将其分为

三组：    表示网络类型的选择，分别代表加入全

连接层和加入图卷积层；    表示网络输出的

特征维数，分别代表选择 4，8，16，32，64，128，256作

为输出维数的概率；   表示该网络的父节点

的序号，即以其父节点的特征输出作为该网络的输

入，可选的父节点包括原始数据输入和已生成的网

络层。

将每组参数通过 Softmax函数归一化使其和为

1，用以表示每个决策的选择概率，即： 

P(ai) =
eai

2∑
i=1

eai

, i = 1,2 (12)

 

P(ai) =
eai

9∑
i=3

eai

, i = 3, · · · ,9 (13)

 

P(ai) =
eai

N∑
i=10

eai

, i = 10, · · · ,N (14)

P (ai)其中，   表示每个决策被选择的概率。控制器输

出概率参数之后，通过对概率分布采样，得到具体的

决策结果。

 1.4    网络基础单元

传统的网络结构搜索使用普通的卷积神经网络

（CNN）作为网络基础单元。CNN侧重于提取相邻变

量之间的特征，但变量与变量之间并无特定顺序，解

释性较差。而 GCN首先利用过程机理建立基于变

量的图网络，能够使得特征和信息在该图网络中进

行传播。在图卷积操作时每个节点会与自身相关联

的节点卷积，每个节点能够聚合相邻节点的知识来

更新自身节点的特征，以此提取更合理的局部特征

和全局特征。因此，本文方法选择 GCN作为网络基

础单元，以过程的机理为基础，通过知识和数据的联

合驱动，获得更强的特征提取能力和更好的解释

性。图卷积的定义式如下： 

G(Θ)∗ x = UΘUT x (15)
 

L = IN − D−1/2 AD−1/2 = UΛUT (16)

G (Θ) x
x ∈ RN Θ Θ ∈ RN×N U
其中 ，    表示图卷积操作 ；    表示输入向量 ，

 ；    是可学习网络参数，   ；   是由标
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L Λ

L IN

IN ∈ RN×N A
D

准化图拉普拉斯矩阵    的特征向量构成的矩阵；  

是由    的特征值构成的对角矩阵；    表示单位矩

阵，   ；   表示图网络的邻接矩阵，代表节点

之间的连接关系；   表示图网络的度矩阵，代表每个

节点的连边个数。

K

Θ

为了简化计算，用    阶切比雪夫多项式来近

似   ： 

Θ ≈
K∑

k=0

θkTk(Λ̂) (17)

Λ̂ = Λ− IN θk ∈ Rk

Tk(x) = 2xTk−1(x)−Tk−2(x) T0(x) = 1

T1(x) = x

其中，   ；   表示系数向量；切比雪夫多

项式的递归式为   ，   ，

 。将式 (17)代入式 (15)有： 

G(Θ)∗ x ≈ U
K∑

k=0

θkTk(Λ̂)UTx =
K∑

k=0

θkTk(L̂)x (18)

L̂ = L− IN

K = 1

其中，   。由于每个节点可以只聚合直接相

邻节点的信息，因此令   ，可得： 

G(θ)∗ x = θ0x+θ1 L̂x (19)

θ = θ0 = −θ1为了减少参数量，令  

G(θ)∗ x = θ(IN + D−1/2 AD−1/2)x (20)

D̂−1/2 ÂD̂−1/2 IN + D−1/2 AD−1/2

进一步地，为了避免梯度消失问题，采用重归一

化方法，用    代替    。最终

的传播过程可以表示如下： 

H(l+1) = σ(D̂−1/2 ÂD̂−1/2H(l)W(l)) (21)

Â = A+ I D̂ = D+ I H(l) l

H(0) = X W(l) l

其中，   ；   ；   表示网络第   层节

点的特征输入，    ；    表示网络第    层可学

习的网络参数。

在故障诊断过程中，可以根据工业过程的机理

知识和变量间的关系对变量进行构图，采用基于变

量空间拓扑关系的图构建策略，将每个变量作为一

个节点，变量间的关系作为连边：

（1）根据不同设备或单元，将整个工业过程系统

划分为多个单元；然后，针对每个单元定义可被测定

设备获得的监测变量；

（2）根据工艺流程图 （PFD）或管道、仪表图

（P&ID）来明确各个变量之间的连接关系；

（3）将各个变量抽象为节点，变量间的连接关系

抽象为连边，就得到了整个过程的图结构。

以 TE过程为例，将 31个变量作为节点，网络构

图如图 5所示。

 1.5    控制器训练过程

ε

ε ε

控制器采用   -贪婪策略的方式训练，其核心思

想是让控制器在经验尚不充足的情况下更多地跳出

经验，探索未知。控制器每次生成网络结构参数时，

都会以概率   进行随机生成，概率   随着训练轮数以

线性速度递减，公式表示如下： 

ε = εmax×
(
1− epoch

epochmax

)
(22)

εmax epoch

ε

ε

其中，   设置为 0.9；   表示当前训练轮数。控

制器在训练初期以较大概率    进行随机探索，随着

训练进行，控制器收集到越来越多的经验后，逐渐缩

小   的值，让控制器更依赖经验进行决策。此外，即

便到了训练后期，控制器依然有小概率能进行随机

探索，始终具有跳出局部最优的能力。

控制器输出网络结构参数向量后，将其通过

Softmax函数归一化为概率分布，对分布进行采样得

到每个网络层的结构和参数，生成完整的神经网

 

Valve

a and cValve a Feed a

Valve d Feed d

Valve e Feed e

Valve

a and c

图 5    TE图网络构图

Fig. 5    Graph net composition of TE
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络。在结构生成过程中，如果控制器搜索到全连接

层，此时停止搜索，将该全连接层作为最后一层网

络，输出分类概率结果，因此控制器有决定网络深度

的能力，可以根据任务的复杂程度自适应地选择网

络深度。此外，每搜索到一层网络层就会将其编号，

作为一项决策参数加入决策向量中，供后续网络层

进行父节点的选择，因此控制器能自由选择每个网

络层的父节点，搜索到的网络结构不再是单一的单

分支结构或是由人工预设好的网络结构，控制器能

够根据任务的困难程度自适应地选择网络宽度。

xi j µ j σ j

Xtrain Xtest

生成完整的网络结构后，根据工业过程中正常

运行的数据计算每个变量    的均值    和方差    ，

对训练集    和测试集    进行均值为 0、方差为

1的标准化： 

µ j =
1
D

D∑
i=1

xi j (23)
 

σ j =

√√
1
D

D∑
i=1

(xi j−µ j)2 (24)
 

X′ =
[

xi j−µ j

σ j

]
(25)

Xtrain Xtest

D µ j σ j

其中，对于   和   ，每一行表示一个样本，共有

 行；   和   只使用训练集样本进行统计计算。标

准化后将样本数据输入网络，进行训练并测试。

由于控制器每完成一个网络结构搜索，就需要

对候选模型进行训练，导致整个搜索时间被极度延

长。每个网络层的关键信息包括网络类型、输入维

数和输出维数。模型完成训练时，将其网络层权重

以“网络类型_输入维数_输出维数”的命名规则进行

保存。如果后续搜索到了相同名字的网络层，则可

以直接加载权重。通过权重共享机制，能够有效减

少候选模型的训练轮数，缩短搜索时间，避免每个候

选模型均从头开始训练而导致的时间浪费，减少大

量的重复训练，同时也可以促进不同网络结构之间

的知识迁移。

R

候选模型训练完成后，对其进行测试并记录其

准确率。根据该准确率计算奖励，奖励函数    可以

表示如下： 

R = Accuracy−Baseline (26)

Accuracy baseline其中，    表示网络测试后的准确率；  

表示基线值，为搜索历史中最优的准确率。当控制

器输出的网络超过历史最优架构时，奖励为正，否则

奖励为负。然后计算损失函数并反向传播，完成控

制器的一轮训练。损失函数表示如下： 

Loss = −
∑

i

lg P (ai)×R

 (27)

 2    结果与讨论

 2.1    TE 过程仿真

TE过程由伊斯曼化学品公司创建，其目的是为

评价过程控制和监控方法提供一个现实的工业过

程，被广泛应用于故障诊断研究当中。测试过程是

基于一个真实工业过程的仿真，包括 5个主要单元：

反应器、冷凝器、压缩机、分离器和汽提塔，包含

4种气态反应物 A、C、D、E，一种惰性物质 B，通过

不可逆放热反应生成 2种液态产物 G、H，以及 1种

副产物 F。过程共涉及 22个测量变量和 9个控制变量，

将这 31个变量作为模型的输入变量进行故障诊断。

TE过程包含 21种故障，如表 1所示。其中由于

故障 6导致过程无法持续长时间运行，以及部分故障

类型发生时的观测变量与正常运行时无明显变化，

对过程的影响较小。因此本文实验时选取了其中

15种故障类型。

首先利用 TE仿真程序对故障过程模拟并采

样。在训练集中，过程一共运行 48 h，在第 8 h引入

故障，每小时采样 20个数据，每个故障类别有 800个

样本数据；在测试集中，过程一共运行 56 h，在第 16 h
引入故障，每小时采样 20个数据，每个故障类别有

800个样本数据。

将数据集输入控制器后，控制器搜索到的最优

网络如图 6所示，其中方格内包含网络类型和输出特

征维数。在控制器输出的网络中，控制器利用其输

出多分支网络的能力，同时提取了粗粒度的低维特

征和细粒度的高维特征。可以看出控制器一定程度

上学会了如何智能地构造网络。

对本文方法生成的网络结构进行测试后，混淆

矩阵如图 7所示，其中每一行代表该类别样本的预测

结果。对每一行进行归一化后，对角线即表示为召

回率 (Recall)，由此可以看出网络对大部分类别都能

正确分类，而对于少部分相似的困难类别（例如类别

5和 12，类别 8和 13）提取的特征不够充分，导致有

部分样本被混淆。将模型诊断结果与其他网络结构

搜索算法 CDS-NAS[41]、ABPE-NAS[42]、GQNAS[43] 进

行对比，实验在相同硬件环境 NVIDIA GeForce RTX
3070Ti Laptop GPU上运行。其中，CDS-NAS基于深

度可分离卷积模块进行搜索；ABPR-NAS在搜索时

引入了通道注意力机制；GQNAS将 Q-learning作为
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控制器的优化方法。

多分支网络结构搜索与其他方法对比实验结果

如表 2所示。本文方法相比于其他 NAS方法在平均

ε

准 确 率 上 提 升 较 小 ， 但 在 搜 索 时 间 （CDS-ANS、
ABPE-NAS、GQNAS搜索时间分别为9 031、13 844、
11 831 s）方面，效率提升十分显著，表明多分支的卷

积网络能够提取不同粒度的多尺度特征信息。与

CDS-NAS相比，本文方法的搜索时间 2 598 s加快了

71.2%以上，虽然使用深度可分离卷积能有效减少参

数量从而缓解搜索效率的问题，但采用权重共享机

制能够大幅减少每次训练网络的训练轮数，对搜索

效率的提升更有效；与 ABPR-NAS相比，本文方法的

平均准确率提高了 5.75个百分点，说明了多分支的

网络结构大大扩展了搜索空间，提取更丰富的特征；

与 GQNAS相比，虽然对于故障 5、13的诊断准确率

有些微下降，但在故障 11、12、14、18、19、20上准确

率有明显改善，说明 Q-learning方法容易陷入局部最

优，过早地收敛，而本文方法采用   -贪婪策略能够在

一定程度上跳出局部最优，对于更多故障类别有更

好的适应性。

ε

本文利用消融实验验证了方法的有效性和必要

性，实验结果如表 3所示。将基础方法的单分支网络

结构改成多分支网络结构后，准确率提升了 3.85个

百分点，说明简单固定的网络结构对任务的适应性

不足，而多分支的网络结构扩大了搜索空间，增强网

络对特征的学习能力；加入权重共享机制后，准确率

略微下降，但搜索时间缩短了 79%，说明权重共享机

制以轻微的性能牺牲为代价，大幅提升了训练效率；

加入    -贪婪策略后，准确率提升了 3.09个百分点，

说明控制器能够在搜索前期以高探索率筛选有潜力

的网络，而在搜索后期聚焦于深入优化，提高网络搜

索质量。鉴于加入权重共享机制后最终准确率确实

的下降，说明权重共享机制可能导致控制器输出的

网络不一定是“最优”网络结构，但由于二者准确率差

距不大，仍然可以认为其保持了较好的可解释性和

诊断性能，是一个较优秀的“次优”网络结构。

表 1    TE过程的 21种故障类型

Table 1    1 21 Faults of TE Process

Fault Description Type

IDV（1） A and C feed ratio changing while B compo-

sition constant

Step

IDV（2） B composition changing while A and C feed

ratio constant

Step

IDV（3） D feed temperature changing Step

IDV（4） Reactor cooling water inlet temperature

changing

Step

IDV（5） Condenser cooling water inlet temperature

changing

Step

IDV（6） A feed loss Step

IDV（7） C header pressure loss Step

IDV（8） A, B and C feed composition changing Random

IDV（9） D feed temperature changing Random

IDV（10） C feed temperature changing Random

IDV（11） Reactor cooling water inlet temperature

changing

Random

IDV（12） Condenser cooling water inlet temperature

changing

Random

IDV（13） Variation coefficient of reaction kinetics Slow drift

IDV（14） Reactor cooling water valve sticking Sticking

IDV（15） Condenser cooling water valve sticking Sticking

IDV（16） Variation coefficient of the stream supply of

the heat exchanger of the stripper

Random

IDV（17） Variation coefficient of heat

transfer in reactor

Random

IDV（18） Variation coefficient of heat transfer

in condenser

Random

IDV（19） Unknown Unknown

IDV（20） Unknown Unknown

IDV（21） The valve for Stream 4 was fixed at the

steady state position

Fixed position

 

GCN_128

Input

GCN_128

GCN_64 GCN_8 GCN_4

FC

Output

图 6    多分支网络结构搜索输出的最优网络结构

Fig. 6    Best  network  architecture  output  by  the  multi-way
network architecture search
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 3    结束语

ε

ε

本文提出一种基于多分支网络结构搜索的故障

诊断方法，并融合了权重共享机制和    -贪婪策略。

多分支网络结构使得网络搜索空间得到扩大，对诊

断任务有更好的适应性；权重共享机制在不过多牺

牲准确率的条件下，缩短搜索时间、提高搜索效率，

节约大量时间成本；   -贪婪策略使模型能够跳出局

部最优，不过早地收敛，使得网络能够兼顾更多故障
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图 7    由多分支网络结构搜索生成的网络的混淆矩阵

Fig. 7    Confusion matrix of the network generated by the multi-way network architecture search

表 2    多分支网络结构搜索与其他方法的对比实验结果

Table 2    Contrast  experiment  results  of  the  multi-way  network
architecture search and other methods

Fault
Accuracy/%

CDS-NAS ABPE-NAS GQNAS Proposed

1 83.61 91.25 91.90 93.29

2 95.39 92.02 94.95 99.74

4 84.47 86.47 88.71 92.49

5 52.42 57.79 65.65 57.53

7 100.0 100.0 100.0 100.0

8 88.59 86.59 95.12 96.99

10 88.37 87.33 87.64 90.54

11 76.38 90.66 80.28 94.4

12 54.92 42.45 55.15 67.15

13 60.87 62.09 71.62 66.2

14 90.11 88.12 89.01 95.73

17 90.63 95.93 94.48 96.17

18 83.91 87.12 84.35 93.98

19 94.74 93.54 93.61 98.60

20 88.20 93.23 91.41 97.99

Average 82.17 83.64 85.59 89.39

表 3    多分支网络结构搜索的消融实验结果

Table 3    Ablation  experiment  results  of  the  multi-way  network
architecture search

Multi-way

architecture
Weight sharing ε-greedy Accuracy/% Search time/s

× × × 83.52 11 572

√ × × 87.37 12 750

√ √ × 86.30 2 620

√ √ √ 89.39 2 598

√—Retained component; ×—Removed component
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类别，提升网络在更多故障类别上的性能表现。实

验结果表明，与其他经典方法相比，平均准确率提升

3.85个百分点以上，搜索速度提升了 71.2%以上，方

法和策略的有效性和必要性得到了充分验证。但是

本文也存在不足之处：过程的动态性可能会导致变

量之间的相关变化，从而导致特征提取不完善和诊

断精度降低。未来工作可以尝试加入多种类的网络

基础单元，将图卷积网络与 LSTM等网络结合，缓解

由过程动态性带来的问题。
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Fault Diagnosis in Industrial Process Based on Multi-way
Network Architecture Search

YAO Jiawei, SHI Hongbo, SONG Bing, TAO Yang
(School of Information Science and Engineering, East China University of Science and

Technology, Shanghai 200237, China)

Abstract: In  industrial  processes,  machine  learning  methods  based  on  neural  networks  are  commonly  used  for
fault diagnosis. However, such methods suffer from poor transferability and usually require the design of distinct neural
networks  for  different  tasks.  The  optimization  of  network model  structures  and parameters  mainly  relies  on  repeated
trial and error. This process not only depends on expert knowledge and experience but also consumes substantial time.
As  model  depth  increases,  the  difficulty  of  model  design  and  the  workload  of  manual  parameter  tuning  multiply
dramatically. Unlike manually designed neural networks, Neural Architecture Search (NAS) can automatically design
and generate  network  structures,  which  reduces  the  reliance  on  expert  experience  and knowledge  to  a  certain  extent,
simplifies manual optimization procedures, and cuts down the human and time costs incurred by structural design and
parameter  adjustment.  Nevertheless,  networks  generated  by  conventional  NAS methods  usually  have  a  single  branch
with a fixed structure.  To address this issue, this paper proposes a fault  diagnosis method based on multi-path neural
architecture  search.  Firstly,  a  controller  is  designed  to  automatically  generate  neural  network  structures  with  graph
convolutional  networks  as  the  basic  unit.  Secondly,  a  weight-sharing  mechanism  is  adopted  to  substantially  reduce
network  evaluation  time.  Furthermore,  the  ε-greedy  strategy  is  introduced  to  prevent  the  controller  from falling  into
local  optima.  Finally,  the  effectiveness  of  the  proposed  method  is  verified  on  the  Tennessee  Eastman  (TE)  process
simulation  platform.  Compared  with  other  classical  methods,  the  proposed  method  achieves  an  average  accuracy
improvement of over 3.85 percentage points and a search speed improvement of more than 71.2%.

Key words: process control；fault diagnosis；neural network；network architecture search；TE process
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