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基于驾驶场景的高效多模态融合检测方法

李东宇ꎬ王绪娜ꎬ高宏伟
(沈阳理工大学 自动化与电气工程学院ꎬ沈阳 １１０１５９)

摘　 要: 目标检测是自动驾驶中重要的组成部分ꎮ 为解决在弱光条件下单一的可见光图像不

能满足实际驾驶场景检测的需求并进一步提高检测精度ꎬ提出一种用于红外和可见光融合图

像的交通场景检测网络ꎬ简称 ＡＭ￣ＹＯＬＯｖ５ꎮ ＡＭ￣ＹＯＬＯｖ５ 中改进的 Ｒｅｐｖｇｇ 结构可以提升对

融合图像特征的学习能力ꎮ 此外ꎬ在主干网络末端引入自注意力机制并提出一种新的空间金

字塔模块(ＳｉｍＳＰＰＦＣＳＰＣ)充分获取信息ꎻ为提升网络推理速度ꎬ在颈部网络的前端使用一种全

新的卷积(ＧＳ 卷积)ꎮ 实验结果表明ꎬＡＭ￣ＹＯＬＯｖ５ 在 ＦＬＩＲ 数据集融合图像上的 ｍＡＰ０. ５达到

了 ６９. ３５％ ꎬ与原 ＹＯＬＯｖ５ｓ 相比ꎬ在没有牺牲推理速度的前提下ꎬ检测精度提升了 １. ６６％ ꎮ
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　 　 智能交通、物联网和人工智能等科学技术的

不断革新推动了自动驾驶的迅猛发展ꎮ 自动驾驶

车辆需要对周围环境进行实时感知和识别ꎬ以便

做出正确的驾驶决策ꎮ 目标检测算法从车载摄像

头拍摄的可见光图像中提取当前驾驶场景的相关

信息ꎬ包括障碍位置、其他车辆信息和行人信息

等[１]ꎮ 在日常驾驶环境中ꎬ通常存在着复杂且实

时变化的道路情况ꎬ并且在弱光条件下可见光图



像包含的目标信息不足[２]ꎬ依靠单一视觉传感器

的信息不能满足全天候检测的需求ꎬ于是针对多

模态图像的目标检测任务逐渐受到关注ꎮ
可见光图像包含丰富的细节信息但容易受到

环境光线影响ꎻ红外图像可以突出目标信息ꎬ抗干

扰能力强ꎬ但环境细节信息不足ꎮ 而可见光图像

和红外图像两种模态融合得到的融合图像同时具

有两种模态的特点信息ꎬ对于目标检测任务有很

大的增益ꎬ同时相比于可见光 － 激光雷达的多模

态融合方式可以保留更多的视觉信息且方便部

署ꎮ 然而可见光红外融合图像具有的特征信息比

单一可见光图像和红外图像复杂ꎬ对目标检测算

法在准确度和推理速度方面提出了更高要求ꎮ
Ｒｅｄｍｏｎ 等[３] 提出的 ＹＯＬＯ 系列算法ꎬ尤其

是 ＹＯＬＯｖ５ꎬ在目标检测方面具有优异的性能ꎮ
ＹＯＬＯｖ５ 的主干网络采用 ＣＳＰＤａｒｋｎｅｔ５３ 结构ꎬ颈
部网络部分采用的是 ＰＡＮｅｔ 结构ꎬ检测头为 Ｙｏｌｏ
ｈｅａｄꎮ 由于其兼顾了准确性和较快的检测速度ꎬ
已成 为 单 阶 段 目 标 检 测 算 法 的 代 表ꎬ 尽 管

ＹＯＬＯｖ５ 性能已经很优秀ꎬ但在处理复杂的交通

环境中可见光红外融合图像信息时ꎬ原始网络的

特征学习能力不足ꎮ
本文选取 ＹＯＬＯｖ５ 作为基础网络并针对日常

自动 驾 驶 任 务 需 求 进 行 改 进ꎬ 简 称 为 ＡＭ￣
ＹＯＬＯｖ５ꎬ解决复杂驾驶场景融合图像的目标检

测任务ꎮ 算法在特征提取和学习方面加入了更高

效的结构和模块ꎬ将多分支学习结构与一种改进

的空间金字塔模块(ＳｉｍＳＰＰＦＣＳＰＣ)引入到主干

网络中ꎬ实现了多分支的学习能力ꎬ在提高特征学

习能力的同时不影响推理速度ꎬ提高计算效率ꎮ
同时ꎬ对于图片中目标可能被遮挡的问题ꎬ本文将

多注意力 Ｃ３ 模块引入到主干网络中ꎬ使网络充分

获得全局信息和丰富的上下文信息ꎮ 此外ꎬ本文

在网络的颈部使用了 ＧＳ 卷积ꎬ优化网络参数以

提高效率ꎬ并使网络能够更好地学习多尺度特征ꎮ

１　 ＡＭ￣ＹＯＬＯｖ５

１. １　 整体网络结构

ＡＭ￣ＹＯＬＯｖ５ 在网络的主干部分将改进的

Ｒｅｐｖｇｇ 模块(Ｒｅｐｌｉｔｅ)与 ＹＯＬＯｖ５ 整合在一起ꎬ末
端引入自注意力机制ꎬ加入了更高效的多注意 Ｃ３
模块(Ｃ３ＴＲ)和 ＳｉｍＳＰＰＦＣＳＰＣꎮ 在此基础上ꎬ网
络颈部的前端普通卷积被 ＧＳ 卷积替代ꎮ ＡＭ￣
ＹＯＬＯｖ５ 算法的结构如图 １ 所示ꎮ

１. ２　 高效特征提取主干网络

１. ２. １　 改进的 Ｒｅｐｖｇｇ 模块

主干网络设计对于自动驾驶场景多模态融合

图像的目标检测至关重要ꎮ 多分支结构的训练网

络[４]虽然能获得较高的性能提升ꎬ但因为内存占

用增加导致推理速度下降ꎮ 普通单路径结构的网

络由于没有分支ꎬ特征提取能力偏弱ꎬ但在操作完

成后可以立即释放输入占用的内存ꎬ通过牺牲性

能可实现较高的推理效率ꎮ Ｄｉｎｇ 等[５] 提出的结

构重参数化可有效解决该问题ꎬ如图 ２( ａ)所示ꎬ
训练结构由多个 Ｒｅｐｖｇｇ 模块组成ꎬ每个 Ｒｅｐｖｇｇ
模块一般由一个 ３ × ３ 卷积ꎬ一个 １ × １ 卷积和一

个恒等分支组成ꎮ 推理结构如图 ２(ｂ)所示ꎬ原来

的多分支结构经过重参数化操作等价变成了由多

个 ３ × ３ 卷积组成的单路经结构ꎮ 通常在无重参

数化的卷积神经网络算法中ꎬ卷积层参数在训练

和推理时不会发生变化ꎬ卷积层参数相关公式

如下ꎮ
Ｐｃ ＝ (Ｋ２ × Ｃ ＋ ｂ) × Ｎ (１)

Ｗｏｕｔ ＝
Ｗｉｎ ＋ ２ｐ － ｗ

ｓ ＋ １ (２)

Ｈｏｕｔ ＝
Ｈｉｎ ＋ ２ｐ － ｈ

ｓ ＋ １ (３)

Ｄｏｕｔ ＝ ｋ (４)
式中:Ｐｃ 是卷积层所有参数量ꎻＫ 代表卷积核尺

寸ꎻＣ 代表输入通道数ꎻＮ 代表过滤器数量ꎻＫ２ × Ｃ
代表权重数量ꎻｂ 代表偏置数量ꎻＷｉｎ和 Ｈｉｎ是输入

层参数ꎻＷｏｕｔ、Ｈｏｕｔ和 Ｄｏｕｔ是经过卷积后的输出层参

数ꎻｋ 是卷积核个数ꎻｐ 是填充大小ꎻｓ 是步长ꎻｗ 和

ｈ 是卷积核参数ꎮ
重参数化意味着卷积层参数发生相应改变ꎬ

将卷积层与批量归一化(ＢＮ)层融合并对恒等分

支转换如下ꎮ

Ｗ′ｉ ＝
γｉ

σｉ
Ｗｉ (５)

ｂ′ｉ ＝ －
μｉγｉ

σｉ
＋ βｉ (６)

式中:Ｗｉ 是转换前的卷积层参数ꎻσｉ 代表 ＢＮ 层

标卷积准差ꎻμｉ 代表 ＢＮ 层累计平均值ꎻγｉ 和 βｉ

分别代表 ＢＮ 层学习的比例因子和偏差ꎻＷ′ｉ 和 ｂ′ｉ
分别代表融合后卷积层的权重与偏置ꎬｉ 代表操作

范围为所有通道ꎮ
　 　 具有残差和串联连接的层不应存在恒等分

支ꎬ会导致不同特征图存在更多的梯度多样性[６]ꎬ
所以本研究提出了改进的Ｒｅｐｖｇｇ模块 ꎬ去除
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图 １　 ＡＭ￣ＹＯＬＯｖ５ 结构

Ｆｉｇ. １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＡＭ￣ＹＯＬＯｖ５

图 ２　 Ｒｅｐｖｇｇ 在不同任务时的结构

Ｆｉｇ. ２　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｒｅｐｖｇｇ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｔａｓｋｓ

Ｒｅｐｖｇｇ 模块的恒等分支ꎬ只保留两个卷积分支ꎬ
并命名为 Ｒｅｐｌｉｔｅ 模块ꎬ用其替换 ＹＯＬＯｖ５ 主干网

络中末端的两个 ３ × ３ 卷积块ꎬ以实现多分支训练

结构与单路径推理结构的转换ꎬ不明显增加推理

速度的同时提升网络对于细节特征的学习能力ꎮ
训练阶段如图 ３(ａ)所示ꎬ由 ３ × ３ 卷积和 １ × １ 卷

积组成的多分支结构可以被看作是多浅层模型的

集成ꎬ有利于解决梯度消失问题ꎬ提高模型的准确

度和 训 练 时 的 算 法 性 能ꎮ 推 理 阶 段 采 用 与

Ｒｅｐｖｇｇ 同样的重参数化方法将原来的 １ × １ 卷积

融入到 ３ × ３ 的卷积中ꎬ变回单路径结构ꎬ如

图 ３(ｂ)所示ꎮ

图 ３　 带有 Ｒｅｐｌｉｔｅ 模块的主干网络在不同任务时的结构

Ｆｉｇ. ３　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋ ｗｉｔｈ
Ｒｅｐｌｉｔｅ ｍｏｄｕｌｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｔａｓｋｓ
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１. ２. ２　 多注意力 Ｃ３ 模块

为使网络能够充分获得全局信息和丰富的上

下文信息ꎬ提高对融合图像的检测能力ꎬ本研究受

到 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ 的启发ꎬ将自注意力机制引

入 ＹＯＬＯｖ５ꎬ以提高在实际场景中检测被遮挡物

体的能力[７]ꎮ Ｔｒａｎｓｆｏｒｍｅｒ 模块结构如图 ４ 所示ꎬ
由输入嵌入、位置编码、Ｔｒａｎｓｆｏｒｍｅｒ 编码器组成ꎮ
每个 Ｔｒａｎｓｆｏｒｍｅｒ 编码器[８] 包含一个多头注意力

模块、一个前馈层以及残差连接ꎬ多头注意力模块

可以更多地关注像素点并获得上下文信息ꎬ多头

注意力处理过程表示如下ꎮ
ＭｕｌｔｉＨｅａｄ(ＱꎬＫꎬＶ) ＝ Ｃｏｎｃａｔ(ｈｅａｄ１ꎬ􀆺ꎬｈｅａｄｈ)ＷＯ

(７)
ｈｅａｄｉ ＝Ａｔｔｅｎｔｉｏｎ(ＱＷＱ

ｉ ꎬＫＷＫ
ｉ ꎬＶＷＶ

ｉ ) (８)
式中:ＭｕｌｔｉＨｅａｄ 代表多头注意力操作ꎻＡｔｔｅｎｔｉｏｎ
代表注意力操作ꎻＣｏｎｃａｔ 代表拼接操作ꎻＷＱ

ｉ ∈
Ｒｄｍｏｄｅｌ × ｄｋꎻＷＫ

ｉ ∈Ｒｄｍｏｄｅｌ × ｄｋꎻＷＶ
ｉ ∈Ｒｄｍｏｄｅｌ × ｄｖ (１ ≤ ｉ≤

ｈ)ꎻＷＯ 代表权重矩阵且 ＷＯ∈Ｒｈ × ｄｖ × ｄｍｏｄｅｌꎻｄｍｏｄｅｌ代

表模型的维度ꎻｄｋ 代表内容信息的维度ꎻｄｖ 代表

信息的维度ꎻＫ、Ｖ、Ｑ 分别代表内容信息、信息本

身和输入信息ꎻｈ 代表头部或平行的注意力层数ꎮ

图 ４　 Ｔｒａｎｓｆｏｒｍｅｒ 模块结构

Ｆｉｇ. ４　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｔｒａｎｓｆｏｒｍｅｒ ｍｏｄｕｌｅ

　 　 位置编码由一个全连接层构成ꎬ以保留位置

信息ꎮ 输入嵌入通过重塑、展开等操作将二维图

像处理成一个序列ꎬ输入 Ｔｒａｎｓｆｏｒｍｅｒ 编码器ꎮ 最

终的嵌入因子通过位置编码与输入嵌入相加得

到ꎬ再送入 Ｔｒａｎｓｆｏｒｍｅｒ 编码器ꎮ
本文将 Ｃ３ 模块与 Ｔｒａｎｓｆｏｒｍｅｒ 结合提出了多

注意力 Ｃ３ 模块(Ｃ３ＴＲ)且只有网络中主干末端

的 Ｃ３ 模块被替换成 Ｃ３ＴＲꎬ即将 Ｃ３ 模块中 Ｂｏｔ￣
ｔｌｅｎｅｃｋ 模块用 Ｔｒａｎｓｆｏｒｍｅｒ 模块取代ꎬＣ３ＴＲ 结构

如图 ５ 所示ꎮ 通过在分辨率较低的主干网络末端

部署 Ｔｒａｎｓｆｏｒｍｅｒ 模块ꎬ网络可以获得更丰富的上

下文信息和更好的全局信息ꎬ以提高大型物体的

检测精度并影响所有的检测头ꎮ 此外ꎬ部署在主

干网络末端不会占用过多内存ꎬ并在提高检测效

率的同时降低模型复杂度ꎮ

图 ５　 Ｃ３ＴＲ 结构

Ｆｉｇ. ５　 Ｔｈｅ ｓｔｒｕｅｔｕｒｅ ｏｆ Ｃ３ＴＲ

１. ２. ３　 改进的空间金字塔模块

本研究提出了一个改进的空间金字塔模块

ＳｉｍＳＰＰＦＣＳＰＣꎬ其基于 ＳＰＰＦ 和 ＳＰＰＣＳＰＣ[６] 的结

构ꎬ将两者相结合并针对自动驾驶场景融合图像

检测进一步优化以达到更好的特征学习能力ꎬ
ＳｉｍＳＰＰＦＣＳＰＣ 的结构如图 ６ 所示ꎮ 特征在输入

ＳｉｍＳＰＰＦＣＳＰＣ 模块后被分到两个分支进行处理ꎬ
一个分支利用标准卷积对特征进行常规处理ꎬ另
一个分支利用快速空间金字塔(ＳＰＰＦ)结构对特

征进行处理ꎬ最后合并两个分支ꎬ此结构相比于按

序处理减少了计算量并提高了精度ꎮ 此外ꎬ在 ＳＰ￣
ＰＦ 分支中使用 ３ × ３ 的最大池化层ꎬ可以在保证

学习对象特征的同时节约计算成本ꎬ在一定程度

上减轻了过拟合的风险ꎮ

图 ６　 ＳｉｍＳＰＰＦＣＳＰＣ 结构

Ｆｉｇ. ６　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＳｉｍＳＰＰＦＣＳＰＣ

　 　 假设 ＳｉｍＳＰＰＦＣＳＰＣ 模 块 的 输 入 为 Ｘ ∈
ＲＣ ×Ｗ × Ｈꎬ模块的输出为 Ｙ∈ＲＣ ×Ｗ × ＨꎬＣ 是特征图

的通道数ꎬＷ 和 Ｈ 分别代表特征图的宽和高ꎬ卷
积层为 Ｃｏｎｖｉ( ｉ ＝ １ꎬ􀆺ꎬ７)ꎬ拼接操作层为 Ｃｏｎｃａｔꎬ
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则 ＳｉｍＳＰＰＦＣＳＰＣ 的输出 Ｙ 可以表示为

Ｙ ＝ Ｃｏｎｖ７(Ｃｏｎｃａｔ(Ｃｏｎｖ２(Ｘ)ꎬＹＳ)) (９)
ＹＭ ＝ (ＭＸＰ１(Ｘ１)ꎬＭＸＰ２(Ｙ１)ꎬＭＸＰ３(Ｙ２)) (１０)

ＹＳ ＝ Ｃｏｎｖ６(Ｃｏｎｖ５(Ｃｏｎｃａｔ(ＹＭꎬＸ１))) (１１)
Ｘ１ ＝ Ｃｏｎｖ４(Ｃｏｎｖ３(Ｃｏｎｖ１(Ｘ))) (１２)

式中:ＹＳ 是 ＳＰＰＦ 分支的输出ꎻＸ１ 是 ＳＰＰＦ 结构的

输入ꎻ最大池化层 ＭＸＰｉ( ｉ ＝ １ꎬ２ꎬ３)的内核尺寸为

３ × ３ꎻＹ１ 是第一个最大池化层 ＭＸＰ１ 处理的输出ꎻ
Ｙ２ 是第二个最大池化层 ＭＸＰ２ 处理的输出ꎻＹＭ 是

所有最大池化层分支输出ꎮ
１. ３　 性能平衡的颈部网络

在自动驾驶场景融合图像目标检测算法的实

际应用中ꎬ平衡模型的精度与速度是十分必要的ꎮ
为进一步提升网络的速度ꎬ本文考虑了在颈部网

络部署当前常用的深度可分离卷积(ＤＳＣ) [９ － １０]

替换标准卷积以降低模型的参数量ꎮ 深度可分离

卷积的结构如图 ７ 所示ꎮ

图 ７　 ＤＳＣ 结构

Ｆｉｇ. ７　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＳＣ

　 　 图像的通道在进行卷积的过程中被分离ꎬ每
个通道进行单独的运算ꎬ降低了卷积层的参数量ꎮ
然而ꎬ各通道之间的信息缺失导致其特征融合能

力变弱ꎬ不利于针对融合图像的模型训练和检测ꎮ
本文在网络中引入了 ＧＳ 卷积[１１]ꎬＧＳ 卷积的结构

如图 ８ 所示ꎬＧＳ 卷积同时结合了标准卷积与深度

可分离卷积中的逐通道卷积(ＤＷ 卷积)ꎬ最后采

用打乱操作重分配信息ꎬ从而促进了模型对更多

正确特征的学习ꎬ使特征信息得到充分利用ꎮ 通

过使用 ＧＳ 卷积ꎬ可以在速度和精度之间取得良

好的平衡ꎬ减少网络的计算量(ＦＬＯＰｓ)和参数量ꎬ
而不牺牲性能ꎮ

图 ８　 ＧＳ 卷积结构

Ｆｉｇ. ８　 ＧＳ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｓｔｒｕｃｔｕｒｅ

　 　 假设 ＧＳ 卷积的输入为 ＸＧＳ∈ＲＣ ×Ｗ × Ｈꎬ输出

为 ＹＧＳ∈ＲＣ ×Ｗ × ＨꎬＣ 是特征图的通道数ꎬＷ 和 Ｈ 分

别代表特征图的宽和高ꎬ普通卷积层为 Ｃｏｎｖꎬ逐
通道卷积层为 ＤＷＣꎬ拼接操作层为 Ｃｏｎｃａｔꎬ打乱操

作表示为 ＳＨＦꎬ则 ＧＳ 卷积的输出 ＹＧＳ可以表示为

ＹＧＳ ＝ ＳＨＦ(Ｃｏｎｃａｔ(Ｃｏｎｖ(ＸＧＳ)ꎬＤＷＣ(ＹＣ))) (１３)
式中:ＹＣ 是普通卷积的输出ꎬＣｏｎｖ 和 ＤＷＣ 的卷

积核参数分别为 Ｃ × Ｃ′ × １ × １ 和 Ｃ × Ｃ′ × ５ × １ꎬ
此处 Ｃ′ ＝ Ｃ / ２ꎮ

本文将颈部网络部分中 ＦＰＮ 结构的 １ × １ 卷

积替换成了 ＧＳ 卷积ꎬ以努力平衡模型在实际应

用中部署时的准确性和速度ꎬ而且 ＧＳ 卷积的部

署仅限于颈部网络部分ꎬ因为在卷积神经网络中ꎬ
空间信息是逐渐传输到通道上的ꎬ由于特征图的

空间压缩和通道扩展ꎬ传输过程中可能会导致语

义信息的丢失ꎬ而 ＧＳ 卷积可以保留存在通道之

间的隐藏连接从而保留部分语义信息ꎬ但是全阶

段部署可能会造成数据流阻碍以及推理时间的增

加ꎬ为了缓解此问题本文采用了部分部署的策略ꎮ

２　 实验结果和分析

２. １　 数据集

ＦＬＩＲ 数据集是近年发布ꎬ用于自动驾驶领域

神经网络训练ꎬ包含可见光图像和标注过的红外

图像的目标检测数据集(拍摄于白天和黑夜情况

下)ꎬ共计 １４ ０００ 张ꎮ 本研究为实现多模态自动

驾驶场景ꎬ充分验证所提出算法的提升效果ꎬ使用

对齐的 ＦＬＩＲ 数据集[１２] ( ｈｔｔｐｓ: / / ｐａｐｅｒｓｗｉｔｈｃｏｄｅ.
ｃｏｍ / ｄａｔａｓｅｔ / ｆｌｉｒ￣ａｌｉｇｎｅｄ)ꎬ选取 ４ ４８９ 可见光 － 红

外图像对ꎬ保证了白天和黑夜道路情况的均匀分

布ꎮ 所有图像对采用基于非下采样剪切波变换

(ＮＳＳＴ)图像融合算法[１３]进行融合ꎬ得到 ＦＬＩＲ 数

据集融合图像作为实验的数据集ꎬ３ ４７６ 张作为训

练集ꎬ１ ０１３ 张作为验证集和测试集ꎮ 其中只使用

三种常用的标注类别:汽车ꎬ自行车和人ꎬ融合图

像标注信息与可见光图像和红外图像一致ꎬ数据

集中每张图像的大小均为 ６４０ × ５１２ 像素ꎮ
２. ２　 评价指标

本文对提出的 ＡＭ￣ＹＯＬＯｖ５ 算法与其他目标

检测代表算法进行性能对比实验和消融研究ꎬ采
用的评价指标包括:平均精度均值(ｍＡＰ)、计算

量(ＦＬＯＰｓ)、参数量和推理时间ꎮ ｍＡＰ 是所包含

种类的 ＡＰ 平均值ꎬ数值越大代表模型准确度越

高ꎬＦＬＯＰｓ 代表模型的复杂程度ꎬ推理时间代表模

型在推理单张图片时所用的时间ꎬ数值越小代表
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推理速度越快ꎮ
２. ３　 实验细节

在 Ｍａｔｌａｂ 软件环境下调用 ＮＳＳＴ 算法得到

ＦＬＩＲ 数据集融合图像ꎮ
在自动驾驶场景融合图像目标检测实验中ꎬ网

络的输入为 ６４０ ×６４０ ×３ꎬ本文将 ＦＬＩＲ 数据集融合

图像输入到训练网络进行端对端的权重模型训练ꎬ
训练完成后对相应图像进行检测ꎮ 所有训练建立

在预训练过的 ＹＯＬＯｖ５ｓ 权重基础之上ꎬ初始学习

率设置为 ０. ０１ꎬ设置动量为 ０. ９３７ꎬ训练批次大小为

８ꎬ设置权重衰减为 ０. ０００ ５ꎬ训练的迭代次数为 １００
次ꎬ其余参数设置遵循 ＹＯＬＯｖ５ 默认的设置ꎮ

本研究在 Ｉｎｔｅｌ ｉ７￣１１８００ ＣＰＵ、３２ ＧＢ 运行内

存、ＮＶＩＤＩＡ ＲＴＸ３０７０ ＧＰＵ 的硬件环境以及 Ｗｉｎ￣
ｄｏｗｓ １１、ｍａｔｌａｂ Ｒ２０２０ｂ、Ｏｐｅｎｃｖ３. ４. １０ 图像处理

视觉库和 Ｐｙｔｏｒｃｈ １. １０. １ 软件环境下完成ꎮ
２. ４　 与其他检测器性能对比

在 ＦＬＩＲ 数据集融合图像上进行不同检测算

法训练ꎬ结果对比如表 １ 所示ꎮ 本文算法 ｍＡＰ０. ５

达到 了 ６９. ３５％ ꎬ 比 原 ＹＯＬＯｖ５ｓ 提 升 了 约

１. ６６％ ꎬ同时超越了一些代表性算法ꎬ如 ＳＳＤ[１４]、
ＣｅｎｔｅｒＮｅｔ[１５]和 Ｆａｓｔｅｒ￣ＲＣＮＮ[１６]算法的 ｍＡＰ０. ５ꎬ涨
幅都在 １４％以上ꎮ 同时高于 ＹＯＬＯＸｓ 的 ｍＡＰ０. ５ꎬ
表明 ＹＯＬＯＸｓ 对于融合图像效果欠佳ꎮ

表 １　 本文算法与其他目标检测算法在

ＦＬＩＲ 数据集融合图像上的对比实验结果

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎｓ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ
ａｌｇｏｒｉｔｈｍ ｉｎ ｔｈｉｓ ｐａｐｅｒ ａｎｄ ｏｔｈｅｒ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ

ａｌｇｏｒｉｔｈｍｓ ｏｎ ｆｕｓｅｄ ｉｍａｇｅｓ ｏｆ ＦＬＩＲ ｄａｔａｓｅｔ

检测网络 ｍＡＰ０. ５ / ％ ＦＬＯＰｓ / １０９ ｓ － １ 参数量 / ＭＢ

ＳＳＤ ５１. ８６ ６２. ８ ２６. ２９

Ｆａｓｔｅｒ￣ＲＣＮＮ ５２. ８４ ９３９. ６ ２８. ４８

ＣｅｎｔｅｒＮｅｔ ５５. ４７ ６９. ９ ３２. ６７

ＹＯＬＯＸｓ ６６. ９９ ２１. ７ ８. ０５

ＹＯＬＯｖ５ｓ ６７. ６９ １５. ８ ７. ０２

ＡＭ￣ＹＯＬＯｖ５ ６９. ３５ ２１. ２ １３. ４１

　 　 图 ９ 展示了 ＹＯＬＯｖ５ｓ 和 ＡＭ￣ＹＯＬＯｖ５ 在

ＦＬＩＲ 数据集融合图像上的可视化检测结果对比ꎬ
其中(ａ)列图像中的黄色框代表 ＹＯＬＯｖ５ｓ 未检

测出来的对象ꎬ绿色框代表 ＹＯＬＯｖ５ｓ 错检出的对

象ꎮ ＡＭ￣ＹＯＬＯｖ５ 可以检测出 ＹＯＬＯｖ５ｓ 在远距

离以及光线不强的情况下没有检测出的行人、自
行车和汽车等目标ꎬ同时算法可以检测到被遮挡

的物体ꎬ提高了检测精度ꎬ有效减少错检ꎮ

图 ９　 ＹＯＬＯｖ５ｓ 和 ＡＭ￣ＹＯＬＯｖ５ 在 ＦＬＩＲ
数据集融合图像上的检测结果对比

Ｆｉｇ. ９　 Ｃｏｍｐａｒｉｓｏｎｓ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＹＯＬＯｖ５ｓ
ａｎｄ ＡＭ￣ＹＯＬＯｖ５ ｏｎ ｆｕｓｅｄ ｉｍａｇｅｓ ｏｆ ＦＬＩＲ ｄａｔａｓｅｔ

２. ５　 消融研究

　 　 为进一步体现本文算法对于多模态自动驾驶

场景图像检测性能的提升ꎬ依然采用 ＦＬＩＲ 数据集

融合图像ꎬ以 ＹＯＬＯｖ５ｓ 为基础ꎬ添加、替换不同组

件ꎬ对比结果如表 ２ 所示ꎮ
１)添加改进的 Ｒｅｐｖｇｇ 模块的影响ꎮ 网络在

ＦＬＩＲ 数 据 集 上 ｍＡＰ０. ５ 由 ６７. ６９％ 提 升 到 了

６８. ５０％ ꎮ 多分支结构会使整体参数量稍微增大ꎬ
是由于在推理过程中融合了分支ꎬ检测时的推理

时间没有增加反而有所下降ꎬ为增加精确度而采

用 Ｒｅｐｌｉｔｅ 模块是值得的ꎮ
２)添加多注意力 Ｃ３ 模块的影响ꎮ 单独添加

Ｃ３ＴＲ 模块ꎬｍＡＰ０. ５ 比原 ＹＯＬＯｖ５ｓ 提高 ０. ８８％ ꎬ
参数量和 ＦＬＯＰｓ 增加很少ꎬ在 Ｂ 组配置的基础上

叠加此模块后精度提升了 ０. ４１％ ꎮ 因配置此模块

的位置恰当ꎬ不会占用过多内存ꎬ参数量没有发生

明显变化ꎬＦＬＯＰｓ 数减少了 ０. ２ × １０９ｓ － １ꎬ推理时

间与未添加此模块时极度接近ꎬ检测效率有效提

高ꎬ证明添加 Ｃ３ＴＲ 模块有效ꎮ
３)添加改进的空间金字塔模块的影响ꎮ 单独

添加 ＳｉｍＳＰＰＦＣＳＰＣ 模块ꎬｍＡＰ０. ５比原始模型提高

０. ６１％ ꎬ网络在 Ｆ 组配置上叠加此模块之后模型

的 ｍＡＰ０. ５提高至了 ６９. ２７％ ꎮ 因为结合了两个分

支ꎬ参数量和ＦＬＯＰｓ数量有了比较明显的上涨ꎮ

３２第 ３ 期 　 　 　 李东宇等:基于驾驶场景的高效多模态融合检测方法



表 ２　 在 ＦＬＩＲ 数据集融合图像上消融研究实验结果对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎｓ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｓｔｕｄｉｅｓ ｏｎ ｆｕｓｅｄ ｉｍａｇｅｓ ｏｆ ＦＬＩＲ ｄａｔａｓｅｔ

方法 ｍＡＰ０. ５ / ％ ｍＡＰ０. ５:０. ９５ / ％ ＦＬＯＰｓ / １０９ ｓ － １ 参数量 / ＭＢ 推理时间 / ｍｓ

Ａ ＹＯＬＯｖ５ｓ ６７. ６９ ３２. ３１ １５. ８ ７. ０２ ９. ３

Ｂ Ａ ＋ Ｒｅｐｌｉｔｅ ６８. ５０ ３３. ０２ １６. ３ ７. ０６ ７. ９

Ｃ Ａ ＋ Ｃ３ＴＲ ６８. ５７ ３３. １８ １６. １ ７. ０６ ８. ８

Ｄ Ａ ＋ ＳｉｍＳＰＰＦＣＳＰＣ ６８. ３０ ３２. ４９ ２１. ５ １３. ４８ ９. ３

Ｅ Ａ ＋ ＧＳＣｏｎｖ ６７. ９７ ３３. １５ １６. ２ ６. ９８ ８. ３

Ｆ Ｂ ＋ Ｃ３ＴＲ ６８. ９１ ３３. １５ １６. １ ７. ０６ ８. ７

Ｇ Ｆ ＋ ＳｉｍＳＰＰＦＣＳＰＣ ６９. ２７ ３２. ７４ ２１. ３ １３. ４９ ９. ５

Ｈ Ｇ ＋ ＧＳＣｏｎｖ ６９. ３５ ３２. ７７ ２１. ２ １３. ４１ ９. １

此种结构对于按序处理结构已经降低了计算量且

提升了模型精度ꎬ推理时间没有大幅提升ꎬ此模块

的增益程度更大ꎮ
４)添加 ＧＳ 卷积的影响ꎮ 单独添加 ＧＳ 卷积ꎬ

网络在没有牺牲精度的情况下参数量有所下降ꎬ
得益于 ＧＳ 卷积轻量化的结构以及接近标准卷积

效果的特点ꎮ 在 Ｇ 组配置基础上叠加此模块后ꎬ
模型的 ＦＬＯＰｓ 数量降低了 ０. １ × １０９ ｓ － １ꎬ参数量

也降低了 ０. ０８ ＭＢꎬ在 ＦＬＩＲ 数据集上推理时间有

少许降低ꎮ 因为局部使用 ＧＳ 卷积ꎬ特征被充分

利用ꎬ语义信息没有过多丢失ꎬ模型准确度有了小

幅提升ꎮ
上述实验数据表明ꎬ本文网络所引入的模块

对于检测性能的提升达到了预期效果ꎮ
２. ６　 ＡＭ￣ＹＯＬＯｖ５ 检测结果分析

本文将 ＦＬＩＲ 数据集可见光灰度图像和融合

图像的训练集分别放入 ＡＭ￣ＹＯＬＯｖ５ 网络内进行

训练ꎬ保存训练好的权重参数ꎬ并对测试集图像进

行检测ꎬ部分结果如图 １０ 所示ꎮ
　 　 本文列出了具有代表性的四组实验结果ꎬ由
第一组结果可以看出ꎬ融合图像因为具有红外图

像的优点ꎬ所有行人在图像中被显著高亮且均被

检测ꎬ行人被成功识别ꎮ 此外ꎬ融合图像可以克服

灯光反射造成的过度曝光现象并且削弱闪光影

响ꎬ如第二组结果中对向车辆灯光通过地面反射

到行人所在区域ꎬ融合图像中行人被成功识别ꎬ可
见光图像则相反ꎮ 第三组图像是由暗光隧道穿越

到日光环境中ꎬ在可见光图像上隧道内的车辆可

以被识别ꎬ但是远处道路几乎没有车辆的迹象ꎬ而
融合图像中远处强光的目标和环境细节也可见ꎮ
最后一组在正常日光条件下ꎬ所有图像均可以表

现出良好的检测性能ꎬ但是融合图像上被检测的

目标置信度更高ꎮ

图 １０　 在 ＦＬＩＲ 数据集可见光图像和融合图像

上目标检测对比结果

Ｆｉｇ. １０　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ ｐｅｒｆｏｒｍｅｄ
ｏｎ ｖｉｓｉｂｌｅ ｉｍａｇｅｓ ａｎｄ ｆｕｓｅｄ ｉｍａｇｅｓ ｏｆ ＦＬＩＲ ｄａｔａｓｅｔ

　 　 通过结合可见光和红外图像的优势ꎬ融合图

像对目标检测的优势得到了明确的体现ꎬ同时本

文提出的算法表现出了良好的检测性能ꎮ

３　 结论

本文提出了一种应用于多模态自动驾驶场景
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的高 性 能 目 标 检 测 算 法 ＡＭ￣ＹＯＬＯｖ５ꎮ ＡＭ￣
ＹＯＬＯｖ５ 的主干网络采用了 Ｒｅｐｌｉｔｅ 模块ꎬ实现了

多分支训练结构和单路推理结构的转换ꎬ在提高

精度的同时没有影响速度ꎻＣ３ＴＲ 模块和 ＳｉｍＳＰ￣
ＰＦＣＳＰＣ 模块的加入提升了网络的计算效率ꎬ进
一步提高了精度ꎻ颈部网络引用的全新卷积较好

地平衡了网络的精度和速度ꎮ ＡＭ￣ＹＯＬＯｖ５ 在

ＦＬＩＲ 数据集融合图像上的检测性能相比于原始

的 ＹＯＬＯｖ５ｓꎬｍＡＰ０. ５ 提升了１. ６６％ ꎬ整体参数量

有些许增加ꎬ但是没有牺牲推理速度ꎬ基本符合预

期结果ꎮ
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