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基于可解释性机器学习构建脑卒中患者卒中相关性
肺炎风险预测模型 *

李春标 1 王 婷 2△ 袁 娟 1 袁琳丽 1 刘 艺 1 李大进 1 尤 敏 2

【提　要】　目的　基于可解释性机器学习方法构建卒中相关性肺炎（stroke-associated pneumonia， SAP）风险预测模
型，为临床预防SAP提供参考。方法　回顾性收集 2023年 12月 1日至 2024年 8月 31日就诊于安徽中医药大学第二附属
医院的 763例脑卒中患者的资料，将其按照 6∶4的比例随机分为模型训练集（n=457）和模型验证集（n=306）。首先对纳入
的数据进行整理，随后使用 LASSO回归筛选纳入的变量。使用决策树（decision tree， DT）、逻辑回归（logistic regression， 
LR）、极限梯度提升算法（extreme gradient boosting， XGBoost）、支持向量机（support vector machine， SVM）、轻量级梯度提
升机算法（light gradient boosting machine， lightGBM）5种机器学习方法构建模型，通过网格搜索 5折交叉验证进行超参数
优化，优化模型的性能指标。模型的预测性能通过AUC、校准曲线和决策曲线分析（decision curve analysis，DCA）等指标
进行评估，最后使用Shapley加性解释（Shapley additive explanation，SHAP）来解释最优模型的预测结果。结果　本研究中
SAP的发生率为 31.72%（242/763），通过LASSO回归筛选出 6个变量，包括使用鼻胃管治疗、年龄、日常生活活动能力量表
（activity of daily living scale，ADL）评分、白蛋白、超敏C反应蛋白和血红蛋白。在验证集中表现最佳的模型为XGBoost模
型，AUC为 0.926，精确度为 0.914，F1分数为 0.889，其校准曲线和DCA均展示出良好的性能，SHAP算法显示重要性排序
排名第一的为ADL评分。结论　使用XGBoost构建的模型具有良好的预测性能和临床适用性，有望为临床决策提供支
持，改善患者的预后。
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Construct a Risk Prediction Model for Stroke-associated Pneumonia in 
Stroke Patients based on Interpretable Machine Learning
Li Chunbiao，Wang Ting，Yuan Juan，et al （School of Nursing， Anhui University of Chinese Medicine， Hefei 230012）

【Abstract】　Objective　 The risk prediction model of stroke-associated pneumonia （SAP） was constructed based on 
interpretable machine learning method to provide reference for clinical prevention of SAP. Methods　 Data of 763 stroke 
patients admitted to the Second Affiliated Hospital of Anhui University of Chinese Medicine from December 1， 2023 to August 
31， 2024 were retrospectively collected and randomly divided into model training set （n=457） and model validation set （n=
306） according to a ratio of 6∶4.  Firstly， the included data were sorted out， and then the included variables were screened 
using LASSO regression.  Five machine learning methods， including decision tree （DT）， logistic regression （LR）， extreme 
gradient boosting （XGBoost）， support vector machine （SVM） and lightweight gradient boosting machine （lightGBM）， were 
used to construct the model.  Hyperparameter optimization was carried out through grid search and 5-fold cross-validation to 
optimize the performance index of the model.  The predictive performance of the model was evaluated by AUC， calibration 
curve and decision curve analysis （DCA）， and finally Shapley additive explanation （SHAP） was used to explain the prediction 
results of the optimal model. Results　 In this study， the incidence of SAP was 31. 72% （242/763）.  Six variables were 
screened by LASSO regression， including nasogastric tube therapy， age， activity of daily living scale （ADL） score， albumin， 
hypersensitive C-reactive protein， and haemoglobin.  The model with the best performance in the verification set is XGBoost 
model， with AUC of 0. 926， accuracy of 0. 914 and F1 score of 0. 889.  Its calibration curve and DCA both show good 
performance.  The SHAP algorithm shows that the model with the highest ranking in importance ranking is the ADL score.
Conclusion　The model built using XGBoost has good predictive performance and clinical applicability， which is expected to 
support clinical decision making and improve patient outcomes.
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脑卒中是一种严重的神经系统疾病，对患者的生

活质量和生存率产生重大影响。根据全球疾病负担

调查数据显示，2019年脑卒中导致了约 655万例死亡

案例，位列所有死亡原因中的第二位，仅次于心血管

疾病［1］。卒中后，患者常常面临多种并发症，其中卒中

相关性肺炎（stroke-associated pneumonia， SAP）是最

常见的并发症之一［2］。据调查显示，SAP 的发生率为

7%~38%［3-6］，SAP 不仅延长了患者的住院时间、增加

其经济负担，甚至可严重影响患者的病死率［4-5］。目前

临床针对 SAP的治疗方案主要为抗感染治疗［7］，但有

研究表明，预防性应用抗生素并不能有效降低SAP的

发生风险［8］。因此，临床工作者需要及时识别 SAP的

高危人群并给予相应预防措施，这对于改善脑卒中患

者的预后具有重要意义。
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风险预测模型的建立可以帮助临床工作者识别

疾病的高风险人群，从而采取早期干预措施，降低疾

病的发生率［9］。近年来，国内外学者已建立了多个预

测 SAP 发生风险的模型，并以评分系统、打分卡等形

式展示模型，如 Kwon评分［10］、A2DS2评分［11］、急性缺

血性卒中相关肺炎评分［12］等，为SAP的防治工作提供

了较为可靠的评估工具。然而，即便是经过良好验证

的模型，由于疾病危险因素、治疗措施及治疗背景等

随时间变化，仍有可能导致其性能的下降，因此，模型

需不断动态更新［13］。此外，使用可解释性机器学习构

建 SAP 风险预测模型的研究较为少见，基于此，本研

究考虑将新的预测因素与已知的预测因素相结合，使

用机器学习方法构建模型，并采用 SHAP 算法对模型

进行解释，以期提高 SAP 风险预测的准确性和可解

释性。

资料与方法

1. 研究设计和研究对象

本研究为单中心、回顾性研究。回顾性收集 2023
年 12 月 1 日至 2024 年 8 月 31 日就诊于安徽中医药大

学第二附属医院的 763例脑卒中患者临床资料。纳入

标准：①符合脑卒中诊断的患者；②年龄≥18 岁；③脑

卒中后 7天内未进行机械通气。排除标准：①入院后

24h 内出院、转院或死亡；②入院前并发肺部感染；③
收集数据的缺失比例超过30%。

2. 候选预测因子的确定

通过文献回顾和专家咨询确立本次研究的候选

预测因子，共计 27个，包括：①患者一般资料及临床治

疗资料：性别、年龄、吸烟、饮酒、入院日常生活活动能

力量表（activity of daily living scale，ADL）［14］评分、脑

卒中类型、脑卒中部位、吞咽障碍（使用洼田饮水试

验［15］评估，1级表示吞咽功能正常，2~5级表示存在吞

咽障碍）、意识障碍（使用格拉斯哥昏迷评分［16］评估，

低于 13分为存在意识障碍）、高血压、糖尿病、脑卒中

史、肺部基础疾病史、留置鼻胃管治疗、抑酸药、留置

尿管；②实验室检查指标（于患者入院后 24h内收集）：

白蛋白（albumin，Alb）、甘油三酯（triglyceride，TG）、超

敏 C 反应蛋白（hypersensitive C-reactive protein，hs-
CRP）、白细胞（white blood cell，WBC）、中性粒细胞与

淋巴细胞比值（neutrophil-to-lymphocyte ratio，NLR）、

单核细胞与淋巴细胞比值（monocyte-to-lymphocyte 
ratio，MLR）、血红蛋白（haemoglobin，Hb）、血小板

（platelet，PLT）、D-二聚体（D-Dimer）、高密度脂蛋白

（high density lipoprotein，HDL）和低密度脂蛋白（low 
density lipoprotein，LDL）。

3. 结局变量的定义和诊断

参照英国多学科专家组成的 SAP 共识小组发表

的共识［2］，将结局指标SAP定义为“非机械通气的卒中

患者在发病 7d内新出现的肺炎”；参照改良美国疾病

控制预防中心［17］标准作为SAP的诊断标准。

4. 样本量估算

本研究采用Riley等［18］于 2020年推出的一种专用

于开发风险预测模型的样本量估算方法，该方法考虑

到多分类、交互作用、非线性关系等方面的影响，最大

限度地降低模型过拟合的可能性，同时对关键参数进

行精确估计，以确定构建预测模型所需的合适样本

量。具体运算可通过R软件中的 pmsampsize包实现。

结合文献资料可知，现有预测模型的 C统计量平均为

0. 827［19］，SAP发生率约为 7%~38%［3-6］，本研究预计纳

入 27 个预测因子，通过计算得出所需样本量为 701~
1272例，预测结局事件发生数为179~253例。

5. 数据的收集和预处理

通过查阅电子病历中的入院记录、出院记录、护

理记录、实验室检查等结果以确定数据来源，主要采

集患者入院第一次的数据。若某变量缺失值的数量

少于10%，采用随机森林法对数据进行插补，以保持数

据的完整性和预测模型的准确性。为防止信息损失，

所有的连续性变量均采用原值输入。数据处理完毕

后，将数据按照 6：4的比例划分为训练集和验证集，训

练集数据用来训练模型参数，验证集数据用来评估模

型的预测性能。采用斯皮尔曼等级相关检验以评估

变量之间的相关性，并以热图展示结果。热图的颜色

深浅表示相关性强弱，蓝色代表变量间为正相关，橙

色代表变量间为负相关，“*”表示相关性检验的P值<
0. 05，“**”表示P值<0. 01，“***”表示P值<0. 001。

6. 模型的构建和评价

以脑卒中患者是否发生 SAP为因变量，备选预测

因子为自变量，进行LASSO回归筛选变量，并进行 10
折交叉验证，以距离最小均方误差一个标准误差所对

应的 λ（lambda 1se）最优。随后基于 tidymodels框架构

建模型，本研究选取了以下 5种机器学习算法构建模

型：决策树（decision tree， DT）、逻辑回归（logistic 
regreesion， LR）、极限梯度提升算法（extreme gradient 
boosting， XGBoost）、支 持 向 量 机（support vector 
machine， SVM）和轻量级梯度提升机算法（light gradi⁃
ent boosting machine， lightGBM）。在训练集上进行了

5 折交叉验证作为重采样方法，并通过网格搜索对超

参数进行了优化。在验证集上采用 AUC 来评估模型

的区分度，ROC 曲线的凸起程度越高，越偏向于左上

角，提示该模型的预测性能越好；AUC 取值介于 0. 5
与 1之间，越接近 1，说明模型的区分度越高。绘制校

准曲线以评估模型的拟合度，校准曲线越接近对角

线，提示模型的预测概率与实际发生的概率越匹配。

采用决策曲线分析（decision curve analysis，DCA）评估
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模型的临床实用性，曲线越偏向右上角，提示模型的

净获益值越大；多条曲线在同一阈值概率下，曲线越

高表示模型的净获益值越大，模型的临床实用性越

高。最后计算模型的准确度、灵敏度、特异度、F1 分

数、精确度、召回率等指标以综合评估模型的性能。

7. 模型的可解释性

Shapley 加性解释（Shapley additive explanation，
SHAP）是一种流行的模型解释方法，它基于博弈论中

的Shapley值，用于解释任何模型的预测。SHAP的核

心思想是将每个特征对预测的贡献分解开来，使得模

型预测可以表示为特征贡献的加权和，从而提高模型

的透明度和信任度，支持更合理的决策制定。本研究

对最优模型使用 SHAP 算法，以获得特征变量的重要

性排序，并以瀑布图、条形图、蜂群图的形式直观展示

特征变量对预测模型的贡献度。

8. 统计学方法

数据的统计分析基于R 4. 3. 0软件实现。服从正

态分布的计量资料以均数±标准差（x̄ ± s）表示，组间

比较采用独立样本 t 检验，不服从正态分布的计量资

料以中位数和四分位间距［M（P25，P75）］表示，组间比

较采用Mann Whitney U检验；计数资料以例数和构成

比［n（%）］表示，无序分类资料组间比较采用 χ 2检验或

Fisher’s精确概率法。所有统计学检验均采用双侧检

验，以P<0. 05为差异有统计学意义。

结 果

1. 数据缺失情况

本研究共有 7 个变量存在缺失值，缺失的变量数

目及占总样本量的比例分别为：Alb（22/2. 88%）、TG
（26/3. 41%）、LDL（33/4. 33%）、HDL（33/4. 33%）、脑卒

中部位（37/4. 85%）、hs-CRP（53/6. 95%）、D-Dimer
（65/8. 52%），缺失值均通过随机森林法进行插补。

2. 患者特征

根据患者是否发生 SAP，将 763 例患者分为 SAP
组（n=242）和非 SAP 组（n=521）。纳入的 763 例患者

中，男性患者为 504 例（66. 06%），女性患者为 259 例

（33. 94%），年龄平均为 67. 35±13. 00 岁，SAP 的发生

率为 31. 72%。患者一般资料及临床治疗资料结果显

示，两组的年龄、ADL评分、脑卒中类型、吞咽困难、意

识障碍、糖尿病、肺部基础疾病史、留置鼻胃管情况、

使用尿管情况比较差异具有统计学意义（P<0. 05），见

表 1；两组实验室检查结果显示，两组的Alb、hs-CRP、
WBC、NLR、MLR、Hb、D-Dimer、HDL 比较差异具有

统计学意义（P<0. 05），见表2。
3. 变量相关性分析及变量筛选

绘制变量间的相关性热图，结果显示，两两变量

间的相关系数多在 0~0. 6之间，提示变量间的共线性

处于中度水平。年龄与 Alb 呈显著负相关，WBC 与

NLR、NLR 与 MLR 呈显著正相关，相关系数在 0. 6 以

上，其余变量间的相关系数均小于 0. 6（图 1）。使用

LASSO回归对纳入的变量进行筛选，结果显示，当 log
（λ）= lambda 1se时，模型变量减少到 6个，通过交叉验

证确定最佳的 λ值为 0. 39。最终纳入的变量为鼻胃管

治疗、年龄、ADL 评分、Alb、hs-CRP、Hb（图 2A 和

图2B）。

4. 模型的构建和评价

基于上述筛选的 6个变量构建模型。首先在训练

集中进行交叉验证和超参数调优训练模型，随后在验

证集中对模型的性能进行验证和评价。模型在验证

集的 ROC 曲线显示，各模型的 AUC 均大于 0. 8，提示

模型均具有良好的区分度，其中XGBoost模型的AUC
值（0. 926）最高，DT模型的AUC值（0. 834）最低，见图

3。校准曲线显示，除DT、SVM模型外，其余模型的平

均预测概率和实际发生概率基本保持一致，见图 4。
DCA 显示，相较于其他模型而言，在同一阈值概率范

围内，XGBoost 模型的净获益值最大，见图 5。使用

Delong 检验对 5 种机器学习模型在验证集的 AUC 值

进行比较，结果显示，LR、XGBoost、SVM 和 lightGBM
模型的区分度优于 DT 模型（P<0. 05），见表 3；各模型

性能指标比较结果显示，XGBoost模型的准确率、精确

度、F1分数等优于其余模型，见表 4。综合以上结果，

XGBoost模型的预测性能和临床实用性更优。

5. 基于SHAP对XGBoost模型进行解释

基于 SHAP 绘制特征（即变量）的重要性排序图，

结果显示，ADL 评分的平均 SHAP 值最高，对 SAP 预

测贡献度最大，见图 6。绘制蜂群图以分析特征对模

型预测产生的正负影响。图中X轴代表SHAP值，Y轴

代表不同的特征，蜂群图由大量的点组成，每个点代

表一个样本，图中颜色不同反映了特征值的高低，橙

色表示特征高值，紫红色表示特征低值。以ADL评分

为例，该特征显示了大量的正向和负向影响，表明其

贡献度较大，且低 ADL 水平对结局预测是负向影响，

高 ADL水平对结局预测是正向影响，见图 7。通过瀑

布图展示某个样本中不同特征对 SAP 发生风险预测

结果的影响。E［f（x）］代表SHAP基准值，即整个验证

集的平均预测值，f（x）代表该样本最终的 SHAP值，图

中的橙色箭头代表该特征对预测有正向影响，紫红色

箭头则相反，图中的值表示每个特征对模型输出结果

的贡献程度。以数据中第一个样本为例，见图8。
讨 论

本研究基于鼻胃管治疗、年龄、ADL、Alb、hs-
CRP、Hb 6个变量，使用 5种机器学习方法构建了脑卒

中患者发生 SAP的风险预测模型，其中XGBoost模型
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验证集中的预测性能和临床实用性更优，并且均优于

先前研究的模型［10-12］。同时，为了提高模型的可解释

性，研究使用了 SHAP 算法对 XGBoost 模型进行了深

入解释，并揭示了各个变量对最终预测结果的贡献程

度。这使得临床工作者能够更清晰地理解模型的预

测逻辑，洞察患者的具体风险状况。

SHAP 算法结果显示，ADL 评分对预测 SAP 的贡

献度最大。研究发现，与非 SAP 患者相比，SAP 患者

往往具有更长的住院时间和更低的 ADL 评分［20］。
ADL 评分低通常意味着患者在自我护理方面的能力

受限，这可能导致他们花费更多时间卧床，而卧床可

能会增加肺部感染的风险［21］。另外，ADL评分低可能

与较差的营养状况有关，这会削弱免疫系统的功能，

使患者更易受到感染。早期的康复锻炼有助于提高

表1　SAP组和非SAP组患者一般资料及临床治疗资料比较

变量

性别［n（%）］

男性

女性

年龄（岁，x±s）

ADL评分［分，M（P25，P75）］
脑卒中类型［n（%）］

缺血性脑卒中

出血性脑卒中

混合性脑卒中

脑卒中部位［n（%）］

大脑左侧

大脑右侧

多发性

吞咽困难［n（%）］

否

是

意识障碍［n（%）］

否

是

高血压［n（%）］

否

是

糖尿病［n（%）］

否

是

脑卒中史［n（%）］

否

是

吸烟［n（%）］

否

是

饮酒［n（%）］

否

是

肺部基础疾病史［n（%）］

否

是

使用鼻胃管治疗［n（%）］

否

是

使用尿管［n（%）］

否

是

使用抑酸剂治疗［n（%）］

否

是

全部患者（n=763）

504（66. 06）
259（33. 94）

67. 35±13. 00
55. 00（29. 00，79. 50）

595（77. 98）
124（16. 25）

44（5. 77）

223（29. 23）
184（24. 12）
356（46. 66）

525（68. 81）
238（31. 19）

708（92. 79）
55（7. 21）

141（18. 48）
622（81. 52）

460（60. 29）
303（39. 71）

413（54. 13）
350（45. 87）

703（92. 14）
60（7. 86）

708（92. 79）
55（7. 21）

733（96. 07）
30（3. 93）

602（78. 90）
161（21. 10）

664（87. 02）
99（12. 98）

561（73. 53）
202（26. 47）

SAP（n=242）

158（65. 29）
84（34. 71）

72. 08±11. 84
20. 00（10. 00，40. 00）

159（65. 70）
60（24. 79）
23（9. 50）

74（30. 58）
48（19. 83）

120（49. 59）

106（43. 80）
136（56. 20）

192（79. 34）
50（20. 66）

45（18. 60）
197（81. 40）

159（65. 70）
83（34. 30）

119（49. 17）
123（50. 83）

227（93. 80）
15（6. 20）

227（93. 80）
15（6. 20）

223（92. 15）
19（7. 85）

96（39. 67）
146（60. 33）

162（66. 94）
80（33. 06）

169（69. 83）
73（30. 17）

非SAP（n=521）

346（66. 41）
175（33. 59）

65. 15±12. 94
65. 00（50. 00，85. 00）

436（83. 69）
64（12. 28）
21（4. 03）

149（28. 60）
136（26. 10）
236（45. 30）

419（80. 42）
102（19. 58）

516（99. 04）
5（0. 96）

96（18. 43）
425（81. 57）

301（57. 77）
220（42. 23）

294（56. 43）
227（43. 57）

476（91. 36）
45（8. 64）

481（92. 32）
40（7. 68）

510（97. 89）
11（2. 11）

506（97. 12）
15（2. 88）

502（96. 35）
19（3. 65）

392（75. 24）
129（24. 76）

χ2/Z/t
0. 093

7. 301
-17. 199

5. 594

0. 475

103. 251

95. 891

0. 003

4. 339

3. 504

1. 357

0. 541

14. 413

327. 611

126. 589

2. 480

P

0. 761

<0. 001
<0. 001
<0. 001

0. 635

<0. 001

<0. 001

0. 955

0. 037

0. 061

0. 244

0. 462

<0. 001

<0. 001

<0. 001

0. 115
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脑卒中患者的自理能力，减少肺部感染的风险，临床

工作者应针对行动不便的脑卒中患者进行及时干预。

在本研究中，脑卒中患者留置鼻胃管是发生 SAP
的一个危险因素。这一结果与现有文献中的报道一

致［22］，Brogan 等［23］研究发现，鼻胃管比吞咽困难预测

SAP的价值更高。研究显示，在实施鼻胃管营养支持

过程中，胃腔体积显著扩张，可能导致胃部肌肉产生

痉挛和食物积聚。同时，接受鼻胃管的患者普遍面临

颅内压升高、呕吐和食物反流的风险，这些因素共同

增加SAP的发生概率［24］。然而，一项针对急性卒中患

者的研究发现，在患者发病 48小时内放置鼻胃管并不

会增加 SAP 的发生率、死亡率和不良功能结果［25］，这
与本研究结果相悖，因此有关鼻胃管留置时间与 SAP
之间的关系仍有待研究。

高龄脑卒中患者发生 SAP的可能性更高，与以往

的研究结果相似［11-12］。随着年龄的增长，老年人群体

的身体机能和免疫系统功能逐渐衰退，这导致他们的

呼吸系统防护功能有所降低。此外，相比于其他年龄

段的脑卒中患者，老年脑卒中患者在吞咽和咳嗽反射

方面的能力通常较弱，因此他们在脑卒中后更容易受

到肺部感染的侵袭［26］。
在实验室检查指标中，高 hs-CRP 水平是影响

SAP 发生的因素，与 Huang 等［27］的研究结果一致。

hs-CRP 是一种由肝脏合成的急性期反应蛋白，在敏

感性和早期鉴别性能方面表现更佳，即使在炎症初期

或炎症水平较低的情况下也能被有效检测［28］。研究

显示，脑梗死病人血清 hs-CRP 水平变化与继发肺部

感染密切相关，hs-CRP水平越高，提示机体炎症反应

越严重［29］。另一有效预测 SAP 的指标是 Hb，Hb 水平

的下降通常意味着患者有贫血的风险，而贫血可显著

图2　LASSO回归筛选变量过程

*：P<0. 05， **：P<0. 01， ***：P<0. 001

图1　变量间的相关性

表2　SAP组和非SAP组患者实验室检查指标比较［M（P25，P75）］
实验室检查指标

Alb（g/L）*

TG（mmol/L）
hs-CRP（mg/L）
WBC（109/L）
NLR
MLR
Hb（g/L）*

PLT（109/L）
D-Dimer（mg/L）
HDL（mmol/L）
LDL（mmol/L）

全部患者（n=763）
38. 69±4. 05

1. 28（0. 95，1. 69）
2. 86（1. 04，10. 07）
6. 38（5. 16，7. 78）
2. 38（1. 69，3. 38）
0. 32（0. 24，0. 45）

124. 74±17. 70
208. 00（171. 50，255. 00）

0. 57（0. 28，1. 39）
0. 93（0. 78，1. 11）
2. 14（1. 72，2. 71）

SAP（n=242）
36. 39±4. 24

1. 27（0. 90，1. 64）
9. 45（3. 38，19. 40）
6. 75（5. 28，9. 39）
2. 87（1. 95，4. 71）
0. 42（0. 27，0. 59）

116. 09±18. 88
214. 50（171. 50，278. 75）

1. 14（0. 67，2. 33）
0. 89（0. 75，1. 07）
2. 22（1. 75，2. 81）

非SAP（n=521）
39. 76±3. 47

1. 28（0. 97，1. 73）
1. 72（0. 83，4. 08）
6. 24（5. 10，7. 38）
2. 20（1. 60，2. 98）
0. 30（0. 23，0. 40）

128. 76±15. 59
204. 00（172. 00，247. 00）

0. 38（0. 23，0. 82）
0. 94（0. 79，1. 13）
2. 12（1. 71，2. 63）

Z/t
-10. 806

-1. 630
12. 436

4. 232
6. 593
7. 061

-9. 102
1. 719

11. 922
-2. 722

1. 603

P

<0. 001
0. 103

<0. 001
<0. 001
<0. 001
<0. 001
<0. 001

0. 086
<0. 001

0. 006
0. 109

*：数据用 x±s表示。

··493



Chinese Journal of Health Statistics，Aug.2026，Vol.43，No.4

增加患者的死亡率和发生肺炎的风险［30］，贫血有可能

导致免疫系统功能受损，从而降低患者对感染的抵抗

力，使得脑卒中患者更容易受到细菌或病毒的侵

袭［31］。已有研究证实，低 Alb水平的脑卒中患者更容

易在住院期间发生感染或者肺炎［27，32-33］，一种可能的

原因是，Alb 具有抗炎、抗氧化、抗凝以及调节微血管

通透性等作用，低 Alb 水平可能会导致全身性炎症反

应从而引发肺炎［33］。此外，低 Alb水平会引发患者发

生营养不良，而营养不良会降低患者的整体健康状况

和对感染的抵抗力，从而增加肺炎的风险［34］。
相比传统的回归方法，机器学习算法在处理高维

数据、特征选择、预测精度等方面具有显著优势。

XGBoost是目前较为流行的机器学习算法之一，具有

正则化、运算速度快、减少过拟合等优点［35］，在风险预

测等领域具有广泛的应用前景［36-38］。虽然在本研究中

XGBoost 表现出了良好的预测性能，但其 AUC 值和

LR、SVM和 lightGBM模型比较并无显著差异，这可能

与各模型经过超参数调优、模型的预测性能均得到了

提升有关，还可能与数据的随机抽样误差有关。未来

研究可扩大样本量或使用其他方法更全面地评估模

型的性能。此外，本研究运用 SHAP 算法解决了机器

学习无法揭示预测结局与特征之间关系的难题，通过

可视化特征的贡献度直观地展示预测过程，有助于临

床工作者识别关键风险因素。

本研究仍存在一些局限性。首先，本研究为回顾

性研究，数据的收集依赖于既往电子病历的信息，这

有可能导致部分数据缺失或忽略了一些可能对结局

事件影响较大的预测因子。其次，本模型尚未在其他

人群中进行外部验证，模型的泛化性能有待进一步考

察。最后，机器学习算法虽可较好地提高预测性能，

但其如何与临床实际相结合仍是一个值得思考的问

题。今后研究可进一步优化模型，包括优化实验设

计、挖掘更多的潜在预测因子以及探讨模型在临床上

的实际应用等。

综上所述，本研究构建的模型在预测 SAP风险方

面展现出良好的预测性能和临床适用性，其中

XGBoost 模型表现最优。在此基础上，本研究借助

图4　5种机器学习模型的校准曲线

图3　5种机器学习模型的ROC曲线
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SHAP 算法对模型进行了深入解释，揭示了影响 SAP
发生的关键因素，为临床决策提供了参考依据。
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