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机器学习驱动的二氧化碳气水交替驱
开发策略优化方法

苏斌，李俊超，朱晨，李纪新
（西安石油大学，陕西西安  710065）

摘　要：数值模拟方法在CO₂气水交替驱（CO₂-WAG）开发策略优化中虽然具有较高的预测精度，但在多参数组合优化和

全局优化中因计算量巨大使其效率受限，难以满足复杂油藏开发方案的高效优化需求。为了解决这一问题，提出了一种基

于随机森林模型的数值模拟替代方法，并结合全局优化框架显著提升了开发策略优化的计算效率与预测精度。通过改进

的K-Fold交叉验证方法优化模型超参数，构建了能精准捕捉输入参数与开发效果之间复杂非线性关系的替代模型。以随

机森林模型的测试集拟合优度（R²）和均方根误差（RMSE）为主要评价指标，验证了模型的预测可靠性，并通过与数值模拟

结果对比进一步论证了方法的可行性和精确性。优化中结合循环遍历法探索增油量与CO₂埋存率之间的权衡，提出了多目

标下的最优注采策略。优化结果表明，与传统开发方案相比，基于随机森林模型优化后的开发方案能够在显著提高累计产

油量的同时增加CO₂埋存量并延迟气窜时间。在某致密油藏的实际模型中，相比样本最优方案，优化方案使累计产油量提

升8.6%，CO₂埋存量增加14.5%，气窜时间延迟6年，显著改善了驱替效果和提高了开发效益。
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An Optimization Method for CO2 Water-Alternating-Gas （WAG） Development Strategy 
Driven by Machine Learning

SU Bin，LI Junchao，ZHU Chen，LI Jixin
（Xi'an Shiyou University，Xi'an 710065，Shaanxi，China）

Abstract：Although numerical simulation exhibits high predictive accuracy in optimizing development strategies for CO ₂ water-alter-

nating-gas （CO2-WAG） flooding，its limited efficiency cannot facilitate high-efficiency optimization of development plans for com-

plex reservoirs due to the enormous computational burden involved in multi-parameter combinational and global optimization. To ad-

dress this issue，a surrogate modeling approach based on the random forest algorithm is proposed and integrated with a global optimiza-

tion framework to greatly enhance computational efficiency and predictive accuracy. By employing an improved K-Fold cross-valida-

tion method for hyperparameter optimization，a surrogate model capable of accurately capturing the complex nonlinear relationships 

between input parameters and development outcomes is constructed. The reliability of the model is validated using the test set of 

goodness of fit（R²） and root mean square error （RMSE），and its feasibility and precision are further demonstrated through comparisons 

with numerical simulation results. During the optimization process，an iterative traversal method is employed to explore the trade-off 
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CO2驱油技术是一种针对非常规油藏的有效增产

手段［1］。该技术不仅能显著提高原油采收率，还兼具

捕集和封存温室气体的功能，是碳捕获、利用与封存-
提高采收率（CCUS-EOR）的重要发展方向［2-3］。在评

估CO₂驱油效果时，通常以原油增产量和CO₂埋存率

作为关键评价指标［4］。但在实际应用中，由于CO₂黏
度较低、流动性强，且油藏普遍存在非均质性，CO₂驱
油过程中极易发生黏性指进和气窜现象，造成流度比

失衡，严重影响开发效果［5］。气窜的发生可能导致注

入的CO₂绕过目标油层，快速穿透至生产井，不仅降低

波及体积和驱替效率，还会引发生产井气油比急剧上

升、产液量下降等问题，进而增加了开发难度和潜在

安全风险［6-8］。CO₂气水交替驱（CO₂-WAG）技术被认

为是延缓CO₂驱油过程中气窜问题的有效手段［9］。该

技术通过在同一注采系统中交替注入CO₂与水，利用

气-水两相流体协同作用形成复合驱替机制，从而改

善驱替效率、扩大波及体积并有效延缓气体突破时

间。与常规气驱相比，CO₂-WAG技术不仅能够显著

提高微观驱替效率，还能通过控制流体流动稳定性提

升宏观驱替效率［10］。然而，非常规油藏普遍存在低孔

隙度、低渗透率和复杂孔喉结构等地质特征，导致注

入的CO₂和水在地层中的运移规律复杂，驱替表现受

多种因素联合作用的影响，进而加剧了驱油效果的不

确定性［11］。目前，CO₂-WAG驱替过程中各个开发参

数之间的耦合影响机制尚未完全明确，各主控因素的

识 别 与 优 化 仍 面 临 较 大 挑 战 。 因 此 ，在 实 施 CO ₂
-WAG过程中优化开发参数和准确预测生产性能仍

然是研究的重点。

传统的油藏预测方法，如经验公式法、油藏工程

分析法及数值模拟法，已在实际应用中得到了广泛推

广［12］。尽管经验公式法和油藏工程法在特定地质条

件和操作环境下具有一定的有效性，但其适用范围通

常 较 为 有 限 ，难 以 适 应 复 杂 多 变 的 工 程 实 践 需

求［13-14］。数值模拟法能详尽揭示多相流体在多孔介

质 中 的 流 动 特 性 ，是 传 统 油 藏 开 发 预 测 的 重 要 基

础［15］。虽然数值模拟法在单一开发方案的效果预测

中具有较高精度，但其在处理多参数组合优化及全局

优化问题时，往往因计算量庞大而导致效率低下，难

以 满 足 复 杂 油 藏 开 发 的 实 际 需 求 。 特 别 是 在 CO₂

-WAG驱的多目标优化过程中，随着油藏强非均质性

特征及多参数条件的引入，数值模拟的计算负担呈指

数增长，单个模拟案例的运行时间可能长达数小时甚

至数天，这使得其在实时油藏管理及多参数优化中的

应用变得难以实现［16，17］。因此，开发一种高效且可靠

的替代方法，既能保持数值模拟的预测精度，又能显

著提升参数优化效率，已成为当前CO₂-WAG驱油藏

开发研究的关键方向和亟需解决的核心问题。

近年来，人工智能与数据科学的快速发展激发了

机器学习在石油工程领域中的广泛应用潜力［18］。机

器学习模型在处理复杂非线性系统、加速历史拟合进

程及克服传统数值方法在收敛性上的局限性方面展

现出显著优势［19-22］。借助高质量的数值模拟数据，机

器学习模型能够高效学习油藏系统的内在动态特征，

从而实现快速的生产预测与开发方案优化［23］。You
等［24］提出了一种基于机器学习的优化流程，将人工神

经网络（ANN）与粒子群优化算法（PSO）相结合，成功

提升了CO₂-WAG项目中的原油采收率及CO₂封存效

率。Vo Thanh等［25］对四种机器学习模型：广义回归神

经网络（GRNN）、自适应共轭神经网络-最小二乘法

（CFNN-LM）、自 适 应 共 轭 神 经 网 络 - 贝 叶 斯 回 归

（CFNN-BR）及极端梯度提升法（XGBoost）进行了评

估，用于预测CO₂泡沫驱油过程中的原油采收率因子

（ORF），研究结果显示实验成本和时间均显著降低。

此外，多项研究将机器学习方法与优化技术相结合，

在CO₂-WAG参数优化与生产预测方面取得了显著进

展［26-27］。尽管已取得诸多成果，机器学习方法在实际

应用中仍面临诸如对初始值敏感、超参数调优复杂、

高维数据处理困难及多目标优化能力有限等挑战。

作为一种非参数型集成机器学习方法，随机森林

算法具备对高维、非线性及含噪声数据的良好鲁棒

性，且预测精度较高，近年来已被广泛应用于油藏工

程复杂情况的预测与分析任务［28］。通过集成大量决

策树模型，随机森林算法能够有效识别输入变量与输

出 指 标 之 间 的 复 杂 非 线 性 关 系 ，特 别 适 用 于 CO ₂
-WAG等复杂驱替过程的建模与分析。但随机森林

模型的性能在很大程度上依赖于超参数的合理设定，

例如决策树的数量、节点分裂准则、树的最大深度

等［29］。K-Fold交叉验证方法是一种常用的模型评估

between incremental oil recovery and CO₂ storage efficiency，leading to the proposal of an optimal injection-production strategy meeting multi-

ple objectives. The optimization results reveal that compared with conventional development schemes，the random forest algorithm optimized 

strategy significantly increases cumulative oil production，enhances CO₂ storage efficiency，and delays gas breakthrough. For a real tight reser-

voir model，the optimized scheme delivers an increase of 8.6% in cumulative oil production，an improvement of 14.5% in CO₂ storage，and a 

six-year delay in gas breakthrough，demonstrating significant enhancements in displacement performance and development benefits.

Key words：CO₂-WAG；tight reservoir；random forest；main controlling factor；machine learning
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与超参数调优方法，在数据量有限或数据分布复杂的

情况下能够显著提升模型的泛化能力与预测精度。

在复杂的油藏数值模拟研究中，传统K-Fold方法可能

难以有效应对数据分布不均或特定子集对模型性能

的显著影响［30］。针对传统数值模拟方法在优化效率

方面的局限性，本文提出了一种基于随机森林模型的

数值模拟替代方法，并结合全局优化框架，显著提升

了CO₂-WAG驱开发策略优化的效率与精度。通过改

进的K-Fold交叉验证方法对随机森林模型的超参数

进行优化，构建了一个能够准确捕捉多输入参数与开

发效果之间复杂关系的代理模型。以累计产油量和

CO₂埋存率为优化目标，提出了多目标条件下的最优

注采策略。优化结果表明，所提出的方法不仅显著提

升了开发效果，还有效延长了气窜时间，增强了驱替

过程的稳定性。

1 数学模型

为准确描述致密油藏中的CO₂-WAG驱开发过

程，需结合实际油藏特征与驱替机理对复杂物理现象

进行合理简化与假设，以建立适用于致密油藏的CO₂
-WAG驱油数学模型。本文对模型构建给出如下基

本假设。

1）研究对象为致密砂岩油藏，其地质特性表现为

低渗透、孔隙结构复杂、具弱可压缩性。

2）油藏流体视为油、气、水三相多组分流动体系，

允许CO₂在气相与油相之间发生溶解，但忽略其他组

分在相界面上的质量交换。

3）流体在储层中的渗流遵循达西定律，考虑重力

和毛管压力的影响，忽略温度变化、化学反应及矿物

反应对渗流的影响。

4）注入气体为CO₂，生产井采用定井底流压生产，

假设井筒内流体瞬时达到稳定流动状态。

基于上述假设，本文采用多相多组分渗流理论建

立CO₂-WAG驱油数学模型。对任意组分j在多孔介质

中的质量守恒满足以下控制方程：

∂
∂t ( )ϕ∑

α

   Xα,j ραSα + ∇·∑
α

  Xα,j ραuα + Qj = 0 （1）
式中：ϕ为孔隙度，无量纲；Xα,j为组分j在相α中的质量

分数，无量纲；ρα为相α的密度，kg/m³；Sα为相α的饱和

度，无量纲，满足油气水三相饱和度之和为1；uα为相α
的达西流速，m/s；Qj为组分j的井源汇项，kg/（m³·s）。

储层中各相的流动遵循达西定律，相α的渗流速

度由下式给出：

uα = - kk r,α
μα

(∇Pα - ραg ) （2）
式中：k为绝对渗透率，mD；k r,α为相α的相对渗透率，无

量纲；μα为相α的黏度，Pa·s；Pα为相α的压力，Pa；g为

重力加速度，m/s²。
对于多相渗流理论，组分 j在不同相之间的分配

遵循相平衡条件：

fj,o = fj,g,     fj,g = fj,w （3）
式中：fj,o，fj,g，fj,w分别为组分j在油相、气相和水相中的

逸度，Pa。

任 一 相 的 逸 度 fj, α 可 通 过 Peng-Robinson 状 态 方

程［31］计算：

fj,α = ϕj,αxj,αPj （4）
式中：ϕj, α为逸度系数，依赖于压力、温度和组分浓度，

无量纲；xj, α为组分j在相α中的摩尔分数，无量纲；Pj为

油藏压力，Pa。

在CO₂-WAG驱油数值模拟过程中，流体密度、黏

度的变化以及CO₂的溶解行为是影响模拟精度和驱油

效果预测的关键因素，可通过以下公式描述。

流体相α的密度ρα是其内部各组分密度的加权结

果，通过组分的摩尔分数和摩尔质量计算：

ρα =
∑
j

   xj,αMj

Vm,α
（5）

式中：Mj为组分j的摩尔质量，kg/mol；Vm,α为相α的摩尔

体积，m³/mol。
CO₂的注入会改变油相和气相的组分比例，从而

导致流体黏度的动态变化。CO₂溶解于原油中会显著

降低油相黏度，增强原油的流动性；气相中CO₂的黏度

相对较低，会导致气相在流动过程中更容易发生窜

流。流体相α的黏度μα通常采用加权平均的混合法则

计算［32］：

μα = ∑
j

  xj,α μj,α （6）
式中：μj,α为组分j在相α中的黏度贡献值，Pa·s。

气相和油相间的CO₂溶解行为遵循亨利定律［33］，

即CO₂在油 相 中 的 溶 解 度 与 气 相 中 CO ₂ 的 分 压 成

正比：

CoCO2 = HCO2 p
gCO2 （7）

式中：CoCO2为油相中溶解的CO₂浓度，mol/m³；HCO2为CO₂
在原油中的亨利系数，mol/（m³·Pa）；pgCO2为气相中CO₂
的分压，Pa。

此外，毛管压力作用下各相压力之间的关系描述

如下：
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Powc = Po - Pw, Pgoc = Pg - Po （8）
式中：Powc 为油水毛管压力，Pa；Pgoc 为气油毛管压力，

Pa；Po、Pw、Pg分别为油相、水相、气相压力，Pa。

2 随机森林模型的建立

随机森林（RF）是一种经典的集成机器学习算

法。其核心思想是通过构建多个相互独立的决策树

分类器或回归器，以投票或加权平均等集成方式获得

整体模型的预测结果，从而有效降低单个树模型的预

测偏差与方差，显著提升预测精度和泛化能力［34］。在

实际应用中，随机森林模型的性能高度依赖于超参数

的合理选择，主要包括决策树数量、最大树深度、节点

最小分裂样本数等。为提升模型性能，通常需采用系

统化、自动化的超参数优化方法，例如交叉验证方法，

以实现模型超参数的精准调优。

2.1 数据样本获取与预处理

高质量的数据样本是建立可靠随机森林模型的

基础。本文通过分析致密油藏CO₂-WAG驱油过程，

明确了影响开发效果的关键因素，并剔除冗余或低相

关性变量，最终筛选出生产压差、单轮次注入时间、注

水速度、注气速度及注水时间百分比五个核心参数，

作为随机森林模型的输入变量。图1展示了随机森林

模型预测CO2-WAG驱油开发效果的整体工作流程。

模型以这五个核心变量构建数据集，并通过生成多个

决策树对其进行分析和预测。在此过程中，每棵决策

树独立完成对开发效果的预测，生成多个预测结果。

随后，模型利用均方根误差（RMSE）评估预测的准确

性，确保结果的可靠性和稳定性。最终，随机森林模

型 通 过 综 合 所 有 决 策 树 的 预 测 结 果 ，提 供 对 CO ₂
-WAG驱油开发效果的整体评估。
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图1    随机森林模型预测CO2-WAG驱油开发效果的工作流程

Fig. 1  Workflow of random forest model for predicting CO₂-WAG flooding development performance
由于各输入参数的量纲与数值范围存在明显差

异，为避免某些变量对模型结果的过度影响，需对原

始数据进行归一化处理。本文采用线性极值归一化

法将所有数据映射到［0，1］区间：

X *
i = Xi - Xmin

Xmax - Xmin
（9）

式中：X *
i 为第i个数据的归一化值；Xi为第i个数据的原

始值；Xmax和Xmin分别为数据集中的最大值和最小值。

归一化处理完成后，采用拉丁超立方抽样方法

（LHS）在参数空间内生成多个组合样本，并利用油藏

数值模拟软件分别计算每个样本对应的CO₂埋存率和

增油量指标。CO₂埋存率rs定义为注入CO₂总量与产

出CO₂总量之差占注入CO₂总量的比例：

rs = G inj - Gprod
G inj

（10）
式中：rs为CO₂埋存率，无量纲；G inj为累计注入CO₂量，t；

Gprod为累计产出CO₂量，t。
原油增产指标r r定义为CO₂-WAG驱开发方案下

相较于常规开发方式的增产效果，采用归一化处理形

式表达：

r r = (Np - Np0 ) - Np, min
Np, max - Np, min

（11）
式中：r r为增油量归一化指标，无量纲；Np为CO₂-WAG
驱条件下累计原油产量，t；Np0为常规开发方式累计原

油产量，t；Np, max、Np, min分别为原油增产量的最大值和

最小值，t。
为同时满足CO₂-WAG驱开发过程中对提高产油

量和增加CO₂埋存率的综合需求，进一步构建综合评

价指标R：

R = wsrs + w rr r （12）
式中：R为综合评价指标，无量纲；ws、w r分别为CO2埋
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存率与增油量的权重系数，无量纲，满足ws + w r = 1。

2.2 超参数优化方法

随机森林模型的预测性能在很大程度上取决于

其超参数设置的合理性。为避免模型出现过拟合或

欠拟合问题，通常采用K-Fold交叉验证方法进行超参

数优化。但传统的K-Fold方法在实际应用中存在一

定局限性，如参数选择过于依赖经验或主观判断，可

能导致模型性能波动较大，优化效果不稳定。针对上

述问题，本文提出一种改进的K-Fold交叉验证方法，

以降低超参数选择过程中对经验和主观因素的依赖

程度。改进方法的核心内容如图2所示，针对数据集

划分比例、最小叶子节点数和决策树数量等关键超参

数，分别采用算术差分法、网格搜索法和指数递增法

进行系统优化。通过对上述超参数进行组合优化，并

基于随机森林模型的RMSE评价指标开展性能评估，

能够有效提升模型预测精度和稳定性，显著增强模型

的拟合能力与泛化表现。
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图2    改进的K-Fold交叉验证超参数优化流程示意图

Fig. 2  Flowchart of the improved K-Fold cross-validation method 
for hyperparameter optimization

2.2.1 数据集划分比例优化

为获得稳健的训练-测试数据划分方案，使用等

差序列法对训练集占比进行参数寻优。具体计算方

法见公式（13）～公式（16）。

v tr = a + (n - 1)Δ （13）
v te = 1 - v tr （14）

式中：v tr为训练集比例；v te为测试集比例；a为训练集比

例初始值；Δ为训练集比例步长；n为训练集比例取值

序号。

对应具体的训练集和测试集算例数计算方法：

N tr = v trN （15）
N te = v teN （16）

式中：N tr为训练集算例数；N te为测试集算例数；N为数

据集总样本数。

2.2.2 最小叶子节点样本数优化

为避免决策树叶子节点过度细分引起的过拟合

问题，采用网格搜索法优化最小叶子节点样本数：

Li = Li - 1 + d, i = 2,3,…, O （17）
式中：L i为第i次取值的最小叶子节点样本数；L1为初

始取值；d为搜索步长；O为取值方案总数。

2.2.3 决策树数量优化

决策树数量过少可能导致预测精度不足，而树的

数量过多则会引起计算效率降低和模型冗余。为合

理确定决策树数量，采用指数递增法进行优化搜索：

Tj = Tminmj,  j = 0,1,2,…,M - 1 （18）
式中：Tj为第j次取值对应的决策树数量；Tmin为初始决

策树数量取值；m为递增倍数（增长底数，m > 1）；mj为

m的j次幂，表示在第j次取值时决策树数量相对于Tmin
的增长倍数；M为决策树数量的取值方案总数。

通过上述改进的交叉验证方法，可对随机森林模

型的超参数进行系统化、精细优化完善，有效提升模

型在致密油藏CO₂-WAG开发预测中的拟合能力与泛化

表现，为后续主控因素识别及开发策略优化奠定基础。

3 实例应用

为验证本文提出的随机森林模型在致密油藏CO₂
-WAG驱开发策略优化中的有效性，选取我国某致密

油藏实际区块作为研究算例进行分析。该数值模型

的建立与求解遵循了第1章所阐述的描述CO₂-WAG
驱多相多组分渗流规律的数学模型，综合考虑了CO₂
在油水两相中的溶解、流体黏度动态变化、毛管压力

及重力等关键物理效应。在此理论框架下建立了具

体的储层数值模型，如图3所示。所选区块面积约为

2.9 km²，采用角点网格对储层进行三维划分，平面网

格尺寸30 m×30 m，纵向根据实际地质分层划分144个

小层，平均单层厚度0.85 m，总网格数约23×104个。该

油藏地质参数较为复杂，初始油藏压力45 MPa，孔隙

度3%~10%，渗透率0.03~3.26 mD。区块内共布置7口

垂直井，包括4口生产井（WELL-P1至WELL-P4）和3
口注入井（WELL-I1至WELL-I3）。开发模式设定为：

注入井交替注入CO₂和水，生产井以定井底流压方式

开采，模拟总时长为20年。

根据该实例的生产开发特征，CO2埋存率和增油

量综合指标权重系数分别设为0.75和0.25。运用拉丁

超立方抽样方法对参数进行随机取值，建立了485个

参数组合及对应算例，利用油藏数值模拟软件计算了

CO2埋存率和增油量的综合指标，作为模型样本集。

3.1 模型优化与性能验证

3.1.1 超参数取值优化策略

随机森林模型的性能高度依赖于数据的质量与

连续性。为确保输入数据的代表性和连续性，在分析
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CO₂-WAG驱替过程中主控因素作用机理的基础上，

明确了五个关键参数作为输入变量，分别为生产压

差、注气速度、注水速度、单轮次注入时间和注水时间

百分比。其中，注水时间百分比和单轮次注入时间两

个连续参数用于共同表征传统的水气周期比（离散型

参数）。各关键参数的具体取值范围见表1。

表1    关键参数取值范围

Tab. 1  Ranges of key parameters
变量

生产压差/MPa
注气速度/（103 m3·d-1）

注水速度/（t·d-1）

注水时间百分比/%
单轮次注入时间/d

取值范围

10~20
5~20

20~40
0~99

90~450
为获得数据样本，首先利用拉丁超立方抽样方法

在上述参数空间内随机生成485个参数组合，然后采

用油藏数值模拟软件对各组合进行模拟计算，获得每

个方案对应的CO₂埋存率与增油量。根据本文实例的

生产开发要求，CO₂埋存率和增油量综合指标权重系

数分别设为0.75和0.25。随机森林模型的性能受超参

数设置影响显著，采用改进的K-Fold交叉验证方法对

随机森林模型的决策树数量、最小叶子节点样本数以

及训练-测试集划分比例等关键超参数进行优化。具

体超参数优化取值方案见表2。通过不同参数组合获

得多组模型并计算各自的RMSE，选取最优组合。

表2    超参数取值方案

Tab. 2  Hyperparameter value sets
超参数

最小叶子节点数

决策树数目

训练集划分比例系数

测试集划分比例系数

取值集合

1，3，5，7，9，11
5，25，125，625

1，3，5，7，9
9，7，5，3，1

3.1.2 模型优化结果与性能评估

将上述超参数组合代入随机森林模型，进行交叉

评估与优化。不同超参数组合对应RMSE如图4所示。

随着最小叶子节点数的逐渐增加，模型出现欠拟合的

趋势逐步增强，预测误差相应增大；当决策树数量由5
增加到625时，模型预测误差先快速降低，随后趋于稳

定，这表明过多的决策树数量对模型性能的提升效果

逐渐减弱。表明决策树数量的增加可以有效降低预

测误差，但模型数量过多会导致计算成本明显增高。

因此，需要在降低误差与计算成本之间取得合理的平

衡。此外，对训练集与测试集的划分比例进行优化分

析发现，增加训练集的数据比例能显著提升模型对数

据的拟合程度和预测稳定性。通过对比分析RMSE与

综合考虑计算成本，最终确定最优超参数组合为：最

小叶子节点数为1，决策树数量为625，训练集与测试

集比例为9︰1。

采用上述最优超参数组合，进一步对随机森林模

型的拟合性能与泛化能力进行了深入分析与验证。

优化后模型拟合效果如图5所示。优化后的模型在训

练集数据上的拟合效果表现优异，在训练集上的拟合

优度（R²）达到0.98，测试集上的拟合优度也达到0.93，

反映出模型具备较高的拟合精度和稳定的泛化表现。

图 6为 模 型 均 方 根 误 差 变 化 曲 线 。 优 化 后 模 型 的

RMSE 趋 于 稳 定 ，训 练 集 和 测 试 集 的 RMSE 分 别 为

0.004 39和0.005 41，预测误差极低，说明随机森林模

型对样本数据的预测精度较高，具备良好的泛化性能。

3.1.3 主控因素排序

基于优化后的随机森林模型，进一步利用特征重

要性分析方法对影响CO₂-WAG驱开发效果的各主控

因素进行了定量评估与深入分析，明确其相对重要性

与作用程度。各主控因素重要性分析结果如图7所

示。对于本研究的致密油藏算例，各主控因素的重要

性排序为：注水时间百分比>注气速度>单轮次注入时

间>注水速度>生产压差。表明在当前的地质和流体

条件下，注水时间百分比是决定最终开发效果的首要

因素，其次是注气速度。在致密储层中，合理的气水

比例可以有效调控注入气体的运移路径，防止气体过

早突破和窜流，改善驱替前缘稳定性。而维持较高的

注入速度则有助于克服启动压力梯度，扩大波及体

积。鉴于这一排序是开发参数与研究区块独特的地

质物理特征（如高非均质性、低渗透基质、特定流体性

质等）相互作用的综合结果，对于其他类型的储层，以

上结论的适用性需进一步验证。

3.2 开发策略优化与最优生产预测

为明确致密油藏CO₂-WAG驱开发的最优生产方

图3    致密油藏储层数值模型示意图

Fig. 3  Numerical reservoir model for a tight oil reservoir
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案，基于优化后的随机森林模型，采用循环遍历法对

各关键生产参数进行组合优化，生成大量参数组合方

案并进行预测评价。通过对比分析最终确定了预测

最优开发方案，见表3。经过参数组合优化后，预测全

区最优方案在20年开发周期内平台累计增油量提高

了8.6%，累计CO₂埋存量增加了14.5%。

以生产井WELL-P1为例进行模拟，分析样本最

优方案与预测最优方案在实际开发效果上的差异，

进一步验证优化方法的有效性，模拟结果如图8、图9
所示。图8（a）中，在样本最优方案条件下，WELL-P1
井周围区域的含油饱和度较高，表明局部驱替效果

不理想，剩余油分布较为集中，波及范围有限，储层

中大量剩余油未能得到有效动用。该现象说明，样

本最优方案所采用的注采参数组合未能充分发挥储

层潜力，导致驱替效率较低，进而影响油藏整体采收

率。图8（b）中，在预测最优方案条件下，通过优化注

水时间百分比和注气速度等关键生产参数显著改善
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图4    超参数曲面拟合图

Fig. 4  Fitted surface diagram of hyperparameters
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图5    优化后模型拟合效果图

Fig. 5  Fitting performance of the optimized model
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图6    优化后模型均方根误差图

Fig. 6  Root mean square error of the optimized model
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了WELL-P1井区域的驱替效果。优化方案延长了注

气时间段，同时调整注气速度和调整单轮次注入时

间，以控制气体在储层中的流动路径，最终扩大了波

及范围，提升了驱替均匀性，含油饱和度明显下降，

剩余油得到有效动用。优化后的方案在更大程度上

挖掘了油藏中剩余油的开发潜力，驱替波及范围更

大，表明预测最优方案在储层动用程度和驱替效率

方面具有显著优势。
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图8    不同方案开发20年后含油饱和度对比

Fig. 8  Comparison of oil saturation after 20 years of development in cases of different schemes
从图9的模拟动态生产曲线可更直观地看出预测

最优方案的效果。与样本最优方案相比，预测最优方

案表现出更高的日产油量峰值，且高产稳产期显著延

长。说明优化后的注采参数组合在短期内提升了油

井产能，实现了更持久、更稳定的开发效果，降低了生

产波动的风险。特别是在高产稳产期的延长方面，优

化方案通过合理的注采控制有效延缓了储层压力的

快速衰减，为长期开发提供了更稳定的保障。在气窜

控制方面，预测最优方案同样展现出显著优势。通过

对注水速度、注气速度以及注水时间百分比等参数的

优化调整，有效控制了CO₂气体在储层中的流动路径

和速度，延缓了气体在生产井处的突破时间。与样本

最优方案相比，预测最优方案将CO₂气窜的发生时间

推迟了近6年，充分体现了其在气体利用效率和驱替
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图7    优化后模型主控因素重要性排序图

Fig. 7  Importance ranking of controlling factors based on the opti⁃
mized model

表3    最优生产方案对比

Tab. 3  Comparison of optimal production schemes
参数

生产压差/MPa
注气速度/（103 m3·d-1）

注水速度/（t·d-1）

注水时间百分比/%
单轮次注入时间/d

增油量/104 t
CO₂埋存量/106 m3

预测最优方案

14
12
35
14

250
1.64
29.2

样本最优方案

18
10
40
25

240
1.51
25.5
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控制能力方面的优越性。需要指出的是，该结果是基

于数值模拟样本的对比分析，在实际生产过程中受实

际地层条件、现场操作环境及生产配套设施的影响，

实现如此大幅度的气窜延迟可能面临一定的实施难

度，但优化方案在理论层面展现出显著的增油潜力和

气体利用效率提升空间。

12#$%&-3456
!"#$%&-3456

12#$%&-78456
!"#$%&-78456

12#$ -34'6%&
!"#$ -34'6%&

12#$ -%& 96:;CO2

!"#$ -%& 96:;CO2

0

1 000

2 000

3 000

4 000

5 000

0

10

20

30

40

0 4 8 1612 20
7

8
4

5
6

/t

3
4

5
6

/t

)*/yr )*/yr

0

0.1

0.2

0.3

0.4

0.5

0.6

0

1 000

2 000

3 000

4 000

5 000

6 000

7 000

8 000

0 4 8 1612 20

'
<

=
CO

9
6

:
;

2

3
4

'
6

/m
3

!"#$%&
'()*+:

,- . /07 8

12#$%&
'()*+:

,-12 3. /0

(a) >?45@A (b) >?4'@A

图9    WELL-P1井模拟动态生产曲线

Fig. 9  Simulated production curves of WELL-P1
为适应不同开发目标需求，进一步分析了权重系

数（埋存率︰增油量）对最优开发策略的影响，验证优

化模型在不同目标导向下的灵活性与实用性。表4为

不同权重系数下的优化方案对比，可通过调整权重系

数以平衡CO₂埋存率与累计增油量的优先级，不同权

重系数对优化结果的影响显著。当权重系数为0.75︰
0.25（偏向CO₂埋存率）时，优化方案的CO₂埋存率达到

0.71，但累计增油量相对降低，为343 t；当权重系数为

0.90︰0.10（高度强调CO₂埋存率）时，优化方案的CO₂
埋存率进一步提高至0.90，但累计增油量仅为126 t；
当权重系数为0.10︰0.90（偏向增油量）时，优化方案的

累计增油量达到最大值，为762 t，但CO₂埋存率相对降

低，为0.63。
表4    不同权重系数下优化方案对比

Tab. 4  Comparison of optimized schemes in cases of different 
weight factors

权重系数（埋存率︰增油量）

0.75︰0.25
0.90︰0.10
0.10︰0.90

埋存率

0.71
0.90
0.63

增油量/t
343
126
762

上述结果表明，权重系数的调整可以显著影响优

化方案的开发效果，使其在CO₂埋存率和增油量之间

实现灵活平衡。这种灵活性使得本文优化方法能够

根据不同的开发目标（如增油优先或埋存优先）提出

相应的最优开发策略，满足多样化的实际生产需求。

为了进一步验证优化模型预测结果的可靠性，通

过数值模拟对预测最优方案进行了对比分析，结果如

表5所示。以综合指标为评估参数（基于权重系数0.75
︰0.25），对比预测最优综合指标与数值模拟综合指标，

结果显示预测值为0.767，数值模拟计算值为0.758，相

对误差仅为0.9%。优化模型在较高的预测精度下能够

有效捕捉输入参数与开发效果之间的复杂非线性关系。

表5    综合指标结果对比

Tab. 5  Comparison of comprehensive index results
参数

数值

综合指标
权重系数

0.75︰0.25

预测最优
综合指标

0.767

数值模拟
综合指标

0.758

相对
误差/%

0.9

4 结论

1）通过改进的K-Fold交叉验证方法优化随机森

林模型的超参数，确定了最优模型参数组合（最小叶

子节点数为1、决策树数量为625、训练集与测试集比

例为9︰1）。优化后的模型表现出较高的拟合精度和

稳定的泛化能力，测试集的预测误差控制在合理范

围内。

2）基于随机森林模型的特征重要性分析方法，量

化了关键参数对CO₂-WAG驱开发效果的影响程度。

注水时间百分比是影响驱油效果的首要因素，其次是

注气速度和单轮次注入时间。合理的注水时间百分

比具有显著的增油效果，应作为开发方案设计的重点

控制变量。

3）结合随机森林模型与循环遍历法，确定了致密
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油藏CO₂-WAG驱的全局最优开发方案。与样本最优

方案相比，预测优化方案可使累计增油量提高8.6%，

CO₂埋存量增加14.5%，并有效推迟气体窜流时间近6
年，显著改善了驱替效果和提高了开发效益。

4）基于随机森林模型的优化方法具备良好的灵

活性，可根据不同的开发目标需求（如增油优先或埋

存优先）调整权重系数，提出相应的最优开发策略。

优化模型的预测结果与数值模拟结果高度一致，具有

较高的预测精度和可靠性。
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