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融合图通道注意力与多阶门控残差网络的

换衣行人重识别模型

莫太平，郑德广，孙    鹏*，覃汉岳，张向文，张    斌
（桂林电子科技大学电子工程与自动化学院，桂林 541004）

摘要：行人重识别（Re-ID）作为计算机视觉的重要任务，旨在跨摄像头实现行人身份的精准匹配。然而，换衣场景下

的衣物特征变化导致传统 ReID方法在特征提取和信息捕捉方面面临挑战。为此，提出一种融合图通道注意力与多阶门控残

差网络的换衣行人重识别模型（AMGA-ResNet50）。首先，自适应图通道注意力模块（AGA）将图卷积理论引入换衣通道

注意力机制中，将通道依赖关系建模为特征节点连接，通过图结构处理有效捕捉换衣行人的关键身份特征；其次，多阶门控

聚合卷积模块（MOGA）通过多阶博弈机制和门控聚合的策略增强特征信息提取的能力。最后，改进三元组损失函数

（ITL），通过引入正样本对的绝对距离约束，拉近正样本对之间的距离。实验结果表明，该模型在 PRCC、Celeb-reID和

DeepChange这 3个公开换衣行人重识别数据集上的 Rank-1和 mAP分别达到了 67.3%和 64.7%、66.2%和 19.0%以及

59.4%和 20.7%的性能，验证了其在换衣场景下的有效性。
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Cloth-changing person re-identification model integrating graph
channel attention and multi-order gated residual network

MO Taiping, ZHENG Deguang, SUN Peng*, QIN Hanyue, ZHANG Xiangwen, and ZHANG Bin
(School of Electronic Engineering and Automation, Guilin University of Electronic Technology, Guilin 541004, China)

Abstract:  Person  re-identification  (Re-ID),  an  important  task  in  computer  vision,  aims  to  achieve  precise
matching  of  pedestrian  identities  across  cameras.  However,  significant  variations  in  clothing  features  under
clothing-changing  scenarios  pose  challenges  to  traditional  Re-ID  methods  in  feature  extraction  and  information
capture.  To  address  this  issue,  a  clothing-changing  person  Re-ID  model  named  AMGA-ResNet50,  integrating
graph  channel  attention  and  multi-order  gated  residual  network  is  proposed.  First,  in  the  adaptive  graph  channel
attention  (AGA)  module,  the  graph  convolution  theory  is  introduced  into  the  channel  attention  mechanism  for
clothing-changing  scenarios,  the  channel  dependency  relationships  are  modeled  as  connections  between  feature
nodes,  and  then  the  key  identity  features  of  clothing-changing  pedestrians  can  be  effectively  captured  through
graph-structured processing. Second, the multi-order gated aggregation convolution (MOGA) module is employed
to  enhance  the  ability  of  feature  information  extraction  through  a  multi-order  gaming  mechanism  and  gated
aggregation  strategy.  Finally,  an  improved  triplet  loss  (ITL)  is  proposed,  which  introduces  an  absolute  distance
constraint  for  positive  sample  pairs  to  reduce  the  distance  between  them.  Experimental  results  show  that  the
proposed  model  achieves  Rank-1  and  mAP  scores  of  67.3%/64.7%,  66.2%/19.0%,  and  59.4%/20.7%  on  three
public clothing-changing person Re-ID datasets,  PRCC, Celeb-reID, and DeepChange, respectively, verifying the
effectiveness of the model in clothing-changing scenarios.

Key words:  cloth-changing person re-identification; figure channel attention; multi-order gating convolution;
improved triplet loss
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行人重识别是计算机视觉领域的重要任务，其

目标是在不同摄像机中识别同一行人[1]。现有研究

多假设行人衣着恒定或要求穿着一致[2]。然而，在

实际应用中，行人日常活动中的换装行为较为普

遍；此外，在犯罪场景中，犯罪分子可能通过换衣

躲避监管部门的追查[3]。传统 ReID方法在面对这

些场景时往往会面临换衣后特征难以提取和信息难

以捕捉等问题，导致识别性能显著下降。因此，换

衣行人重识别的研究日趋重要，且对公共安全、智

能监控等领域具有关键应用价值。

对比传统的 ReID方法，换衣 ReID方法面临

着行人衣着不同和姿态变化的挑战[2]。因此，如何

降低换衣对视觉表征的影响，提升辨识能力，成为

亟待解决的难题。现有换衣 ReID方法多基于残差

网络（residual network, ResNet）架构[4]，这主要得

益于 ResNet对注意力机制的良好兼容性。作为一

种模拟人类视觉认知的选择性聚焦特性，注意力机

制通过模拟认知过程突出重要信息并抑制无关信

息，是提升视觉任务性能的有效手段。许多研究探

索了这一方向，如文献 [3]提出 IGCL方法，通过

衣物注意力退化流减少衣物干扰，借助人类语义注

意力、身体拼图流突出语义与姿势信息实现端到端

协同学习；文献 [5]采用多头自注意力网络构建跨

像素高阶关联的全局依赖模型，通过多尺度特征协

同优化，实现细粒度细节保持与整体语义感知的平

衡；文献 [6]通过卷积块注意模块（CBAM）增强

通道和空间特征，实现对判别性特征区域的自适应

聚焦；文献 [7]提出语义引导自注意力网络，利用

语义信息指导双分支网络，帮助网络学习完整的行

人特征并避免衣物干扰；文献 [8]提出基于图卷积

通道注意力的解耦模型，通过构建衣物与身份特征

的二分图，动态调整通道级注意力权重以抑制衣物

变化的影响；文献 [9]提出时空门控注意力网络，

针对长期换衣场景引入时间维度注意力，增强跨时

段特征的时序一致性建模；文献 [10]提出基于多

重注意力与空间变换的方法，通过融入三重注意力

和自适应特征提取模块强化细粒度特征提取。然

而，这些方法仍存在一定局限性。

1）由于行人外观的显著变化，现有算法对衣

着剧烈变化的适应性较差，传统外观特征（如纹

理、颜色）的失效导致特征匹配精度显著下降。同

时换衣使得传统行人特征模糊，尤其在多个视角和

不同环境下，如何有效捕捉并匹配具有显著外观差

异的换衣特征，仍是亟待解决的核心挑战。

2）多数方法依赖卷积层的局部感受野进行细

粒度特征提取，虽通过通道加权机制强化特定纹理

特征，但受限于卷积操作的局部性本质，难以建立

跨区域的全局空间关联。现有注意力模型虽尝试通

过自注意力捕捉长程依赖，但对多层次特征的动态

融合机制仍不完善，导致复杂场景下的特征表达完

备性不足。

针对上述问题，本文提出一种融合图通道注意

力（adaptive graph channel attention, AGA）与多阶

门控（multi-order gated aggregation, MOGA）残差

网络的换衣行人重识别模型（AMGA-ResNet50），

该模型通过 AGA模块增强空间注意力，并结合

MOGA模块提供的多层次目标关注，使得模型在

复杂场景中既能保留对局部细节的敏感性，又能提

升全局特征的辨识能力。

 1　本文方法

 1.1　总体框架

换衣行人重识别的核心挑战是在换衣场景下提

取稳定特征，同时抑制衣着纹理等易变信息。现有

方法多依赖局部或单一层级特征，难以建模通道全

局依赖，且特征融合存在冗余，导致鲁棒性不足。

为此，本文提出 AMGA-ResNet50整体框架如图 1
所示，通过模块化设计提升特征提取的精准性与鲁

棒性。

以预训练的 ResNet50作为骨干网络，针对换

衣场景对精细空间特征（如肢体轮廓）的需求，调

整 layer4下采样步长（last stride=1）以避免特征图

分辨率损失，并移除末端全局池化层与全连接层，

保留特征空间分布信息，为捕捉体型、步态等全局

特征提供基础。在特征提取阶段，结合换衣场景

“局部与全局特征需协同判别”的需求，在

layer3与 layer4后分别引入平均池化和最大池化，

前者强化局部纹理细节的聚合能力，后者增强全局

语义特征的显著性，通过层级互补融合提升特征表

达能力，生成特征向量 F1。在特征处理阶段，其

模块针对核心难点设计：AGA针对通道特征贡献

差异问题，改进传统注意力机制仅依赖全连接层的

局限，通过图卷积网络构建通道关联图，将通道作

为节点学习拓扑关系实现动态权重分配（生成

F2），从而强化稳定特征通道并抑制易变通道；

MOGA则针对层级特征交互不足问题，通过门控

机制对不同阶数特征选择性交互，保留层级独立性

并过滤冗余信息（生成 F3），实现局部与全局的
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特征协同优化。同时为增强特征多样性并提升计算

效率，采用并行融合策略，通过逐元素相乘实现

F2 与 F3 的非线性融合，生成 F4：

F4 = F2⊙F3 (1)

⊙式中， 表示逐元素相乘操作，F4 为 F2 与 F3 融合

后的特征向量输出。
 
 

ID 1

ID 2

ID N

ResNet50

特征挖掘与分类

身份属性

标签
F1

AGA

MokgNet

C1×H/4×W/4

layer1 layer2 layer3 layer4
逐元素
相乘融合

平均
池化

最大
池化

图卷积通道
关注模块

通道
聚合

F2

身份损失 (Lid)
+

改进三元组损失
(LITL)

+
正则化交叉熵损失

(LLS)
F3

F4

ID 1 ID 2 ID N

输入图像

图 1    AMGA-ResNet50框架图
 

逐元素相乘操作既强化了特征间的非线性交

互，又通过抑制低响应区域有效降低了噪声干扰。

在训练阶段，针对换衣场景中类内差异大和类间

相似性高的样本分布特点，采用身份损失 [11]

（Lid）、改进三元组损失（LITL）和正则化交叉熵

损失[12]（LLS）进行联合优化，通过多损失协同约

束提升特征的判别能力与类内紧凑性。

 1.2　AGA
在换衣行人重识别任务中，由于服装变化、跨

视角挑战、数据稀缺和计算复杂度等问题，特征获

取相比传统行人重识别更困难，这使得特征处理和

增强更具挑战性。为此，本文设计了 AGA模块，该

模块可集成于骨干网络的特征输出阶段，通过图卷

积建模通道间长距离依赖关系，对卷积层生成的特征

图进行通道级权重优化，实现对衣物变化敏感通道

的抑制与身份判别通道的强化，其架构如图 2所示。

F′r

X ∈ RC×H×W

由图 2可知，AGA模块由两部分组成。第一

部分是由两个线性嵌入函数 Fr 与 组成的特征映

射层。第二部分是自适应图卷积模块（AGCM）。

首先，对输入特征图 应用全局平均池化

（GAP）操作，其计算公式为：

X =
1

H×W

H∑
i=1

W∑
j=1

X :, i, j (2)

X ∈ RC×1×1式中， ；C表示通道数量，也是 AGA
中特征点的数量。

 
 

1×C′ 1×C′

Fr Fr′

CONV

C×H×W C×H×W C×H×W
广播式元素乘法

AGCM

图 2    自适应图通道注意力模块
 

X

随后，特征映射层通过一个线性映射函数来提

升表示能力，设特征映射层的输入为 ，输出为：

Y =WX (3)
W ∈ RC×C式中， 是一个可学习的权重矩阵。这个过

程可以通过 1×1的卷积核实现。为了简化模型，两

个卷积层被替换为瓶颈结构，这是因为瓶颈结构[13]

不仅支持全通道交互，还能有效减少特征冗余[14]。

由于图卷积网络要求特征顶点互斥，导致 AGA模

块中的特征顶点对特征冗余极为敏感，相似或相同

的特征点难以通过邻接矩阵准确表示。因此，瓶颈

结构对 AGA至关重要，可将参数从 C×C压缩至 C×
(C/r)，同时将邻接矩阵的尺寸缩减为 (C/r)×(C/r)。
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在此基础上，AGCM通过 C×C维度的邻接矩

阵计算每个特征点的权重，并将得到的权重作为通

道权重映射回原始特征图。此映射过程与前述线性

嵌入映射相似。每个特征点的权重计算为：

Z = AY (4)

A ∈ RC×C Z ∈ RC×1×1式中， 为邻接矩阵； 表示加权

后的特征向量。

最后，AGA的整体计算过程如下：

X = Fr(GAP(x)) (5)

y = x · sigmoid(F′r(ReLU(G(X, A)))) (6)

F′r

式中，·表示广播元素乘法；sigmoid表示激活函

数；Fr(·)和 (·)表示嵌入函数，形成瓶颈结构；G

是本文提出的AGCM；其中 X表示输入；GAP表示

全局平均池化操作；A为表示特征关系的邻接矩阵。

 1.3　MOGA
本文设计了一个 4阶段的MOGA模块，如图 3

所示。每个阶段 i中，输入图像或特征首先通过嵌

入系统调整分辨率并映射到 Ci 维空间。假设输入

分辨率为 H×W，4个阶段的特征分辨率分别为 H/4×
W/4、 H/8×W/8、 H/16×W/16和 H/32×W/32。 随

后，嵌入的特征进入Moga模块，该块由空间和通

道聚合模块组成，用于进一步聚合上下文信息。最

终输出阶段则通过全局平均池化（GAP）和线性层

完成分类任务。此外，4个级的输出均选择采用瓶

颈模块来降低网络复杂度。
 
 

C0×H×W

原始图像

嵌入层

C1×H/4×W/4

阶段1 阶段2 阶段3 阶段4

C2×H/8×W/8 C3×H/16×W/16 C1×H/32×W/32

Moga模块

Moga模块 嵌入层 Moga模块 嵌入层 Moga模块 嵌入层 全连接层Moga模块

空间聚合模块 通道聚合模块

图 3    多阶门控聚合卷积网络模块
 

针对多阶通道重新分配问题，现有方法通常依

赖 2个线性投影进行通道混合，但存在信息冗余和

跨通道交互不足等问题，需大量参数调节，导致计

算效率较低。为此，采用了一种参数高效型通道聚

合模块（channel  aggregation,  CA） [15]，如图 4所
示，通过简化映射过程并引入自适应尺度调节机

制，实现高效的通道特征重新分配，其计算如下：

Y = GELU(DW3×3(Conv1×1(Norm(X)))) (7)

式中，GELU[16] 是一种激活函数；Norm(X)表示

规范化层处理。CA(X)与 GELU(X)的具体实现分

别为：

CA(X) = X+ yc · ((X−GELU(XWr)) (8)

GELU(X) = 0.5X
(
1+ tanh

[ √
2/π(X+0.044 715X3

] )
(9)

式中，yc 是初始化为零的通道尺度因子，旨在通过

动态学习实现通道重要性的自适应调节，使模型逐

步聚焦关键通道。双曲正切函数 tanh将特征映射

至 [−1,1]区间，配合常数共同作用使函数呈现类似

高斯分布的特性，增强对显著通道特征的选择性，

解决现有方法跨通道交互粗糙的问题；同时 tanh
与 yc 的互补作用可实现更精细的通道特征分配。

式 (9)中，GELU通过概率分布对特征进行随机正

则化，与 CA(X)的确定性通道调节形成协同，既

保留特征多样性，又通过 yc 的尺度控制避免跨通

道干扰，最终实现高效且鲁棒的通道聚合。

 
 

输入

规范化层

卷积1×1

卷积1×1

输出

dim: rC→C

dim: C→rC
dim: C→1

深度卷积3×3

GELU激活函数

卷积1×1

通道聚合操作

GELU激活函数

减法操作

通道聚合

图 4    通道聚合模块
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 1.4　损失函数

本文模型共有 3种损失函数应用于训练阶段，

分别为身份分类损失[11]、标签正则化交叉熵损失[12]

和改进三元组损失函数。

身份分类损失是通过训练模型使其能够正确地

识别或分类输入数据对应的身份或类别。一般采用

交叉熵损失（cross-entropy loss）来计算，交叉熵

损失计算公式为：

Lid = −
N∑

i=1

qi log(pi) (10)

qi = 1 qi = 0

式中，pi 表示 i类的身份预测逻辑；y表示身份标

签；qi 为真实标签的编码，对于类别 i，当样本属

于该类别时， ，否则， ；N表示样本

数量。

三元组损失[17] 则是一种用于度量学习的损失

函数，通过同时优化锚点样本、正样本和负样本之

间的嵌入距离，使同类样本的嵌入空间更接近，不

同类样本的嵌入空间更远离。其核心目标是确保锚

点与正样本的距离小于锚点与负样本的距离，并引

入一个预设的间隔。其计算公式为：

Ltri = (da,p−da,n+α)+ (11)

da,p da,n

(z)+ =max(z,0)

式中， 和 分别为正样本对和负样本对的特征

距离；α为间隔阈值； 。

然而，传统三元组损失过度依赖随机样本，容

易导致简单样本对的过度聚集，而忽视困难样本的

优化，从而降低训练效率和模型判别能力。为此，

引入困难样本三元组损失[18]，使模型专注于挖掘和

优化训练过程中最难区分的样本对，提升模型的收

敛速度和特征判别能力。

同时在换衣行人重识别场景中，服装变化作为

主要干扰信息，仅依赖困难样本三元组损失仍难以

确保模型在处理正样本对（即不同服装的同一行

人）时的一致性，从而导致鲁棒性不足。为此，本

文进一步改进了三元组损失（ITL），通过结合正

样本对的绝对距离与困难样本三元组损失，进一步

提升正样本对的相似度，使同一行人的不同图像在

服装变化下仍能保持较小距离，从而有效解决了换

衣行人重识别中的服装变化问题，提升模型对相同

身份行人的判别能力和一致性，增强重识别的准确

性和鲁棒性。其计算公式分别为：

LITL = ωmd|a,p|+
1

PK

∑
a ∈ batchLth (12)

Lth = (maxP∈Ada,p−minn∈Bda,n+α)+ (13)

d|a,p| =

√√√ N∑
i=1

(ai− pi)2 (14)

ωm

d|a,p|

式中， 为正样本对绝对距离的权重，设置为

0.8；Lth 为困难样本三元组损失函数[18]； 为正

样本对之间的绝对距离；P和 K分别表示每个训

练 batch随机挑选的行人数量和每个行人的图片数

量；超参数 α通常设置为 0.4。
此外，针对训练过程中模型出现的过拟合现

象，引入标签平滑正则化交叉熵损失，通过对传统

的硬标签进行平滑处理，从而减少标签依赖，避免

了模型过度自信，有助于减少过拟合和缓解类不平

衡问题。计算公式为：

LLS = −
c∑

j=1

(
(1−σ)y j+

σ

c

)
log(ŷ j) (15)

y j

y j = 1 y j = 0 ŷ j

式中，σ为标签平滑的超参数，本文设置为 0.1；
c是类别数； 是实际标签值，对于正确类别，

，其他类别 ； 为模型输出的概率。

本文采用上述 3种损失函数进行训练，在早期

训练阶段，模型倾向于通过区分简单样本（相同身

份和服装）来学习易识别的身份信息。然而，本文

提出的模块和函数旨在帮助模型学习复杂身份特

征，过早引入可能导致模型陷入局部最优。因此，

采用分阶段训练策略：首先仅使用身份分类损失

（Lid）进行监督，待模型初步学习掌握复杂身份特

征后，再逐步引入改进三元组损失（LITL）和标签

平滑正则化交叉熵损失（LLS），帮助模型学习更

鲁棒的身份特征。整体损失函数为：

L = λ1Lid+λ2LLS+λ3LITL (16)

λ1 = λ2 = λ3 = 1

式中，λ是每一项损失函数的权重系数，本文将其

设置为 。

 2　实验与结果分析

 2.1　评估数据集

为了验证所提模型的有效性，本文在广泛使用

的换衣 ReID数据集，即 Celeb-reID[19]、PRCC[2]，

以及一个大规模的换衣数据集 Deepchange[20] 上进

行了训练与评估。3个数据集的介绍如表 1所示。

Celeb-reID是一个从明星街拍中收集的数据

集，分为训练集、图库集和查询集。该数据同一行

人的衣着有显著变化，超过 70%的图片展示了不
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同的服装风格，但也存在少量重复穿着的情况。此

外，Celeb-reID数据集还包含部分后视图，进一步

增加了行人识别的挑战性和多样性。

PRCC数据集由 3台室内摄像机捕获而得，其

独特性在于多视角与衣物变化的交叉设计，对于图

像中的行人，相机 A和 B的图像都没有衣服改

变，但相机 C的图像衣着发生了明显变化。

DeepChange数据集则专注于长期场景下的衣

物变化问题，时间跨度超过 12个月，所有样本均

包含显著衣物变化，且附带行人属性（性别、年

龄、上衣类型等）和时间戳标注。该数据集模拟了

真实世界中衣物、外观和环境的长期动态变化，为

研究衣物不变特征提供了理想场景。

  
表 1    3个数据集介绍

 

数据集 身份数 图片数 相机数

Celeb-reID[19] 1 052 34 186 —

PRCC[2] 221 33 698 3
DeepChange[20] 1 121 178 407 17

 

 2.2　实验设置

 2.2.1　实现细节

本文模型基于 PyTorch 1.12.1框架实现，并采

用 Python  3.8作为编程语言，GPU选择 NVIDIA
GeForce RTX 3090。

实验选择 ImageNet上预训练的 ResNet50[4] 作

为主干网络。在数据增强方面，使用了随机水平翻

转、填充、随机裁剪和随机擦除[21]，概率均设置为

0.5。训练过程中采用 Adam优化器 [22]，其权重衰

减设定为 5×10−4，训练周期为 80个 epoch。采用学

习率预热策略，即在前 10个 epoch内将学习率从

3.5×10−6 线性提升至 3.5×10−4，之后每 20个 epoch
降低 10倍。超参数 λ、τ和 P的值分别设置为 0.1、
1/16和 2，批量大小为 64。采用 DBSCAN[23] 进行

聚类，最小样本量设为 1，扫描半径设定为 0.4。
 2.2.2　评价指标

为了评估模型的有效性，本文采用换衣 Re-
ID研究中常用的标准指标，即累积匹配特征

（cumulative matching characteristic, CMC）曲线和

平均精度（mean average percision, mAP）。累积匹

配特征用于衡量模型图像检索能力，能够反映查询

样本检索结果的匹配排位表现，可直观体现不同排

位下正确样本的匹配成功率，本文重点参考首位匹

配成功率 Rank-1指标。平均精度则是一种综合评

价指标，通过计算所有查询的平均精度来评估模型

的整体检索性能。

 2.3　实验结果分析

为了验证各模块在换衣 ReID任务中的有效

性。本文在 3个数据集上进行了全面的消融实验。

实验结果如表 2所示，其中 Baseline为基线模型

ResNet50。

 
 

表 2    在 3个数据集上的消融实验结果 %
 

方法
PRCC Celeb-reID DeepChange

Rank-1 mAP Rank-1 mAP Rank-1 mAP
ResNet50 41.0 37.5 52.9 9.9 41.7 11.0
AGA 66.0 63.1 64.7 18.3 58.5 20.4
MOGA 61.6 59.5 64.4 18.1 57.7 19.5
ITL 66.4 63.3 64.9 18.5 58.7 20.4

AGA+MOGA 66.9 64.1 65.2 18.5 58.6 20.6
AGA+ITL 66.5 64.4 65.6 18.7 59.1 20.6
MOGA+ITL 66.3 64.1 65.5 18.8 58.8 20.5

AGA+MOGA+ITL 67.3 64.7 66.2 19.0 59.4 20.7

 
由表 2可知，AGA模块通过图卷积建模通道

依赖关系，在所有数据集上实现稳定提升。以

PRCC数据集为例，其 Rank-1/mAP较基线相比分

别提高了 25.0%和 25.6%，验证了其剥离衣物变化

噪声、强化身份特征通道的能力，有效解决了换衣

场景中通道级的干扰问题。

MOGA模块则通过多阶门控机制动态聚合跨

层特征，在 PRCC、Celeb-reID和 Deepchange上
Rank-1分别提升了 20.6%、11.5%和 16.0%，该模

块通过门控权重自适应选择浅层轮廓与深层语义特

征的融合路径，有效缓解了多尺度特征融合中的尺

度不匹配问题，尤其在 PRCC相机 C的显著衣着

变化场景中表现突出。但其单独作用时性能存在瓶

颈，这是因为 MOGA的跨阶特征融合效果高度依
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赖输入特征质量：在缺乏通道筛选的情况下，衣着

纹理等易变信息具有更强的特征响应，导致门控机

制难以区分稳定特征（体型、步态）与易变特征

（衣着），门控权重易被冗余信息主导，反而强化

了类内差异。

ITL损失函数通过引入正样本对绝对距离约

束，在 PRCC、Celeb-reID和 DeepChange上分别

提升 Rank-1至 66.4%、64.9%和 58.7%，其核心价

值在于强制拉近同一身份不同衣着样本的特征距

离，显著增强了类内紧凑性，从而减少相似衣物导

致的身份混淆。尤其在 Celeb-reID的少量重复穿着

样本中，mAP从 9.9%提升至 18.5%，充分证明其

在换衣 ReID任务中的有效性。

值得注意的是，AGA、MOGA和 ITL单一模

块性能超过多数对比方法，核心是设计针对性与场

景适配性的差异。对比方法中存在通用模型（如

PCB、MGN）特征提取依赖衣着等易变信息，在

换衣场景中因同身份衣着变化导致特征判别性骤

降。而本文模块直击换衣痛点：AGA以图卷积抑

制衣着通道，缓解通用注意力对易变特征的过度响

应；MOGA聚焦稳定特征跨层融合，规避衣着信

息干扰交互的问题；ITL通过绝对距离约束强化类

内紧凑性，弥补通用三元组损失对类内差异的约束

不足。这种适配设计使其表现更优。

当模块组合时，协同效应显著超越单一组件之

和。AGA与 MOGA模块的互补性体现在：AGA
通过通道筛选机制有效抑制衣着纹理等易变通道的

干扰，为 MOGA提供了纯净的输入特征，解决了

单独使用 MOGA时因噪声输入导致的门控机制失

效问题。而 MOGA通过门控机制在空间维度强化

换衣特征响应，形成“通道筛选−空间聚合”的层

级优化协同，即 AGA负责去除通道级噪声，使

MOGA能更精准地聚焦体型、步态等稳定特征

的跨层交互，在 PRCC上的 Rank-1、mAP分别提

升提升 25.9%和 26.6%。AGA与 ITL的组合在

DeepChange上 mAP提升 9.6%，这得益于通道级

身份特征经 ITL优化后，在长期跨度场景中形成更

紧密的簇类分布。当 AGA+ITL与 MOGA结合

时，协同效应进一步升级，PRCC的 Rank-1/mAP
提升至 67.3%和 64.7%，ITL通过约束正样本对距

离优化特征空间几何结构，使 AGA筛选的稳定特

征形成更紧凑的簇类，此时 MOGA的多阶融合不

再仅依赖特征本身的交互，更能基于 ITL优化后的

特征空间几何结构，针对性强化“同簇内”跨层特

征关联，避免不同身份的相似特征混淆。这种“通

道筛选−特征空间优化−空间聚合”的三级协同，

既保留了通道级去噪的精准性，又通过特征空间约

束提升了跨层融合的靶向性，最终形成完整技术闭

环，切实提升换衣 ReID方法的识别精度。

 2.4　损失函数对比实验

本文对不同的损失函数策略进行了测试，包

括 Lid、LLS、LITL。PRCC数据集上的实验结果如

表 3所示。

  
表 3    不同损失函数策略在 PRCC数据集的

性能比较 %
 

损失函数策略 Rank-1 Rank-5 mAP
ResNet50 41.0 45.3 37.5

Lid 49.2 55.0 46.2
LLS 62.1 69.7 61.5
LITL 63.8 70.5 61.8

Lid+LLS 65.1 71.2 62.3
Lid+LITL 65.8 71.9 63.6
LLS+LITL 66.1 73.0 64.0

Lid+LLS+LITL 67.3 74.4 64.7

 
在表 3中，模型使用单一损失时，Lid 的性能

提升最小，说明单纯依赖身份分类难以克服换衣干

扰； LITL 表现最优， Rank-1和 mAP分别达到

63.8%和 61.8%，原因在于改进三元组损失对换衣

判别性特征学习起到核心作用，通过优化样本间的

距离度量，能够有效应对衣着变化引发的类内

差异。

采用联合损失函数时，Lid+LLS 较单一损失提

升显著，相较于性能最优的 LLS，Rank-1和 mAP
分别提升了 3.0%和 0.8%，这是因为身份分类与标

签正则化的互补性，即 Lid 提供 ID判别先验，

LLS 通过正则化抑制过拟合，提升模型泛化能力。

Lid+LITL 的 mAP高于 Lid+LLS1.3%，验证了三元组

损失对排序质量的强化作用，但其缺少正则化，可

能限制模型鲁棒性，Rank-1低于 LLS+LITL 组合。

LLS+LITL 获得最优双损失性能，Rank-1和 mAP分

别达到 66.1%和 64.0%，体现出独特的协同优势，

前者保障特征空间泛化性，后者优化细粒度判别，

提高了模型的鲁棒性。Lid+LLS+LITL 的三损失融合

性能达到最优，较最优双损失组合的 Rank-1和
mAP分别提升 1.2%和 0.7%，这是因为三者存在

层次化互补：Lid 提供高层语义监督，LLS 约束特征

分布平滑性，LITL 驱动局部判别优化，共同构建对

换衣干扰的鲁棒表示。实现换衣特征表示的最优
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平衡。

 2.5　超参数消融实验

为验证关键超参数对模型性能的影响，本节

在 PRCC数据集上针对 DBSCAN聚类扫描半径

eps、温度系数 τ及损失函数 LITL 中系数 λ3 进行消

融实验，分析不同取值对模型性能的影响，结果如

图 5所示。
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图 5    超参数消融研究
 
 2.5.1　DBSCAN聚类扫描半径 eps的影响

eps作为 DBSCAN算法的核心参数，用于控

制聚类的空间邻域范围，直接影响换衣场景中同身

份样本簇的聚合效果。由图 5a可知，当 eps过小

时（如 0.1～0.3），模型对样本空间的划分过于严

格，导致同一身份换衣后的样本因特征差异被拆

分，类内紧凑性不足；eps=0.4时性能最优，此时

聚类既能将换衣前后的同一身份样本聚合为紧凑

簇，又能有效区分不同身份的相似体型样本；当

eps过大（如 0.5～0.8）时，过宽的邻域范围导致

不同身份的相似特征样本被错误合并（如相似体型

的不同行人），类间混淆加剧，性能显著下降。故

实验中 eps设为 0.4。

 2.5.2　温度系数 τ的影响

温度系数 τ调节特征分布软化度，影响模型对

细微特征的敏感度。图 5b显示，τ为 10～14时，

模型过度关注局部差异，忽略换衣场景的稳定特征

（体型、步态）；τ为 18～24时，特征分布过度

平滑，身份区分度下降；τ为 16时性能最优，此

时 τ通过适度软化特征分布，保留身份判别性特征

的响应强度，同时避免对衣着过度敏感，增强了模

型的换衣干扰能力。因此实验中 τ设为 16。
 2.5.3　损失函数 LITL 系数 λ3 的影响

λ3 为 LITL 的权重系数，控制其在多损失优化

中的贡献度，影响特征空间的类内紧凑性与类间分

离度。由图 5c可知，当 λ3 较小（0～0.9）时，LITL
的约束作用不足，难以有效缩小同身份换衣样本的

特征距离，类内离散度较高；当 λ3=1.0时性能最

优，此时 LITL 与 Lid、LLS 形成协同，既通过 LITL
强化同身份换衣样本的类内紧凑性，又通过其他损

失保证不同身份样本的类间分离度，避免单一损失

片面性；当 λ3 过大（1.1～1.5）时，LITL 的过度约

束导致特征空间压缩，反而模糊了不同身份的边

界，性能下降。故实验中 λ3 设为 1.0。
 2.6　与现有方法比较

为验证本文解决方案的有效性，将本文模型与

其他具有相似实验设置的现有先进方法进行比较。

评价指标为 Rank-1和 mAP。在 3个换衣 ReID数

据集 PRCC、Celeb-reID和  DeepChange上的性能

比较结果如表 4所示。

本文模型在 PRCC数据集上与多种方法进行了

对比。传统行人重识别方法 HACNN[24] 和 PCB[25]

主要依靠衣物颜色、纹理等外观特征建模，在换衣

场景中，由于衣物特征失效，导致它们在 PRCC
数据集上的表现较差； TransReID[26] 通过引入

Transformer架构，增强了人物重识别任务中的特

征表示能力，在一定程度上缓解了衣着变化带来的

局部特征漂移问题，但在衣物差异显著的相机

C视角下，仍存在跨模态对齐能力不足的瓶颈；

SPT（spatial  polar  transformation） [2] 是提出 PRCC
数据集的方法，针对多视角衣着变化设计了视角对

齐损失，Rank-1达到 55.2%，展现出领域适配优

势，然而其依赖相机内外参数的先验信息，泛化至

无校准多视角场景时性能下降明显；最后几种方法

则为近几年性能较优的代表性换衣行人重识别方

法，CAL[27] 通过生成衣物对抗网络来训练模型，
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RCSANet∗[28]、CRE+BSGA[29] 和 FIRe2[1] 则采用其他

方式（如轮廓草图、人体姿势），减少衣物的影

响，但它们都有着过度依赖额外标注数据和手工设

计的特征融合权重的问题。相比之下，本文模型通

过动态特征选择模块，实现了无额外数据依赖的特

征增强与自适应特征融合，提升了换衣场景下外观

变化与视角差异的联合干扰的模型鲁棒性。由表 4
可知，本文模型在 PRCC数据集中 Rank-1和 mAP
分别达到 67.3%和 64.7%，相较于 FIRe2，精度分

别提升了 2.3%和 1.6%，表现优异。

 
 

表 4    不同方法的性能比较 %
 

方法
PRCC Celeb-reID DeepChange

Rank-1 mAP Rank-1 mAP Rank-1 mAP

HACNN[24] 21.8 — 47.6 9.5 — —

PCB[25] 41.8 38.7 37.1 8.2 — —

TransReID[26]

MGN[30]

JLCN [31]

46.6
—
—

44.8
—
—

—

49.0
51.6

—

10.8
10.8

—
—
—

—
—
—

SPT [2]

RCSANet*[28]

OSNet[32]

ReIDCaps[14]

34.4
50.2
—
—

—

48.6
—
—

—

55.6
—

51.2

—

11.9
—

9.8

—
—

39.7
39.5

—
—

10.3
11.3

CAL[26]

CRE+BSGA[29]

CAMC[33]

55.2
61.8
—

55.8
58.7
—

—
—

57.5

—
—

12.3

54.0
—
—

19.0
—
—

FIRe2[1] 65.0 63.1 64.0 18.2 57.9 20.0

本文 67.3 64.7 66.2 19.0 59.4 20.7

 
进一步地，本文将所提模型与传统的行人重识

别方法及针对 Celeb-reID设计的先进换衣方法进行

了对比。结果如表 4所示，传统方法 HACNN[24]、

MGN[30] 和 PCB[25] 因依赖外观特征而表现较差。相

比之下，现有换衣重识别方法 JLCN[31]、CAMC[33]

和 FIRe2[1] 则通过轮廓草图、人体姿态或服装标签

减少服装干扰，但其性能仍不及本文模型。本文模

型仅使用 RGB模态输入，通过挖掘更具区分性的

通道信息，在 Celeb-reID上获得了 Rank-1和 mAP
分别为 66.2和 19.0%的优秀结果，相较于 FIRe2 模
型，Rank-1提升了 2.2%，说明了本文模型的优

越性。

此外，在 DeepChange数据集上对本文模型进

行了评估，该数据集规模较大，尤其是测试样本数

量庞大，因而是最能反映现实长期换衣场景下复杂

性和难度的数据集之一。尽管大多数先进方法未在

此数据集上报告结果，仍选择其中几种强大的基线

方 法 OSNet[32]、 ReIDCaps[14]、 CAL[26] 和 FIRe2[1]

的官方代码与本文模型进行比较，由表 4可知，本

文模型的 Rank-1和 mAP分别为 59.4%和 20.7%，

其性能仍然明显优于其他方法。进一步验证了本文

模型的有效性。

 2.7　可视化分析

为了直观展示本文模型的有效性，在 PRCC数

据集上进行了可视化分析，重点是将 baseline模型

与本文模型进行排序对比，随机选取 4张查询图像

（Query），分别查询 Rank-1～Rank-5图像，其中

绿色和红色边框分别表示正确和错误的匹配结果。

如图 6所示，图 6a和图 6b中的Rank-1～Rank-5
图像框均显示绿色，即 baseline模型与本文模型

均检索正确，表明本文模型能够有效提取丰富的特

征信息。然而，图 6c中 Baseline模型在 Rank-1、
Rank-4和 Rank-5的检索结果中出现了错误检索

（红色边框），本文模型则仅有 Rank-3出现检索

错误，体现了本文模型对衣着变化的鲁棒性。图 6d
中，针对脸部遮挡的查询图像，Baseline模型在

Rank-2中出现错误检索（红色红框），反映出其

对局部可见特征（如面部）的过度依赖；而本文模

型的检索结果全部正确，有力验证了本文模型通过

全局关系建模，引导网络聚焦衣着之外的判别性身

体特征（如体型、步态），从而有效克服面部遮挡

的干扰。总体而言，本文模型在换衣场景下的行人

识别性能更优，能更准确地识别换衣后的行人身

份，从而提高检索精度。
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a. 图像1

Query

Query

Query

Query

Baseline模型

本文模型

Baseline模型

本文模型

Baseline模型

本文模型

Baseline模型

本文模型

b. 图像2

c. 图像3

d. 图像4

Rank-1 Rank-2 Rank-3 Rank-4 Rank-5

Rank-1 Rank-2 Rank-3 Rank-4 Rank-5

Rank-1 Rank-2 Rank-3 Rank-4 Rank-5

Rank-1 Rank-2 Rank-3 Rank-4 Rank-5

图 6    PRCC数据集上 Baseline模型与本文模型的前 5张检

索图像对比
 

 3　结束语

本文提出了一种融合图通道注意力与多阶门

控残差网络的换衣行人重识别模型（AMGA-
ResNet50）。首先设计了 AGA模块，将图卷积理

论引入通道注意力中，直接操作特征以避免复杂的

像素空间编码。然后，提出 MOGA模块，通过高

效的信道聚合模块自适应地重新分配高维隐藏空间

中的信道特征，实现全局信息之间的紧密获取。最

后，改进了 ITL函数，以拉近正样本距离。本文模

型在多个换衣 ReID数据集上均达到了较为先进的

性能，展现了其在换衣行人重识别任务中的优势。

未来将专注于换衣 ReID任务的多粒度学习研究，

以进一步提升模型的性能。
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