
第 ４８ 卷第 ２ 期

２０２５ 年 ４ 月

南京师大学报(自然科学版)
ＪＯＵＲＮＡＬ ＯＦ ＮＡＮＪＩＮＧ ＮＯＲＭＡＬ ＵＮＩＶＥＲＳＩＴＹ(Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ)

Ｖｏｌ􀆰 ４８ Ｎｏ􀆰 ２
Ａｐｒ.ꎬ２０２５

　 收稿日期:２０２４－０７－０１.
　 基金项目:国家自然科学基金项目(６２０６２００４)、宁夏自然科学基金项目(２０２３ＡＡＣ０３３１５)、北方民族大学中央高校基本科研业务费专项资

金资助项目(２０２１ＫＪＣＸ１０)、北方民族大学研究生创新项目(ＹＣＸ２４１２４) .
　 通讯作者:韩萌ꎬ博士ꎬ教授ꎬ研究方向:大数据挖掘. Ｅ－ｍａｉｌ:２００３０５１＠ ｎｍｕ.ｅｄｕ.ｃｎ

ｄｏｉ:１０.３９６９ / ｊ.ｉｓｓｎ.１００１－４６１６.２０２５.０２.０１３

象群优化的高效用项集挖掘算法

何菲菲ꎬ韩萌ꎬ张瑞华ꎬ李春鹏ꎬ孟凡兴

(北方民族大学计算机科学与工程学院ꎬ宁夏 银川 ７５００２１)

[摘要] 　 启发式高效用项集挖掘是近年数据挖掘领域的一个热点研究课题. 为了解决启发式高效用项集挖掘算

法过早收敛导致的项集丢失问题ꎬ设计了一种新的启发式高效用项集挖掘算法ꎬ旨在较少的迭代次数内获取更多

的高效用项集. 其中ꎬ提出的基于母象因子的位差进化策略ꎬ有效缩减了搜索空间ꎬ提高了算法的执行效率. 为了防

止算法收敛过快陷入局部最优ꎬ提出两阶段种群多样性维护策略ꎬ保持了种群多样性和收敛性间的平衡. 在真实数

据集上进行的大量实验表明ꎬ提出的算法在高效用项集数量、时空效率和算法收敛性方面均优于现有的先进算法.
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频繁项集挖掘( ｆｒｅｑｕｅｎｔ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇꎬＦＩＭ)能挖掘出大于支持阈值的高频项集[１] . ＦＩＭ 关注了项集

的频率ꎬ但忽略了项集的重要性. 为了解决 ＦＩＭ 的局限性ꎬ高效用项集挖掘( ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇꎬ
ＨＵＩＭ)同时考虑了项集的频率和效用ꎬ旨在从定量数据集中发现高效用的项集[２] . ＨＵＩＭ 在现实场景中具

有广泛的应用价值ꎬ尤其是在分析大规模交易数据时ꎬ其典型应用和价值主要体现在以下几个方面.
在零售和市场分析中ꎬＨＵＩＭ 可用于零售业中的购物篮分析. 通过挖掘高效用项集 ( ｈｉｇｈ ｕｔｉｌｉｔｙ

ｉｔｅｍｓｅｔｓꎬＨＵＩｓ)ꎬ零售商可以发现对总销售额收益最大的商品组合ꎬ从而优化产品促销策略和库存管理. 在

个性化推荐系统方面ꎬＨＵＩＭ 可以识别用户倾向购买的高价值商品组合ꎬ为用户提供更为精准的商品推

荐ꎬ从而提升用户体验. 在医疗数据分析领域ꎬＨＵＩＭ 可以用于发现与特定疾病高度相关的药物组合或治

疗方案ꎬ辅助医生进行更有效的治疗决策. 在电信网络流量分析中ꎬＨＵＩＭ 可以用于发现对网络资源消耗

较高的用户行为模式. 这些高效用项集有助于网络服务提供商优化带宽管理、提高服务质量ꎬ并通过挖掘

用户行为进行精准营销. 在金融数据分析中ꎬＨＵＩＭ 可用于交易模式挖掘ꎬ识别出带来高利润的投资组合
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或交易策略. 此外ꎬ通过挖掘金融或电商交易中的 ＨＵＩｓꎬ可以发现异常高利润或异常高交易频率的组合ꎬ
从而帮助识别潜在的欺诈行为.

现有的许多算法被设计以有效地挖掘 ＨＵＩｓꎬ典型的算法包括阶层组合、新型模式增长结构和投影等

技术[３] . ＨＵＩＭ 的早期工作是两阶段算法[４]ꎬ这种两阶段算法需要对数据集进行多次扫描ꎬ尤其是应对大

型数据集ꎬ若生成的候选项集过多ꎬ就会导致算法的性能很差. 为了有效地生成候选项集并避免数据多次

扫描ꎬ基于模式增长和树的方法被证明对 ＨＵＩＭ 是有效的ꎬ包括 ＩＨＵＰ￣ｔｒｅｅ[５]、ＵＰ￣ｔｒｅｅ[６] 和 ＨＵＩＴＷＵ￣
ｔｒｅｅ[７] . 尽管这些树结构通常非常紧凑ꎬ但算法的性能与构建条件树的数量密切相关ꎬ导致了显著的内存

需求. Ｌｉｕ 等[８]将原始数据转换为列表结构ꎬ避免了候选集生成和重复扫描数据集ꎬ从而提高了挖掘效

率. 其他 ＨＵＩＭ 算法还包括基于最大项集的算法[９]、基于投影的方法[１０]和基于位图的方法[１１] .
然而随着数据规模的增大ꎬ枚举所有的 ＨＵＩｓ 是很难实现的ꎬ这些算法的性能也会相应降低. 为了解

决传统挖掘算法的性能瓶颈ꎬ近年来ꎬ启发式算法受到广泛研究并应用于 ＨＵＩＭ 领域. Ｋａｎｎｉｍｕｔｈｕ 等[１２]首

次提出基于遗传算法 ( ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍꎬＧＡ) 的 ＨＵＩＭ 两种方法ꎬ其能在指数搜索空间中快速挖掘

ＨＵＩｓ. Ｌｉｎ 等[１３]首次设计了基于粒子群优化(ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎꎬＰＳＯ)的 ＨＵＩＭ 算法ꎬ并进一步开

发了 ＯＲ / ＮＯＲ 树[１４]结构ꎬ减少了数据扫描次数和无效计算ꎬ改善了进化过程中面临的组合问题. Ｓｏｎｇ
等[１５]使用轮盘赌选择 ＨＵＩｓ 作为下一种群的初始目标ꎬ以改善种群多样性. 他们还首次提出一种基于集合

粒子群的高效用项集挖掘算法 ＨＵＩＭ￣ＳＰＳＯ[１６]ꎬ使高速运动的粒子在下一迭代中有更高的保留机会ꎬ进一

步提高了多样性. Ｎａｗａｚ 等[１７] 提出基于爬山的高效用项集挖掘算法 ＨＵＩＭ￣ＨＣꎬ提高了算法的时间效

率. 然而在启发式 ＨＵＩＭ 算法中ꎬＨＵＩｓ 的发现是迭代生成的ꎬ上一迭代结果会对下一迭代 ＨＵＩｓ 发现产生

影响. 如果在较小的迭代次数内没有随机生成新的个体ꎬ则结果很容易陷入局部最优ꎬ挖掘的 ＨＵＩｓ 数量

也是有限的[１８] . 但随机性过强会使得算法很难收敛ꎬ也会导致一定数量的 ＨＵＩｓ 丢失. 所以如何在有限时

间内挖掘更多的高效用项集、提高种群多样以减少项集丢失是启发式 ＨＵＩＭ 算法正面临的挑战.
相较于其他启发式算法ꎬ象群优化(ｅｌｅｐｈａｎｔ ｈｅｒｄｉｎｇ ｏｐｔｉｍｉｚａｔｉｏｎꎬＥＨＯ)具有全局搜索能力强、控制参

数少等优点ꎬ且它的连续、组合、约束优化已经在许多基准问题和各种应用领域中得到了证明[１９] . 因此本

文设计了基于象群优化的高效用项集挖掘算法 ( ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｍｉｎｉｎｇ ｂａｓｅｄ ｅｌｅｐｈａｎｔ ｈｅｒｄｉｎｇ
ｏｐｔｉｍｉｚａｔｉｏｎꎬＨＵＩＭ￣ＥＨＯ)以有效挖掘 ＨＵＩｓ. 本文的主要贡献如下:

(１)本文设计了基于母象影响因子的位差进化策略ꎬ基于该策略提出一种新的启发式高效用项集挖掘方

法. 该方法有效缩减了搜索空间ꎬ提高了算法的执行效率ꎬ能够在较少的迭代次数内快挖掘出更多的 ＨＵＩｓ.
(２)为了避免算法因过早收敛而陷入局部最优ꎬ本文提出了一种两阶段种群多样性维护策略ꎬ保持了

种群多样性和收敛性间的平衡.
(３)在密集和稀疏数据集上进行了大量实验ꎬ结果表明该方法在挖掘出的高效用项集的数量、时间效

率、内存占用和收敛性方面均优于目前最先进的算法.

表 １　 事务数据集示例

Ｔａｂｌｅ １　 Ｅｘａｍｐｌｅ ｏｆ ｔｒａｎｓａｃｔｉｏｎ ｄａｔａｂａｓｅ

Ｔｉｄ 事务

Ｔ１ ａ:３ꎬｃ:２ꎬｅ:１ꎬｇ:２
Ｔ２ ｃ:１ꎬｄ:２ꎬｆ:３
Ｔ３ ａ:１ꎬｂ:２ꎬｃ:５ꎬｅ:１ꎬｇ:１
Ｔ４ ｂ:３ꎬｄ:２ꎬｆ:１
Ｔ５ ｂ:４ꎬｃ:２

表 ２　 项的外部效用

Ｔａｂｌｅ ２　 Ｅｘｔｅｒｎａｌ ｕｔｉｌｉｔｙ ｏｆ ｅａｃｈ ｉｔｅｍ

项 ａ ｂ ｃ ｄ ｅ ｆ ｇ

外部效用 ２ ５ ３ ６ ９ ５ １３

１　 背景知识

１.１　 高效用项集挖掘

令 Ｉ ＝ { ｉ１ꎬｉ２ꎬ􀆺ꎬｉｍ}是一组不同的项ꎬＤＢ ＝ {Ｔ１ꎬ
Ｔ２ꎬ􀆺ꎬＴｎ}是事务数据集ꎬ每个事务 Ｔｑ∈ＤＢ(１≤ｑ≤
ｎ)是 Ｉ 的子集. 项的内部效用 ｑ( ｉ ｊꎬＴｑ)ꎬ表示项 ｉ ｊ 在
事务 Ｔｑ 中的数量. 项的外部效用 ｐ( ｉ ｊ)表示项 ｉ ｊ 的利

润. 项集 Ｘ＝{ ｉ１ꎬｉ２ꎬ􀆺ꎬｉｋ} (１≤ｋ≤ｍ)是 Ｉ 的非空子

集. 表 １ 是一个小型事务数据集示例ꎬ表 ２ 展示了该

数据集中不同项的外部效用.
定义 １[２０](项的效用) 　 项 ｉ ｊ 在事务 Ｔｑ 的效用表

示为 ｕ( ｉ ｊꎬＴｑ)ꎬ是项 ｉ ｊ 在事务 Ｔｑ 中内部效用与 ｉ ｊ 的
外部效用的乘积ꎬ可由公式(１)计算.

ｕ( ｉ ｊꎬＴｑ)＝ ｑ( ｉ ｊꎬＴｑ)×ｐ( ｉ ｊ)ꎬ (１)
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例如ꎬ在表 １ 和表 ２ 中ꎬｕ(ａꎬＴ１)＝ ｐ(ａ)×ｑ(ａꎬＴ１)＝ ２×３＝ ６.
定义 ２[２０](项集在事务中的效用) 　 项集 Ｘ 在事务 Ｔｑ 中的效用表示为 ｕ(ＸꎬＴｑ)ꎬ是项集 Ｘ 中所有项

的效用之和ꎬ其中 Ｘ 包含于 Ｔｑꎬ可由公式(２)计算.

ｕ(ＸꎬＴｑ)＝ ∑
ｉ ｊ∈Ｘ∧Ｘ∈Ｔｑ

ｕ( ｉ ｊꎬＴｑ)ꎬ (２)

例如ꎬｕ({ａꎬｃ}ꎬＴ１)＝ ｕ(ａꎬＴ１)＋ｕ(ｃꎬＴ１)＝ ２×３＋３×２＝ １２.
定义 ３[２０](项集在数据集中的效用) 　 项集 Ｘ 在数据集 ＤＢ 中的效用表示为 ｕ(Ｘ)ꎬ是数据集 ＤＢ 中所

有包含 Ｘ 的事务中项集 Ｘ 的效用之和ꎬ可由公式(３)计算.

ｕ(Ｘ)＝ ∑
Ｘ∈Ｔｑ∧Ｔｑ∈ＤＢ

ｕ(ＸꎬＴｑ)ꎬ (３)

例如ꎬｕ(ａꎬｃ)＝ ｕ({ａꎬｃ}ꎬＴ１)＋ｕ({ａꎬｃ}ꎬＴ３)＝ ２×３＋３×２＋２×１＋３×５＝ ２９.
定义 ４[２０](事务效用) 　 事务 Ｔｑ 的效用表示为 ｔｕ(Ｔｑ)ꎬ是 Ｔｑ 中所有项的效用之和ꎬ可由公式(４)计算.

ｔｕ(Ｔｑ)＝ ∑
ｉ ｊ∈Ｔｑ

ｕ( ｉ ｊꎬＴｑ)ꎬ (４)

例如ꎬｔｕ(Ｔ５)＝ ｕ(ｂꎬＴ５)＋ｕ(ｃꎬＴ５)＝ ５×４＋３×２＝ ２６.
定义 ５[２１](事务加权效用) 　 项集 Ｘ 在数据集 ＤＢ 中的事务加权效用表示为 ＴＷＵ(Ｘ)ꎬ是数据集 ＤＢ

中包含 Ｘ 的所有事务效用之和ꎬ可由公式(５)计算.

ＴＷＵ(Ｘ)＝ ∑
Ｘ∈Ｔｑ∧Ｔｑ∈ＤＢ

ｔｕ(Ｔｑ)ꎬ (５)

例如ꎬＴＷＵ({ａꎬｃ})＝ ｔｕ(Ｔ１)＋ｔｕ(Ｔ３)＝ ４７＋４９＝ ９６.
定义 ６[２２](最小效用) 　 最小效用表示为 ｍｉｎ＿ｕｔｉｌꎬ是数据集 ＤＢ 中所有事务效用之和与用户自定义最

小效用阈值 δ 的乘积ꎬ可由公式(６)计算.

ｍｉｎ＿ｕｔｉｌ＝ ∑
Ｔｑ∈ＤＢ

ｔｕ(Ｔｑ)×δꎬ (６)

例如ꎬ假设 δ＝ ３５％ꎬｍｉｎ＿ｕｔｉｌ＝(４７＋３０＋４９＋３２＋３０)×３５％ ＝ ６５.８.
定义 ７[２２](高事务加权效用项集)若在数据库 ＤＢ 中ꎬ项集 Ｘ 的事务加权效用不小于 ｍｉｎ＿ｕｔｉｌꎬ则 Ｘ 是

高事务加权效用项集(ｈｉｇｈ ｔｒａｎｓａｃｔｉｏｎ ｗｅｉｇｈｔｅｄ ｕｔｉｌｉｚａｔｉｏｎ ｉｔｅｍｓｅｔꎬＨＴＷＵＩ)ꎬ否则 Ｘ 是低事务加权效用项集

( ｌｏｗ ｔｒａｎｓａｃｔｉｏｎ ｗｅｉｇｈｔｅｄ ｕｔｉｌｉｚａｔｉｏｎ ｉｔｅｍｓｅｔꎬＬＴＷＵＩｓ) .
表 ３　 １－ＨＴＷＵＩｓ的事务加权效用

Ｔａｂｌｅ ３　 Ｔｒａｎｓａｃｔｉｏｎ ｗｅｉｇｈｔｅｄ ｕｔｉｌｉｔｙ ｏｆ １－ＨＴＷＵＩｓ

１￣Ｉｔｅｍ ａ ｂ ｃ ｅ ｇ

ＴＷＵ ９６ １１１ １５６ ９６ ７７

　 　 表 ３ 显示了当 ｍｉｎ＿ｕｔｉｌ 为 ６５.８ 时发现的 １－项集的

高事务加权效用ꎬ即 １￣ＨＴＷＵＩｓ. 文中常见的符号及含义

如表 ４ 所示ꎬ包含项集、最小效用阈值、事务加权效用、
高效用项集以及高事务加权效用项集等.

表 ４　 常见符号的含义

Ｔａｂｌｅ ４　 Ｍｅａｎｉｎｇ ｏｆ ｃｏｍｍｏｎ ｓｙｍｂｏｌｓ

符号 含义 符号 含义

Ｘ 项集 ＨＵＩｓ 高效用项集

δ 最小效用阈值 ＨＴＷＵＩ 高事务加权效用项集

ｍｉｎ＿ｕｔｉｌ 最小效用 ＬＴＷＵＩ 低事务加权效用项集

ＴＷＵ 事务加权效用 １￣ＨＴＷＵＩ 具有高事务加权效用的 １ 项集

１.２　 象群优化

在自然界中ꎬ大象生活在社会群体中. 这些群体通常由多个氏族组成ꎬ每个氏族都由一位女族长领

导. 此外ꎬ公象在成长过程中也可能离开这些氏族独自生活. 为了解决各种全局优化问题ꎬＬｉ 等[１９]于 ２０１５
年首次提出 ＥＨＯ 算法ꎬ将大象的生物行为抽象为氏族更新和氏族分离两种操作ꎬ每个氏族通过迭代更新

象的位置找到问题空间的最佳解决方案.
Ａ. 氏族更新操作

由于氏族的象在母象的领导下生活ꎬ所以对于氏族 ｃｉ 中的每个象 ｊꎬ它的位置都受母象的影响ꎬ根据

公式(７)进行位置的更新ꎬ其中 ｘｎｅｗꎬｃｉꎬｊ和 ｘｃｉꎬｊ代表氏族 ｃｉ 中的象 ｊ 的新位置和旧位置. α∈[０ꎬ１]是母象
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ｘｂｅｓｔꎬｃｉ对 ｘｃｉꎬｊ影响的比例因子ꎬｒ∈[０ꎬ１]是来自均匀分布的一个随机向量.
ｘｎｅｗꎬｃｉꎬｊ ＝ ｘｃｉꎬｊ＋α.ｒ. (ｘｂｅｓｔꎬｃｉ－ｘｃｉꎬｊ) . (７)

然而ꎬ当 ｘｃｉꎬｊ＝ ｘｂｅｓｔꎬｃｉ时ꎬ不能通过等式(７)更新. 母象作为问题空间中最佳的解决方案ꎬ需根据公式(８)
进行位置更新ꎬ其中 β∈[０ꎬ１]是 ｘｃｅｎｔｅｒꎬｃｉ对 ｘｎｅｗꎬｃｉꎬｊ的影响因子ꎬｘｃｅｎｔｅｒꎬｃｉ是氏族 ｃｉ 的中心位置ꎬ对于第 ｄ 维ꎬ它
可以通过公式(９)进行计算. 其中ꎬ１≤ｄ≤Ｄ 表示第 ｄ 个维度ꎬＤ 是总维度ꎻｎｃｉ是氏族 ｃｉ 中象的总数ꎬｘｃｉꎬｊꎬｄ

是第 ｄ 维的象 ｘｃｉꎬｊ .
ｘｎｅｗꎬｃｉꎬｊ ＝β×ｘｃｅｎｔｅｒꎬｃｉꎬ (８)

ｘｃｅｎｔｅｒꎬｃｉꎬｄ ＝
１
ｎｃｉ

× ∑
ｎｃｉ

ｊ ＝ １
ｘｃｉꎬｊꎬｄ . (９)

Ｂ. 氏族分离操作

如前所述ꎬ象群由一些氏族组成ꎬ每个氏族都有固定数量的公象和母象. 在象群中ꎬ每一代都会有固

定数量的公象离开氏族ꎬ并在远离主象群的地方独自生活. 在求解优化问题时ꎬ远离氏族公象在问题空间

中被认为是最差的解决方案ꎬ根据公式(１０)进行分离操作ꎬ其中 ｘｍａｘ和 ｘｍｉｎ分别是象位置的上界和下界ꎬ
γ∈[０ꎬ１]是氏族 ｃｉ 中最差个体 ｘｗｏｒｓｔꎬｃｉ随机分布.

ｘｗｏｒｓｔꎬｃｉ ＝ ｘｍｉｎ＋(ｘｍａｘ－ｘｍｉｎ＋１)×γ. (１０)
Ｃ. 象群优化算法的伪代码

ＥＨＯ 算法的伪代码如算法 １ 所示. 算法第 １ 步设置当前迭代次数为 １、最大迭代次数为 ＭａｘＧｅｎ 并初

始化种群. 第 ２－１０ 步迭代循环更新氏族和进行分离操作. 其中ꎬ第 ３ 步是根据象的适应度值进行排序ꎻ第
４－９ 步是对氏族 ｃｉ 内每个象进行的更新操作ꎬ第 １０ 步为氏族分离操作ꎬ第 １１ 步表示种群迭代次数加一ꎬ
当满足最大迭代次数时算法结束.

算法 １　 ＥＨＯ 算法

１:　 设迭代次数 ｔ＝ １ꎬ最大迭代次数 ＭａｘＧｅｎꎬ初始化氏族ꎬ
２: 对于当前迭代 ｔ<ＭａｘＧｅｎꎬ
３: 进行适应度评估并根据适应度值对氏族中所有象进行排序ꎻ
４: 对氏族 ｃｉ 中的每个象ꎬ
５: 使用公式(７)更新 ｘｃｉꎬｊ以形成 ｘｎｅｗꎬｃｉꎬｊꎻ
６: 如果 ｘｃｉꎬｊ ＝ ｘｂｅｓｔꎬｃｉꎬ
７: 使用公式(８)和(９)生成 ｘｎｅｗꎬｃｉꎬｊꎻ
８: 结束条件判断ꎻ
９: 结束条件循环ꎻ
１０: 使用公式(１０)更新氏族 ｃｉ 中的最差的象 ｘｗｏｒｓｔꎬｃｉꎻ
１１: 　 ｔ＝ ｔ＋１ꎻ
１２: 结束循环.

１.３　 相关工作

随着数据的爆炸式增长ꎬ传统的 ＨＵＩＭ 算法已无法面临指数增长的搜索空间. 为了解决这一问题ꎬ已
相继开发了不同启发式类别的 ＨＵＩＭ 算法.

Ｋａｎｎｉｍｕｔｈｕ 等[１２]首次将启发式算法应用于高效用项集挖掘领域ꎬ提出了基于遗传算法的 ＨＵＩＭ 两种

方法ꎬ即需指定最小效用阈值的 ＨＵＰＥｕｍｕ￣ＧＲＡＭ 算法和无需指定最小效用阈值的 ＨＵＰＥｗｕｍｕ￣ＧＲＡＭ. 其
能在指数搜索空间中快速挖掘 ＨＵＩｓꎬ但容易陷入局部最优ꎬ收敛速度较慢. Ｚｈａｎｇ 等[２３]设计了一种基于改

进遗传算法的高效用项集挖掘算法. 该方法提出基于 １￣ＨＴＷＵＩ 的修复策略和精英邻域搜索策略使优秀个

体进化概率提高ꎬ扩大了最优解的搜索空间. Ｌｉｎ 等[２４] 关注到隐私保护问题ꎬ提出了一种基于 ＧＡ 的高效

用项集隐私保护算法 ＰＰＵＭＧＡＴ＋. 该方法扩展了 ｐｒｅ￣ｌａｒｇｅ 概念ꎬ使用上下支持阈值作为缓冲区作为安全

删除效用边界以隐藏敏感的高效用项集. 此外ꎬ他们还提出了一种闭合高效用项集挖掘算法 ＤｃＧＡ[２５] . 该

算法使用聚类模型将相关事务划分成组ꎬ利用紧凑遗传算法(ｃＧＡ)处理分组事务以找到局部闭合高效用
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项集ꎬ然后执行级联操作获取全局闭合高效用项集. 紧凑型遗传算法与通用遗传算法具有相似的精度ꎬ但
减少了时间和内存消耗. 为了在大数据集上快速的挖掘闭合高效用项集( ｃｌｏｓｅｄ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓꎬ
ＣＨＵＩｓ)ꎬ他们进一步设计了一种多目标模型 ＭＣＵＩ￣Ｍｉｎｅｒ[２６] . 该模型利用 ｋ￣ｍｅａｎｓ 分组ꎬ使用了基于 ＧＡ 的

三层 ＭａｐＲｅｄｕｃｅ 框架生成 ＣＨＵＩｓ. Ｌｕｎａ 等[２７]设计了基于遗传的 ｔｏｐ￣ｋ ＨＵＩＭ 算法(ＴＫＨＵＩＭ￣ＧＡ) . 该方法

通过考虑每个项的效用来指导搜索过程ꎬ以产生初始解决方案ꎬ并相应地组合解决方案ꎬ从而减少运行时

间和内存消耗. 利用高效的数据表示来减少运行时间和内存使用. 与现有方法不同ꎬＴＫＨＵＩＭ￣ＧＡ 的关键

优势是可以处理含正、负整数的效用值ꎬ主要的局限性是不确定是否能找到最佳解.
不同于遗传算法ꎬ粒子群优化无需进行交叉和变异操作ꎬ且其具有控制参数少、容易实现等优点[２８] . Ｌｉｎ

等[１３]首次设计了基于 ＰＳＯ 的 ＨＵＩＭ 算法ꎬ即 ＨＵＩＭ￣ＢＰＳＯ. 该方法将获取 １￣ＨＴＷＵＩ 的数量作为粒子的大小ꎬ
使用 ｓｉｇｍｏｉｄ 函数更新粒子. 他们进一步开发了ＯＲ / ＮＯＲ 树结构用于修剪冗余组合[１４] . 这种修剪策略减少了

扫描次数和无效计算ꎬ改善了进化过程中面临的组合问题. 但这种树结构限制了搜索空间ꎬ导致种群的多样

性降低. Ｓｉｖａｍａｔｈｉ 等[２９]开发了一种基于无序复杂粒子群优化的 ＨＵＩＭ 算法(ＳＣＥ￣ＰＳＯ) . 该方法随机选取项

集点群ꎬ将数据集分成多个复合体ꎬ每次迭代点被重新分配给复合体以避免陷入局部最优. 靳晓乐等[３０]提出

一种双重二元粒子群优化算法 ＨＵＩＭ￣ＤＢＰＳＯ. 该方法使用最小效用阈值和适应度函数分散候选项集子空间

以挖掘更多的 ＨＵＩｓ. Ｓｏｎｇ 等[１５]设计了基于仿生框架的三种算法ꎬ即 ＨＵＩＦ￣ＧＡ、ＨＵＩＦ￣ＰＳＯ 和 ＨＵＩＦ￣ＢＡꎬ使用

轮盘赌选择 ＨＵＩｓ 作为下一种群的初始目标ꎬ以改善种群多样性. 他们[１６]还首次提出了一种基于集合粒子群

的 ＨＵＩＭ 算法(ＨＵＩＭ￣ＳＰＳＯ)ꎬ该方法使用切割集来更新位置ꎬ使高速运动的粒子在下一迭代中有更高的保留

机会ꎬ进一步提高了多样性. 尽管该方法极大的提升了性能ꎬ但仍然需要很长的运行时间. Ｇｕｎａｗａｎ 等[３１]提

出了一种无需预设最小效用阈值的 ＨＵＩＭ 方法(ＨＵＩＭ￣ＢＰＳＯ￣ｎｏｍｕｔ) . 该方法选择高效用事务作为粒子的初

始种群ꎬ设计了粒子速度更新公式ꎬ提高了整体效率. Ｆａｎｇ 等[３２]提出了一种多调整策略的启发式 ＨＵＩＭ 算法

(ＨＵＩＭ￣ＩＢＳＰＯ) . 该方法使用重启策略来防止算法过早收敛ꎻ采用适应度值哈希策略避免重复的适应度计算ꎻ
提出粒子运动方向调整策略以发现更多的 ＨＵＩｓꎻ使用局部搜索策略来减少对重复 ＨＵＩｓ 的冗余评估、增加对

新 ＨＵＩｓ 的可搜索性. 实验证明ꎬ该方法在发现的 ＨＵＩｓ、收敛速度和执行时间方面均表现出较好性能.
Ｌｏｇｅｓｗａｒａｎ 等[３３]进一步确认粒子群优化算法的加速度系数和惯性权重对算法性能和生成结果产生的影响ꎬ
提出一种自适应粒子群优化方法(ＡＰＳＯ￣ＲＬＯＦＦ) . 它采用强化学习Ｑ￣Ｌｅａｒｎｉｎｇ 的ＲＬ 算法自适应校准 ＰＳＯ 的

控制参数ꎬ从而提高粒子群控制的性能.
Ｓｏｎｇ 等[３４]首次使用 ＰＳＯ 挖掘高平均效用项集ꎬ提出了两种算法ꎬ即 ＨＡＵＩ￣ＰＳＯ 和 ＨＡＵＩ￣ＰＳＯＤ. 前者

更有效ꎬ后者可在相对较少的迭代中发现更多的高平均效用项集. Ｌｏｇｅｓｗａｒａｎ 等[３５]首次创建了多目标优

化的 ＨＵＩＭ 模型ꎬ即 ＭＯＰＳＯ￣ＰＨＵＩＭ. 该方法能在无阈值预设下识别出潜在的高效用项集. Ｔｕｎｇ 等[３６]提出

了一种基于二元粒子群优化的 ｔｏｐ￣ｋ 高效用项集挖掘算法(ＴＫＯ￣ＢＰＳＯ) . 该算法采用 ｓｉｇｍｏｉｄ 函数更新粒

子以减少进化过程中的组合问题ꎬ利用候选项集的效用阈值提升策略有效地修剪搜索空间. 此外ꎬ该方法

还使用了一种效用列表结构来维护数据集中项的效用信息. Ｃａｒｓｔｅｎｓｅｎ 等[３７]提出了一种基于 ＰＳＯ 的 ｔｏｐ￣ｋ
ＨＵＩＭ 方法(ＴＫＵ￣ＰＳＯ) . ＴＫＵ￣ＰＳＯ 使用 ＣＵＶ 策略修剪 １￣ＬＴＷＵＩꎬ并基于确定性的方法初始化第一种

群. 如果种群大小大于 １￣ＨＴＷＵＩ 的数量ꎬ则由轮盘赌轮选择生成粒子并经过 ＰＥＶ 检测. 此外ꎬ该方法使用

最小解适应度阈值提升策略修剪候选项集ꎬ通过适应度估计策略来避免冗余项集的重复评估. 实验表明ꎬ
ＴＫＵ￣ＰＳＯ 性能显著提高ꎬ且总体准确率达到了 ９９.８％.

此外ꎬＮａｗａｚ 等[１７]提出基于爬山的高效用项集挖掘算法 ＨＵＩＭ￣ＨＣꎬ使用了基于位图编码向量的修剪

策略ꎬ大大减少了搜索空间ꎬ提高了算法的时间效率. 但该方法由于过早收敛导致了大量 ＨＵＩ 的丢失ꎬ甚
至在稀疏数据集上几乎挖不出任何项集. Ｓｏｎｇ 等[３８]从人工鱼群的角度研究高效用项集挖掘问题ꎬ提出算

法 ＨＵＩＭ￣ＡＦ. 与 ＨＵＰＥｕｍｕ￣ＧＲＡＭ 和 ＨＵＩＭ￣ＢＰＳＯｓｉｇ 相比ꎬ该方法可以发现更多的 ＨＵＩｓ. Ｇａｏ 等[３９]将哈里

斯鹰优化算法与白鲸优化算法相结合ꎬ提出了一种基于好点集的鲸鱼初始化策略ꎬ即 ＷＨＯ 算法. 该策略

有助于在初始阶段引导搜索并增加种群多样性ꎬ进而提高收敛速度和算法性能. 该算法为优化问题和数

据挖掘问题提供了新的解决方案. 其他启发式算法也被用于 ＨＵＩＭꎬ如人工蜂群[４０]、差分进化[４１]、蚁
群[４２]等.

—８２１—
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２　 ＨＵＩＭ￣ＥＨＯ 算法

２.１　 提出的策略

２.１.１　 基于母象影响因子的位差进化策略

为了适应二进制搜索空间ꎬ本文提出基于母象影响因子的进化策略以提高算法的整体效率. 如前所

述ꎬ对于氏族 ｃｉ 中的每个象 ｊꎬ它的位置都受母象的影响. 所以本文设计新的位置更新公式(１１)ꎬ将公式

(７)的计算值直接适配为一个整数ꎬ该整数表示每个象要改变的比特数. 当 ｘｃｉꎬｊ＝ ｘｂｅｓｔꎬｃｉ时ꎬ不能通过等式

(１１)更新. 为了保留母象的影响ꎬ本文设计等式(１２)更新母象的位置向量. 其中 ｆｉｔｎｅｓｓ(Ｅ ｉ)表示位置向量

Ｅ ｉ 的适应度值ꎬ它等于 Ｅ ｉ 对应项集的效用值.
在每次迭代进化过程中ꎬ算法首先通过等式(１３)对当前种群中的每个象进行适应度评估ꎬ然后通过

公式(１２)获取每次迭代种群中适应度最高的个体以更新母象的位置向量. 若要获取下一种群象的位置向

量ꎬ则当前种群中的每个象将根据公式(１１)进行位置的更新. 其中ꎬｘｂｅｓｔꎬｃｉ为母象的位置向量ꎻｘｃｉꎬｊ为种群 ｉ
中的第 ｊ 个象的位置向量ꎻβ∈[０ꎬ１]表示母象影响因子.

ｘｎꎬｃｉꎬｊ ＝⌊β ｜ ｘｂｅｓｔꎬｃｉ􀱇ｘｃｉꎬｊ ｜ 」ꎬ (１１)
ｘｂｅｓｔꎬｃｉ ＝ｍａｘ{ ｆｉｔｎｅｓｓ(Ｅ ｉ)}ꎬ (１２)

ｆｉｔｎｅｓｓ(Ｅ ｉ)＝ ｕ(Ｘ) . (１３)

图 １　 重组事务数据集的位图表示

Ｆｉｇ􀆰 １　 Ｔｈｅ ｂｉｔｍａｐ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ｔｈｅ
ｒｅｏｒｇａｎｉｚｅｄ ｔｒａｎｓａｃｔｉｏｎ ｄａｔａｂａｓｅ

图 ２　 象的位置向量

Ｆｉｇ􀆰 ２　 Ｔｈｅ ｐｏｓｉｔｉｏｎ ｖｅｃｔｏｒ ｏｆ ｅｌｅｐｈａｎｔ

　 　 例如ꎬ在解决 ＨＵＩＭ 问题时ꎬ以事务数据集表 １
和效用列表 ２ 为例ꎬ假设 ｍｉｎ＿ｕｔｉｌ ＝ ６６ꎬ则 １￣ＨＴＷＵＩｓ
有 ５ 个ꎬ分别是{ａ}ꎬ{ｂ}ꎬ{ｃ}ꎬ{ ｅ}ꎬ{ｇ} . 算法首先对

原始数据集进行位图表示ꎬ如图 １ 所示. 在事务 Ｔｉ

中ꎬ若存在项 ｊꎬ则该项被表示为 １ꎬ否则为 ０. 如图 ２
所示ꎬ位置向量 Ｅ ｉ ＝ <１０１１１>表示项集{ａꎬｃꎬｅꎬｇ} . 若

要获取下一种群每个象的位置向量ꎬ需要先根据公式

(１２)对当前种群的每一个象进行适应度值评估ꎬ将
适应度值最高的个体作为母象的位置向量. 然后将

当前种群中的每个象的位置向量与母象的位置向量

进行异或操作ꎬ并在每个向量的异位处进行判断ꎬ若
母象的异位为 １ꎬ象的异位为 ０ꎬ则将该异位 ０ 变为 １ꎻ
若母象的位置异位为 ０ꎬ象的异位为 １ꎬ则该异位不

变. 过程如图 ３ 所示ꎬ假设在当前种群中ꎬ母象的位置

向量为<１０００１>ꎬ象的位置向量为<０１０００>ꎬ则生成下

一种群的象的位置向量为<１１００１>.

图 ３　 象的位置向量更新过程

Ｆｉｇ􀆰 ３　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｔｈｅ ｐｏｓｉｔｉｏｎ ｖｅｃｔｏｒ ｕｐｄａｔｅ ｏｆ ｅｌｅｐｈａｎｔ

２.１.２　 两阶段种群多样性维护策略

在使用象群优化进行 ＨＵＩＭ 时ꎬ为了防止算法过早陷入局部最优ꎬ进一步维护多样性和收敛性间的平

衡ꎬ本文设计了两阶段的多样性维护策略. 第一阶段是对当前种群多样性进行评估ꎬ第二阶段对不满足多

样性阈值的个体进行自适应突变.

—９２１—
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(１)多样性评估

在进化过程中ꎬ尤其是在初期ꎬ若种群的多样性在发现任何 ＨＵＩｓ 之前迅速下降ꎬ则表明该算法此时

可能陷入了局部优化ꎬ进而找不到问题搜索空间的解决方案. 为此ꎬ在种群的每次迭代中ꎬ本文设计公式

(１４)对当前种群多样性评估ꎬ以避免算法在找到任何 ＨＵＩｓ 之前陷入局部最优. 若氏族 ｃｉ 多样性评估值

ＰＤｃｉ小于用户自定义的多样性阈值 σꎬ则对当前种群进行突变. 公式(１４)中ꎬｄｉｆｆｃｉ表示氏族 ｃｉ 中不同象的

个体总数ꎬｐｏｐ＿ｓｉｚｅｃｉ表示氏族 ｃｉ 的种群大小.

ＰＤｃｉ ＝
ｄｉｆｆｃｉ

ｐｏｐ＿ｓｉｚｅｃｉ
. (１４)

(２)个体自适应突变

突变是一种保持种群多样性的常用策略. 然而大部分维护方法都是对种群个体进行简单的突变ꎬ且这种

突变方式对算法收敛性产生了很大的影响. 简单的突变是改变种群个体位图编码向量上一个或多个值或遵

循用户自定义的突变概率. 通常情况下ꎬ如果突变概率设置太高ꎬ搜索将变成原始随机搜索ꎬ算法很难达到收

敛. 在进化初期ꎬ较大的突变概率用于进行更广泛的搜索ꎬ随着迭代次数增加ꎬ突变概率降低ꎬ较小的突变概

率用于使算法收敛. 其次ꎬ适应度值高的个体是种群中的优秀个体ꎬ优秀个体保证了种群在进化中更快找到

最优解ꎬ避免了搜索空间中的干扰. 所以适应度值越高ꎬ突变概率设置应越低. 所以本文提出了象的自适应突

变ꎬ设计公式(１５)计算突变概率 Ｐｘｃｉꎬｊ . 式中 ｆｉｔｎｅｓｓｃｉ表示氏族 ｃｉ 的适应度总值ꎬｆｉｔｎｅｓｓｘｃｉꎬｊ表示突变个体 ｘｃｉꎬｊ的适

应度值ꎬｍａｘ＿ｉｔｅｒ 表示用户设置的最大迭代次数ꎬｉｔｅｒｘｃｉꎬｊ表示 ｘｃｉꎬｊ当前种群的迭代次数. Ｐｍａｘ为最大突变概率ꎬ
一般取 １ꎻＰｍｉｎ为最小突变概率ꎬ一般取 ０.

Ｐｘｃｉꎬｊ
＝
ｆｉｔｎｅｓｓｘｃｉꎬｊ
ｆｉｔｎｅｓｓｃｉ

(ｍａｘ＿ｉｔｅｒ×
Ｐｍａｘ－Ｐｍｉｎ

ｉｔｅｒｘｃｉꎬｊ
－Ｐｍａｘ) . (１５)

例如ꎬ假设 ｐｏｐ＿ｓｉｚｅｃｉ为 ５０ꎬｄｉｆｆｃｉ为 ５ꎬσ 为 ２０％ꎬ算法首先根据公式(１４)对当前种群的多样性进行评

估ꎬ计算得到 ＰＤｃｉ为 １０％ꎬ小于用户定义的多样性阈值ꎬ则此时需要对当前种群中质量较差的个体进行突

变. 假设 ｆｉｔｎｅｓｓｘｃｉꎬｊ为 １０ꎬｆｉｔｎｅｓｓｃｉ为 １００ꎬＰｍａｘ取 １ꎬＰｍｉｎ取 ０ꎬｉｔｅｒｘｃｉꎬｊ为 ２０ꎬｍａｘ＿ｉｔｅｒ 为 １００ꎬ则通过公式(１５)计算

的突变概率为 ０.４ꎬ由于位置向量长度为 ５ꎬ所以需要对向量的 ２ 位进行突变ꎬ假设突变个体的位置向量为

<１００００>ꎬ若随机选取位置向量的第 ２ 位和 ５ 位ꎬ则突变后的位置向量为<１１００１>.
２.２　 算法描述

本文算法 ＨＵＩＭ￣ＥＨＯ 的伪代码如算法 ２ 所示. 该方法的输入包括事务数据集 ＤＢ、最小效用值 ｍｉｎ＿ｕｔｉｌ、
种群大小 ｐｏｐ＿ｓｉｚｅ 和最大迭代次数 ｍａｘ＿ｉｔｅｒꎬ输出为一组高效用项集. 算法第 １－２ 步扫描 ＤＢꎬ计算 １－项集的

事务加权效用ꎬ１￣ＨＴＷＵＩｓ 的数量决定了象位置向量的长度. 第 ３ 步使用 Ｐｏｐ＿Ｉｎｉｔ 算法初始化种群ꎬ第 ４ 步令

存放高效用项集的集合 ＳＨＵＩ 为空集ꎬ设置迭代次数为 １. 第 ７－１０ 步对象位置向量对应的项集进行适应度值

评估ꎬ若不小于最小效用且不属于集合 ＳＨＵＩꎬ就将其存放在高效用项集合中. 第 １１ 步使用 Ｄｉｖｅｒｓｉｔｙ＿Ｍａｉｎｔａｉｎ
算法中的多样性维护策略对质量较差的个体进行自适应突变ꎬ第 １２ 步使用 Ｎｅｘｔ＿Ｐｏｐ 算法中基于母象影响因

子的位差进化策略生成下一种群ꎬ循环迭代更新种群ꎬ直到满足最大迭代次数ꎬ算法结束.

算法 ２　 ＨＵＩＭ￣ＥＨＯ 算法

输入:事务数据集 ＤＢꎬ最小效用 ｍｉｎ＿ｕｔｉｌꎬ种群大小 ｐｏｐ＿ｓｉｚｅꎬ最大迭代次数 ｍａｘ＿ｉｔｅｒ.
输出:ＤＢ 中高效用项集 ＨＵＩｓ.
１:　 扫描 ＤＢ 并计算 ＤＢ 中所有项的 ＴＷＵꎻ
２: 确认所有的 １￣ＨＴＷＵＩｓꎬ令 １￣ＨＴＷＵＩｓ 的个数等于象位置向量的长度ꎻ
３: 调用算法 Ｐｏｐ＿Ｉｎｉｔꎻ / /算法 ３
４: 令高效用项集集合 ＳＨＵＩ＝Øꎬ当前迭代次数 ｉｔｅｒ＝ １ꎻ
５: 如果 ｉｔｅｒ ≤ ｍａｘ＿ｉｔｅｒꎬ
６: 　 ｉ＝ １ ｔｏ ｐｏｐ＿ｓｉｚｅꎬ
７: 　 　 Ｘ＝ ＩＳ(Ｅｉ)ꎻ
８: 　 　 如果 ｕ(Ｘ)≥ ｍｉｎ＿ｕｔｉｌ 且 Ｘ 不属于集合 ＳＨＵＩꎬ
９: 　 　 　 将 Ｘ 加入到 ＳＨＵＩ 中ꎻ

—０３１—
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１０: 　 　 结束判断ꎻ
１１: 　 调用算法 Ｄｉｖｅｒｓｉｔｙ＿Ｍａｉｎｔａｉｎꎻ / /算法 ４
１２: 　 　 调用算法 Ｎｅｘｔ＿Ｐｏｐ()ꎻ / /算法 ５
１３ 　 结束循环ꎻ
１４: 　 ｉｔｅｒ＋＋ꎻ
１５ 结束判断ꎻ
１６: 返回 ＨＵＩｓ 集合 ＳＨＵＩ.

算法 ３ 实现象群初始化ꎬ算法第 １－２ 步扫描数据集以确定 １￣ＨＴＷＵＩｓ 并移除所有的 １￣ＬＴＷＵＩｓꎬ然后

对重组后的数据进行位图表示. 第 ４－５ 步生成介于 １ 到 ｜ １￣ＨＴＷＵＩｓ ｜之间的一个随机数 ｎｕｍｉꎬ轮盘赌选择

ｎｕｍｉ 位并设置为 １ 生成位置向量 Ｅ ｉ . 第 ６－８ 步对该位置向量进行 ＰＥＶＣ 修剪ꎬ删除无希望的编码向量以

生成初始个体. 第 ３－１０ 步逐一生成初始个体并进行判断ꎬ直至形成第一迭代种群ꎬ算法结束.

算法 ３　 Ｐｏｐ＿Ｉｎｉｔ 算法

输入:事务数据集 ＤＢꎬ种群大小 ｐｏｐ＿ｓｉｚｅ.
输出:第一象群.
１:　 扫描 ＤＢ 识别所有的 １￣ＨＴＷＵＩｓ 并移除所有 １￣ＬＴＷＵＩｓꎻ
２: 形成重组数据集 ＴＤ 并位图表示 ＴＤꎻ
３: ｉ＝ １ ｔｏ ｐｏｐ＿ｓｉｚｅꎬ
４: 　 生成随机数 ｎｕｍｉꎻ
５: 　 轮盘赌选择 ｎｕｍｉ位并设置为 １ 以形成位置向量 Ｅｉꎻ
６: 　 如果 ｎｕｍｉ>１ꎬ
７: 　 对位置向量进行 ＰＥＶＣ 修剪ꎻ
８: 　 结束判断ꎻ
９: 　 ｉ＋＋ꎻ
１０: 结束循环ꎻ
１１: 返回位置向量 Ｅｉ .

算法 ４ 使用两阶段种群多样性维护策略对种群进行多样性维护. 算法第 １ 步使用公式(１４)对当前种

群多样性进行评估ꎬ若多样性值小于用户设置的多样性阈值ꎬ则对当前种群中不是高效用项集的个体进行

突变. 第 ５－７ 步使用公式(１５)计算当前个体的突变概率ꎬ随机选取 Ｅ ｉ的 ｍｉ 位将位置向量的 ０ 变为 １ 或 １
变为 ０. 第 ２－１１ 步逐一对种群内个体进行判断ꎬ直至满足种群多样性阈值ꎬ算法结束.

算法 ４　 Ｄｉｖｅｒｓｉｔｙ＿Ｍａｉｎｔａｉｎ 算法

输入:当前种群.
输出:新的种群.
１:　 使用公式(１４)计算当前种群的多样性值ꎻ
２: 如果 ＰＤｃｉ≤ σꎬ
３: ｉ＝ １ ｔｏ ｐｏｐ＿ｓｉｚｅꎬ
４: Ｘ＝ ＩＳ(Ｅｉ)ꎻ
５: 如果 ｕ(Ｘ)<ｍｉｎ＿ｕｔｉｌꎬ
６: 使用公式(１５)计算突变概率以得到 Ｅｉ 的突变位数量 ｍｉꎻ
７: 随机选取 Ｅｉ 的 ｍｉ 位将位 ０ 变为 １ 或 １ 变为 ０ꎻ
８: 结束判断ꎻ
９: ｉ＋＋ꎻ
１０: 结束循环ꎻ
１１: 结束判断ꎻ
１２: 返回新的位置向量 Ｅｉ .

算法 ５ 使用基于母象影响因子的位差进化策略对象的位置向量进行更新以生成下一迭代种群. 算法

第 １－２ 步使用公式(１１)计算当前种群中个体的适应度值ꎬ然后把适应度值最高的个体作为母象ꎬ第 ４－７
—１３１—
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步使用公式(１３)将当前种群中的每个象的位置向量与母象的位置向量进行逐位比较以获得不同位的数

量ꎬ然后在每个向量异位处进行判断ꎬ若象的位置异位为 ０ꎬ母象的异位为 １ꎬ则将该异位 ０ 变为 １ꎻ否则不

变. 第 ３－９ 步逐一生成下一种群新个体ꎬ直至满足种群大小ꎬ算法结束.

算法 ５　 Ｎｅｘｔ＿Ｐｏｐ 算法

输入:当前迭代种群

输出:下一迭代种群

１:　 使用公式(１１)计算当前种群中所有象的适应度值 ｆｉｔｎｅｓｓ(Ｅｉ)ꎻ
２: 令 ｘｂｓｅｔꎬｃｉ ＝ｍａｘ{ ｆｉｔｎｅｓｓ(Ｅｉ)}ꎻ
３: ｉ＝ １ ｔｏ ｐｏｐ＿ｓｉｚｅꎬ
４: 使用公式(１３)得到异位处ꎻ
５: 如果 ｘｂｓｅｔꎬｃｉ的第 ｊ 位是 １ 且 Ｅｉ 的第 ｊ 位是 ０ꎬ
６: 将 Ｅｉ 的 ｊ 位 ０ 变为 １ 或者 １ 变为 ０ꎻ
７: 结束判断ꎻ
８: ｉ＋＋ꎻ
９: 结束循环ꎻ
１０: 返回下一种群的位置向量 Ｅｉ .

２.３　 算法时间复杂度分析

ＨＵＩＭ￣ＥＨＯ 算法主要包括五个部分:①位图表示原始数据集ꎬ②初始化种群ꎬ③适应度评估ꎬ④种群

多样性维护ꎬ⑤种群更新. 设原始数据集的事务数为 Ｍꎬ不同项的个数为 Ｎꎬ种群大小为 ＰＳꎬ位置向量的维

数为 Ｄ(Ｄ≤Ｎ)ꎬ最大迭代次数为 Ｔꎬ则算法的时空复杂度分析如下.
ＨＵＩＭ￣ＥＨＯ 算法首先需要 Ｏ(Ｍ×Ｎ)的时间复杂度扫描事务数据集以计算每个单项的 ＴＷＵꎬ然后需要

Ｏ(Ｍ×Ｎ)的时间复杂度删除所有的 １￣ＬＴＷＵＩｓ 并构建位图. 在初始化阶段ꎬＨＵＩＭ￣ＥＨＯ 对种群内每个位置

向量进行轮盘赌选择的时间复杂度为 Ｏ(ＰＳ×Ｄ)ꎬ需要 Ｏ(ＰＳ)的时间复杂度判断该向量是否为有希望的

编码向量ꎬ所以初始化种群的时间复杂度为 Ｏ(ＰＳ×Ｄ＋ＰＳ) . 在适应度评估阶段ꎬ若计算适应度值需要

Ｏ(Ｆｉｔ)时间复杂度ꎬ则每一迭代需要 Ｏ(ＰＳ×Ｆ)时间复杂度评估种群内每个象ꎬ所以适应度评估的时间复

杂度为 Ｏ(ＰＳ×Ｆｉｔ×Ｔ) . 在维护种群多样性过程中ꎬ种群多样性评估的时间复杂度为 Ｏ(１)ꎬ若质量较差个

体有 ｑ 个(ｑ≤ＰＳ)、计算自适应突变概率的时间复杂度为 Ｏ(Ｐ)ꎬ则种群多样性维护需要的时间复杂度为

Ｏ(ｑ×Ｐ×Ｔ) . 种群更新需要的时间复杂度为 Ｏ(ＰＳ×Ｄ×Ｔ) . 综上所述ꎬ在省略了低阶项后ꎬＨＵＩＭ￣ＥＨＯ 算法

的总时间复杂度为 Ｏ(２(Ｍ×Ｎ)＋ＰＳ×((１＋Ｄ)＋Ｔ(Ｆｉｔ＋Ｐ＋Ｄ)) .

３　 实验

本节对提出的 ＨＵＩＭ￣ＥＨＯ 算法进行性能评估ꎬ由于确定算法在阈值较小时产生大量候选项集ꎬ内存

出现组合爆炸且长时间运行无果ꎬ所以本文将提出算法 ＨＵＩＭ￣ＥＨＯ 与目前最先进的启发式算法 ＨＵＩＦ￣
ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ 和 ＷＨＯ 在 ＨＵＩｓ 数量、时空效率、算法收敛性三个方面进行比

较. 对比算法源码以及数据集可从 ＳＰＭＦ 平台下载. 实验运行环境为 １６.０ ＧＢ 可用 ＲＡＭꎬＡＭＤ Ｒｙｚｅｎ ７
６８００ＨＳ＠ ３.２０ ＧＨｚ ＣＰＵ 以 及 Ｗｉｎｄｏｗｓ １１ 操作系统. 因为启发式算法具有较强的随机性ꎬ所以实验数据

为运行 １０ 次结果取得的平均值. 实验使用了 ６ 个真实数据集ꎬ其参数如表 ５ 所示.
表 ５　 数据集特征

Ｔａｂｌｅ ５　 Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ｄａｔａｓｅｔｓ

数据集 事务数量 项数 平均事务长度 密度 总效用

Ｃｈｅｓｓ ３ꎬ１９６ ７５ ３７ ４９.３３％ ２ꎬ１５６ꎬ６５９
Ｃｏｎｎｅｃｔ ６７ꎬ５５７ １２９ ４３ ３３.３３％ ５０ꎬ９９９ꎬ８４５
Ａｃｃｉｄｅｎｔｓ ３４０ꎬ１８３ ４６８ ３３.８ ７.２２％ １９６ꎬ１４１ꎬ６３６
Ｍｕｓｈｒｏｏｍ ８ꎬ４１６ １１９ ２３ １９.３３％ ３ꎬ４１３ꎬ７２０
Ｒｅｔａｉｌ ８８ꎬ１６２ １６ꎬ４７０ １ꎬ０３０ ０.０６％ １４ꎬ９１０ꎬ９１５

Ｆｏｏｄｍａｒｔ ４ꎬ１４１ １ꎬ５５９ ４.４２ ０.２８％ １２ꎬ０１１ꎬ０２３

—２３１—
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３.１　 高效用项集数量

本次实验所有算法的种群大小设置为 ２０ꎬ最大迭代次数设置为 １ ０００. 各算法在不同效用阈值下挖掘

出的高效用项集数量的变化趋势如图 ４ 所示. 总体来说ꎬ本文算法 ＨＵＩＭ￣ＥＨＯ 在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、
Ｍｕｓｈｒｏｏｍ、Ｆｏｏｄｍａｒｔ 四个数据集上优于其他五种启发式 ＨＵＩＭ 算法. 具体而言ꎬ在最小效用阈值 δ 为 １５×
１０－４的 Ｃｈｅｓｓ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 挖掘出的高效用项集数量比 ＨＵＩＦ￣ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣
ＨＣ 和 ＷＨＯ 算法分别多 １２ ６４５、１６ ０９６、２２ ９２６、１８ ２４０ 和 １１ ７４５. 在 δ 为 １３×１０－４的 Ｍｕｓｈｒｏｏｍ 数据集上ꎬ
ＨＵＩＦ￣ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ、ＷＨＯ 和 ＨＵＩＭ￣ＥＨＯ 挖掘出的高效用项集数分别为 ６ ８４４、
７ ０７４、６１３、８ ６５９、９ ４９０、１７ ３２２ꎬＨＵＩＭ￣ＥＨＯ 挖掘出的高效用项集数量比 ＨＵＩＭ￣ＳＰＳＯ 高达 ２８ 倍. 由此可

见ꎬ在 ＨＵＩｓ 数量方面ꎬＨＵＩＭ￣ＥＨＯ 在 Ｃｈｅｓｓ 和 Ｍｕｓｈｒｏｏｍ 数据集上取得了明显的优势. 在 Ｃｏｎｎｅｃｔ 和

Ｆｏｏｄｍａｒｔ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 挖掘出的 ＨＵＩｓ 数量远大于 ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ 两种算法. 特别是在

Ｆｏｏｄｍａｒｔ 数据集上ꎬＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ 发现的 ＨＵＩｓ 数量不足 １００.
其中ꎬＨＵＩＭ￣ＳＰＳＯ 在所有数据集上挖掘的项集数量都不如其他对比算法ꎬ尤其在 Ｒｅｔａｉｌ 数据集上ꎬ

ＨＵＩＭ￣ＳＰＳＯ 运行超过 ３ ｈ 仍没有实验结果. 主要原因是该算法考虑了集合粒子群中高速运转的粒子ꎬ从
而导致了大量项集的丢失. 在 Ａｃｃｉｄｅｎｔｓ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 发现的 ＨＵＩｓ 数量不如 ＨＵＩＭ￣ＳＰＳＯ 和

ＨＵＩＦ￣ＧＡ 两种算法. 在 Ｒｅｔａｉｌ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 发现的 ＨＵＩｓ 数量仅次于 ＨＵＩＦ￣ＧＡ. Ａｃｃｉｄｅｎｔｓ 和 Ｒｅｔａｉｌ
数据集密度分别为 ７.２２％、０.０６％ꎬ是相对稀疏的数据集ꎬ且它们的事务数较大ꎬ其中 Ｒｅｔａｉｌ 数据集的平均

事务长度高达 １ ０３０. ＨＵＩＦ￣ＧＡ 算法可以在事务数较大且较稀疏的数据集上进行更广泛的搜索ꎬ从而挖掘

出较多的高效用项集. 实验结果表明ꎬ与 ＨＵＩＦ￣ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ 和 ＷＨＯ 相比ꎬ
ＨＵＩＭ￣ＥＨＯ 可以在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ｆｏｏｄｍａｒｔ 四个数据集上发现更多的 ＨＵＩｓ.

图 ４　 ＨＵＩｓ数量对比

Ｆｉｇ􀆰 ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ＨＵＩｓ

３.２　 时空效率

由于启发式 ＨＵＩＭ 算法在相同迭代次数下挖掘的 ＨＵＩｓ 数量和时间总是成正比ꎬ如 ＨＵＩＭ￣ＨＣ 在

Ｆｏｏｄｍａｒｔ 数据集上表现出最好的时间效率ꎬ但在效用阈值为 １２×１０－５下ꎬ挖掘的项集数量不超过 １００. 尤其

是当效用阈值设置的相对较高时ꎬＨＵＩＭ￣ＨＣ 几乎挖掘不出任何高效用项集. 其他算法虽然挖掘出了更多

的项集ꎬ但也消耗了更多的时间. 所以本次实验记录了在种群大小为 ２０、最大迭代次数为 １ ０００ 下各算法

挖掘相同 ＨＵＩｓ 数量所花费的时间.

—３３１—
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各算法在不同数据集上的时间效率对比如图 ５ 所示. 与 ＨＵＩＦ￣ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣
ＨＣ、ＷＨＯ 五种算法相比ꎬＨＵＩＭ￣ＥＨＯ 在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ａｃｃｉｄｅｎｔ 四个数据集上消耗了更少的时

间. 在 Ｃｈｅｓｓ、Ｍｕｓｈｒｏｏｍ 和 Ａｃｃｉｄｅｎｔｓ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 和 ＨＵＩＦ￣ＰＳＯ、ＨＵＩＭ￣ＨＣ、ＷＨＯ 算法表现出较为

接近的时间效率. 主要原因是算法都使用了基于位图编码向量的修剪策略. 此外ꎬＨＵＩＭ￣ＥＨＯ 的位差进化

策略在每次迭代进化中仅使用位图编码向量记录象的位置ꎬ没有 ＰＳＯ 算法的速度、位移计算和 ＧＡ 算法的

交叉和变异过程. 在 Ｆｏｏｄｍａｒｔ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 的时间性能不如 ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＦ￣ＰＳＯ、
ＨＵＩＭ￣ＨＣ 和 ＷＨＯ 五种算法. 在 Ｒｅｔａｉｌ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 的时间性能不如 ＨＵＩＭ￣ＳＰＳＯ 和 ＷＨＯ 算

法. 主要原因是 Ｆｏｏｄｍａｒｔ 和 Ｒｅｔａｉｌ 数据集相对稀疏ꎬ需要更广泛的搜索空间ꎬ所以需要更多的执行时

间. ＨＵＩＭ￣ＳＰＳＯ 几乎在所有数据集都表现出最差的时间效率ꎬ特别在 Ｆｏｏｄｍａｒｔ 和 Ｒｅｔａｉｌ 数据集上ꎬ该算法

平均执行时间很长ꎬ分别是 １ ５７６ ｓ 和大于 ３ ｈꎬ所以并未在图 ５(ｅ)和图 ５( ｆ)中显示.

图 ５　 运行时间对比

Ｆｉｇ􀆰 ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｕｎｎｉｎｇ ｔｉｍｅ

算法在不同数据集上内存消耗情况如图 ６ 所示. 与其他五种启发式高效用项集挖掘算法相比ꎬＨＵＩＭ￣
ＥＨＯ 在 Ｃｈｅｓｓ、Ｍｕｓｈｒｏｏｍ、Ａｃｃｉｄｅｎｔ 和 Ｒｅｔａｉｌ 四个数据集上使用了更少的内存. 尤其在 Ｃｈｅｓｓ 和 Ｍｕｓｈｒｏｏｍ
数据集上平均占用内存都不足 １００ ＭＢ. 具体而言ꎬ在最小效用阈值 δ 为 ２５×１０－４的 Ｃｈｅｓｓ 数据集上ꎬＨＵＩＦ￣
ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ、ＷＨＯ 和 ＨＵＩＭ￣ＥＨＯ 使用的平均内存分别为 ２８４. ４１、１４９. ５８、
３１８.８３、５５０.８１、４４２.９６、４２.６４ ＭＢ. 在 δ 为 １４×１０－４的 Ｍｕｓｈｒｏｏｍ 数据集上ꎬＨＵＩＦ￣ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、
ＨＵＩＭ￣ＨＣ、ＷＨＯ 和 ＨＵＩＭ￣ＥＨＯ 使用的平均内存分别为 １０７.０１、７５.８１、１４４.１２、５００.２７、１８７.６１、４６.５８ ＭＢ. 这
是因为 Ｃｈｅｓｓ 和 Ｍｕｓｈｒｏｏｍ 数据集的平均事务长度都相对较小ꎬ且事务和项的数量也是最少的. 而对于

Ａｃｃｉｄｅｎｔｓ 和 Ｒｅｔａｉｌ 数据集ꎬＨＵＩＭ￣ＥＨＯ 占用内存相对较多. 主要原因是它们分别是最大的密集和稀疏数

据集ꎬ对启发式 ＨＵＩＭ 算法来说ꎬ这意味着会形成更大的搜索空间ꎬ且 Ｒｅｔａｉｌ 数据集为极度稀疏的数据集ꎬ
大部分空间是未被搜索到的.

实验结果表明ꎬＨＵＩＭ￣ＥＨＯ 在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ａｃｃｉｄｅｎｔ 四个数据集上表现出最好的时间效

率ꎻ在 Ｃｈｅｓｓ、Ｍｕｓｈｒｏｏｍ、Ａｃｃｉｄｅｎｔ 和 Ｒｅｔａｉｌ 四个数据集上使用了更少的内存.
３.３　 收敛性

基于启发式的 ＨＵＩＭ 算法挖掘的 ＨＵＩｓ 数量与效用阈值成反比ꎬ且随阈值的增加ꎬ各算法所挖掘出来

的 ＨＵＩｓ 数量达到接近水平. 为了使算法达到收敛ꎬ本次实验在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ａｃｃｉｄｅｎｔｓ、
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图 ６　 内存使用对比

Ｆｉｇ􀆰 ６　 Ｍｅｍｏｒｙ ｕｓａｇｅ ｃｏｍｐａｒｉｓｏｎ

Ｆｏｏｄｍａｒｔ、Ｒｅｔａｉｌ 数据集上设置的效用阈值分别为 ２８.５％、３１.５％、１４％、１３％、０.１６％和 ０.５％ꎬ各算法的种群

大小设置为 １００ꎬ最大迭代次数设置为 ２ ０００ꎬ每 ２００ 迭代次数获取 ＨＵＩｓ 数量. 图 ７ 展示了各个算法在不

同迭代次数下的收敛情况.

图 ７　 收敛性比较

Ｆｉｇ􀆰 ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｎｖｅｒｇｅｎｃｅ

如图 ７ 所示ꎬ与 ＨＵＩＦ￣ＰＳＯ、ＨＵＩＦ￣ＧＡ、ＨＵＩＭ￣ＳＰＳＯ、ＨＵＩＭ￣ＨＣ、ＷＨＯ 五种算法相比ꎬ本文算法 ＨＵＩＭ￣
ＥＨＯ 在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ｆｏｏｄｍａｒｔ、Ｒｅｔａｉｌ 五个数据集上都表现出最好的收敛性. 具体而言ꎬ在
Ｃｈｅｓｓ 数据集上ꎬＨＵＩＭ￣ＥＨＯ、ＷＨＯ 和 ＨＵＩＦ￣ＰＳＯ 分别收敛于 １ ０００、１ ２００ 和 １ ２００ 迭代次数ꎬ达到收敛状

态的 ＨＵＩｓ 为 ３０５ꎻ在 Ｃｏｎｎｅｃｔ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 和 ＨＵＩＦ￣ＰＳＯ 都收敛于 １ ２００ 次ꎬＨＵＩｓ 为 ４５４ꎻ在
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Ｍｕｓｈｒｏｏｍ 数据集上ꎬＨＵＩＭ￣ＥＨＯ 和 ＨＵＩＦ￣ＰＳＯ 分别收敛于 １ ０００ 和 １ ４００ 迭代次数ꎬＨＵＩｓ 为 ４１５ꎻ在
Ｆｏｏｄｍａｒｔ 数据集上ꎬＨＵＩＭ￣ＥＨＯ、ＷＨＯ、ＨＵＩＦ￣ＰＳＯ 和 ＨＵＩＦ￣ＧＡ 分别收敛于 ２００、６００、６００、６００ 迭代次数ꎬ
ＨＵＩｓ 为 １８ꎻ在 Ｒｅｔａｉｌ 数据集上ꎬＨＵＩＭ￣ＥＨＯ、ＷＨＯ、ＨＵＩＦ￣ＰＳＯ 和 ＨＵＩＦ￣ＧＡ 分别收敛于 ８００、１ ４００、１ ２００ 和

１ ０００ 迭代次数ꎬＨＵＩｓ 为 ３３. 虽然 ＨＵＩＦ￣ＰＳＯ 在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ａｃｃｉｄｅｎｔｓ 数据集以及 ＨＵＩＦ￣ＧＡ
在 Ｒｅｔａｉｌ 数据集的进化初期比 ＨＵＩＭ￣ＥＨＯ 挖掘出更多的 ＨＵＩｓꎬ但 ＨＵＩＭ￣ＥＨＯ 最先达到收敛状态. 主要原

因是 ＨＵＩＭ￣ＥＨＯ 中的种群多样性维护策略扩大了算法的搜索空间ꎬ使算法很难陷入局部最优并进一步减

少在搜索过程中 ＨＵＩ 的丢失. 在 Ｒｅｔａｉｌ 稀疏数据集上ꎬＷＨＯ 算法直到 １ ２００ 迭代才发现 ＨＵＩｓꎬ说明 ＷＨＯ
算法收敛性速度较慢.

此外ꎬＨＵＩＭ￣ＳＰＳＯ 几乎在所有数据集上都未收敛ꎬ且在 Ｆｏｏｄｍａｒｔ 数据集上运行超过 １２ ｈ 仍未显示结

果ꎬ所以未在图 ７(ｅ)中显示. 在本次实验阈值设置较高的条件下ꎬＨＵＩＭ￣ＨＣ 在所有数据集上都挖不出任

何 ＨＵＩｓ. 实验结果表明ꎬ与其他四种算法相比ꎬＨＵＩＭ￣ＥＨＯ 在 Ｃｈｅｓｓ、Ｃｏｎｎｅｃｔ、Ｍｕｓｈｒｏｏｍ、Ｆｏｏｄｍａｒｔ、Ｒｅｔａｉｌ 数
据集上都表现出最好的收敛性.

４　 结论

本文设计了一种新的启发式 ＨＵＩＭ 算法ꎬ能够在较少的迭代次数内快挖掘出较多的 ＨＵＩｓ. 其中ꎬ基于

母象影响因子的位差进化策略有效缩减了搜索空间ꎬ提高了算法的执行效率ꎻ两阶段种群多样性维护策略

避免了算法因收敛过快陷入局部最优ꎬ很好的维持了种群多样性和收敛性间的平衡. 在真实数据集中进

行的大量实验结果表明ꎬ与最先进的算法相比ꎬ本文所提出的算法在 ＨＵＩｓ 数量、时空效率和收敛性方面

具有优越的性能. 但目前该方法只适用于静态数据集ꎬ且在稀疏数据集上的表现性能还有待提高. 未来ꎬ
本研究组将对算法 ＨＵＩＭ￣ＥＨＯ 继续优化ꎬ并使用滑动窗口技术实现数据流上高效用项集的动态挖掘.
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何菲菲ꎬ等:象群优化的高效用项集挖掘算法

[１２] ＫＡＮＮＩＭＵＴＨＵ ＳꎬＰＲＥＭＡＬＡＴＨＡ Ｋ. Ｄｉｓｃｏｖｅｒｙ ｏｆ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｕｓｉｎｇ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ ｗｉｔｈ ｒａｎｋｅｄ ｍｕｔａｔｉｏｎ[ Ｊ] .
Ａｐｐｌｉｅｄ ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０１４ꎬ２８(４):３３７－３５９.

[１３] ＬＩＮ Ｊ Ｃ ＷꎬＹＡＮＧ ＬꎬＦＯＵＲＮＩＥＲ￣ＶＩＧＥＲ Ｐꎬｅｔ ａｌ. Ｍｉｎｉｎｇ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｂａｓｅｄ ｏｎ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ[ Ｊ] .
Ｅｎｇｉｎｅｅｒｉｎｇ ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０１６ꎬ５５:３２０－３３０.

[１４] ＬＩＮ Ｊ Ｃ ＷꎬＹＡＮＧ ＬꎬＦＯＵＲＮＩＥＲ￣ＶＩＧＥＲ Ｐꎬｅｔ ａｌ. Ａ ｂｉｎａｒｙ ＰＳＯ ａｐｐｒｏａｃｈ ｔｏ ｍｉｎｅ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ[Ｊ] . Ｓｏｆｔ ｃｏｍｐｕｔｉｎｇꎬ
２０１７ꎬ２１:５１０３－５１２１.

[１５] ＳＯＮＧ ＷꎬＨＵＡＮＧ Ｃ. Ｍｉｎｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｕｓｉｎｇ ｂｉｏ￣ｉｎｓｐｉｒｅｄ ａｌｇｏｒｉｔｈｍｓ:ａ ｄｉｖｅｒｓｅ ｏｐｔｉｍａｌ ｖａｌｕｅ ｆｒａｍｅｗｏｒｋ[Ｊ] . ＩＥＥＥ
ａｃｃｅｓｓꎬ２０１８ꎬ６:１９５６８－１９５８２.

[１６] ＳＯＮＧ ＷꎬＬＩ Ｊ. Ｄｉｓｃｏｖｅｒｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｕｓｉｎｇ ｓｅｔ￣ｂａｓｅｄ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ[Ｃ] / / Ａｄｖａｎｃｅｄ Ｄａｔａ Ｍｉｎｉｎｇ ａｎｄ
Ａｐｐｌｉｃａｔｉｏｎｓ:１６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ. ＦｏｓｈａｎꎬＣｈｉｎａ:Ｓｐｒｉｎｇｅｒ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｐｕｂｌｉｓｈｉｎｇꎬ２０２０:３８－５３.

[１７] ＮＡＷＡＺ Ｍ ＳꎬＦＯＵＲＮＩＥＲ￣ＶＩＧＥＲ ＰꎬＹＵＮ Ｕꎬｅｔ ａｌ. Ｍｉｎｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｗｉｔｈ ｈｉｌｌ ｃｌｉｍｂｉｎｇ ａｎｄ ｓｉｍｕｌａｔｅｄ ａｎｎｅａｌｉｎｇ[Ｊ] .
ＡＣＭ ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ ｍａｎａｇｅｍｅｎｔ ｉｎｆｏｒｍａｔｉｏｎ ｓｙｓｔｅｍ(ＴＭＩＳ)ꎬ２０２１ꎬ１３(１):１－２２.

[１８] ＳＵＢＲＡＭＡＮＩＡＮ ＫꎬＫＡＮＤＨＡＳＡＭＹ Ｐ. Ｍｉｎｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｕｓｉｎｇ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ￣ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ
(ＧＡ￣ＰＳＯ)[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ ｉｎｔｅｌｌｉｇｅｎｔ ＆ ｆｕｚｚｙ ｓｙｓｔｅｍｓꎬ２０２３ꎬ４４(１):１－２１.

[１９] ＬＩ ＷꎬＷＡＮＧ Ｇ Ｇ. Ｉｍｐｒｏｖｅｄ ｅｌｅｐｈａｎｔ ｈｅｒｄｉｎｇ ｏｐｔｉｍｉｚａｔｉｏｎ ｕｓｉｎｇ ｏｐｐｏｓｉｔｉｏｎ￣ｂａｓｅｄ ｌｅａｒｎｉｎｇ ａｎｄ Ｋ￣ｍｅａｎｓ ｃｌｕｓｔｅｒｉｎｇ ｔｏ ｓｏｌｖｅ
ｎｕｍｅｒｉｃａｌ ｏｐｔｉｍｉｚａｔｉｏｎ ｐｒｏｂｌｅｍｓ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ ａｍｂｉｅｎｔ ｉｎｔｅｌｌｉｇｅｎｃｅ ａｎｄ ｈｕｍａｎｉｚｅｄ ｃｏｍｐｕｔｉｎｇꎬ２０２３ꎬ１４(３):１７５３－１７８４.

[２０] ＧＡＯ ＺꎬＨＡＮ ＭꎬＬＩＵ Ｓꎬｅｔ ａｌ. Ｓｕｒｖｅｙ ｏｆ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ ｍｅｔｈｏｄｓ ｂａｓｅｄ ｏｎ ｉｎｔｅｌｌｉｇｅｎｔ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ[ Ｊ] .
Ｊｏｕｒｎａｌ ｏｆ ｃｏｍｐｕｔｅｒ ａｐｐｌｉｃａｔｉｏｎｓꎬ２０２３ꎬ４３(６):１６７６.

[２１] ＹＵＡＮ ＱꎬＴＡＮＧ ＣꎬＸＵ Ｙ. Ｂａｔ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ ｂａｓｅｄ ｏｎ ｌｅｎｇｔｈ ｃｏｎｓｔｒａｉｎｔ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ ｃｏｍｐｕｔｅｒ
ａｐｐｌｉｃａｔｉｏｎｓꎬ２０２３ꎬ４３(５):１４７３.

[２２] ＦＡＮＧ ＷꎬＪＩＡＮＧ ＨꎬＬＵ Ｈꎬｅｔ ａｌ. ＧＰＵ￣Ｂａｓｅｄ ｅｆｆｉｃｉｅｎｔ ｐａｒａｌｌｅｌ ｈｅｕｒｉｓｔｉｃ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ ｉｎ ｌａｒｇｅ
ｔｒａｎｓａｃｔｉｏｎ ｄａｔａｓｅｔｓ[Ｊ] . ＩＥＥＥ ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ ｋｎｏｗｌｅｄｇｅ ａｎｄ ｄａｔａ ｅｎｇｉｎｅｅｒｉｎｇꎬ２０２４ꎬ３６(２):６５２－６６７.

[２３] ＺＨＡＮＧ ＱꎬＦＡＮＧ ＷꎬＳＵＮ Ｊꎬｅｔ ａｌ. Ｉｍｐｒｏｖｅｄ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ[ Ｊ] . ＩＥＥＥ ａｃｃｅｓｓꎬ２０１９ꎬ７:
１７６７９９－１７６８１３.

[２４] ＬＩＮ Ｊ Ｃ ＷꎬＧＡＮ ＷꎬＦＯＵＲＮＩＥＲ￣ＶＩＧＥＲ Ｐꎬｅｔ ａｌ. Ｈｉｇｈ ｕｔｉｌｉｔｙ￣ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ ａｎｄ ｐｒｉｖａｃｙ￣ｐｒｅｓｅｒｖｉｎｇ ｕｔｉｌｉｔｙ ｍｉｎｉｎｇ[ Ｊ] .
Ｐｅｒｓｐｅｃｔｉｖｅｓ ｉｎ ｓｃｉｅｎｃｅꎬ２０１６ꎬ７:７４－８０.

[２５] ＬＩＮ Ｊ Ｃ ＷꎬＤＪＥＮＯＵＲＩ ＹꎬＳＲＩＶＡＳＴＡＶＡ Ｇꎬｅｔ ａｌ. Ａ ｐｒｅｄｉｃｔｉｖｅ ＧＡ￣ｂａｓｅｄ ｍｏｄｅｌ ｆｏｒ ｃｌｏｓｅｄ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ[ Ｊ] .
Ａｐｐｌｉｅｄ ｓｏｆｔ ｃｏｍｐｕｔｉｎｇꎬ２０２１ꎬ１０８:１０７４２２.

[２６] ＬＩＮ Ｊ Ｃ ＷꎬＤＪＥＮＯＵＲＩ ＹꎬＳＲＩＶＡＳＴＡＶＡ Ｇꎬｅｔ ａｌ. Ｅｆｆｉｃｉｅｎｔ ｅｖｏｌｕｔｉｏｎａｒｙ ｃｏｍｐｕｔａｔｉｏｎ ｍｏｄｅｌ ｏｆ ｃｌｏｓｅｄ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ
ｍｉｎｉｎｇ[Ｊ] . Ａｐｐｌｉｅｄ ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０２２ꎬ５２(９):１０６０４－１０６１６.

[２７] ＬＵＮＡ Ｊ ＭꎬＫＩＲＡＮ Ｒ ＵꎬＦＯＵＲＮＩＥＲ￣ＶＩＧＥＲ Ｐꎬｅｔ ａｌ. Ｅｆｆｉｃｉｅｎｔ ｍｉｎｉｎｇ ｏｆ ｔｏｐ￣ｋ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｔｈｒｏｕｇｈ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍｓ[Ｊ].
Ｉｎｆｏｒｍａｔｉｏｎ ｓｃｉｅｎｃｅｓꎬ２０２３ꎬ６２４:５２９－５５３.

[２８] 高智慧ꎬ韩萌ꎬ李昂. ＨＨＵＩＭ:一种新的启发式高效用项集挖掘方法[Ｊ] . 计算机应用研究ꎬ２０２４ꎬ４１(１):９４－１０１.
[２９] ＳＩＶＡＭＡＴＨＩ ＣꎬＶＩＪＡＹＡＲＡＮＩ Ｓ. Ｍｉｎｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｕｓｉｎｇ ｓｈｕｆｆｌｅｄ ｃｏｍｐｌｅｘ ｅｖｏｌｕｔｉｏｎ ｏｆ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ

(ＳＣＥ￣ＰＳＯ) ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ[Ｃ] / / ２０１７ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｖｅｎｔｉｖｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｉｎｆｏｒｍａｔｉｃｓ ( ＩＣＩＣＩ) .
ＣｏｉｍｂａｔｏｒｅꎬＩｎｄｉａ:ＩＥＥＥꎬ２０１７:６４０－６４４.

[３０] 靳晓乐ꎬ刘峡壁ꎬ马骁. 基于双重二元粒子群优化的高效用项集挖掘算法[ Ｊ] . 计算机工程ꎬ２０１８ꎬ４４(１２):２０２－
２０７ꎬ２１４.

[３１] ＧＵＮＡＷＡＮ ＲꎬＷＩＮＡＲＫＯ ＥꎬＰＵＬＵＮＧＡＮ Ｒ. Ａ ＢＰＳＯ￣ｂａｓｅｄ ｍｅｔｈｏｄ ｆｏｒ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ ｗｉｔｈｏｕｔ ｍｉｎｉｍｕｍ ｕｔｉｌｉｔｙ
ｔｈｒｅｓｈｏｌｄ[Ｊ] . Ｋｎｏｗｌｅｄｇｅ￣ｂａｓｅｄ ｓｙｓｔｅｍｓꎬ２０２０ꎬ１９０:１０５１６４.

[３２] ＦＡＮＧ ＷꎬＺＨＡＮＧ ＱꎬＬＵ Ｈꎬｅｔ ａｌ. Ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｍｉｎｉｎｇ ｂａｓｅｄ ｏｎ ｂｉｎａｒｙ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ｗｉｔｈ ｍｕｌｔｉｐｌｅ
ａｄｊｕｓｔｍｅｎｔ ｓｔｒａｔｅｇｉｅｓ[Ｊ] . Ａｐｐｌｉｅｄ ｓｏｆｔ ｃｏｍｐｕｔｉｎｇꎬ２０２２ꎬ１２４:１０９０７３.

[３３] ＬＯＧＥＳＷＡＲＡＮ Ｋꎬ ＳＵＲＥＳＨ Ｐꎬ ＡＮＡＮＤＡＭＵＲＵＧＡＮ Ｓ. Ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ｍｅｔｈｏｄ ｃｏｍｂｉｎｅｄ ｗｉｔｈ ｏｆｆ ｐｏｌｉｃｙ
ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｔｈｅ ｄｉｓｃｏｖｅｒｙ ｏｆ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ[ Ｊ] . Ｉｎｆｏｒｍａｔｉｏｎ ｔｅｃｈｎｏｌｏｇｙ ａｎｄ ｃｏｎｔｒｏｌꎬ２０２３ꎬ５２
(１):２５－３６.

[３４] ＳＯＮＧ ＷꎬＨＵＡＮＧ Ｃ. Ｍｉｎｉｎｇ ｈｉｇｈ ａｖｅｒａｇｅ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｂａｓｅｄ ｏｎ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ[Ｊ] . Ｄａｔａ ｓｃｉｅｎｃｅ ａｎｄ ｐａｔｔｅｒｎ
ｒｅｃｏｇｎｉｔｉｏｎꎬ２０２０ꎬ４(２):１９－３２.

[３５] ＬＯＧＥＳＷＡＲＡＮ ＫꎬＳＡＴＨＡＳＩＶＡＭ ＲꎬＳＵＲＥＳＨ Ｐꎬｅｔ ａｌ. Ｄｉｓｃｏｖｅｒｙ ｏｆ ｐｏｔｅｎｔｉａｌ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ ｆｒｏｍ ｕｎｃｅｒｔａｉｎ ｄａｔａｂａｓｅ
ｕｓｉｎｇ ｍｕｌｔｉ ｏｂｊｅｃｔｉｖｅ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ [Ｃ] / / ２０２２ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｄｖａｎｃｅｄ Ｃｏｍｐｕｔｉｎｇ
Ｔｅｃｈｎｏｌｏｇｉｅｓ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ( ＩＣＡＣＴＡ) . ＭｕｍｂａｉꎬＩｎｄｉａ:ＩＥＥＥꎬ２０２２:１－６.

[３６] ＴＵＮＧ Ｎ ＴꎬＮＧＵＹＥＮ Ｔ Ｄ ＤꎬＮＧＵＹＥＮ Ｌ Ｔ Ｔꎬｅｔ ａｌ. Ａ ｎａｔｕｒｅ￣ｉｎｓｐｉｒｅｄ ｍｅｔｈｏｄ ｔｏ ｍｉｎｅ ｔｏｐ￣ｋ ｍｕｌｔｉ￣ｌｅｖｅｌ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ[Ｊ].
Ｃｙｂｅｒｎｅｔｉｃｓ ａｎｄ ｓｙｓｔｅｍｓꎬ２０２３:１－２２.

—７３１—
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[３７] ＣＡＲＳＴＥＮＳＥＮ ＳꎬＣＨＵＮ￣ＷＥＩ ＬＩＮ Ｊ. ＴＫＵ￣ＰＳＯ:ａｎ ｅｆｆｉｃｉｅｎｔ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ｍｏｄｅｌ ｆｏｒ ｔｏｐ￣ｋ ｈｉｇｈ￣ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔ
ｍｉｎｉｎｇ[Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ ｊｏｕｒｎａｌ ｏｆ ｉｎｔｅｒａｔｉｖｅ ｍｕｌｔｉｍｅｄｉａ ａｎｄ ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０２４:１－１２.

[３８] ＳＯＮＧ Ｗꎬ ＬＩ ＪꎬＨＵＡＮＧ Ｃ. Ａｒｔｉｆｉｃｉａｌ ｆｉｓｈ ｓｗａｒｍ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｍｉｎｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ [ Ｃ] / / Ａｄｖａｎｃｅｓ ｉｎ Ｓｗａｒｍ
Ｉｎｔｅｌｌｉｇｅｎｃｅ:１２ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ. ＱｉｎｇｄａｏꎬＣｈｉｎａ:Ｓｐｒｉｎｇｅｒ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｐｕｂｌｉｓｈｉｎｇꎬ２０２１:４０７－４１９.

[３９] ＧＡＯ ＺꎬＨＡＮ ＭꎬＬＩＵ Ｓꎬｅｔ ａｌ. Ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｍｉｎｉｎｇ ｂａｓｅｄ ｏｎ ｈｙｂｒｉｄ ｈａｒｒｉｓ ｈａｗｋ ｏｐｔｉｍｉｚａｔｉｏｎ ａｎｄ ｂｅｌｕｇａ ｗｈａｌｅ
ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ ｉｎｔｅｌｌｉｇｅｎｔ ＆ ｆｕｚｚｙ ｓｙｓｔｅｍｓꎬ２０２４ꎬ４６(４):７５６７－７６０２.

[４０] ＳＯＮＧ ＷꎬＨＵＡＮＧ Ｃ. Ｄｉｓｃｏｖｅｒｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ ｂａｓｅｄ ｏｎ ｔｈｅ ａｒｔｉｆｉｃｉａｌ ｂｅｅ ｃｏｌｏｎｙ ａｌｇｏｒｉｔｈｍ [ Ｃ] / / Ａｄｖａｎｃｅｓ ｉｎ
Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ: ２２ｎｄ Ｐａｃｉｆｉｃ￣Ａｓｉａ Ｃｏｎｆｅｒｅｎｃｅ. Ｍｅｌｂｏｕｒｎｅꎬ ＶＩＣꎬ Ａｕｓｔｒａｌｉａ: Ｓｐｒｉｎｇｅｒ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｐｕｂｌｉｓｈｉｎｇꎬ２０１８:３－１４.

[４１] ＳＵＫＡＮＹＡ Ｎ Ｓꎬ ＴＨＡＮＧＡＩＡＨ Ｐ Ｒ Ｊ. Ｅｎｈａｎｃｅｄ ｄｉｆｆｅｒｅｎｔｉａｌ ｅｖｏｌｕｔｉｏｎ ａｎｄ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ａｐｐｒｏａｃｈｅｓ ｆｏｒ
ｄｉｓｃｏｖｅｒｉｎｇ ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｔｅｍｓｅｔｓ [ Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ ｊｏｕｒｎａｌ ｏｆ ｃｏｍｐｕｔａｔｉｏｎａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓꎬ ２０２３ꎬ ２２ ( １):
２３４１００５.　

[４２] ＡＲＵＮＫＵＭＡＲ Ｍ ＳꎬＳＵＲＥＳＨ ＰꎬＧＵＮＡＶＡＴＨＩ Ｃ. Ｈｉｇｈ ｕｔｉｌｉｔｙ ｉｎｆｒｅｑｕｅｎｔ ｉｔｅｍｓｅｔ ｍｉｎｉｎｇ ｕｓｉｎｇ ａ ｃｕｓｔｏｍｉｚｅｄ ａｎｔ ｃｏｌｏｎｙ
ａｌｇｏｒｉｔｈｍ[Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ ｊｏｕｒｎａｌ ｏｆ ｐａｒａｌｌｅｌ ｐｒｏｇｒａｍｍｉｎｇꎬ２０２０ꎬ４８:８３３－８４９
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[７] ＸＩＯＮＧ ＬꎬＺＨＯＮＧ ＸꎬＸＩＯＮＧ Ｎ Ｎꎬｅｔ ａｌ. ＱＲ￣３Ｓ:ａ ｈｉｇｈ ｐａｙｌｏａｄ ＱＲ ｃｏｄｅ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ｓｙｓｔｅｍ ｆｏｒ ｉｎｄｕｓｔｒｉａｌ Ｉｎｔｅｒｎｅｔ ｏｆ
Ｔｈｉｎｇｓ ｉｎ ６Ｇ ｎｅｔｗｏｒｋｓ[Ｊ] . ＩＥＥＥ ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ ｉｎｄｕｓｔｒｉａｌ ｉｎｆｏｒｍａｔｉｃｓꎬ２０２０ꎬ１７(１０):７２１３－７２２２.

[８] ＬＩ Ｌ ＬꎬＨＵＡＮＧ Ｐ ＣꎬＸＩＥ Ｒ. ＱＲ Ｃｏｄｅ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ＣＲＣ[Ｃ] / / ２０２２ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｍａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ ａｎｄ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. ＯｋｉｎａｗａꎬＪａｐａｎ:ＩＥＥＥꎬ２０２３:１３４－１３９.

[９] Ｉｎｆｏｒｍａｔｉｏｎ Ｔｅｃｈｎｏｌｏｇｙ:Ａｕｔｏｍａｔｉｃ Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ａｎｄ Ｄａｔａ Ｃａｐｔｕｒｅ Ｔｅｃｈｎｉｑｕｅｓ:ＱＲ Ｃｏｄｅ Ｂａｒ Ｃｏｄｅ Ｓｙｍｂｏｌｏｇｙ Ｓｐｅｃｉｆｉｃａｔｉｏｎ
[Ｍ] . ＩＳＯ / ＩＥＣ １８００４:２０１５. ＧｅｎｅｖａꎬＳｗｉｔｚｅｒｌａｎｄ:ＩＳＯꎬ２０１５.

[１０] ＺＨＡＮＧ ＬꎬＳＵＮ ＪꎬＺＨＡＮＧ Ｘꎬｅｔ ａｌ. Ｔｗｏ￣ｌｅｖｅｌ ＱＲ Ｃｏｄｅ ｓｃｈｅｍｅ ｂａｓｅｄ ｏｎ ｒｅｇｉｏｎ ｍａｔｒｉｘ ｉｍａｇｅ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ａｌｇｏｒｉｔｈｍ[ Ｊ] .
Ｍａｔｈｅｍａｔｉｃａｌ ｂｉｏｓｃｉｅｎｃｅｓ ａｎｄ ｅｎｇｉｎｅｅｒｉｎｇꎬ２０２３ꎬ２０(９):１６６７８－１６７０４.

[１１] ＲＡＷＡＴ Ａ ＳꎬＤＥＳＨＭＵＫＨ ＭꎬＳＩＮＧＨ Ｍ. ＱＲ ｓｈａｒｅｓ ｂａｓｅｄ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ｓｃｈｅｍｅ ｕｓｉｎｇ ＤＷＴꎬ ｒａｎｄｏｍ ｐｅｒｍｕｔａｔｉｏｎ ａｎｄ
ａｒｉｔｈｍｅｔｉｃ ｍｏｄｕｌｏ ｏｐｅｒａｔｉｏｎ ｆｏｒ ＱＲ ｓｅｃｒｅｔ [Ｃ] / / ２０２３ １０ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ ａｎｄ Ｉｎｔｅｇｒａｔｅｄ
Ｎｅｔｗｏｒｋｓ. ＮｏｉｄａꎬＩｎｄｉａ:ＩＥＥＥꎬ２０２３:７７２－７７７.

[１２] ＣＨＵＡＮＧ Ｊ ＣꎬＨＵ Ｙ ＣꎬＫＯ Ｈ Ｊ. Ａ ｎｏｖｅｌ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ｔｅｃｈｎｉｑｕｅ ｕｓｉｎｇ ＱＲ Ｃｏｄｅ [ Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ ｊｏｕｒｎａｌ ｏｆ ｉｍａｇｅ
ｐｒｏｃｅｓｓｉｎｇꎬ２０１０ꎬ４(５):４６８－４７５.

[１３] ＣＨＯＷ Ｙ ＷꎬＳＵＳＩＬＯ ＷꎬＹＡＮＧ Ｇꎬｅｔ ａｌ. Ｅｘｐｌｏｉｔｉｎｇ ｔｈｅ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｉｎ ＱＲ Ｃｏｄｅｓ ｆｏｒ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ[Ｃ] / /
Ｉｎｆｏｒｍａｔｉｏｎ Ｓｅｃｕｒｉｔｙ ａｎｄ Ｐｒｉｖａｃｙ:２１ｓｔ Ａｕｓｔｒａｌａｓｉａｎ Ｃｏｎｆｅｒｅｎｃｅ. ＭｅｌｂｏｕｒｎｅꎬＶＩＣꎬＡｕｓｔｒａｌｉａ:Ｓｐｒｉｎｇｅｒ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｐｕｂｌｉｓｈｉｎｇꎬ
２０１６:４０９－４２５.

[１４] ＣＨＥＮＧ Ｙꎬ ＦＵ ＺꎬＹＵ Ｂ. Ｉｍｐｒｏｖｅｄ ｖｉｓｕａｌ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ｓｃｈｅｍｅ ｆｏｒ ＱＲ Ｃｏｄｅ ａｐｐｌｉｃａｔｉｏｎｓ [ Ｊ] . ＩＥＥＥ ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
ｉｎｆｏｒｍａｔｉｏｎ ｆｏｒｅｎｓｉｃｓ ａｎｄ ｓｅｃｕｒｉｔｙꎬ２０１８ꎬ１３(９):２３９３－２４０３.

[１５] ＬＩＮ Ｐ Ｙ. Ｄｉｓｔｒｉｂｕｔｅｄ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ａｐｐｒｏａｃｈ ｗｉｔｈ ｃｈｅａｔｅｒ ｐｒｅｖｅｎｔｉｏｎ ｂａｓｅｄ ｏｎ ＱＲ Ｃｏｄｅ[Ｊ] . ＩＥＥＥ ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ ｉｎｄｕｓｔｒｉａｌ
ｉｎｆｏｒｍａｔｉｃｓꎬ２０１６ꎬ１２(１):３８４－３９２.

[１６] ＨＵＡＮＧ Ｐ ＣꎬＣＨＡＮＧ Ｃ ＣꎬＬＩ Ｙ Ｈ. Ｓｕｄｏｋｕ￣ｂａｓｅｄ ｓｅｃｒｅｔ ｓｈａｒｉｎｇ ａｐｐｒｏａｃｈ ｗｉｔｈ ｃｈｅａｔｅｒ ｐｒｅｖｅｎｔｉｏｎ ｕｓｉｎｇ ＱＲ Ｃｏｄｅ[ Ｊ] .
Ｍｕｌｔｉｍｅｄｉａ ｔｏｏｌｓ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓꎬ２０１８ꎬ７７:２５２７５－２５２９４.

[１７] ＣＯＸ Ｒ. ＱＡｒｔ ｃｏｄｅｓ[Ｒ / ＯＬ] . [２０１２－０４－１２] . ｈｔｔｐ: / / ｒｅｓｅａｒｃｈ.ｓｗｔｃｈ.ｃｏｍ / ｑａｒｔ.
[１８] ＳＡＥＩＤＩ ＺꎬＹＡＺＤＩ ＡꎬＭＡＳＨＨＡＤＩ Ｓꎬｅｔ ａｌ. Ｈｉｇｈ ｐｅｒｆｏｒｍａｎｃｅ ｉｍａｇｅ ｓｔｅｇａｎｏｇｒａｐｈｙ ｉｎｔｅｇｒａｔｉｎｇ ＩＷＴ ａｎｄ Ｈａｍｍｉｎｇ Ｃｏｄｅ ｗｉｔｈｉｎ

ｓｅｃｒｅｔ ｓｈａｒｉｎｇ[Ｊ] . ＩＥＴ ｉｍａｇｅ ｐｒｏｃｅｓｓｉｎｇꎬ２０２４ꎬ１８(１):１２９－１３９.
[１９] ＧＯＴＴＩＭＵＫＫＡＬＡ Ａ ＲꎬＫＵＭＡＲ ＮꎬＤＡＳＨ Ｊ Ｋꎬ ｅｔ ａｌ. Ｉｍａｇｅ ｗａｔｅｒｍａｒｋｉｎｇ ｂａｓｅｄ ｏｎ ｒｅｍａｉｎｄｅｒ ｖａｌｕｅ ｄｉｆｆｅｒｅｎｃｉｎｇ ａｎｄ

ｅｘｔｅｎｄｅｄ Ｈａｍｍｉｎｇ Ｃｏｄｅ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ ｅｌｅｃｔｒｏｎｉｃ ｉｍａｇｉｎｇꎬ２０２４ꎬ３３(１):０１１００３.
[２０] ＭＵＮＯＺ￣ＭＥＪＩＡＳ ＤꎬＧＯＮＺＡＬＥＺ￣ＤＩＡＺ ＩꎬＤＩＡＺ￣ＤＥ￣ＭＡＲＩＡ Ｆ. Ａ ｌｏｗ￣ｃｏｍｐｌｅｘｉｔｙ ｐｒｅ￣ｐｒｏｃｅｓｓｉｎｇ ｓｙｓｔｅｍ ｆｏｒ ｒｅｓｔｏｒｉｎｇ ｌｏｗ￣

ｑｕａｌｉｔｙ ＱＲ Ｃｏｄｅ ｉｍａｇｅｓ[Ｊ] . ＩＥＥＥ ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ ｃｏｎｓｕｍｅｒ ｅｌｅｃｔｒｏｎｉｃｓꎬ２０１１ꎬ５７(３):１３２０－１３２８.
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