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[摘要] 　 中文语法纠错旨在通过模型自动识别并修正中文文本中的语法错误ꎬ从而提升文本的准确性和可读

性. 然而ꎬ现有的中文语法纠错模型在纠错过程中常面临暴露偏差问题ꎬ并且对大模型的应用仍显不足ꎬ导致纠

错效果欠佳. 为此ꎬ本文提出了一种基于类型驱动的中文语法纠错模型 ＣＴＤＧＣ(Ｃｈｉｎｅｓｅ Ｔｙｐｅｓ Ｄｒｉｖｅｎ Ｇｒａｍｍａｔｉｃａｌ
Ｃｏｒｒｅｃｔｉｏｎ) . 该模型通过深入探讨中文四种主要语法错误(冗余、缺失、错词、乱序)之间的依赖关系ꎬ设计了两阶

段训练策略ꎬ有效缓解了训练与预测的不匹配问题ꎬ在 ＣＧＥＤ２０２０ 数据集上单模型 Ｆ０.５达到 ３４.１８％ꎬ优于以往的

方法. 此外ꎬ本文还提出了一种基于 ＣｈａｔＧＬＭ 的中文语法纠错模型 ＣｏｒＧＬＭ(Ｃｈｉｎｅｓｅ Ｇｒａｍｍａｔｉｃａｌ Ｃｏｒｒｅｃｔｉｏｎ Ｍｏｄｅｌ
ｂａｓｅｄ ｏｎ ＣｈａｔＧＬＭ)ꎬ并对 Ｂａｉｃｈｕａｎ 大模型设计了特定的 Ｐｒｏｍｐｔ. 通过与 ＣＴＤＧＣ 等模型的融合ꎬＦ０.５显著提升至

４０.３３％ꎬ验证了本文方法的有效性和优越性.
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中文语法纠错(Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｄｉａｇｎｏｓｉｓꎬＣＧＥＤ)的目标是通过自动化工具识别并修正中文文

本中的语法错误ꎬ从而提升文本的准确性和可读性. 准确而有效地检测和纠正这些错误对提升写作质量、加
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深语言理解及确保有效沟通至关重要. Ｒａｏ 等[１]将语法错误归为四种类型:冗余(Ｒｅｄｕｎｄａｎｔ ＷｏｒｄｓꎬＲ)、缺失

(Ｍｉｓｓｉｎｇ ＷｏｒｄｓꎬＭ)、错词(Ｗｏｒｄ ＳｅｌｅｃｔｉｏｎꎬＳ)和乱序(Ｗｏｒｄ Ｏｒｄｅｒｉｎｇ ＥｒｒｏｒｓꎬＷ):
例 １:那么他们的年收入大概多少的呢?
例 ２:每年生产近 ３００ 万吨油籽.
例 ３:还有其他人受被害.
例 ４:我彻底看到了对方的无情ꎬ当时死都想了.
例 ５:他懂人生道理ꎬ他总是那样和渴可近.
其中ꎬ例 １ 是一个包含冗余错误的句子ꎬ去除“的”得到正确句子“那么他们的年收入大概多少呢?”ꎻ

例 ２ 中缺失“菜”字ꎬ应改正为“每年生产近 ３００ 万吨油菜籽. ”ꎻ例 ３ 中“被”字为“伤”的错字ꎬ应改正为

“还有其他人受伤害. ”ꎻ例 ４ 中存在乱序错误ꎬ应改正为“我彻底看到了对方的无情ꎬ当时都想死了. ”此
外ꎬ很多时候一句话都是包含多个错误的ꎬ如例 ５ 所示ꎬ包含缺失和错字错误ꎬ应改正为“他懂得人生的道

理ꎬ他总是那样和蔼可亲. ”
尽管 ＣＧＥＤ 在方法上已经取得了一些进展ꎬ但仍存在一些亟待解决的挑战. 首先ꎬ现有的方法在处理

中文语法错误时普遍存在暴露偏差的情况ꎬ这种偏差主要源于模型在训练时采用了一次迭代的方式ꎬ但预

测时却需要多轮纠错ꎬ这种训练与预测之间的不匹配影响了模型的性能. 受 Ｌａｉ 等[２]探究英文三种错误类

型的关系来提升英文语法纠错效果的启发ꎬ本文着眼于针对中文语法错误的特点ꎬ探究中文语法错误中四

种类型的相互依赖关系. 这些错误类型之间可能存在紧密的联系ꎬ有利于缓解暴露偏差的问题.
随着大模型在自然语言处理领域的广泛应用ꎬ其在多个任务上所取得的显著性能提升已成为学术界

和工业界的研究热点. 然而ꎬ在 ＣＧＥＤ 领域ꎬ大模型的应用相对较为有限ꎬ主要原因是存在过纠正问题ꎬ这
一限制可能阻碍了其在该任务中充分发挥潜力的可能性. 因此ꎬ为了解决这一问题ꎬ迫切需要更为深入的

研究ꎬ以使大模型更好地适应 ＣＧＥＤ 任务的特殊性.
本文的贡献如下:
(１)提出了基于类型驱动的中文语法纠错模型 ＣＴＤＧＣ(Ｃｈｉｎｅｓｅ Ｔｙｐｅｓ Ｄｒｉｖｅｎ Ｇｒａｍｍａｔｉｃａｌ Ｃｏｒｒｅｃｔｉｏｎ) .

该模型通过分析中文语法错误类型之间的依赖关系ꎬ设计了两阶段训练策略ꎬ有效缓解了训练与预测过程

中的不匹配问题ꎬ显著提升了中文语法纠错的性能.
(２)提出了基于 ＣｈａｔＧＬＭ 的中文语法纠错模型 ＣｏｒＧＬＭ(Ｃｈｉｎｅｓｅ Ｇｒａｍｍａｔｉｃａｌ Ｃｏｒｒｅｃｔｉｏｎ Ｍｏｄｅｌ ｂａｓｅｄ

ｏｎ ＣｈａｔＧＬＭ) . 通过微调结合拼写纠错特征的 ＣｈａｔＧＬＭ 模型ꎬ为 Ｂａｉｃｈｕａｎ 大模型设计了特定的 Ｐｒｏｍｐｔꎬ并
与 ＣＴＤＧＣ 等模型进行融合ꎬ实现了性能的进一步提升ꎬ验证了大模型在中文语法纠错任务中的潜力和实

际应用价值.
本文方法的逻辑关系框架如图 １ 所示ꎬ我们首先探究了中文语法错误类型的关系ꎬ将其作为理论基础

设计了 ＣＴＤＧＣ 模型、ＣｏｒＧＬＭ 模型和大模型 Ｐｒｏｍｐｔꎬ最后进行模型融合实验.

图 １　 逻辑关系框架图

Ｆｉｇ􀆰 １　 Ｌｏｇｉｃａｌ ｒｅｌａｔｉｏｎｓｈｉｐ ｆｒａｍｅｗｏｒｋ ｄｉａｇｒａｍ
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１　 相关工作

ＣＧＥＤ 是自然语言处理领域中的关键下游任务之一. 早期多为规则和统计学习的方法ꎬ由于 ＣＧＥＤ 任

务比较复杂ꎬ当时只能做到对中文语法错误进行检测ꎬ直到深度学习的引入ꎬ才使得中文语法错误的纠正

成为可能ꎬ纠错任务主要分为基于序列生成的方法和基于序列标注的方法.
序列生成方法直接从原始句子生成正确的句子ꎬ类似机器翻译任务. Ｆｕ 等[３]将 ＣＧＥＤ 任务视为翻译

任务ꎬ让神经网络学习错误句子与正确句子之间的关系ꎬ并将错误的句子翻译为正确的句子. Ｒｅｎ 等[４]提

出多层卷积和注意力机制的全卷积 ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ 模型ꎬ它可以有效捕获局部上下文信息ꎬ并且根据源词

之间的相关性为其分配权重. Ｗａｎｇ 等[５]将预训练模型采用两种方法与 ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ 模型相结合ꎬ第一

种为使用 ＢＥＲＴ 模型的参数初始化 Ｔｒａｎｓｆｏｒｍｅｒ 的 ｅｎｃｏｄｅｒꎬ第二种将句子输入到预训练模型中ꎬ将最后一

层获得的表示通过注意力机制与 ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ 融合. Ｌｉ 等[６]提出 ＴｔＴ 模型ꎬ引入 ＢＥＲＴ 来学习上下文表

示ꎬ然后堆叠 ＣＲＦ 层建模相邻 ｔｏｋｅｎ 之间的相关性. Ｗｕ 等[７]提出 ＳＧ￣ＧＥＣ 模型ꎬ将 ＣＧＥＤ 任务分为拼写错

误纠正和语法错误纠正两个步骤ꎬ并设计词性特征和语义类特征来增强神经网络模型.
序列生成方法虽然能解决 ＣＧＥＤ 问题ꎬ但其生成速度较慢且可解释性较差. 为此ꎬ序列标注方法应运

而生ꎬ旨在克服这些不足. Ｃｈｅｎ 等[８]给数据集打上错误类型和词性的标签ꎬ然后基于条件随机场(ＣＲＦ)构
建 ＣＧＥＤ 系统ꎬ在 ＣＧＥＤ２０１５ 任务中准确率最高. Ｏｍｅｌｉａｎｃｈｕｋ 等[９]提出了 ＧＥＣＴｏＲ 模型ꎬ并为语法操作定

义了 ５ ０００ 个标签ꎬ包括基本标签ꎬ如 ＫＥＥＰꎬＤＥＬＥＴＥꎬＡＰＰＥＮＤ＿Ｘ 和 ＲＥＰＬＡＣＥ＿Ｘꎬ以及 ２９ 个英语语法变

化的新标签. Ｌｉａｎｇ 等[１０]首次将 ＧＥＣＴｏＲ 模型应用于 ＣＧＥＤꎬ他们删除了英语的 ２９ 个语法变化标签ꎬ并为

常见的中文字符构造了 ８ ７７２ 个基本标签. Ｌｉ 等[１１] 提出 Ｓｅｑ２ａｃｔｉｏｎ 模型ꎬ结合了序列生成和序列标注模

型. Ｓｅｑ２ａｃｔｉｏｎ 模型首先为每个 ｔｏｋｅｎ 打上动作标签ꎬ其中包括 ＳＫＩＰ、ＣＯＰＹ 和 ＧＥＮｅｒａｔｅ 三个选项ꎬ当动作

为 ＧＥＮｅｒａｔｅ 时做生成任务.

２　 不同类型错误的相互依赖关系探究

中文语法错误分为冗余、缺失、错词和乱序四种ꎬ我们在 ＧＥＣＴｏＲｍ 模型 ( ｈｔｔｐ: / / ｇｉｔｈｕｂ. ｃｏｍ /
Ａｎｉｌ９９９９９９ / ＭＳ＿Ｓｅｑ２Ｅｄｉｔ)的基础上深入探讨这四种语法错误之间的相互依赖关系ꎬ并设计了相应的实验

方法进行研究.
２.１　 ＧＥＣＴｏＲｍ 模型

表 １　 模型标签体系

Ｔａｂｌｅ １　 Ｍｏｄｅｌ ｌａｂｅｌ ｓｙｓｔｅｍ

标签 描述 备注

ＫＥＥＰ 保持 保持当前字符不变

ＤＥＬＥＴＥ 删除(冗余) 删除当前位置的字符

ＡＰＰＥＮＤ＿Ｎ 插入(缺失) 在当前位置的后面插入 Ｎ 字符

ＲＥＰＬＡＣＥ＿Ｎ 替换(错词) 将当前字符替换为 Ｎ 字符

ＭＯＶＥ＿Ｎ 移动(乱序) 将当前字符向右移动 Ｎ 个位置

　 　 ＧＥＣＴｏＲｍ 模型是在 ＧＥＣＴｏＲ 模型的基础上引入

移动(ＭＯＶＥ)操作来解决乱序错误ꎬ标签体系如表 １
所示. ＫＥＥＰ 标签表示保持当前字符不变ꎬＤＥＬＥＴＥ
标签表示删除当前位置的字符ꎬＡＰＰＥＮ＿Ｎ 标签表示

在当前位置的后面插入 Ｎ 字符ꎬＲＥＰＬＡＣＥ＿Ｎ 标签表

示将当前字符替换为 Ｎ 字符ꎬＭＯＶＥ＿Ｎ 标签表示将

当前字符向右移动 Ｎ 个位置ꎬ只有存在局部路径和

局部字符编辑标签向左移动<负数>和向右移动<正数>的累积和为 ０ 的情况下才接受该操作.
２.２　 依赖关系探究方法

本文将一条数据分为五个部分ꎬ如图 ２ 所示ꎬ分别是:正确部分、缺失错误、冗余错误、错词错误和乱序错

误. 假设错误为 ＸꎬＸ 为四种错误中的一种ꎬ为了深入了解 Ｘ 错误对其他错误的影响ꎬ我们设计了一系列步

骤. 首先将语料库中含有 Ｘ 错误的数据集筛选出来ꎬ并赋予其一个新的标识———Ｄ(Ｘ) . 接着对 Ｄ(Ｘ)中的错

误进行纠正ꎬ从而得到了经过修正的数据集Ｄ(Ｘ􀳫) . 这一操作的目的在于建立一个对比基准ꎬ使我们能够准

确评估 Ｘ 错误对其他错误类型的影响. 随后ꎬ将这两个数据集分别输入 ＧＥＣＴｏＲｍ 模型进行纠错ꎬ以观察其

纠正效果. 最后ꎬ我们通过对比的纠正效果得出先纠正 Ｘ 错误对其他错误类型的作用. 假设 Ｘ 为缺失错误ꎬ
我们首先从语料库中筛选出含有缺失错误的数据集ꎬ并将其命名为 Ｄ(Ｄ) . 接下来ꎬ我们对 Ｄ(Ｄ)中的冗余错

误进行修正ꎬ即将多余的字词删除ꎬ得到新的数据集 Ｄ(Ｄ􀳫) . 通过对比 Ｄ(Ｄ)和 Ｄ(Ｄ􀳫)的性能ꎬ旨在探讨在

先纠正冗余错误的前提下是否对其他错误类型的纠正产生了提升效果. 这一研究设计旨在加深我们对错误

—１４１—
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纠正过程中不同类型之间相互影响的理解.

图 ２　 探究不同类型错误相互依赖性的方法

Ｆｉｇ􀆰 ２　 Ｍｅｔｈｏｄｓ ｆｏｒ ｅｘｐｌｏｒｉｎｇ ｔｈｅ ｉｎｔｅｒｄｅｐｅｎｄｅｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｙｐｅｓ ｏｆ ｅｒｒｏｒｓ

２.３　 依赖关系实验结果分析

本文使用在 Ｌａｎｇ８ 数据集上经过两次训练的 ＧＥＣＴｏＲｍ 模型进行测评ꎬ每组测试数据集均从 ＣＧＥＤ 历年

数据中随机抽取了 ２ ０００ 条句子ꎬ实验结果如表 ２ 所示. 第一组对比实验显示ꎬ先纠正缺失错误对其他三种错

误的纠正效果均有提升ꎬ尤其是对乱序错误的纠正效果提升了 １５.４１％. 第二组实验先纠正冗余错误ꎬ第三组

实验先纠正错字错误ꎬ第四组实验则先纠正乱序错误. 通过这些对比实验发现ꎬ先纠正一种错误对其他三种

错误的纠正效果均有所提升ꎬ尤其是先纠正错字错误对其他三种错误的促进作用最大ꎬ分别对缺失、冗余和

乱序错误的纠正效果提升了 １２.２１％、１３.２７％和 １５.１９％.
表 ２　 四种错误依赖关系实验结果

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｆｏｕｒ ｅｒｒｏｒ ｄｅｐｅｎｄｅｎｃｅ ｒｅｌａｔｉｏｎｓｈｉｐｓ

错误类型 标签
Ｄ(Ｘ)

Ｐ％ Ｒ％ Ｆ１％

Ｄ(Ｘ􀳫)

Ｐ％ Ｒ％ Ｆ１％

Ｍ

Ｒ

Ｓ

Ｗ

Ｒ ２２.５５ ２２.１３ ２２.３４ ２８.０４ ２６.７２ ２７.３６(＋５.０２)
Ｓ ２９.５５ ７.３０ １１.７１ ３３.１０ ８.３０ １３.２７(＋１.５６)
Ｗ ３７.９３ ２.５３ ４.７４ ５８.２４ １２.１８ ２０.１５(＋１５.４１)

Ｍ ３２.３８ ７.９９ １２.８２ ３６.１３ ８.６９ １４.０２(＋１.２)
Ｓ ３１.１８ ７.４５ １２.０２ ３２.６０ ７.６６ １２.４０(＋０.３８)
Ｗ ３０.００ １.３５ ２.５８ ４２.３１ ２.４７ ４.６６(＋２.０８)

Ｍ ３２.９４ ８.１９ １３.１１ ５３.１３ １６.６２ ２５.３２(＋１２.２１)
Ｒ ２２.２６ ２１.９９ ２２.１２ ３７.２６ ３３.７１ ３５.３９(＋１３.２７)
Ｗ ５０.００ ２.６３ ５.００ ７６.８１ １１.６２ ２０.１９(＋１５.１９)

Ｍ １７.８８ ８.４１ １１.４４ ２５.５５ ８.０２ １２.２１(＋０.７７)
Ｒ １８.０６ ２６.６５ ２１.５３ ２０.５２ ２６.７８ ２３.２４(＋１.７１)
Ｓ １４.４４ ８.１４ １０.４１ ２６.５８ ７.５０ １１.７０(＋１.２９)

３　 基于类型驱动的语法纠错模型设计

本文采用 ＧＥＣＴｏＲｍ 作为基础模型ꎬ将 ＣＧＥＤ 任务视为序列标注任务. 由于先纠正一种错误有助于提升

其他错误类型的纠正效果ꎬ本文将每个训练实例的纠错过程分解为两阶段ꎬ使模型能够逐步学习纠错的过

程. ＣＴＤＧＣ 模型如图 ３ 所示ꎬ包含四个层级:(１)Ｌｅｖｅｎｓｈｔｅｉｎ 编辑转换层:将错误文本序列－纠正文本序列对

转换为编辑标记形式ꎬ作为 ＧＥＣＴｏＲｍ 模型的输入ꎻ(２)两阶段训练层:通过构造中间实例并设计训练策略ꎬ对
模型进行分阶段训练ꎻ(３)ＳｔｒｕｃｔＢＥＲＴ 编码层:将训练数据输入进行编码ꎬ生成一系列向量表示ꎻ(４)分类器

层:设计不同的目标训练模型ꎬ以生成最终的编辑标记序列.
３.１　 Ｌｅｖｅｎｓｈｔｅｉｎ 编辑转换层

莱文斯坦距离(Ｌｅｖｅｎｓｈｔｅｉｎ Ｄｉｓｔａｎｃｅ)是由俄罗斯科学家弗拉基米尔􀅰莱文斯坦于 １９６５ 年提出的一种算

法. 该算法通过计算将一个字符串转换为另一个字符串所需的最少编辑操作次数来衡量两个字符串之间的

差异ꎬ允许的编辑操作包括:字符替换、字符插入和字符删除. 在本研究中ꎬ我们首先利用莱文斯坦距离和

ＭＯＶＥ 编辑转换ꎬ将错误文本序列－纠正文本序列对转换为编辑标记序列ꎬ作为模型所需的纠错训练数据.
３.２　 两阶段训练层

两阶段训练的关键在于构造一个中间实例. 具体来说ꎬ每个训练实例是由错误句子 Ｘｅ 和正确句子 Ｘｃ
—２４１—
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组成的句子对(ＸｅꎬＸｃ) . 为了构造其中间句 Ｘ′ꎬ我们随机选择部分语法错误ꎬ并在保持其他语法错误不变

的情况下更正. 然后ꎬＸ′分别与 Ｘｅ 和 Ｘｃ 配对ꎬ生成两个新的句子对:(ＸｅꎬＸ′)和(Ｘ′ꎬＸｃ) . 图 ４ 展示了从一

对句子中构造两个额外训练实例的示例. 在这个例子中ꎬ有两个语法错误ꎬ分别是“天”和“圆”ꎬ我们用

“园”替换“圆”ꎬ而保持“天”错误不变ꎬ这样就形成半更正句“他昨天天去公园散步了” . 需要注意的是ꎬ这
些构建的训练实例源于原始训练语料库ꎬ因此半更正句的语法错误也是人为造成的.

图 ３　 ＣＴＤＧＣ 模型图

Ｆｉｇ􀆰 ３　 ＣＴＤＧＣ ｍｏｄｅｌ ｄｉａｇｒａｍ

图 ４　 两阶段训练实例

Ｆｉｇ􀆰 ４　 Ｔｗｏ￣Ｓｔａｇｅ ｔｒａｉｎｉｎｇ ｅｘａｍｐｌｅ

接着设计了四种训练策略:ＡＰＰＥＮＤ￣ｆｉｒｓｔ、ＤＥＬＥＴＥ￣ｆｉｒｓｔ、ＲＥＰＬＡＣＥ￣ｆｉｒｓｔ 和 ＭＯＶＥ￣ｆｉｒｓｔ. 图 ４ 的例子即是

采用了 ＲＥＰＬＡＣＥ￣ｆｉｒｓｔ 策略ꎬ它是指在第一轮训练中ꎬ模型优先学习 ＲＥＰＬＡＣＥ 校正ꎬ即在构建中间句时仅纠

正 ＲＥＰＬＡＣＥ 编辑标签ꎬ而保持其他错误不变. 然后ꎬ在第二轮训练中ꎬ模型再学习纠正其他类型的错误.
３.３　 ＳｔｒｕｃｔＢＥＲＴ 编码层

ＳｔｒｕｃｔＢＥＲＴ(ｈｔｔｐｓ: / / ｈｕｇｇｉｎｇｆａｃｅ.ｃｏ / ｊｕｎｎｙｕ / ｓｔｒｕｃｔｂｅｒｔ－ｌａｒｇｅ－ｚｈ)是由阿里巴巴达摩院提出的 ＮＬＰ 预训
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练模型ꎬ在传统 ＢＥＲＴ 的基础上进行了改进ꎬ增强了模型重构打乱句子的能力. 与 ＢＥＲＴ 一样ꎬＳｔｒｕｃｔＢＥＲＴ
对 １５％的 ｔｏｋｅｎ 进行 ＭＡＳＫ 处理ꎬ但它进一步随机选择未 ＭＡＳＫ 的词组成 ｔｒｉｇｒａｍꎬ将其顺序打乱后输入

ｓｏｆｔｍａｘ 分类器ꎬ以预测原始 ｔｏｋｅｎ. 模型的目标是最大化打乱顺序前原始序列的重构概率. 这种方法与中

文语法纠错中的乱序纠错任务类似ꎬ因此ꎬ利用 ＳｔｒｕｃｔＢＥＲＴ 编码层可以充分捕捉错误文本序列中字和词

级别的信息ꎬ同时对上下文进行建模ꎬ从而提高序列标注任务的准确性.
３.４　 分类器层

我们为模型的连续训练设置了不同的目标. 具体来说ꎬ定义第一轮的训练目标 Ｌ(１)ｃ 和第二轮的训练

目标 Ｌ(２)ｃ ꎬ分别对应公式(１)和公式(２) . 由于与原始训练实例相比ꎬ我们构建的额外训练实例中包含的语

法错误较少ꎬ导致模型在纠错时面临较少的语法错误ꎬ这可能影响模型的训练效果. 为了解决这一问题ꎬ
我们将原始训练实例也纳入模型训练ꎬ并使用公式(３)定义训练目标 Ｌꎬ最后训练目标为 Ｌ′＝Ｌ(１)ｃ ＋Ｌ(２)ｃ ＋Ｌ.

Ｌ(１)ｃ ＝ － ∑
Ｎ

ｉ ＝ １
Ⅱ( ｔ′ｉꎬｔｉ)􀅰ｌｏｇ ｐ( ｔ′ｉ ｜Ｘｅꎬθ)ꎬ (１)

Ｌ(２)ｃ ＝ － ∑
􀭺Ｎ

ｉ ＝ １
ｌｏｇ ｐ(􀭰ｔｉ ｜Ｘ′ꎬθ)ꎬ (２)

Ｌ＝ － ∑
􀭾Ｎ

ｉ ＝ １
ｌｏｇ ｐ(ｙｉꎬθ)＋ｌｏｇ ｐ( ｔｉ ｜Ｘｅꎬθ)ꎬ (３)

Ⅱ( ｔ′ｉꎬｔｉ)＝
０ꎬ　 ｉｆ ｔ′ｉ≠ｔｉ
１ꎬ　 ｉｆ ｔ′ｉ ＝ ｔｉ

{ ꎬ (４)

式中ꎬθ代表模型参数ꎬＸｅ、Ｘ′、Ｘｃ 分别是错误句子、中间构造句子、参考句子ꎬ{ ｔ′ｉ} Ｎｉ＝１、{􀭰ｔｉ}
􀭺Ｎ
ｉ＝１、{ ｔｉ}

􀭾Ｎ
ｉ＝１分别是

训练实例(ＸｅꎬＸ′)、(Ｘ′ꎬＸｃ)、(ＸｅꎬＸｃ)的编辑动作标签序列ꎬ{ ｔｉ} Ｎｉ＝１是选择的训练策略在第一轮中优先纠

正的编辑标签ꎬ{ｙｉ}
􀭾Ｎ
ｉ＝１是二分类判断正误的标签序列ꎬ指示函数Ⅱ( ｔ′ｉꎬｔｉ)使用公式(４)ꎬ用于屏蔽第一轮训

练中未纠正错误带来的损失影响.

４　 基于类型驱动的语法纠错实验

４.１　 参数设置及评价标准

本文使用 Ｌａｎｇ８ 和 ＣＧＥＤ 历年的训练集作为训练数据集ꎬ以 ＣＧＥＤ 历年测试集的数据作为验证集ꎬ并
将 ＣＧＥＤ２０２０ 的数据作为测试集. 后文数据集也采用此数据集ꎬ将不再赘述. 实验中采用的预训练模型为

Ｃｈｉｎｅｓｅ￣ｓｔｒｕｃｔ￣ｂｅｒｔ￣ｌａｒｇｅꎬ具体的数据划分和模型超参数设置详见表 ３ 和表 ４.
表 ４　 超参数设置

Ｔａｂｌｅ ４　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

超参数 含义 值

ｅｐｏｃｈｓ 迭代次数 １０
Ｂａｔｃｈ＿ｓｉｚｅ 单批次样本数量 ８

Ｌｅａｒｎｉｎｇ Ｒａｔｅ 初始学习率 １ｅ－５
Ｐａｔｉｅｎｃｅ 早停轮数 ３
Ｍａｘ＿ｌｅｎ 最大输入长度 ２００

表 ３　 数据集划分

Ｔａｂｌｅ ３　 Ｄａｔａｓｅｔ ｐａｒｔｉｔｉｏｎｉｎｇ

数据集 句子数量(条) 用途

Ｌａｎｇ８ １ １０２ ７９４ 预训练、第一阶段微调

ＣＧＥＤ 历年训练集 ３８ ９５６ 第二阶段微调

ＣＧＥＤ 历年测试集 ２ ７８３ 验证集

ＣＧＥＤ２０２０ １ ４５７ 测试集

　 　 本文实验采用了 Ｚｈａｎｇ 等[１２]提出的 ＣＨＥＲＲＡＮＴ 评价方法. 该方法基于字符进行评价ꎬ从而避免了分

词错误对实验结果的影响. 具体的计算公式如式(４) ~式(６)所示.

Ｐ＝ ＴＰ
ＴＰ＋ＦＰ

ꎬ (４)

Ｒ＝ ＴＰ
ＴＰ＋ＦＮ

ꎬ (５)

Ｆ０.５ ＝
(１＋０.５２)∗Ｐ∗Ｒ

０.５２∗Ｐ＋Ｒ
ꎬ (６)

式中ꎬＴＰ表示模型正确纠正的字符数量ꎬＦＰ表示模型错误纠正的字符数量ꎬＦＮ表示模型未能正确纠正的

—４４１—
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字符数量.
４.２　 实验结果与分析

表 ５　 中文语法纠错实验结果

Ｔａｂｌｅ ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＣＧＥＤ　 　 　 ％

模型 Ｐ Ｒ Ｆ０.５

ＧＥＣＴｏＲ ３４.９３ ２３.１９ ３１.７１
ＧＥＣＴｏＲ￣ｒａｎｄｏｍ ３５.４３ ２２.９９ ３１.９７
ＧＥＣＴｏＲ￣ｄｅｌｅｔｅ ３６.２１ ２３.３１ ３２.６０
ＧＥＣＴｏＲ￣ｒｅｐｌａｃｅ ３８.３９ ２２.６２ ３３.６９
ＧＥＣＴｏＲ￣ａｐｐｅｎｄ ３７.６５ ２３.０２ ３３.４１

ＧＥＣＴｏＲｍ ３８.７０ ２０.７１ ３２.９７
ＧＥＣＴｏＲｍ￣ｒａｎｄｏｍ ３９.８０ １９.７２ ３３.０７
ＧＥＣＴｏＲｍ￣ｄｅｌｅｔｅ ４５.１８ １６.９８ ３３.９１
ＧＥＣＴｏＲｍ￣ｒｅｐｌａｃｅ ４５.０３ １７.４１ ３４.１８
ＧＥＣＴｏＲｍ￣ａｐｐｅｎｄ ４１.７４ １９.２１ ３３.８１
ＧＥＣＴｏＲｍ￣ｍｏｖｅ ３９.９１ １９.９９ ３３.２８

表 ６　 不同模型的中文语法纠错实验结果对比表

Ｔａｂｌｅ ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＣＧＥＤ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ　 ％

模型 Ｐ Ｒ Ｆ０.５

Ｔｒａｎｓｆｏｒｍｅｒ ３１.６９ １１.４３ ２３.３９
ＢＥＲＴ￣ｆｕｓｅ[１３] ３１.５０ １４.９９ ２５.８１

ＢＡＲＴ ３８.８９ ２０.１３ ３２.７８
ＢＡＲＴ＋ＭａｓｋＧＥＣ[１４] ４０.７２ １８.６３ ３２.９１

Ｓｅｑ２ａｃｔｉｏｎ[１１] ２６.８２ １６.１２ ２３.６８
Ｐｏｉｎｔｅｒ￣ｇｅｎｅｒａｔｏｒ ４０.７５ １８.４６ ３２.８２

ＳＧ￣ＧＥＣ[７] ４０.９７ ２０.０５ ３３.９０
Ｏｕｒ ｍｏｄｅｌ ４５.０３ １７.４１ ３４.１８

　 　 本文在 ＣＧＥＤ２０２０ 数据集上进行实验ꎬ选用

ＧＥＣＴｏＲ 和 ＧＥＣＴｏＲｍ 模型作为基线模型ꎬ并在此基

础上进行了语法错误类型驱动实验. 实验结果如表 ５
所示. 通过在 ＣＧＥＤ２０２０ 数据集上的实验比较发现ꎬ
添加了 ＭＯＶＥ 标签的 ＧＥＣＴｏＲｍ 模型相较于仅包含

三种编辑标签的 ＧＥＣＴｏＲ 模型ꎬ Ｆ０.５ 得分提升了

１.２６％. 即使在采用相同的优先策略下ꎬＧＥＣＴｏＲｍ 模

型的表现也优于 ＧＥＣＴｏＲ 模型. 这表明ꎬ针对 ＣＧＥＤ
特点设计的 ＧＥＣＴｏＲｍ 模型确实具有更好的纠错效

果. 此外ꎬ无论是采用随机策略还是设计的四种训练

策略ꎬＧＥＣＴｏＲｍ 模型的性能均有所提升ꎬ表明先纠正

一种错误再纠正另一种错误的两阶段迭代纠错方法

是有效的. 特别是 ＲＥＰＬＡＣＥ￣ｆｉｒｓｔ 策略ꎬ在两个基线

模型中的提升效果最为显著ꎬ相比 ＧＥＣＴｏＲｍ 模型ꎬ
Ｆ０.５得分提升了 １.２１％. 这可能是因为先纠正错词错

误对其他三种错误的促进作用最大ꎬ这与本文之前探

讨的四种错误依赖关系的实验结果一致.
通过在 ＣＧＥＤ２０２０ 数据集上对本文模型与以往

研究的对比ꎬ实验结果如表 ６ 所示. 本文模型的 Ｆ０.５

得分比当前最优的 ＳＧ￣ＧＥＣ 模型高出 ０.２８ 个百分点ꎬ
比 Ｐｏｉｎｔｅｒ￣ｇｅｎｅｒａｔｏｒ 模型高出 １.３６ 个百分点. 值得注

意的是ꎬ这两种模型都是基于序列生成的方法ꎬ在推理速度上也要低于本文所提出的基于序列标记的方

法. 因此ꎬ本文模型在 ＣＧＥＤ２０２０ 数据集上实现了单模型的最佳性能ꎬ能够更高效地完成 ＣＧＥＤ 任务.

５　 大模型融合

不同的模型能够学习到不同的语义特征ꎬ因此ꎬ将多个性能略逊但差异较大的模型组合在一起ꎬ可以

显著提升整体性能. 随着大模型的快速发展ꎬ它们在自然语言处理中的应用效果显著提高. 然而ꎬ大模型

在应用于 ＣＧＥＤ 任务时可能会引发过纠正问题ꎬ即对正确的句子进行不必要的改写ꎬ从而导致假阳性率上

升ꎬ进而降低整体性能. 为此ꎬ我们将大模型与精心设计的模型相结合ꎬ以充分发挥大模型的优势ꎬ同时缓

解其过纠正问题. 本文采用了 ＣＴＤＧＣ 中的 ＧＥＣＴｏＲｍ￣ｒｅｐｌａｃｅ 模型、Ｂａｉｃｈｕａｎ＿３ 模型、Ｐｏｉｎｔｅｒ￣ｇｅｎｅｒａｔｏｒ 模

型、Ｓｅｑ２ａｃｔｉｏｎ 模型和 ＣｏｒＧＬＭ 模型进行融合.
５.１　 ＣｏｒＧＬＭ 模型

ＣｈａｔＧＬＭ￣６Ｂ 是清华大学提出并开源的对话语言大模型ꎬ基于 Ｇｅｎｅｒａｌ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ(ＧＬＭ)架构ꎬ支
持中英双语ꎬ拥有 ６２ 亿参数. 然而ꎬ直接使用 ＣｈａｔＧＬＭ￣６Ｂ 进行中文语法纠错时ꎬ效果并不理想. 为此ꎬ我
们通过 ＬｏＲＡ(低秩分解适配器)进行微调ꎬ模拟参数的变化ꎬ以极小的参数量实现对大模型的间接训练ꎬ
从而得到 ＣｈａｔＧＬＭ￣ＬｏＲＡ 模型. 此外ꎬ由于两阶段训练可以提升模型性能ꎬ我们首先将拼写纠错 ＬｏＲＡ 模

型与 ＣｈａｔＧＬＭ 模型进行合并ꎬ然后在 Ｌａｎｇ８ 和 ＣＧＥＤ 历年训练集上进一步微调ꎬ最终生成 ＣｏｒＧＬＭ 模型ꎬ
如图 ５ 所示.

—５４１—
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图 ５　 ＣｏｒＧＬＭ 模型

Ｆｉｇ􀆰 ５　 ＣｏｒＧＬＭ ｍｏｄｅｌ ｄｉａｇｒａｍ

５.２　 Ｂａｉｃｈｕａｎ 大模型

Ｂａｉｃｈｕａｎ￣７Ｂ 是由百川智能开发的一个开源

可商用的大规模预训练语言模型. 基于该模型ꎬ本
文设计并测试了不同的 Ｐｒｏｍｐｔꎬ以评估其性能. 其
中ꎬＰｒｏｍｐｔ１ 由角色、要求和任务组成ꎬ为“你是一

个中文语法纠错系统ꎬ可以修改输入句子中的语

病. 要求:只修改最明显的语病ꎬ尽可能减少修改

量. 只返回修改后的结果ꎬ不需要对结果进行解释

和说明. 请以‘修改后的句子是:ｘｘｘ’的格式输出

修改后的句子.”ꎻＰｒｏｍｐｔ２ 在 Ｐｒｏｍｐｔ１ 的基础上进

一步要求大模型逐步修改错误ꎬ为“你是一个中文语法纠错系统ꎬ可以修改输入句子中的语病. 要求:在修

改错误时ꎬ你首先需要理解整个句子的意思ꎬ一步步地修改错误. 只修改最明显的语病ꎬ尽可能减少修改

量. 只返回修改后的结果ꎬ不需要对结果进行解释和说明. 请以‘修改后的句子是:ｘｘｘ’的格式输出修改后

的句子.”ꎻＰｒｏｍｐｔ３ 则受到先纠正用词错误有助于提升模型纠错性能的研究启发ꎬ在 Ｐｒｏｍｐｔ２ 的基础上ꎬ要
求模型优先修改用词错误ꎬ为“你是一个中文语法纠错系统ꎬ可以修改输入句子中的语病. 要求:在修改错

误时ꎬ你首先需要理解整个句子的意思ꎬ然后先修改错词错误ꎬ一步步地修改错误. 只修改最明显的语病ꎬ
尽可能减少修改量. 只返回修改后的结果ꎬ不需要对结果进行解释和说明. 请以‘修改后的句子是:ｘｘｘ’的
格式输出修改后的句子.” .
５.３　 模型融合

本文基于源句子和五个单一模型的输出ꎬ提出了三种集成策略. 第一种是传统投票法ꎬ不同模型对最

终结果进行投票. 对于每个句子ꎬ我们认为不少于 Ｔ 个模型推荐的编辑操作是正确的. 我们使用了 Ｚｈａｎｇ
等[１２]提供的代码实现这一投票策略ꎬ并对 Ｔ 值从 １ 到 ５ 进行了实验. 第二种是句子级别的融合ꎬ利用

ＢＥＲＴ 语言模型计算源句子和五个单一模型输出的困惑度ꎬ选择困惑度最低的输出作为最终结果. 第三种

是编辑级别的融合ꎬ对于每个编辑操作生成新句子ꎬ并计算这些新句子的困惑度ꎬ然后选择困惑度最低的

编辑操作作为最终的编辑结果. 我们使用了 Ｚｈａｏ 等[１５]提供的代码来实现句子级和编辑级的融合策略ꎬ三
种模型融合策略如图 ６ 所示.

图 ６　 模型融合策略

Ｆｉｇ􀆰 ６　 Ｍｏｄｅｌ ｆｕｓｉｏｎ ｓｔｒａｔｅｇｙ

５.４　 实验结果与分析

在 ＣＧＥＤ２０２０ 测试数据集上ꎬ我们首先对单个大模型进行了实验ꎬ实验结果如表 ７ 所示. 直接使用

ＣｈａｔＧＬＭ 进行语法纠错的效果很差ꎬ但经过 ＬｏＲＡ 微调后ꎬ性能提升了 １４.８３％ꎬ表明微调使大模型在

ＣＧＥＤ 数据上表现更好. 此外ꎬＣｏｒＧＬＭ 相较于 ＣｈａｔＧＬＭ￣ＬｏＲＡ 提升了 ０.９％ꎬ这说明两阶段训练是有效
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的. 同时ꎬ在对 Ｂａｉｃｈｕａｎ 大模型进行 Ｐｒｏｍｐｔ 设计实验时ꎬ我们的方法也表现出了有效性. 具体而言ꎬ
Ｂａｉｃｈｕａｎ＿２ 模型在 Ｂａｉｃｈｕａｎ ＿１ 模型基础上增加了分步纠错ꎬ性能提升了 １. ２％ꎻＢａｉｃｈｕａｎ ＿３ 模型在

Ｂａｉｃｈｕａｎ＿２ 模型基础上增加了先纠正用词错误的 Ｐｒｏｍｐｔꎬ性能提升了 ０.２６％. 这些结果表明我们的研究对

大模型 Ｐｒｏｍｐｔ 设计具有实际意义.
表 ７　 大模型实验结果

Ｔａｂｌｅ ７　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｌａｒｇｅ ｌａｎｇｕａｇｅ ｍｏｄｅｌｓ ％

模型 Ｐ Ｒ Ｆ０.５ 模型 Ｐ Ｒ Ｆ０.５

ＣｈａｔＧＬＭ ８.５４ １１.１２ ８.９６ Ｂａｉｃｈｕａｎ＿１ １３.５ ２１.８２ １４.６１
ＣｈａｔＧＬＭ￣ＬｏＲＡ ２６.７７ １６.４７ ２３.７９ Ｂａｉｃｈｕａｎ＿２ １４.８６ ２１.２５ １５.８１

ＣｏｒＧＬＭ ２８.０７ １６.６６ ２４.６９ Ｂａｉｃｈｕａｎ＿３ １５.１４ ２１.３１ １６.０７

　 　 在本研究中ꎬ尽管大模型存在过度纠正的问题ꎬ导致其在性能上不及精心设计的模型ꎬ但当它与深度

学习模型相结合时ꎬ却展现出了意想不到的效果. 我们将 ＣＴＤＧＣ 中的 ＧＥＣＴｏＲｍ￣ｒｅｐｌａｃｅ 模型和 Ｐｏｉｎｔｅｒ￣
ｇｅｎｅｒａｔｏｒ 模型分别与 ＣｏｒＧＬＭ、Ｂａｉｃｈｕａｎ＿３ 和 Ｓｅｑ２ａｃｔｉｏｎ 模型进行了融合ꎬ实验结果如表 ８ 所示. 虽然大模

型与 Ｓｅｑ２ａｃｔｉｏｎ 模型的性能相当ꎬ但在模型融合后ꎬ性能进一步提升. 这表明ꎬ利用大模型辅助 ＣＧＥＤ 是一

种有效的策略.
表 ８　 三种模型的融合实验结果

Ｔａｂｌｅ ８　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｆｕｓｉｏｎ ｏｆ ｔｈｒｅｅ ｍｏｄｅｌｓ ％

模型
ＣｏｒＧＬＭ

Ｐ Ｒ Ｆ０.５

Ｂａｉｃｈｕａｎ＿３
Ｐ Ｒ Ｆ０.５

Ｓｅｑ２ａｃｔｉｏｎ
Ｐ Ｒ Ｆ０.５

投票 ６０.７ １７.１４ ４０.２４ ５５.６８ １７.９２ ３９.１７ ５５.５６ １７.０６ ３８.２８
句子级 ３４.７７ ２１.３ ３０.８６ ２１.２２ ２３.７５ ２１.６９ ３７.４９ ２０.７６ ３２.２９
编辑级 ３２.８６ １９.９３ ２９.０９ ２２.７１ ２１.６１ ２２.４８ ３５.００ １９.３９ ３０.１５

表 ９　 五种模型投票融合实验结果

Ｔａｂｌｅ ９　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｖｏｔｉｎｇ ｆｕｓｉｏｎ ｏｆ ｆｉｖｅ ｍｏｄｅｌｓ　 ％

阈值 Ｔ Ｐ Ｒ Ｆ０.５

１ １７.２５ ３３.２３ １９.０８
２ ４７.２８ ２５.４１ ４０.３３
３ ６６.３５ １５.１０ ３９.５２
４ ７８.１８ ８.０８ ２８.６０
５ ８４.７１ ３.８７ １６.３５

　 　 根据表 ８ 所示ꎬＢＥＲＴ 语言模型在句子级

和编辑级的模型融合效果不如投票策略融

合. 这表明ꎬ在模型融合过程中ꎬ由于预训练语

言模型计算的 ＰＰＬ 与 Ｆ０.５目标之间存在不一致

性ꎬ导致了性能的差异. 因此ꎬ本文采用了投票

策略对五个模型进行融合ꎬ并通过调整阈值 Ｔ
进行了实验ꎬ结果如表 ９ 所示. 随着阈值 Ｔ 的

增加ꎬＰ值逐渐上升ꎬ而 Ｒ值则逐渐下降. 这表明ꎬ随着阈值 Ｔ 的提高ꎬ模型的纠正准确率显著提升ꎬ但提

供的纠正选项相应减少. 当 Ｔ值为 ２ 时ꎬＦ０.５值达到最大ꎬＣＧＥＤ 的性能最优ꎬ为 ４０.３３％. 这一融合策略相

比最佳单一模型的性能提升了 ６.１５％ꎬ相比实现最佳性能的 ＳＧ￣ＧＥＣ 模型提升了 ６.４３％.

６　 结论

本文通过探究中文语法中四种错误的相互依赖关系ꎬ在 ＧＥＣＴｏＲｍ 的基础上提出基于类型驱动的

ＣＴＤＧＣ 模型ꎬ实验表明ꎬ采用 ＲＥＰＬＡＣＥ￣ｆｉｒｓｔ 策略的模型性能最佳ꎬＦ０.５达到 ３４.１８％ꎬ单模型性能优于以往

的方法. 此外ꎬ通过大模型辅助中文语法纠错ꎬ并采用模型投票融合策略ꎬＦ０.５进一步提升至 ４０.３３％. 未来ꎬ
我们将继续研究中文语法纠错ꎬ不仅研究非中文母语者的中文语法纠错ꎬ还要拓宽研究面ꎬ探究针对中文

母语者的中文语法纠错ꎬ并进一步优化模型以提高其性能.

[参考文献]

[１] 　 ＲＡＯ ＧꎬＺＨＡＮＧ ＢꎬＸＵＮ Ｅꎬ ｅｔ ａｌ. ＩＪＣＮＬＰ － ２０１７ ｔａｓｋ １:Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｄｉａｇｎｏｓｉｓ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
ＩＪＣＮＬＰ ２０１７ꎬＳｈａｒｅｄ Ｔａｓｋｓ. ＴａｉｐｅｉꎬＣｈｉｎａ:Ａｓｉａｎ Ｆｅｄｅｒａｔｉｏｎ ｏｆ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇꎬ２０１７:１－８.

[２] ＬＡＩ ＳꎬＺＨＯＵ ＱꎬＺＥＮＧ Ｊꎬｅｔ ａｌ. Ｔｙｐｅ￣ｄｒｉｖｅｎ ｍｕｌｔｉ￣ｔｕｒｎ ｃｏｒｒｅｃｔｉｏｎｓ ｆｏｒ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｆｉｎｄｉｎｇｓ ｏｆ ｔｈｅ
Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ. ＤｕｂｌｉｎꎬＩｒｅｌａｎｄ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２２:３２２５－３２３６.

—７４１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



南京师大学报(自然科学版) 第 ４８ 卷第 ３ 期(２０２５ 年)

[３] ＦＵ ＫꎬＨＵＡＮＧ ＪꎬＤＵＡＮ Ｙ. Ｙｏｕｄａｏ􀆳ｓ ｗｉｎｎｉｎｇ ｓｏｌｕｔｉｏｎ ｔｏ ｔｈｅ ＮＬＰＣＣ－２０１８ ｔａｓｋ ２ ｃｈａｌｌｅｎｇｅ:ａ ｎｅｕｒａｌ ｍａｃｈｉｎｅ ｔｒａｎｓｌａｔｉｏｎ
ａｐｐｒｏａｃｈ ｔｏ Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ＮＬＰＣＣ－２０１８. ＨｉｈｈｏｔꎬＣｈｉｎａ:ＳｐｒｉｎｇｅｒꎬＣｈａｍꎬ２０１８:
３４１－３５０.

[４] ＲＥＮ ＨꎬＹＡＮＧ ＬꎬＸＵＮ Ｅ. Ａ ｓｅｑｕｅｎｃｅ ｔｏ ｓｅｑｕｅｎｃｅ ｌｅａｒｎｉｎｇ ｆｏｒ Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ ａｎｄ Ｃｈｉｎｅｓｅ Ｃｏｍｐｕｔｉｎｇ. ＨｉｈｈｏｔꎬＣｈｉｎａ:ＳｐｒｉｎｇｅｒꎬＣｈａｍꎬ２０１８:４０１－４１０.

[５] ＷＡＮＧ ＨꎬＫＵＲＯＳＡＷＡ ＭꎬＫＡＴＳＵＭＡＴＡ Ｓꎬ ｅｔ ａｌ. Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｃｏｒｒｅｃｔｉｏｎ ｕｓｉｎｇ ＢＥＲＴ￣ｂａｓｅｄ ｐｒｅ￣ｔｒａｉｎｅｄ ｍｏｄｅｌ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ １ｓｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｆ ｔｈｅ Ａｓｉａ￣Ｐａｃｉｆｉｃ Ｃｈａｐｔｅｒ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ ａｎｄ ｔｈｅ
１０ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ. Ｓｕｚｈｏｕꎬ Ｃｈｉｎａ: Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２０:１６３－１６８.

[６] ＬＩ ＰꎬＳＨＩ Ｓ. Ｔａｉｌ￣ｔｏ￣Ｔａｉｌ ｎｏｎ￣ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｓｅｑｕｅｎｃｅ ｐｒｅｄｉｃｔｉｏｎ ｆｏｒ Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ５９ｔｈ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ ａｎｄ ｔｈｅ １１ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ. Ｏｎｌｉｎｅ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２１:４９７３－４９８４.

[７] ＷＵ ＸꎬＷＵ Ｙ. Ｆｒｏｍ ｓｐｅｌｌｉｎｇ ｔｏ ｇｒａｍｍａｒ:ａ ｎｅｗ ｆｒａｍｅｗｏｒｋ ｆｏｒ Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ ｉｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ. Ａｂｕ Ｄｈａｂｉꎬ Ｕｎｉｔｅｄ Ａｒａｂ Ｅｍｉｒａｔｅｓ: Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２２:８８９－９０２.

[８] ＣＨＥＮ ＰꎬＷＵ ＳꎬＣＨＥＮ Ｌꎬｅｔ ａｌ. Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｄｉａｇｎｏｓｉｓ ｂｙ ｃｏｎｄｉｔｉｏｎａｌ ｒａｎｄｏｍ ｆｉｅｌｄｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
２ｎｄ Ｗｏｒｋｓｈｏｐ ｏｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ Ｔｅｃｈｎｉｑｕｅｓ ｆｏｒ Ｅｄｕｃａｔｉｏｎａｌ Ａｐｐｌｉｃａｔｉｏｎｓ. Ｂｅｉｊｉｎｇꎬ Ｃｈｉｎａ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ
Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０１５:７－１４.

[９] ＯＭＥＬＩＡＮＣＨＵＫ ＫꎬＡＴＲＡＳＥＶＹＣＨ ＶꎬＣＨＥＲＮＯＤＵＢ Ａꎬｅｔ ａｌ. ＧＥＣＴｏＲ￣ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ:ｔａｇꎬｎｏｔ ｒｅｗｒｉｔｅ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｆｉｆｔｅｅｎｔｈ Ｗｏｒｋｓｈｏｐ ｏｎ Ｉｎｎｏｖａｔｉｖｅ Ｕｓｅ ｏｆ ＮＬＰ ｆｏｒ Ｂｕｉｌｄｉｎｇ Ｅｄｕｃａｔｉｏｎａｌ Ａｐｐｌｉｃａｔｉｏｎｓ. ＳｅａｔｔｌｅꎬＷＡꎬＵＳＡ:
Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２０:１６３－１７０.

[１０] ＬＩＡＮＧ ＤꎬＺＨＥＮＧ ＣꎬＧＵＯ Ｌꎬｅｔ ａｌ. ＢＥＲＴ ｅｎｈａｎｃｅｄ ｎｅｕｒａｌ ｍａｃｈｉｎｅ ｔｒａｎｓｌａｔｉｏｎ ａｎｄ ｓｅｑｕｅｎｃｅ ｔａｇｇｉｎｇ ｍｏｄｅｌ ｆｏｒ Ｃｈｉｎｅｓｅ
ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｄｉａｇｎｏｓｉｓ [ Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ６ｔｈ Ｗｏｒｋｓｈｏｐ ｏｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ Ｔｅｃｈｎｉｑｕｅｓ ｆｏｒ
Ｅｄｕｃａｔｉｏｎａｌ Ａｐｐｌｉｃａｔｉｏｎｓ. ＳｕｚｈｏｕꎬＣｈｉｎａ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２０:５７－６６.

[１１] ＬＩ ＪꎬＧＵＯ ＪꎬＺＨＵ Ｙꎬｅｔ ａｌ. Ｓｅｑｕｅｎｃｅ￣ｔｏ￣Ａｃｔｉｏｎ:ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ ｗｉｔｈ ａｃｔｉｏｎ ｇｕｉｄｅｄ ｓｅｑｕｅｎｃｅ ｇｅｎｅｒａｔｉｏｎ[Ｃ] / /
ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｏｎｌｉｎｅ:ＡＡＡＩ ｐｒｅｓｓꎬ２０２２:１０９７４－１０９８２.

[１２] ＺＨＡＮＧ ＹꎬＬＩ ＺꎬＢＡＯ Ｚꎬｅｔ ａｌ. ＭｕＣＧＥＣ:ａ ｍｕｌｔｉ￣ｒｅｆｅｒｅｎｃｅ ｍｕｌｔｉ￣ｓｏｕｒｃｅ ｅｖａｌｕａｔｉｏｎ ｄａｔａｓｅｔ ｆｏｒ Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ
ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２２ Ｃｏｎｆｅｒｅｎｃｅ ｏｆ ｔｈｅ Ｎｏｒｔｈ Ａｍｅｒｉｃａｎ Ｃｈａｐｔｅｒ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓ:Ｈｕｍａｎ Ｌａｎｇｕａｇｅ Ｔｅｃｈｎｏｌｏｇｉｅｓ. ＳｅａｔｔｌｅꎬＵｎｉｔｅｄ Ｓｔａｔｅｓ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２２:３１１８ －
３１３０.　

[１３] ＴＡＮＧ ＣꎬＷＵ ＸꎬＷＵ Ｙ. Ａｒｅ ｐｒｅ￣ｔｒａｉｎｅｄ ｌａｎｇｕａｇｅ ｍｏｄｅｌｓ ｕｓｅｆｕｌ ｆｏｒ ｍｏｄｅｌ ｅｎｓｅｍｂｌｅ ｉｎ Ｃｈｉｎｅｓｅ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ６１ｓｔ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ. Ｎｅｗ ＹｏｒｋꎬＵＳＡ:ＡＡＡＩ Ｐｒｅｓｓꎬ
２０２３:８９３－９０１.

[１４] ＫＡＮＥＫＯ ＭꎬＭＩＴＡ ＭꎬＫＩＹＯＮＯ Ｓꎬｅｔ ａｌ. Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ ｍｏｄｅｌｓ ｃａｎ ｂｅｎｅｆｉｔ ｆｒｏｍ ｐｒｅ￣ｔｒａｉｎｅｄ ｍａｓｋｅｄ ｌａｎｇｕａｇｅ ｍｏｄｅｌｓ ｉｎ
ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ５８ｔｈ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ.
ＴｏｒｏｎｔｏꎬＣａｎａｄａ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２０:４２４８－４２５４.

[１５] ＺＨＡＯ ＺꎬＷＡＮＧ Ｈ. ＭａｓｋＧＥＣ:ｉｍｐｒｏｖｉｎｇ ｎｅｕｒａｌ ｇｒａｍｍａｔｉｃａｌ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ ｖｉａ ｄｙｎａｍｉｃ ｍａｓｋｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. ＴｏｒｏｎｔｏꎬＣａｎａｄａ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ. Ｏｎｌｉｎｅ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ
Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０２０ꎬ３４(１):１２２６－１２３３.

[责任编辑:杜忆忱]

—８４１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉


