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自适应生成卷积核的动态图注意力三维点云
识别及分割
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摘 要：针对现有算法在对点云数据进行平移、缩放以及旋转等几何变换时网络不能充分

提取局部特征，导致网络精度显著下降的问题，提出基于自适应生成卷积核的动态图注意力

三维点云识别及分割算法 .首先，利用感受野中心点位置信息增强邻点感知上下文信息能力，

通过改进的自注意力机制重构感受野，使感受野内特征信息充分交互，增强感受野的上下文

信息 .其次，构造自适应生成卷积核，通过捕获变化的点云拓扑信息，自适应生成卷积核权重，

进而提升网络性能 .最后，构建动态图注意力卷积算子，并设计点云识别的动态网络与分割的

U 形网络 . 实验结果表明，本文算法在 ModelNet40 点云识别数据集的识别精度达到了 94.0%，

在 ShapeNet Part 点云部件语义分割数据集的平均交并比达到了 86.2%. 本文算法能够提取三

维点云的关键特征信息，具有较好的三维点云识别与分割能力 .
关键词：三维点云；动态图注意力卷积；自适应算法；模型识别；语义分割
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      Recognition and Segmentation of 3D Point Cloud by Dynamic Graph     
Attention with Adaptive Generated Convolutional Kernel
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Abstract：As the current algorithms fail to fully extract local features and result in significant degradation of 
network accuracy when performing geometric transformations such as translation， scaling， and rotation on point 
cloud data， this paper proposes a dynamic graph attention-based 3D point cloud recognition and segmentation 
algorithm based on adaptive generated convolutional kernels. Firstly， the positional information of the center point in 
the receptive field is used to enhance the contextual information perception of neighboring points. The receptive field 
is reconstructed to enable sufficient interaction of feature information within the receptive field and enhance the 
contextual information by improving the self-attention mechanism. Then， an adaptive generated convolutional kernel 
is constructed to capture changing point cloud topology information and adaptively generate convolutional kernel 
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weights to enhance network performance. Finally， a dynamic graph attention convolutional operator is built， and a 
dynamic network for point cloud recognition and a U-shaped network for segmentation are designed. The 
experimental results show that the proposed algorithm achieves a recognition accuracy of 94.0% in the ModelNet40 
point cloud recognition dataset， and the instance mean intersection over union reaches 86.2% in the ShapeNet Part 
point cloud semantic segmentation dataset. The algorithm proposed can extract critical feature information from 3D 
point clouds and is capable of 3D point cloud recognition and segmentation.
  Key words：3D point cloud；dynamic attention graph convolution；adaptive algorithms；model recognition；      
semantic segmentation

近年来，三维视觉技术的发展促进了增强现实、

桥隧工程以及自动驾驶［1-2］等技术的应用 .三维点云

识别作为计算机视觉的重要研究课题之一，旨在分

析三维点云模型并输出所属类别，而三维点云分割

旨在预测点云场景中每个点所属的物体，或所属的

部件类别［3］.由于点云数据具有不规则、无序性和稀

疏性等特点，自动、精确且在数据变换时具有鲁棒性

的点云识别与分割的研究成为一项具有挑战性的

任务 .
随着深度学习技术的显著进步，研究者尝试将

卷积神经网络（convolution neural networks， CNNs）应

用到点云数据的识别和分割任务中，取得了较好的

结果 .起初学者们将三维点云转化为二维图像，输入

CNN中提取数据特征，于是，基于投影的方法应运而

生 .该方法首先获取三维点云数据在不同视角下的

二维视图，然后对每个视图进行卷积计算，并通过池

化层和全连接层对每个视图的特征进行聚合 .然而，

投影过程会造成部分信息缺失，其忽略了三维点云

的空间内在几何关系，导致识别及分割结果并不理

想 .基于体素化的方法［4-5］将三维点云描述为体素网

格，生成三维点和其对应的体素之间多对一映射，并

利用标准的三维卷积进行分析处理 .然而，该类方法

通常存在体素网格分辨率受限、内存成本较高以及

难以捕获细粒度几何特征等问题 .
与图像不同，点云是非结构化的，离散分布在采

样对象的表面 .基于投影和基于体素化的方法均是

对其进行规范化处理后输入神经网络，而 PointNet［6］

开创性地提出直接对点云进行处理，应用多个全连

接层对三维点云编码，在三维点云识别和语义分割

领域取得了较好的结果，然而该方法聚焦于提取点

云全局特征，忽略了局部点之间的几何联系，存在局

部特征丢失的问题 .

为了更好地描述三维点云的局部信息，一些研

究工作将点云表示为图数据，并将二维卷积推广到

三维，以提取丰富的局部信息 .文献［7］提出了边缘

条件卷积，由边缘标签动态生成滤波器权重，将二维

卷积算子推广至三维数据的同时避免了频域运算 .
文献［8］和文献［9］则定义具有固定模式的内核提取

点云特征，文献［10-13］为点云构建类图结构并改进

局部特征提取器，深入挖掘局部特征 .为了处理不同

邻域大小的点集，标准图卷积使用共享权值函数来

提取边缘特征，致使出现各向同性核，忽略了感受野

内不同边具有不同权重的问题 .此外，由于现有方法

大多考虑点云的全局坐标，如果没有进行归一化处

理，当点云发生平移和缩放等刚性变换时网络模型

的性能会大幅下降 .
括而言之，目前大多数基于深度学习的点云识

别与分割的方法缺乏生成卷积核权重的自适应性，

并且网络模型过度关注提升精度，忽略了网络在点

云数据变化时鲁棒性较差的问题，致使模型性能下

降 .为此，本文提出了自适应生成卷积核的动态图注

意力神经网络架构 .主要创新点和贡献如下：

1）提出将中心点位置信息嵌入邻点，并利用改

进的自注意力机制重构感受野，使得感受野内特征

信息充分交流，提升感受野模拟点云局部结构的

能力 .
2）构建动态图注意力卷积，利用点云特征信息

增强卷积核，并自适应生成卷积核权重，提高网络在

点云数据变换时的鲁棒性 .

1   相关研究工作

目前，三维点云的识别及分割算法主要分为三

类：基于多视图、基于体素与基于点云的方法 .
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1.1   基于多视图的方法

由于标准的卷积神经网络不能直接应用于类似

三维点云这样的非结构化数据，基于投影的方法将

3D点云从多个视角投影到2D平面上，融合二维卷积

提取的多个视图特征，得到预测结果 .MVCNN［14］通

过 12个不同的视图呈现三维模型，并分别利用卷积

操作提取视图的特征，再将其跨视图融合后获得全

局特征描述符 .但该方法会造成特征冗余，且忽略了

各个视角间的特征关联 .Lawin等［15］从多个虚拟视角

将点云投影到平面上，使用多流全卷积网络进行像

素级语义分割，再将分割结果反投影到点云进行融

合得到点的语义标签 . 基于 SqueezeNet［16］提出了

SqueezeSeg［17］和 SqueezeSegV2［18］，其利用了球面投影

技术捕获点云信息 .SqueezeSeg利用 SqueezeNet提取

投影得到前视图特征，条件随机场（conditional ran⁃
dom field， CRF）作为递归层优化判别模型 .Squeez⁃
eSegV2设计上下文聚合模块，并使用无监督域自适

应训练管道，减少了合成数据和真实数据之间的分

布差距 .基于多视图的方法解决了将神经网络从二

维数据推广至三维数据的问题，但由于该方法是将

获取的多个视点的图像进行特征融合，因此会受到

不同视点和投影角度选择的影响，不可避免地会丢

失点云的几何和结构信息 .
1.2   基于体素的方法

基于体素的方法将不规则的点云数据转化为一

系列占用一定空间的体素，利用标准的 3D卷积分析

和处理 .VoxelNet［19］将点云划分为等间距的体素，并

堆叠体素特征编码（voxel feature encoding， VFE）层

对每个体素进行编码，再利用 3D卷积进一步聚集局

部体素特征，将点云转换为高维体积表示，然后连接

到区域候选网络（region proposal network，RPN）以生

成检测结果 .体素化数据与二维图像数据相比，其计

算开销更大，效率更低 .为有效克服VoxNet［20］等方法

在体素规模上的限制，PointGrid［21］采用补“0”与随机

采样的方式，为每个体素单元采样具有结构化分布

的恒定数量的点 . 为了降低计算量和内存占用，

Riegler 等［22］采用八叉树的方法构建 OctNet，集中计

算和分配存储器，保持分辨率不变的同时构建更深

层网络；Zeng等［23］基于Kd-tree构建了提高点云计算

和存储效率的 Kd-Net.但树结构方法过于依赖体素

边界，未充分利用其局部几何结构 . point-voxel 
transformer（PVT）［24］采用稀疏窗口注意（SWA）模块，

从非空体素中收集粗粒度的局部特征，避免了复杂

的不规则数据结构和无效的空体素计算，同时利用

两种不同的自注意力变体，根据不同的点云尺度，挖

掘全局细粒度特征 .
1.3   基于点云的方法

以上两种方法对点云加以转换再进行处理，无

疑会导致局部特征提取不充分以及增加计算量 .
PointNet是直接对点云数据进行处理的开山之作，使

用多个共享的全连接层来处理输入的无序三维点

云，通过通道级最大池化提取全局特征来表示三维

点云数据 .PointNet的本质是学习输入对象的关键点

特征，其局部几何信息不是直接编码的；此外，其对

输入数据的平移和缩放变化很敏感 .由于不能很好

地提取局部精细特征，PointNet++［25］通过采样分组，

对每个局部空间采用 PointNet的基础结构提取局部

特征 .尽管 PointNet++设计了局部特征提取模块，但

其仍然忽略了单个点与其邻域点的几何关系 .
Qian等［26］提出了自适应采样和动态权重调整方

法，解决了不同类别之间的样本不平衡问题，提高了

PointNet++模型在点云数据上的训练效果 . Zhou等［27］

提出的自适应图卷积网络通过动态学习点的特征生

成自适应核，改进了先前算法较简单的为邻域点分

配不同权重的方法，提高了图卷积的灵活性和精确

性 .受注意力机制思想的启发，Wu等［28］引入了注意

力机制对点云边缘采样，首先通过注意力网络对点

云中的每个点进行编码，然后利用特征表示计算每

个点的注意力权重，最后对点云进行采样，选择具有

较高权重的点作为边缘点，从而实现了对点云边缘

的有效提取 . ECC［7］在空间域中构建了图卷积神经

网络，卷积核权值依赖图结构中边的值，并对每个特

定的输入进行动态更新，且在每个边值上都加入卷

积核权值的条件 .KCNet［10］将卷积核定义成一组可学

习三维点，通过点云位置计算得到最近邻域，然后递

归地进行特征聚合，提取特征信息 . KPConv［12］引入

了可变形卷积核的概念，每个卷积核由一组预定义

的关键点组成，其位置和形状可以自适应地进行调

整，通过计算输入点云中的每个点与卷积核关键点

之间的关系，实现点卷积操作 .DGCNN［13］采用动态图

卷积层，该层通过 K-最近邻（K-nearest neighbor， 
KNN）算法找出每个节点的邻点，并根据邻点的位置

信息动态生成邻接矩阵，此动态性使得模型能够适

应图的局部结构变化，提高了模型对异构图的处理
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能力 .MRTNet［29］通过在多个分辨率级别上表示三维

形状，并使用空间分割树对点云进行空间排序，维持

三个不同分辨率的点云表示，并进行上采样和池化

操作，使之能够结合全局和局部特征信息，但其对于

稀疏或不均匀分布的点云需要额外的预处理步骤，

同时，多分辨率架构增加了网络的复杂性和训练时

间 . SO-Net［30］用自组织网络 SOM 建模输入点云，然

后聚合成一个全局向量 .SOM 是一种无监督的聚类

方法，第一步选择激活节点，第二步更新激活节点及

临近节点权值 .该方法具有置换不变性的优点，但其

训练较为复杂 .SPH3D-GCN［31］提出了一种基于球面

的离散卷积核，用于在 3D空间中对点云进行图卷积

操作 .球面核的性能对超参数选择敏感，需要额外的

调整和实验 .文献［32］提出了自监督学习点云特征

的方法，该方法首先构建图结构，再利用图卷积神经

网络对图进行特征学习，并设计自监督任务引导网

络，采用自编码器的思想，对部分节点的特征进行掩

码处理，重构被掩码的节点特征，从而使网络学习到

语义信息丰富的特征表示，用于后续的点云识别及

分割等任务 .文献［33］通过动态图卷积操作构造边

缘特征，并引入空间注意力模块建立邻域点之间依

赖关系，最后加入通道注意力模块，为不同通道赋予

不同权值，使网络聚焦于有用通道 . 但其使用 KNN
算法构造局部邻域，对于稀疏点云数据网络鲁棒性

较差 .
综上所述，基于多视图与基于体素的方法均是

将点云转换后输入神经网络，忽略了点云本身的空

间位置信息；基于点云的方法直接利用原始点云训

练网络模型，缺乏对局部特征的深入挖掘；图卷积所

使用的图数据在结构上类似于点云，可以很好地模

拟点云的局部结构 .当数据发生变换时，这些网络模

型的识别精度大幅降低，即网络鲁棒性较差，且不能

自适应地学习卷积核 .因此，如何设计一个在数据变

化时依旧健壮，并且可以自适应地学习卷积核的图

卷积神经网络是三维点云识别与分割研究的一个亟

待解决的问题 .

2   动态图注意力卷积神经网络

本文构建了自适应生成卷积核的动态图注意力

卷积神经网络，主要利用改进的自注意力机制对感

受野邻点特征信息进行增强，并提出动态图注意力

卷 积（dynamic attention graph convolution， DA-
GraphConv） 算子 . 首先通过特征增强模块（feature 
enhancement， F-E）构造增强特征信息的感受野，并

构造自适应卷积核，然后利用动态图注意力卷积算

子提取点云几何特征 .
2.1   感受野构建

设 N 个 点 的 三 维 点 云 表 示 为 P = {pn|n =
1，2，⋯，N，pn ∈ R3}，f ( p) ∈ Rd 表示每个点 p的 d维

输出特征向量 . 图 1 为三维感受野和三维卷积核示

意图 .为了提取每个点 pn的局部几何信息，如图 1（a）
所示，定义M个相邻点来确定点 pn的三维感受野RM

n .
RM
n = {pn，pm|∀pm ∈ H ( )pn，M } （1）

式中，H（pn，M）表示点 pn的M个基于欧氏距离 pm - pn 2
的最近邻点，邻点 pm和中心点 pn的相对位置用方向

向量 dm，n =      
pm - pn表示 .点 pn的大小为M的感受野内

的特征表示为{ f ( pn )，f ( pm ) |∀pm ∈ H ( )pn，M }. 文中

使用KNN算法构建感受野 .文献［12］预定义半径为 r
的球体，并为每个点选择相邻的点 .该方法虽然可以

通过调整参数 r来正确地描述三维点云的局部结构，

但模型很容易受到不同密度点云的影响，在点云发

生尺度变化时网络鲁棒性较差 .

为了使感受野的中心点与邻点可以交互空间位

置信息，本文提出将中心点空间位置信息传入邻点，

融合二者空间位置信息后，通过双线性插值（bilinear 
interpolation）操作对齐特征维度，将原感受野信息与

加强后的感受野信息利用自注意力机制重新分配权

重，使网络聚焦于需要关注的部分，进一步提升网络

性能 .原始的自注意力机制旨在利用自身聚焦来提

高网络识别和分割精度，使用自身生成自注意力机

制的查询向量 q，值向量 v与键向量 k值进行计算 .本

                    （a）三维感受野                            （b）三维卷积核

图1   三维感受野和三维卷积核示意图

Fig.1   Illustration of the 3D receptive field and 3D 
convolutional kernel
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文对其进行改进，如图 2所示，利用自身生成注意力

机制的查询向量 q，并利用加强特征信息后的感受野

生成值向量 v与键向量 k，进一步构建特征信息丰富

的感受野 .

2.2   自适应可变形卷积核

对二维图像的特征提取大多使用固定大小的卷

积核，对于三维点云，使用固定大小的卷积核会限制

网络提取特征的能力 .因此，本文提出一种自适应生

成的可变形卷积核 KS，S表示卷积核 K中邻域点的

数量 .
KS = {kC，k1，k2，⋯，kS} （2）

式中：kC=（0， 0， 0）是卷积核的中心点；k1到 kS表示卷

积核中心点相关的邻点 .为每个卷积核中的点定义

权值向量W (k) ∈ RD；利用相应的权值向量对特征     
f（p）加权即可实现卷积运算 .如图 1（b）所示，三维卷

积核定义为 {W (kC )，W (ks ) | s = 1，2，…，S}，其中每

一项权重都是通过训练来学习的，因此内核是可变

形的，使得三维图卷积能够充分提取点云特征 .
点云所包含的信息分为两类，一类是位置信息，

另一类是特征信息 .目前已有的大量研究工作都只

使用了点云的位置信息，而忽略了点云的特征信息，

例如颜色、强度信息等，这就导致了局部特征提取不

充分和对点云信息未充分利用的问题 .因此，在感受

野的构建中，已利用了点云的位置信息，增强了感受

野中心点与邻点的相互感知能力 .在卷积核的构造

过程中，将点云的特征信息加以利用，如公式（3）所

示，通过通道传输点云特征信息，增强卷积核，使其

更好模拟感受野，以提升网络精度 .

ConvLayer (( p，R，G，B，F in )，K S
i ) =

( p，R，G，B，F out
i ) （3）

式 中 ：输 入 特 征 为 F in ∈ RN × D；输 出 特 征 为

F out ∈ RN × L；通道 i=1，2，…，L，（R， G， B）表示点云的

颜色信息 .由式（3）可以看出，将点云颜色信息与点

云位置信息一同传入网络进行学习，使网络能够充

分提取更加全面的特征 .
2.3   动态图注意力卷积

通过计算 RM
n 和 KS之间的相似性来定义动态图

注意力卷积 Conv（RM
n，KS），如图 3 所示，由于图与图

之间没有明显的一一对应关系，因此考虑所有可能

的（pm，KS）一一对应关系 .由此，动态图注意力卷积定

义为：

Conv (RM
n，KS ) = f ( )pn ，W ( )kC + g ( A) （4）

式中：<，>表示内积；函数 g表示卷积核中每个中心

点 ks与所有相邻点之间的最大相似度值，即 sim 值，

具体如下：

g ( A) = ∑
s = 1

S maxm ∈ (1，M ){sim ( pm，ks )}，
A = {sim ( pm，ks ) |∀m ∈ (1，M )，∀s ∈ (1，S ) }，
sim ( pm，ks ) = f ( )pm ，W ( )ks dm，n，ks

 dm，n  ks
（5）

式中：利用余弦相似度 cosθ = dm，n，ks
 dm，n  ks

得出 pm与 ks

的相似性大小 .可以看出，较大的向量间相似度 sim
值是由特征空间RD的较大内积和欧几里得空间 ℝ3

的更为相似的方向向量产生的 .
式（4）由两项组成，第一项为感受野中心点 pn与

卷积核中心点 kC 的卷积计算，第二项为 S组最大相

似度累加求和，构成感受野邻域点 pm与卷积核邻点

ks的卷积计算 .函数A表示各组相似度函数计算的具

体过程，由感受野邻点特征与卷积核邻点权重求内

积后与余弦相似度函数相乘得到一组相似度结果 .
式（4）中第一项为常规卷积，如图 3中 a部分所示，第

二项卷积过程如图 3中 b、c两部分所示 .图 3以两个

邻域点构成的感受野说明整个动态图卷积过程，相

似值为 100表示感受野与学习到的卷积核完全相同 .
以卷积核中红色向量为基准，计算卷积核中红色向

量与感受野中蓝色向量之间的余弦相似度，进而得

到卷积结果 . 当卷积核中红色向量在图中位置 1 时

（见图 3中 b部分），感受野中蓝色向量在位置 2或位

置 3，分别计算两组余弦相似度值，由式（5）可以看

出，取两组中较大的余弦相似度值作为加和值 . 同

图2   增强感受野

Fig.2   Strengthened receptive field
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理，当卷积核中红色向量在图中位置 4时（见图 3中   
c 部分），感受野中蓝色向量在位置 5 或位置 6，分别

计算两组余弦相似度值，取两组中较大的余弦相似

度值作为加和值 .

为了评估所构建的自适应生成可变形三维卷积

核和动态图卷积神经网络架构对点云识别及分割的

有效性，选用 ModelNet40 和 ShapeNet Part 数据集进

行实验 . 本文实验硬件条件为 Intel Core i9-10900K 
CPU，NVIDIA RTX 3090 GPU（显存 24 G），软件为

Linux Ubuntu 18.04 和深度学习框架 PyTorch1.11.0.
实验中采用随机梯度下降 SGD 优化算法（动量因子

为 0.99），并使用Adam优化器更新 SGD步长 .网络识

别性能评价指标采用总体准确率（overall accuracy， 
OA），网络分割性能的评价指标采用每一个部件的

评价指标为交并比（mIoU）计算实例平均交并比     
（instance mean intersection over union，Inst. mIoU）和

类别平均交并比（class mean intersection over union，
Cls.mIoU），公式如下：

OA = TP + TN
TP + TN + FP + FN （6）

Inst .mIoU = ∑
i = 1

s ∑
i = 1

c TP
∑
i = 1

s ∑
i = 1

c TP + ∑
i = 1

s ∑
i = 1

c FP + ∑
i = 1

s ∑
i = 1

c TN
（7）

Cls .mIoU = 1
s∑i = 1

s ∑
i = 1

c TP
∑
i = 1

c TP + ∑
i = 1

c FP + ∑
i = 1

c TN
（8）

式中：s表示类别数目；c表示类别中点的个数； TP为

被模型预测为正类的正样本； FP为被模型预测为正

类的负样本； TN为被模型预测为负类的负样本； FN
为被模型预测为负类的正样本 .
2.4   网络架构

识别任务的网络结构如图 4所示 .图中字符（3， 
D1）中，第一项“3”表示将点云位置信息（x， y， z）输

入网络，共三个通道，第二项中“D”表示特征维度 .首
先利用动态图注意力卷积提取点云特征，将点云输

入网络后利用 F-E 模块增强感受野，再利用本文构

建的动态图注意力卷积提取特征，同时将点云特征

图3   动态图注意力卷积

Fig.3   Dynamic graph attention convolution
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信息通过通道传输到网络，进一步提升卷积核模拟

感受野的能力 .经过两层卷积后，通过图池化操作聚

合特征，再使用采样率为N/r的下采样，其中N为点云

点数总和，实验中取 r=4，指将点云点数减少至1/4，达
到提取深层语义信息的目的 .而后堆叠两层动态图

注意力卷积，再利用采样率为N/r2的下采样进一步

减少点数，经过一层卷积后，通过全局最大池化获得

代表性特征，然后添加多层感知机（multi-layer per⁃
ceptron， MLP）来预测理想的输出 .识别模型采用动

态结构，将点云颜色信息通过通道传输到每层卷积，

动态匹配特征维度，同时学习更新卷积核权重，挖掘

深层语义信息 .

分割任务的网络结构如图 5 所示 . 首先利用两

层动态图注意力卷积提取特征，然后经过图池化操

作，目的是保留主要特征的同时减少参数量，再使用

采样率为N/r的下采样进行特征提取，增大感受野，

使后续网络能够学习到全局特征，重复堆叠两层动

态注意图卷积与图池化操作，提取深层次语义信息，

再使用采样率为N/r2的下采样提取点云特征 . 下采

样学习不同尺度特征，提取丰富点云特征 .对前五层

神经网络提取的特征，采用插值（Interpolation）的方

法提高特征维度，经过上采样（Up-sample）还原点云

个数后，与网络已得到的特征合并，再经过动态图注

意力卷积提取特征，获得最终分割结果 .分割模型设

计为 U 形结构，并用图池化和插值操作来构建层次

结构，图池化操作如图6所示 .

从点云识别任务的网络架构可以看出，网络采

用本文构造的动态图注意力卷积进行特征提取，利

用相对坐标构造动态图注意力卷积算子，在数据变

换时相对坐标不发生改变，因而网络具有良好的鲁

棒性，并在每次特征提取前利用 F-E 模块增强感受

野，通过 5次动态图注意力卷积逐步扩大感受野，逐

层提取丰富的语义信息 .分割任务的网络框架同样

采用动态图注意力卷积捕获点云特征信息，通过下

图4   识别任务的网络结构

Fig.4   Network architecture for recognition tasks

图5   分割任务的网络结构

Fig.5   Network architecture for segmentation tasks
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采样与上采样获取更为精确的点云特征，从而进行

对模型的分割任务 .
识别任务需要识别出点云模型，并输出所属类

别，分割任务需在识别点云模型后，将组成模型的各

个部件进行再次分割 .因此分割网络在识别网络的

基础上增加了上采样的过程，意在通过增加点的数

量来提高点云数据的密度，从而更好地保留细节信

息，使得分割网络可以更好地感知理解整个点云，从

而提高分割结果的准确性，同时，上采样操作也可以

帮助网络更好地处理不同尺度的特征，使网络对不

同物体都能有较好的分割效果 .
本文与现有工作之间技术要点的区别如表 1所

示 .首先，三维点云的感受野H（pn）的定义在不同的

工作中有所不同 .PointNet++和 KPConv 将它们定义

为 M ( pn ) = {pm| pm ∈ P， pm - pn ≤ z}，其中 z 是为

不同数据集设计的超参数 .DGCNN在派生的特征空

间中选择KNN算法 .本网络选择在三维坐标空间中

以KNN的方式定义H（pn）.因此，其在尺度变化的同时

保持局部几何信息不变 .另外，文献［12］、［13］、［24］
的工作将坐标差（pj−pi）作为函数 s的输入，因此得到

的输出对尺度变化很敏感 .由表 1可以看出，本文算

法聚焦于局部三维点云之间的方向信息进行卷积，

这使网络能够捕捉几何特征，同时具有位移、尺度和

旋转不变性的特性 .

3   实验结果与分析

3.1   识别任务

ModelNet40［5］数据集包括 40个类别的 12 311个

CAD模型，其中，用于训练的模型为 9 843个，用于测

试的模型为 2 468 个 . 使用总体精度（OA）作为识别

任务的性能评估指标 .
将本文算法与其他代表性算法进行识别实验比

较，结果如表 2 所示 . 可以看出，当测试数据没有任

何变化时，本文算法具有较好的点云识别能力 .本文

算法为基于点云的方法，无须转换点云信息，并且无

预处理过程，减少了点云处理过程中信息丢失，网络

精度大幅领先于Kd-Net，这是因为其参考Kd-tree的

图6   图池化示意图

Fig.6   Illustration of the graph pooling

表1   不同方法的比较

Tab.1   Comparison of different methods

方法

PointNet++［25］

DGCNN［13］

KPConv［12］

本文

池化机制

√
×

√

√

邻点 H（pn）
{pm| pm ∈ P， pm - pn ≤ z}

用特征空间KNN定义

{pm| pm ∈ P， pm - pn ≤ z}

用三维空间KNN定义

聚合函数

max（）

max（）

sum（）

max（）

卷积层特征

pj - pi，kθ + fj，w
θ

fj - fi，wθ1 + fi，w
θ
2

max (0，1 -  kθ - pj + pi
σ ) ⋅ fj，w

θ

pj - pi，kθ
 pj - pi  kθ

⋅ fj，w
θ
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结构，每次网络需要前向操作时，需将点云转为     
Kd-tree结构 .与基于点云的方法对比，比PointNet分
割精度提升 4.8个百分点，主要由于其未考虑局部特

征提取，无法应用于需要识别精细特征的任务 .本文

对比了PointNet++模型的两个版本，一个输入原始点

云，即表 2 中输入为 xyz的模型，另一个输入归一化

后的点云，即表 2 中输入为 xyz，normal 的模型 .      
PointNet++在 PointNet基础上进行改进，通过分层的

特征提取逐步扩大感受野，提取不同层次的特征，其

选用采样部分点的方式训练网络，并未覆盖全部点

云，因此本文精度比原始点云高出3.3个百分点 .
同基于体素的方法 PVT 网络相比，将点云转换

为体素需要额外的操作，导致局部特征提取不充分

以及计算量增加的问题，因此本网络精度高于该网

络 .与同样采用图卷积方法的DGCNN相比，DGCNN
共享卷积核参数，而本文构建自适应可变形卷积核，

网络精度更佳；与 AGConv［35］相比，本文增添了 F-E
模块增强感受野，加强了感受野模拟点云的能力，进

一步提升网络精度 .本网络的识别可视化结果如图 7
所示 .

为了进一步评估本文算法在数据变化时的鲁棒

性，分别通过平移、缩放和旋转对模型进行变换，并测

试不同算法的识别精度，对比实验结果分别如图8（a）、
8（b）、8（c）所示 . 如图 8（a）所示，PointNet 和 DGCNN
的性能随着坐标平移而显著下降，这是由于其从全

局坐标中提取特征引起的性能下降 .PointNet++架构

中联合使用了三维点云的局部相对坐标和全局坐

标，点云平移时，全局坐标发生改变，致使网络精度

下降幅度较大 .可以看出，随着坐标平移，本文模型精

度基本保持不变 .当对模型进行缩放变换时，只有本

文模型能够以令人满意的性能进行识别，如图8（b）所

图7   ModelNet40数据集上识别可视化结果

Fig.7   Visualization of recognition on the ModelNet40 dataset

表2   ModelNet40数据集上识别精度对比

Tab.2   Comparison of recognition accuracy on the 
ModelNet40 dataset

算法

PointNet［6］

Kd-Net［34］

PVT［24］

ECC［7］

KCNet［10］

MRTNet［29］

PointNet++［25］

DGCNN［13］

SO-Net［30］

KPConv［12］

SPH3D-GCN［31］

PointNet++［25］

SO-Net［30］

AGConv［35］

APES［28］

本文

输入

xyz

voxel
voxel
xyz

xyz

xyz

xyz

xyz

xyz

xyz

xyz

xyz，normal
xyz，normal

xyz

—

xyz

输入点数

1 k
—

—

1 k
1 k
1 k
1 k
1 k
2 k

6.8 k
10 k
5 k
5 k
1 k
—

1 k

OA/%
89.2
90.6
93.7
87.4
91.0
91.2
90.7
92.9
90.9
92.9
92.1
91.9
93.4
93.4
93.8
94.0

                                                （a）平移                                                           （b）缩放                                                           （c）旋转

图8   ModelNet40上的数据不变性评估

Fig.8   Evaluation of invariance properties on the ModelNet40

147



湖南大学学报（自然科学版） 2024 年

示，由于动态图注意力卷积采用局部坐标设计卷积

算子，当点云按比例缩放一定倍数时，局部坐标按比

例更改，因此网络相对健壮 .当对模型旋转一定角度

时，本文算法表现出更好的鲁棒性，如图 8（c）所示，

这是因为本文算法利用余弦相似度函数构造卷积算

子，当点云数据整体旋转一定角度时，两向量夹角不

变，向量模不变，且具有自适应学习卷积核权重的能

力 . 图 9 展示了本文模型在 ModelNet40 数据集上的

训练轮数与总体精度 OA 之间的关系，在 60 轮内收

敛迅速，第265轮时识别精度最高 .

3.2   分割任务

ShapeNet Part［36］数据集包含 16 种共 15 881 个

CAD模型，每类包含 2~6个不同部件，共 50个部件语

义标签 .不同算法的部件分割结果如表 3所示，其中

每一个部件的评价指标为交并比（mIoU），本文网络

取得了与现有方法基本相当或更好的分割结果 .
SPH3D-GCN［31］通过将点云数据映射到球面上

进行卷积操作，实现了高效的图卷积计算，而本文构

造了精细的局部特征提取算子，随着网络的加深，出

现特征冗余的情况，因此在摩托车等较为复杂的物

体分割结果上表现欠佳 .与 DGCNN 模型相比，本文

算法融合了点云特征信息，提取了丰富的语义特征，

自适应生成卷积核，减少了信息冗余，使得Cls.mIoU
与 Inst.mIoU分别提升了 2.4与 1个百分点 .虽然精度

略逊于 KPConv 和 AGConv，但在车辆、耳机、吉他等

类别实现了最佳分割性能 .与需要预处理的网络模

型Kd-Net和RS-Net相比，Kd-Net前向操作时，需将

点云转为 Kd-tree 结构，RS-Net通过 x、y、z三个方向

的切片池化层将无序点云转换为有序序列，而本文

模型输入原始点云，保留了点云原始信息，充分学习

点云局部特征，各项评价指标提升幅度较大 .实验结

果表明本文方法在点云分割任务中取得了较好的分

割效果 .

为了进一步验证本文算法的鲁棒性，对比分析

了不同模型在平移、缩放和旋转变换下的分割可视

化结果与定量结果，如表 4 与表 5 所示 . 从表 4 可以

看出，PointNet++与DGCNN在平移、缩放和旋转变化

时，不能产生较好的分割结果，而本文模型设计的卷

积算子由全局坐标与余弦相似度函数构造，因此在

数据变化时具有较好鲁棒性 .图 10展示了本文算法

在 ShapeNet Part数据集上的训练轮数与分割精度之

间的变化关系，其于 100 轮时收敛，220 轮时取得最

佳的分割结果 .

图9   训练轮数与总体精度的关系

Fig.9   The relationship of epoch and overall accuracy
表3   不同算法的分割实验结果对比

Tab.3   Comparison of segmentation results of different algorithms % 

算法

PointNet［6］

Kd-Net［34］

PVT［24］

MRTNet［29］

KCNet［10］

SO-Net［30］

RS-Net［37］

PointNet++［25］

DGCNN［13］

KPConv［12］

SPH3D-GCN［31］

AGConv［35］

本文

类别平均

交并比

80.4
77.4
84.0
79.3
82.2
81.0
81.4
81.9
82.3
85.1

84.9
83.4
84.7

实例平均

交并比

83.7
82.3
—

83.0
84.7
84.9
84.9
85.1
85.2
86.4
86.8

86.4
86.2

飞机

83.4
80.1
84.3
81.0
82.8
82.8
82.7
82.4
84.0
84.6
84.4
84.8
84.4

杯子

82.5
74.3
82.1
87.0
86.4
88.0
84.1
87.7
86.7
87.2
89.2

85.7
87.1

包

78.7
74.6
88.7

76.7
81.5
77.8
86.4
79.0
83.4
86.3
86.2
81.2
85.9

车辆

74.9
70.3
82.1

87.0
77.6
77.3
78.2
77.3
77.8
81.1
81.4
79.7
81.4

椅子

89.6
88.6
92.4

89.1
90.3
90.6
90.4
90.8
90.6
91.1
91.5
91.2
90.8

耳机

73.0
73.5
75.5
67.6
76.8
73.5
69.3
71.8
74.7
77.8
77.4
80.9

77.9

小刀

85.9
87.2
88.5
85.4
87.2
83.9
87.0
85.9
87.5
88.4
88.2
88.6
88.6

吉他

91.5
90.2
91.0
90.6
91.0
90.7
91.4
91.0
91.2
92.6

92.5
91.9
92.6

灯

80.8
81.0
85.6
80.6
84.5
82.8
83.5
83.7
82.8
82.7
85.7

84.8
82.8

马克

杯

93.0
86.7
94.7
91.8
94.4
94.2
92.6
94.1
94.9
95.8

95.6
94.9
94.9

摩托

车

65.2
87.4
76.2
64.4
69.2
69.1
66.0
71.6
66.3
78.1
78.6

70.7
74.5

滑板

72.8
69.9
75.3
69.1
75.2
72.9
75.8
76.4
74.5
82.0

78.5
75.9
81.3

桌子

80.6
80.3
81.7
80.6
81.3
83.0
82.2
82.6
82.6
83.6
84.0
84.2

82.8

手枪

81.2
78.1
84.2
79.7
81.6
80.9
81.8
81.3
81.1
85.4

84.7
82.3
83.7

148



第 12 期 杨军等：自适应生成卷积核的动态图注意力三维点云识别及分割

3.3   消融实验

3.3.1   邻点数目

本文在构建局部邻域时使用 KNN 算法，邻点

数目M越大，则感受野越大 .其中，邻点数目M的值

在网络进行局部特征提取时能够影响网络的性能，

在构建局部邻域时若设置较小的邻点数目M，局部

邻域的构建速度较快，网络模型的计算量偏低，但

邻域范围过小会使网络无法充分学习到有效的局

部特征，导致网络模型精度较差；而当设置较多的

邻域点数目时，局部邻域范围重叠，难免会学习到冗

余的特征，影响网络模型学习几何特征的能力 . 此
外，每个数据集的点云规模不同，不同数据集选择的

邻 点 数 M 也 存 在 差 异 性 . 本 文 消 融 实 验 选 取       
ModelNet40数据集与 ShapeNet Part数据集分别测试

邻点数目M对识别精度与分割精度的影响，结果如

表 6所示 .从表 6中可以看出，识别任务在M为 25时

网络精度达到最佳，而分割任务在M为 50时网络精

度最高，这是由于 ShapeNet Part 点云分割数据集的

输入点个数是 ModelNet40 点云识别数据集的 2 倍，

因此当 M较大时，分割网络能提取更丰富的几何

特征 .
3.3.2   增强感受野模块及动态图注意力卷积算子

为了进一步说明本文模型增强感受野模块以及

表6   感受野大小对点云识别与分割的影响

Tab.6   Influence of the receptive field size on recognition 
and segmentation results % 

邻点数目M

10
25
50
60

识别总体精度

93.1
94.0

93.6
93.2

分割平均交并比

85.4
85.9
86.2

85.7

表4   不同算法的分割实验可视化结果

Tab.4   Visualization of segmentation results of different algorithms

类别

小刀

手枪

摩托车

吉他

真实标签

PointNet++
平移 缩放 旋转

DGCNN
平移 缩放 旋转

本文

平移 缩放 旋转

表5   ShapeNet Part数据集上模型平移、缩放和旋转变化后的分割 cls. mIoU对比

Tab.5   Part segmentation in terms of cls. mIoU with translate， scale and rotation variations on ShapeNet Part dataset    %

算法

PointNet［6］

PointNet++［25］

DGCNN［13］

KPConv［12］

本文

平移

1     10    50   100
23.7  16.1  16.0  15.8
43.3  23.9  17.6  15.1
45.5  19.4  16.8  16.1
36.8  22.2  21.1  20.9
84.1  84.4  83.9  84.2

缩放

0.1   0.5    5    10
30.8  66.6  40.8  35.1
29.1  54.7  38.8  36.2
37.9  69.2  50.5  27.4
30.5  46.0  51.2  48.9
84.4  84.1  84.2  84.2

旋转/（°）
30    60    90   120

68.0  58.5  54.5  50.8
74.5  66.6  62.0  58.8
72.5  67.0  64.2  61.1
72.2  61.1  51.4  47.2
82.8  80.6  69.3  66.4

图10   训练轮数与分割精度

Fig. 10   Epoch and segmentation accuracy
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动态图注意力卷积的有效性，分别在 ModelNet40 数

据集与 ShapeNet Part 数据集上进行消融实验，结果

分别如表 7和表 8所示 .Model-1指在 baseline上将标

准图卷积替换为动态图注意力卷积后的网络；

Model-2指在 baseline上增添增强感受野模块后的网

络 .可以看出，由于动态图注意力卷积算子构造了自

适应生成的卷积核，其可以随着点云局部结构的改

变，自适应学习不同的卷积核权重，从而构建不同的

卷积核，并将点云特征信息通过通道传入网络，使网

络获得更加全面的点云信息，而标准图卷积共享卷

积核权重，无法应对点云局部结构之间的变化，因

此，Model-1相较于 baseline网络精度增幅较大 .增强

感受野模块提升了感受野模拟点云局部结构的能

力，使中心点与邻点可以交互空间位置信息，并用改

进的自注意力机制进一步重构感受野，从而网络可

以更充分地提取局部特征，因此 Model-2 相较于

baseline精度提升 .

在增强感受野模块中，利用改进的自注意力机

制替代原始注意力层的有效性需进一步验证 .消融

实验在ModelNet40数据集与 ShapeNet Part数据集上

进行，定量结果如表 9所示 .原始注意力层从自身生

成查询向量 q、值向量 v与键向量 k，本文利用原感受

野生成查询向量 q与增强特征信息后的感受野生成

值向量 v与键向量 k，关注了增强特征信息后的感受

野的同时，将原感受野特征信息加以利用，从而获得

具有更全面特征信息的感受野，进而提升网络精度 .
表 10为消融实验在 ShapeNet Part数据集上的可视化

结果 .

4   结 论

本文提出了自适应生成卷积核的动态图注意力

三维点云识别及分割算法 .首先，将感受野中心点位

置信息传入邻点，加强感受野中心点与邻点的空间

位置信息交流，再利用改进的自注意力机制重构感

受野，进一步加强感受野模拟点云局部结构的能力；

其次，将颜色、强度等点云特征信息通过通道传入网

络，使网络获得更加全面的点云信息；然后，利用余

弦相似度函数构建动态图注意力卷积算子，旨在使

网络在数据变化时可以表现出较强的鲁棒性；最后，

设计点云识别的动态网络架构及语义分割的U形网

络架构 . 本网络模型在点云识别数据集 ModelNet40
上总体精度达到了 94.0%，在点云分割数据集       
ShapeNet Part上平均交并比达到了 86.2%，具有较好

的点云识别与分割能力，并且在数据变化时网络具

有较强鲁棒性 .本文算法在小规模点云数据集上取

得了较好的成绩，但在大规模场景语义分割任务上

还存在较大的提升空间 . 此外，本文采用 KNN 算法

构建感受野，由于稀疏点云数据具有分布不均匀的

特性，从而影响点云识别与分割的结果 .因此，如何

提高本方法对场景语义分割的能力以及如何处理稀

表10   改进的自注意力机制有效性验证的可视化结果

Tab.10   Visualization results of validation of effectiveness 
of the improved self-attention mechanism

类别

原始自注意力机制

本文算法

真实标签

小刀 手枪 摩托车 吉他

表9   F-E模块中改进的自注意力机制有效性验证

Tab.9   Validation of effectiveness of the improved self-
attention mechanism in module F-E % 

注意力机制

原始自注意力机制

本文算法

识别总体精度

93.2
94.0

分割平均交并比

85.1
86.2

表7   F-E模块和动态图注意力卷积在识别任务上的有效性

Tab.7   Validation of F-E module and dynamic attention 
graph convolution on recognition

网络模块

Model-1
Model-2
baseline
本文

识别总体精度/%
92.7
91.6
90.8
94.0

表8   F-E模块和动态图注意力卷积在分割任务上的有效性

Tab.8   Validation of F-E module and dynamic attention 
graph convolution on segmentation

网络模块

Model-1
Model-2
baseline
本文

分割平均交并比/%
84.1
82.5
81.7
86.2
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疏点云数据，是将来要着重研究的内容 .
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